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基于 ｍＲＭＲ 算法的 ｌｅａｒｎｉｎｇ－ｔｏ－ｒａｎｋ 错误定位
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摘　 要： 基于 ｌｅａｒｎｉｎｇ－ｔｏ－ｒａｎｋ 技术构建频谱错误定位模型，从而实现高效的程序错误定位是当前的研究热点。 然而，针对不

同的程序和错误类型，如何生成有效的程序频谱特征集来训练错误定位模型，成为了极具挑战的问题。 针对该问题，应用

ｍＲＭＲ 算法生成程序频谱特征集，提出一种 ｌｅａｒｎｉｎｇ－ｔｏ－ｒａｎｋ 的错误定位新方法。 该方法应用基因编程自动生成备选可疑度

公式集，并利用 ｍＲＭＲ 算法从中选取一组公式子集，该子集中的可疑度公式具有与程序错误高相关且彼此之间低相关的特

性。 利用此可疑度公式子集结合程序频谱计算特征值输入机器学习算法，从而构造错误定位模型。 实验结果表明，新方法不

仅能够提高基于 ｌｅａｒｎｉｎｇ－ｔｏ－ｒａｎｋ 错误定位的效率，也优于 Ｎａｉｓｈ１、Ｔａｒａｎｔｕｌａ 等传统 ＳＢＦＬ 方法。
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０　 引　 言

现如今软件结构日趋复杂，导致软件出错的概

率也越来越高。 近年来，由于软件出错而造成的重

大事故也时有发生。 ２０１８ 年 ３ 月，苹果公司高级工

程师 Ｗａｌｔｅｒ Ｈｕａｎｇ 在一起因特斯拉自动驾驶系统出

错而造成的事故中不幸离世，引发全美关注［１］。 因

此，如何保证软件的高可靠性已成为吸引各方瞩目

的一个重要问题。 通常，软件调试工作都是人工设

置断点进而分析错误位置，需要花费大量时间和精

力。 而错误定位是软件调试中的关键步骤之一，研
究表明，错误定位成为近年来国内外学术界研究的

热点问题。
目前，学者们提出了许多自动化的方法用于错

误定位研究，致力于提高软件错误定位的效率。 基

于程序切片的错误定位［２］、基于程序频谱的错误定

位［３］和基于模型检测的错误定位［４－５］ 都是主流的错

误定位技术， 其中， 基于频谱的错误定位方法

（Ｓｐｅｃｔｒｕｍ－Ｂａｓｅｄ Ｆａｕｌｔ Ｌｏｃａｌｉｚａｔｉｏｎ，ＳＢＦＬ）是目前最

有效的定位方法之一。 简而言之，ＳＢＦＬ 是通过对比

程序在不同颗粒度（语句、谓词、分支、基本块）下成

功执行和失败执行的覆盖信息来确定可疑代码的位

置。 首先执行测试用例并收集测试用例执行结果和

覆盖信息，然后使用可疑度公式计算每条语句的可

疑度值，可疑度值越高，代表这条语句是错误语句的

可能性就越高。 其中，可疑度公式是 ＳＢＦＬ 技术的

核心。 然而，单个可疑度公式只适合定位某种类型

的程序结构和错误，并不具备普适性。



ｌｅａｒｎｉｎｇ－ ｔｏ － ｒａｎｋ 是一种解决排序问题的技

术［６］，近年来在自然语言、信息检索等领域应用较

为广泛。 利用 ｌｅａｒｎｉｎｇ－ｔｏ－ｒａｎｋ 技术构建错误定位

模型进行错误定位可进一步提高错误定位的精度。
Ｋｉｍ 等人［７］ 提出 ＰＲＩＮＣＥ 错误定位框架，通过对待

测程序提取程序静态特征（文件、函数和语句的依

赖性和复杂性）和程序动态特征（可疑度公式），结
合 ｌｅａｒｎ－ｔｏ－ｒａｎｋ 技术并应用支持向量机算法构造

错误定位模型，该方法经实验验证可显著提高错误

定位效率。 研究表明，擅长定位同类型程序或错误

的技术之间具有高相关性［８］。 目前大多数的研究

在构建错误定位模型特征集时只是将相关信息、相
关技术简单集成，并没有考虑这些程序信息或错误

定位技术之间的相关性。 然而，将彼此低相关

性的错误定位技术集成起来往往能够为错误定位

模型提供不同方面的信息，从而提高错误定位的效

率。
本文以错误定位模型的特征选取为出发点，开

展深入研究，提出一种基于最大相关最小冗余算法

（Ｍａｘ －Ｒｅｌｅｖａｎｃｅ ａｎｄ Ｍｉｎ －Ｒｅｄｕｎｄａｎｃｙ，ｍＲＭＲ） 的

ｌｅａｒｎｉｎｇ－ｔｏ －ｒａｎｋ 错误定位方法（ Ｌｅａｒｎｉｎｇ Ｔｏ Ｒａｎｋ
Ｆａｕｌｔ Ｌｏｃａｌｉｚａｔｉｏｎ Ｂａｓｅｄ ｏｎ ｍＲＭＲ，ＬＴＲｍＲ）。 首先

将程序频谱作为基因编程算法的输入生成可疑度公

式，再通过 ｍＲＭＲ 算法选取若干能够准确识别程序

错误且彼此之间低相关的可疑度公式构建模型特征

集，最后经过训练获得错误定位模型。 由于 ＬＴＲｍＲ
融合了基因编程和 ｌｅａｒｎｉｎｇ－ｔｏ－ｒａｎｋ 技术的优势，错
误定位的效率与性能将得到提升。

１　 研究背景

１．１　 ＳＢＦＬ 方法

ＳＢＦＬ 依赖于测试用例覆盖信息计算语句可疑

度分数，根据可疑语句排序列表从上到下排查程序

错误。 ＳＢＦＬ 由 ２ 个重要成分构成：程序频谱和可疑

度公式。 程序频谱即反映程序运行轨迹不同方面信

息的四元组数据 （ａｅｆ，ａｅｐ，ａｎｆ，ａｎｐ）。 其中，ａｅｆ 和 ａｅｐ

分别表示在失败和成功的测试中语句执行的次数；
ａｎｆ 和 ａｎｐ 分别表示在失败和成功的测试中语句未执

行的次数。 目前已被提出的可疑度公式有很多，如
Ｏｃｈｉａｉ、Ｔａｒａｎｔｕｌａ、Ｊａｃｃａｒｄ 等，其中大多数公式皆由经

验直觉或引自其他领域设计而成。 经实例验证，很
难通过传统 ＳＢＦＬ 技术进一步提高错误定位效率。
ＸＩＥ 等人［９］提出新的理论框架并分析了 ３０ 个可疑

度公式的定位效率，但只证明了其中 ５ 个公式在理

论框架基础上具有最优性。 研究人员发现，利用基

因编程所设计的可疑度公式能够提高其对不同类型

错误的适应性，Ｙｏｏ［１０］ 使用基因编程设计可疑度公

式并证明其效率始终优于传统公式。 由此可见，传
统公式不仅设计起来费时费力，而且具有很大的局

限性，效率很难提高。
１．２　 ｌｅａｒｎｉｎｇ－ｔｏ－ｒａｎｋ 错误定位

ｌｅａｒｎ－ｔｏ－ｒａｎｋ 也称为排序学习，是一种有监督

的将机器学习技术应用在排序问题的学习方法，通
过先验并且带有标注的样本训练模型解决排序问

题。 在 Ｚｏｕ 等人［８］的研究中，通过集成不同错误定

位技术进行错误定位，包括 ＳＢＦＬ 技术、基于变异的

错误定位技术、动态切片技术等。 除上述研究外，
Ｘｕａｎ 等人［１１］将 ２５ 个可疑度公式组合并应用 ｌｅａｒｎ－
ｔｏ－ｒａｎｋ 技术完成错误定位，实验结果证明该方法能

够更快地定位程序错误。 但是，上述研究只考虑选

取何种特征构建错误定位模型，却忽略了特征间相

关性对模型性能的影响。 事实上，如果在特征集中

存在冗余特征，会对错误定位模型的定准性产生负

面效果。

２　 ＬＴＲｍＲ 方法

　 　 ＬＴＲｍＲ 设计流程如图 １ 所示。 由图 １ 可知，
ＬＴＲｍＲ 构建错误定位模型共分 ３ 个阶段：基于基因

编程的特征生成、基于 ｍＲＭＲ 算法的特征集构造、
错误定位模型训练。 在特征生成阶段，使用基因编

程技术实现可疑度公式自动化生成。 第二阶段基于

ｍＲＭＲ 算法选取可疑度公式构造特征集，最后根据

频谱输入和特征集训练错误定位模型，用于被测程

序可疑语句的可疑度值计算和排序。 ＬＴＲｍＲ 输入

为程序频谱和语句标签，错误语句位置已知，在语句

标签中，错误语句标记为 １，正确语句标记为 ０；输出

为按可疑度值排序的程序语句列表，语句排名越高，
该条语句导致程序出错可能性越大。
２．１　 基于基因编程的特征生成

本文使用基因编程技术设计可疑度公式（ＧＰ－
ｅｖｏｌｖｅｄ），其目的是使用可疑度公式组合学习错误

定位模型。 算法通过交叉和变异等操作逐代演化出

越来越优秀的种群，新一代的种群通常比上一代种

群更加适应于环境。 程序停止的条件是某单独个体

达到预设的适应度值或者进化的代数达到预设参数

值。 在内存中，种群个体以树形结构表示，树的

终端节点是操作数，非终端节点是运算符，如图 ２ 所

示。
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图 １　 ＬＴＲｍＲ 流程图

Ｆｉｇ． １　 Ｔｈｅ ｗｏｒｋｆｌｏｗ ｏｆ ＬＴＲｍＲ

a b

图 ２　 基因表达式树形结构

Ｆｉｇ． ２　 Ｇｅｎｅｔｉｃ ｅｘｐｒｅｓｓｉｏｎ ｔｒｅｅ

　 　 基因编程算法参数和 ＧＰ 运算符参见表 １ 和表

２［１０］。
表 １　 基因编程算法程序参数

Ｔａｂ． １　 Ｌｉｓｔ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｐａｒａｍｅｔｅｒｓ

初始种群人口 最大树深 进化代数 交叉率 变异率

４０ ４ １００ １．０ ０．８

表 ２　 ＧＰ 算子

Ｔａｂ． ２　 Ｌｉｓｔ ｏｆ ＧＰ ｏｐｅｒａｔｏｒ

算子节点 定义

ｇｐ＿ａｄｄ（ａ，ｂ） ａ ＋ ｂ

ｇｐ＿ｓｕｂ（ａ，ｂ） ａ － ｂ

ｇｐ＿ｍｕｌ（ａ，ｂ） ａ × ｂ

ｇｐ＿ｄｉｖ（ａ，ｂ）
１　 　 ｉｆ　 ｂ ＝ ０
ａ
ｂ

　 ｏｔｈｅｒｗｉｓｅ{
ｇｐ＿ｓｑｒｔ（ａ） ａ

　 　 适应度函数直接影响到基因编程算法的收敛速

度以及能否找到最优解，以及最终结果与初始问题

期望输出之间的匹配程度。 因此，适应度函数至关

重要。 本文适应度函数可写作如下形式：

Ｅ（ ｔ，ｐ，ｂ） ＝ Ｒａｎｋｉｎｇ ｏｆ ｂ ａｃｃｏｒｄｉｎｇ ｔｏ ｔ
Ｎｕｍｂｅｒ ｏｆ ｓｔａｔｅｍｅｎｔ ｉｎ ｐ

× １００ （１）

　 　 其中， ｔ 是可疑度公式；ｂ 是错误语句；ｐ 是包含

错误语句 ｂ 的程序。
２．２　 基于 ｍＲＭＲ 算法的特征集构造

作为错误定位模型构建过程中最核心的部分，
如何选取可疑度公式构造模型特征集决定了能否提

高模型对程序错误的预测准确性。 本文通过集成学

习可疑度公式构建错误定位模型，为了获得更好的

模型错误定位能力，使用 ｍＲＭＲ 算法［１２］ 作为可疑

度公式选择算法。 ｍＲＭＲ 算法旨在原始特征集中

找到与目标输出相关性最高，而特征彼此之间相关

性最低的一组特征子集。 ｍＲＭＲ 算法选取可疑度

公式过程具体如下：
（１）根据不同可疑度公式计算程序语句可疑度

值。
（２）将可疑度值作为算法输入， 计算可疑度公

式与语句标签之间的互信息值 Ｉ（ｘｉ； ｃ），并基于式

（２） 计算互信息值平均值 Ｄ（Ｓ，ｃ）：

Ｄ ＝ １
Ｓ ∑

ｘｉ∈Ｓ
Ｉ（ｘｉ； ｃ） （２）

　 　 其中， ｘｉ 为特征集 Ｓ 中第 ｉ 个可疑度公式。
（３）计算公式间最小冗余值 Ｒ。 其对应数学公

式为：

Ｒ ＝ １
Ｓ ２ ∑

ｘｉ，ｘ ｊ∈Ｓ
Ｉ（ｘｉ；ｘ ｊ） （３）

　 　 （４）选取互信息值大于等于 Ｄ值的 ｍ个可疑度

公式，即选出与标签 ｃ 相关性最高的 ｍ 个公式。
（５）剔除其中互信息值大于 Ｒ 值的公式，此步

骤保证特征集中可疑度公式彼此之间相关性最低。
（６）剔除后公式数量不足 ｍ，基于式（４） 使用增

量搜索的方法在剩余公式中继续挑选，直到特征集

中的可疑度公式数量满足 ｍ 值。 其对应数学公式

为：

ｍａｘ
ｘ ｊ∈Ｘ－Ｓｍ－１

Ｉ（ｘ ｊ；ｃ） － １
ｍ － １ ∑

ｘｉ∈Ｘ－Ｓｍ－１

Ｉ（ｘｉ，ｘ ｊ）
é

ë
êê

ù

û
úú （４）

　 　 其中， ｍ 值为特征集数量预设值。
２．３　 错误定位模型训练

ＬＴＲｍＲ 是一个从选取的可疑度公式中学习错

误定位模型的完整框架。 在训练阶段，使用一组程

序频谱和语句标签作为输入数据，由特征集构造特

征值，输入机器学习算法学习错误定位模型。
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本文使用随机森林和支持向量机算法训练模

型，算法基于 ０．２１．３ 版本 ｓｃｉｋｉｔ－ｌｅａｒｎ 机器学习工具

包［１３］实现，并使用交叉验证方法评估错误定位模型

性能。 对于 Ｄｅｆｅｃｔｓ４Ｊ 和 ＳＩＲ 数据集不同的训练数

据，模型分别使用留一验证法和 ｋ 折交叉验证法完

成训练任务。 其中， ｋ 值设置为 １０。 错误定位模型

构造完成后，其功能相当于可疑度公式，读取待测程

序频谱数据，经过计算可疑度值将程序语句降序排

列，生成可疑语句排序列表，从上到下依次排查错

误。

３　 实验

３．１　 实验研究问题

本文实验基于以下研究问题进行设计。
（１）ＲＱ１：ＬＴＲｍＲ 能否提高 ｌｅａｒｎｉｎｇ－ｔｏ－ｒａｎｋ 错

误定位精度？
此研究问题是评估本文创新工作的重要参考，

通过 ｍＲＭＲ 算法构造一组与语句标签相关性最大，
且彼此低相关的特征公式设置对比实验，验证

ＬＴＲｍＲ 方法有效性。
（２ ） ＲＱ２： ＬＴＲｍＲ 和 传 统 ＳＢＦＬ 公 式 应 用

ｌｅａｒｎｉｎｇ－ｔｏ－ｒａｎｋ 技术相比表现如何？
此研究问题进一步评估 ＬＴＲｍＲ 的有效性。 考

虑 ２ 种不同的特征集：
①由传统 ＳＢＦＬ 公式所组成的特征集。
②由 ＧＰ－ｅｖｏｌｖｅｄ 公式所组成的特征集。
另一方面，（１）中公式未做任何处理，仅简单组

合而成。 （２）中公式应用 ｍＲＭＲ 算法选取，将公式

间相关性作为组合考虑因素。
（３）ＲＱ３：ＬＴＲｍＲ 和传统 ＳＢＦＬ 公式相比定位效

果如何？
此研究问题评估了 ＬＴＲｍＲ 与传统 ＳＢＦＬ 公式

的错误定位表现，同时评估 ｌｅａｒｎｉｎｇ－ｔｏ－ｒａｎｋ 技术对

传统错误定位方法效率提升所提供的帮助。
３．２　 实验对象

Ｄｅｆｅｃｔｓ４Ｊ［１４］是一个基于 Ｊａｖａ 的大型开源故障

数据集，其故障均来自于现实中开源代码中的实际

故障。 每个故障都有一个测试套件，并保证该测试

套件中至少有一个测试用例可以触发该故障。 实验

使用其中包括 ５ 个 Ｊａｖａ 程序的 ３５７ 个故障，具体信

息见表 ３。
ＳＩＲ 数据集是软件错误定位领域中较为流行的

开源数据集存储库之一，实验使用 ４ 个来自 ＳＩＲ 数

据集的程序，共 ９２ 个人工故障，见表 ４。

表 ３　 Ｄｅｆｅｃｔｓ４Ｊ 数据集故障信息

Ｔａｂ． ３　 Ｓｕｂｊｅｃｔ ｐｒｏｇｒａｍｓ ｆｒｏｍ Ｄｅｆｅｃｔｓ４Ｊ

程序 故障数量 ／ 个 代码量 ／ ｋ 行

Ａｐａｃｈｅ ＣｏｍｍｏｎｓＭａｔｈ １０６ １０３．９

Ａｐａｃｈｅ ＣｏｍｍｏｎｓＬａｎｇ ６５ ４９．９

Ｊｏｄａ－Ｔｉｍｅ ２７ １０５．２

ＪＦｒｅｅＣｈａｒｔ ２６ １３２．２

ＧｏｏｇｌｅＣｌｏｓｕｒｅ ｃｏｍｐｉｌｅｒ １３３ ２１６．２

表 ４　 ＳＩＲ 数据集故障信息

Ｔａｂ． ４　 Ｓｕｂｊｅｃｔ ｐｒｏｇｒａｍｓ ｆｒｏｍ ＳＩＲ

程序 故障数量 ／ 个 测试用例数量 ／ 个

ｆｌｅｘ ４７ ５６７

ｇｒｅｐ １１ １９９

ｇｚｉｐ １８ ２１４

ｓｅｄ １６ ３６０

３．３　 评价指标

（１）Ａｃｃｕｒａｃｙ 标准。 ａｃｃ＠ ｎ 度量标准计算在语

句可疑度排名列表中前 ｎ 个位置内成功定位的错误

数量。 本文选择 １、３、５、１０ 作为 ａｃｃ＠ ｎ 中的 ｎ 值。
（２）ＥＸＡＭ 指标。 ＥＸＡＭ 指标是被广泛使用的

用来评估错误定位效率的指标［１５］。 其值为在可疑

语句排序列表中找到第一个错误之前所检查的语句

数占程序语句总数的百分比。 显然，该指标的值越

小表示定位效果越好。
３．４　 实验设置

本文所有实验均在 Ｉｎｔｅｌ Ｃｏｒｅ ｉ７－４７００ＭＱ ＣＰＵ，
２．４０ ＧＨｚ，内存为 ４ ＧＢ，Ｍｉｃｒｏｓｏｆｔ Ｗｉｎｄｏｗｓ １０ 操作系

统的 计 算 机 上 完 成， 其 中 基 因 编 程 算 法 基 于

ｐｙｅｖｏｌｖｅ 框架实现。 为验证 ＬＴＲｍＲ 有效性，设置 ２
组对比实验。 第一组对比实验使用 １５ 个传统 ＳＢＦＬ
公式作为特征集训练错误定位模型，具体公式参见

表 ５。 第二组对比实验使用 ＧＰ－ｅｖｏｌｖｅｄ 公式构成特

征集，其可疑度公式选取策略为随机选择，为避免随

机性影响实验结果的准确性，在第二组实验中共设

置 ３０ 个可疑度公式特征集，每个特征集从 ３ ０００ 个

备选可疑度公式中随机选取 １５ 个公式。 在评估实

验结果时，将 ３０ 组结果的平均值作为第二组实验最

终结果。
实验将评估 ＬＴＲｍＲ 与 ２ 组对比实验的错误定

位效率，并将实验结果进行对比。 图表中分别使用

“ｍａｘ”和“ｒａｎｄｏｍ”代表第一、二组实验，另分别使用

“ｒ”和“ｓ”代表随机森林和支持向量机两种建模算

法。 例如，“ＬＴＲｍＲ＿ｓ”指使用支持向量机算法建模

的 ＬＴＲｍＲ。
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表 ５　 ＳＢＦＬ 可疑度公式

Ｔａｂ． ５　 ＳＢＦＬ ｔｅｃｈｎｉｑｕｅｓ

公式 公式表达式 公式 公式表达式

Ｎａｉｓｈ１（ＥＲ１ａ）
－ １， 　 ｉｆ ａｅｆ ＜ Ｆ

Ｐ － ａｅｐ， ｉｆ ａｅｆ ＝ Ｆ{ ＧＰ１９ ａｅｆ ｜ ａｅｐ － ａｅｆ ＋ ａｎｆ － ａｎｐ ｜

Ｎａｉｓｈ２（ＥＲ１ｂ） ａｅｆ －
ａｅｆ

ａｅｆ ＋ ａｎｆ ＋ １
ＧＰ１３ ａｅｆ（１ ＋ １

２ａｅｐ ＋ ａｅｆ
）

Ｗｏｎｇ１（ＥＲ５ａ） ａｅｆ Ｋｕｌｃｚｙｎｓｋｉ
ａｅｆ

ａｎｆ ＋ ａｎｐ

Ｒｕｓｓｅｌ ＆ Ｒａｏ（ＥＲ５ｂ）
ａｅｆ

ａｅｆ ＋ ａｎｆ ＋ ａｅｐ ＋ ａｎｐ
Ｋｕｌｃｚｙｎｓｋｉ２

１
２

（
ａｅｆ

ａｅｆ ＋ ａｎｆ
＋

ａｅｆ

ａｅｆ ＋ ａｅｐ
）

Ｂｉｎａｒｙ（ＥＲ５ｃ）
０，ｉｆ ａｅｆ ＜ Ｆ

１，ｉｆ ａｅｆ ＝ Ｆ{ Ｊａｃｃａｒｄ
ａｅｆ

ａｅｆ ＋ ａｎｆ ＋ ａｅｐ

ＧＰ０２ ２（ａｅｆ ＋ ａｎｐ ） ＋ ａｅｐ Ａｍｐｌｅ
ａｅｆ

ａｅｆ ＋ ａｎｆ
－

ａｅｐ

ａｅｐ ＋ ａｎｐ

ＧＰ０３ ａ２
ｅｆ － ａｅｐ Ｏｃｈｉａｉ

ａｅｆ

（ａｅｆ ＋ ａｎｆ）·（ａｅｆ ＋ ａｅｐ）

Ｔａｒａｎｔｕｌａ

ａｅｆ

ａｅｆ ＋ ａｎｆ

ａｅｐ

ａｅｐ ＋ ａｎｐ
＋

ａｅｆ

ａｅｆ ＋ ａｎｆ

４　 实验结果分析

４．１　 ＲＱ１
图 ３ 和图 ４ 显示 ＳＢＦＬ 公式与 ＬＴＲｍＲ 在 ５ 个

Ｄｅｆｅｃｔｓ４Ｊ 多错误程序和 ４ 个 ＳＩＲ 多错误程序的错误

定位效果。 ｘ 轴表示已检查代码比例， ｙ 轴表示错误

的检出比例。 可以发现， ＬＴＲｍＲ 曲线总体位于

ｒａｎｄｏｍ 曲线上方，证明 ＬＴＲｍＲ 对 ｌｅａｒｎｉｎｇ－ｔｏ－ｒａｎｋ
错误定位的效率有明显提高。 研究时通过随机选取

可疑度公式集成学习错误定位模型代表目前大多数

ｌｅａｒｎｉｎｇ－ｔｏ－ｒａｎｋ 错误定位方法，通过随机集成特征

所构造的特征集并未考虑特征间相关性。 容易发

现，经过 ＬＴＲｍＲ 对特征集进行去冗余处理后，其效

率明显增高。 ａｃｃ＠ ｎ 评价标准实验结果见表 ６。 从

表 ６ 实验数据得知，ＬＴＲｍＲ 对于 ｒａｎｄｏｍ 在 ｔｏｐ－１０
位置所检出的错误数量平均提高 ２０．３％和 ７．６％，分
别基于 Ｄｅｆｅｃｔｓ５Ｊ 和 ＳＩＲ 数据集。 由此可见，应用

ｍＲＭＲ 算法处理错误定位模型的特征集，对于提高

错误定位模型性能有显著效果。
　 　 为了进一步说明问题，计算了在可疑语句排名

列表中第一个错误在被测程序的所有版本中的平均

排名。 例如，在 Ｄｅｆｅｃｔｓ４Ｊ 数据集的 Ｃｌｏｓｕｒｅ 程序中，
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（ｂ） 基于支持向量机算法建模

图 ３　 基于 Ｄｅｆｅｃｔｓ４Ｊ 数据集 ＬＴＲｍＲ 与其它 ＳＢＦＬ 技术定位效率比

较

Ｆｉｇ． ３　 Ｔｈｅ ｌｏｃａｌｉｚａｔｉｏｎ ｅｆｆｉｃｉｅｎｃｙ ｂｅｔｗｅｅｎ ＬＴＲｍＲ ａｎｄ ｏｔｈｅｒ ＳＢＦＬ
ｔｅｃｈｎｉｑｕｅｓ ｏｎ Ｄｅｆｅｃｔｓ４Ｊ
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（ｂ） 基于支持向量机算法建模

图 ４　 基于 ＳＩＲ 数据集 ＬＴＲｍＲ 与其它 ＳＢＦＬ 技术定位效率比较

Ｆｉｇ． ４　 Ｔｈｅ ｌｏｃａｌｉｚａｔｉｏｎ ｅｆｆｉｃｉｅｎｃｙ ｂｅｔｗｅｅｎ ＬＴＲｍＲ ａｎｄ ｏｔｈｅｒ ＳＢＦＬ

ｔｅｃｈｎｉｑｕｅｓ ｏｎ ＳＩＲ

共有 １３３ 个版本。 首先统计 ＧＰ１３ 公式在每个版本

中所找到的第一个错误的排名，再计算所有版本排

名的平均值，通过计算，ＧＰ１３ 在所有版本中定位首

个错误的平均排名是 ３５７．９９。 实验中统计了来自

Ｄｅｆｅｃｔｓ４Ｊ 的 ５ 个程序和 ＳＩＲ 的 ４ 个程序的第一个错

误由不同错误定位技术所得到的平均排名，然后将

所得结果与 ＬＴＲｍＲ 比较，建立箱形图，如图 ５ 所示。
每个箱型图上方和下方的横线分别表示第一个错误

在所有版本中的最高排名和最低排名，箱子的顶部

和底部分别表示上 ４ 分位数和下 ４ 分位数，箱子内

的横线表示中位数，红点表示异常值。 从图 ５ 可以

观察得到，ＬＴＲｍＲ 的稳定性优于其他错误定位技

术，且中位数最低，这表明，在跨项目的多错误版本

中 ＬＴＲｍＲ 总能更快地定位到错误。
４．２　 ＲＱ２

图 ３ 和图 ４ 中最上方 ３ 条线分别表示 ＬＴＲｍＲ
与 ２ 组对比实验的 ＥＸＡＭ 指标表现。 从这些图中

可以发现，ＬＴＲｍＲ 曲线处于所有曲线之上，表明在

相同代码检查比例下，ＬＴＲｍＲ 能够找到更多的错

误。 同样地，检出相同比例的程序错误，ＬＴＲｍＲ 只

需要检查更少的代码。 研究通过 ３ 种不同的组合策

略验证了 ＬＴＲｍＲ 的有效性，“ｍａｘ”中公式均为领域

中应用广泛的 ＳＢＦＬ 公式，相比于特征成员更平民

化的 ＬＴＲｍＲ，效率明显略低。 相比技术本身，决定

错误定位模型定位效率很重要的因素便是特征公式

之间的相关性，在保持与目标输出高度相关性的前

提下，可疑度公式之间相关性越低，越能为错误定位

提供不同方面的信息，起到增益效果。 单纯地将公

式组合在一起虽然能够提高定位效率，但是只能验

证 ｌｅａｒｎｉｎｇ ｔｏ ｒａｎｋ 技术的有效性，并没有考虑不同

技术之间的内在关系。 从图 ４ 能够发现，在特征集

不变的情况下，使用随机森林算法所构建的错误定

位模型往往能够更快地定位到错误，图 ４ （ ａ） 中

“ＬＴＲｍＲ＿ｒ”找出全部错误所需检查的代码比例大

约为 ２０％，而图 ４（ｂ）中“ＬＴＲｍＲ＿ｓ”找到全部错误

则需要检查大约 ４０％的代码。 另一方面，使用单个

ＳＢＦＬ 公式进行错误定位，最快能找到全部错误的公

式是 ＧＰ１３，ＧＰ１３ 在代码检查率达到 １０％时能够成

功定位超过 ８０％的错误。
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图 ５　 ＬＴＲｍＲ 与其它 ＳＢＦＬ 技术定位首个错误平均排名比较

Ｆｉｇ． ５　 Ｔｈｅ ａｖｅｒａｇｅ ｒａｎｋｉｎｇ ｏｆ ｆｉｒｓｔ ｄｅｔｅｃｔｅｄ ｆａｕｌｔ ｂｅｔｗｅｅｎ ＬＴＲｍＲ
ａｎｄ ｏｔｈｅｒ ＳＢＦＬ ｔｅｃｈｎｉｑｕｅｓ

　 　 表 ６ 详细阐述了 ＬＴＲｍＲ 和其他 ＳＢＦＬ 方法在

ａｃｃ＠ ｎ 指标上的表现。 从表 ６ 可以发现，在 ｔｏｐ－１０
前，“ ＬＴＲｍＲ ＿ ｒ” 和 “ ＬＴＲｍＲ ＿ ｓ” 分别成功定位

Ｄｅｆｅｃｔｓ４Ｊ 数据集中 ２５７ 个和 ２６３ 个错误以及 ＳＩＲ 数

据集中的 ４６ 个和 ４５ 个错误。 容易发现，在表 ５ 所

示公式中，只有 Ｋｕｌｃｚｙｎｓｋｉ、Ｋｕｌｃｚｙｎｓｋｉ２、Ｏｃｈｉａｉ 以及
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ＧＰ１３ 能在 ｔｏｐ － １０ 位置前定位的错误比例高于

５０％，并分别定位 １８９、１９２、１８３ 和 １８３ 个错误。 结

果表明，ＬＴＲｍＲ 比传统方法更具有性能优势，效率

更高。
表 ６　 ａｃｃ＠ｎ 评价标准实验结果

Ｔａｂ． ６　 Ｔｈｅ ａｃｃ＠ｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｎ Ｄｅｆｅｃｔｓ４Ｊ ／ ＳＩＲ

ａｃｃ＠ １ ａｃｃ＠ ３ ａｃｃ＠ ５ ａｃｃ＠ １０ ａｃｃ＠ １ ａｃｃ＠ ３ ａｃｃ＠ ５ ａｃｃ＠ １０

Ｎａｉｓｈ１（ＥＲ１ａ） １ ／ １２ ３ ／ １９ ７ ／ ２６ １３ ／ ３５ Ｔａｒａｎｔｕｌａ ６０ ／ ５ １１８ ／ ５ １３５ ／ ８ １７７ ／ ９

Ｎａｉｓｈ２（ＥＲ１ｂ） ５７ ／ １１ １０５ ／ １９ １２６ ／ ２６ １５３ ／ ３５ Ｋｕｌｃｓｚｙｎｓｋｉ１ ６１ ／ １ １１６ ／ ５ １３５ ／ ９ １８９ ／ １５

Ｗｏｎｇ１（ＥＲ５ａ） ３８ ／ ７ ７３ ／ １５ ９７ ／ ２２ １３１ ／ ３４ Ｋｕｌｃｓｚｙｎｓｋｉ２ ６４ ／ １１ １２０ ／ １９ １４５ ／ ２７ １９２ ／ ３５

Ｒｕｓｓｅｌ＆Ｒａｏ（ＥＲ５ｂ） ３８ ／ ７ ７３ ／ １４ ９７ ／ ２５ １２９ ／ ３３ Ａｍｐｌｅ ６４ ／ １ １２０ ／ ６ １４０ ／ １０ １９１ ／ １５

Ｂｉｎａｒｙ（ＥＲ５ｃ） ６０ ／ ８ １１５ ／ １７ １３８ ／ ２３ １５９ ／ ３７ ｍａｘ＿ｒ １１０ ／ １６ １５９ ／ ２３ １９０ ／ ３４ ２２１ ／ ４２

ＧＰ０２ ２３ ／ ３ ４６ ／ ６ ６６ ／ １１ １１２ ／ １９ ｍａｘ＿ｓ １３１ ／ １６ １６１ ／ １９ ２０７ ／ ３２ ２３０ ／ ４０

ＧＰ０３ １１ ／ ８ ２４ ／ １６ ３２ ／ ２２ ４１ ／ ３０ ｒａｎｄｏｍ＿ｒ １０３ ／ １５ １１３ ／ ２１ １３９ ／ ３１ １７６ ／ ４０

ＧＰ１３ ６１ ／ １４ １１７ ／ ２４ １４１ ／ ２８ １８３ ／ ３６ ｒａｎｄｏｍ＿ｓ １０９ ／ １６ １２３ ／ ２８ １５６ ／ ３０ １９４ ／ ３９

ＧＰ１９ ６２ ／ １１ １１８ ／ ２０ １３７ ／ ２６ １７９ ／ ３５ ｍＲＭＲ＿ｒ １３５ ／ ２４ １８２ ／ ３０ ２１９ ／ ３８ ２５７ ／ ４６

Ｊａｃｃａｒｄ ６１ ／ １１ １１５ ／ １８ １３８ ／ ２６ １７５ ／ ３５ ｍＲＭＲ＿ｓ １３５ ／ １７ １６５ ／ ２５ ２１８ ／ ３３ ２６３ ／ ４５

Ｏｃｈｉａｉ ６１ ／ １１ １１６ ／ １８ １３８ ／ ２６ １８３ ／ ３５

　 　 注：表中结果为基于 Ｄｅｆｅｃｔｓ４Ｊ 数据集实验结果 ／ 基于 ＳＩＲ 数据集实验结果

４．３　 ＲＱ３
根据图 ２ 和图 ３ 的结果可以观察得出，ＬＴＲｍＲ

曲线，即 ＬＴＲｍＲ＿ｒ 和 ＬＴＲｍＲ＿ｓ 总体上位于其他曲线

上方，表明 ＬＴＲｍＲ 在相同的代码检查量下，可以定位

到更多错误。 即使在代码检查比例大于 ６０％之后，会
偶尔出现 ＬＴＲｍＲ 曲线低于其他公式曲线的情况，也
仍然可以肯定 ＬＴＲｍＲ 的有效性。 一个很重要的原因

是，在真实开发环境中，只有在代码检查百分比很低

的时候定位到错误，错误定位工作才是有意义的。
由表 ６ 可知，ＧＰ１３ 和 Ｎａｉｓｈ２ 在前 １０ 检查位置中

分别成功定位 Ｄｅｆｅｃｔｓ４Ｊ 共计 ３５７ 个错误中的 １８３ 和

１５３ 个错误。 对于 ＳＩＲ 基准数据集的错误，ＧＰ１３ 和

Ｎａｉｓｈ２ 分别可以定位 ３６ 和 ３５ 个错误。 通过比较以

上数据可以得到，ＧＰ１３ 比其他 ＳＢＦＬ 公式定位效率更

高。 ＬＴＲｍＲ 在 ｔｏｐ－１０ 前最多能够定位 ２６３ 个故障，
较 ＧＰ１３ 相比，ＬＴＲｍＲ 的错误检出率提高了 ４３．７％。
通过表中数据发现，ＬＴＲｍＲ 比单独使用 ＳＢＦＬ 公式错

误定位的准确性高，错误定位效率也有显著提高。

５　 结束语

本文提出一种结合基因编程和 ｍＲＭＲ 算法的频

谱特征生成和选择方法 ＬＴＲｍＲ，研究了在 ３５７ 个实

际错误和 ９２ 个人工错误上的定位性能，并通过实验

对比评估了 １５ 个 ＳＢＦＬ 公式的错误定位效率。
ＬＴＲｍＲ 首先通过基因编程生成可疑度公式，然后使

用 ｍＲＭＲ 算法选取公式并生成算法模型特征集，最
终构建排序模型进行错误定位。 经实验结果验证，在

集成多种 ＳＢＦＬ 技术进行错误定位时，各特征成员之

间的相关性高低对最终的定位效果有显著影响。 从

实验结果发现，ＬＴＲｍＲ 不仅能够提高 ｌｅａｒｎｉｎｇ －ｔｏ －
ｒａｎｋ 错误定位方法的效率，其性能也优于传统 ＳＢＦＬ
公式，错误定位能力和效率有一定提升。

在未来的工作中，研究将对 ＬＴＲｍＲ 进行有效

改进，使其满足不同颗粒度级别错误定位技术需求。
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