
第 １１ 卷　 第 ７ 期

Ｖｏｌ．１１ Ｎｏ．７ 　
　

智　 能　 计　 算　 机　 与　 应　 用

Ｉｎｔｅｌｌｉｇｅｎｔ Ｃｏｍｐｕｔｅｒ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ
　

　 ２０２１ 年 ７ 月

　 Ｊｕｌ． ２０２１

　 　 　 　 　 　文章编号： ２０９５－２１６３（２０２１）０７－００２４－０８ 中图分类号： ＴＰ１８１ 文献标志码： Ａ

样本线性化与数据去重的极限学习机

张　 灿， 代子彪， 安　 鑫， 李建华

（合肥工业大学 计算机与信息学院， 合肥 ２３０００９）

摘　 要： 对于多标签分类中存在非线性的数据样本和重复的样本数据问题，本文提出了一种基于在线顺序极限学习机（Ｏｎ⁃
ｌｉｎｅ Ｓｅｑｕｅｎｔｉａｌ Ｅｘｔｒｅｍｅ Ｌｅａｒｎｉｎｇ Ｍａｃｈｉｎｅ， ＯＳ－ＥＬＭ）的改进算法—样本线性化和数据预处理极限学习机（ＰＤＣ－ＥＬＭ）。 ＰＤＣ
－ＥＬＭ 算法对线性不可分的数据样本先利用核函数进行处理，使数据样本具有线性可分的特征，对于处理后的数据样本，利用

在线顺序极限学习机（ＯＳ－ＥＬＭ）在计算之前对分类数据进行预处理，即从训练和测试数据集中查找不一样的特征标签并保

存类标签中，实验中新生成的标签组将不具有重复的特征标签，大大减少了训练的对比次数。 实验表明，相比于其他没有样

本线性化和数据预处理的极限学习机模型，计算的准确度得到很大的提升，计算时间也有所降低。
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０　 引　 言

极限学习机是 Ｈｕａｎｇ 提出的一种训练单隐层

前馈神经网络［１］ 的新型机器学习算法。 在过去的

２０ 多年里，很多学者［２－５］ 已对单隐层前馈神经网络

展开深入研究。 单隐层前馈神经网络有 ２ 种主要架

构。 一种是带有加性隐藏节点的架构，另一种是带

有径向基函数隐藏节点的架构。 对于使用单隐层前

馈神经网络的许多应用程序来说，训练方法通常是

批处理学习类型的。 多数情况下，批处理学习是一

个耗时的事情，因为其中可能涉及到对训练数据的

多次迭代。 在大多数应用程序中，这可能需要几分

钟到几个小时，并且必须正确地选择学习参数，以确

保收敛。 此外，每当接收到新数据时，批处理学习都

会将历史数据和新数据一起使用，并进行再训练，因

此会消耗大量时间。 在许多工业应用中，在线顺序

学习算法比批处理学习算法更受欢迎，因为顺序学

习算法在接收新数据时不需要再训练。
与此同时，许多研究者将经典的极限学习机扩

展到核学习，证明了极限学习机不仅适用于 Ｓｉｇｍｏｉｄ
网络和 ＲＢＦ 网络［６］等经典的特征映射，还适用于多

种类型的特征映射。 在对类别分布不平衡的数据进

行分类时，Ｐｒｉｙａ 等人［７－８］ 提出了一种统一的加权极

限学习机方法（ｗｅｉｇｈｔｅｄ ＥＬＭ）来处理复杂的数据分

布，即在其中对每个样本点额外赋予一个权重。 然

而，上文论述的极限学习机方法并没有将样本线性

化和数据预处理数据添加到操作中。
极限学习机算法在泛化性能上也有较高的效率

和精度［９］。 在线顺序极限学习机［１０－１２］ （ＯＳ－ＥＬＭ）
算法是基于极限学习机框架的在线学习版本。 在线



顺序极限学习机不仅可以逐个地学习训练数据，而
且可以逐块地学习，丢弃已经训练过的数据。 在以

下意义上，这就是一个通用的顺序学习算法。 将训

练观察结果按顺序，逐个地或块接块，呈现给学习算

法。 在任何时候，只有新到达的单个或大块的观察，
而不是整个过去的数据被看到和学习。 一旦某一特

定、单个或组块，观察的学习过程结束，就丢弃单个

或一组训练观察。 在线顺序极限学习机起源于批量

学习极限学习机［１３－１６］，为具有加性和径向基函数节

点的单隐层前馈神经网络开发。 在函数回归和分类

领域的一些基准问题上对极限学习机的性能进行了

评估。 结果表明，与其他基于梯度下降的学习算法

（包括反向传播 ［１７－１８］算法）相比，极限学习机在更

高的学习速度下提供了更好的泛化性能，许多应用

的学习阶段在秒内即可完成［１９］。
需要一提的是，确定标签子集时，在线顺序极限

学习机却忽略了样本的特征。 一方面，由标签子集

转换而来的类可能具有较低的可分离性；另一方面，
一些标签组合会导致分布高度不平衡［２０］，导致现有

的单标签学习算法难以应用。 这对这些不足，需要

解决 ２ 个问题：
（１）如何挖掘样本特征，设计有效的指标来评

价标签子集的质量。
（２）如何基于质量度量从大量候选子集中实现

快速选择。
针对问题（１），研究中采用基于线性判别比的

测度来评价主标签类的可分性，再使用联合熵来描

述数据的不平衡程度。 由于核技术在特征空间中更

容易分析可分性，因此可采用核支持向量机（ｋｅｒｎｅｌ
ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｍａｃｈｉｎｅ， ＳＶＭ ） 作 为 基 础 学 习

器［２１－２２］。 对于问题（２），应在极限学习机中预先从

训练和测试数据集中查找不同的标签并保存类标签

中，如此一来，在时间和效率上都得到了很大的提

升。
极限学习机算法在单标签分类［２３］ 中表现出更

优异的性能。 基于极限学习机算法的多标签分

类［２４－２５］研究相对较少。 针对多标签分类问题，Ｓｕｎ
等人［２５］提出了一种基于阈值法的极限学习机算法。
此外，文献［７］也提出了一种多标签分类的核极限

学习机算法。 然而，现有的基于极限学习机的多标

签分类方法并没有考虑到样本线性化和样本数据预

处理。 本文中介绍了一种新的基于在线顺序极限学

习机来处理多标签分类问题的改进算法，即样本线

性化和数据预处理极限学习机（ＰＤＣ－ＥＬＭ）。 本文

对多标签分类方案的主要贡献如下：
（１）针对线性不可分的数据样本，先采用核函

数进行处理，使之线性可分。
（２）对于处理后的数据样本，为了减少计算量，

预先从训练数据集和测试数据集中查找不一样的标

签并保存类标签中。
（３）将多标签分类问题分解为单独的单标签分

类问题，就是将多标签问题转化为一组单标签问题。
（４）在极限学习机算法中，输出权值由最小二

乘法确定。
本文组织如下：首先，介绍了相关背景工作，包

括多标签分类和极限学习机的探讨。 其次，研究相

关工作有在线顺序极限学习机与核函数。 然后，详
细分析了 ＰＤＣ－ＥＬＭ 相关操作与处理，包括动机、优
化的预处理、算法分析和处理过程。 接下来，给出了

实验相关数据和比较结果。 最后，是本文的结论部

分。

１　 背景

１．１　 多标签分类

传统的监督学习是著名的机器学习范式之一，
其中每个例子由一个实例和一个标签组成。 然而，
在多标签应用程序中，每个例子也由一个单独的实

例表示，同时与一组标签相关联，多标签问题更符合

现实世界的应用，同时也给监督学习领域带来了挑

战［２６］。
多标签分类的目的是将一个实例 ｘ ∈ Ｒｄ 映射

到标签集 Ｙ⊆ Ｌ ＝ ｛１，２，…，ｋ｝， 其中 ｋ 是类的数量。
多标签分类的任务是根据训练集 Ｄ ＝ ｛（ｘｉ，ｙｉ） ｜ ｉ ＝
１，２，…，ｎ｝ 构造一个函数 ｆ（·）： ｆ（Ｘ） → Ｙ。 对于任

何看不见的实例 ｘ ∈ Ｘ， 多标签分类器 ｆ（·） 将

ｆ（ｘ） ⊆ｙ 预测为 ｘ 的正确标签集。
１．２　 极限学习机

一般情况下，给定一个由 Ｎ 个任意不同样本组

成的训练集 ｓ ＝ ｛（ｘｉ，ｔｉ） ｜ ｘｉ ∈ Ｒｎ， ｔｉ ∈ Ｒｍ， ｉ ＝ １，
２，…，Ｎ｝， 具有 􀭾Ｎ 个隐节点的单隐层前馈网络函数

可以表示为：

ｆ􀭾Ｎ ＝ ∑
􀭾Ｎ

ｊ ＝ １
β ｊＧ（ａ ｊ，ｂ ｊ，ｘｉ） ＝ ｔｉ， ｉ ＝ １，２，…，Ｎ （１）

　 　 其中， ａ ｊ 和 ｂ ｊ 表示随机确定的学习参数； β ｊ 表

示输出权重矩阵连接第 ｊ 个隐藏输出节点； ｘｉ 和 ｔｉ
分别是第 ｉ 个观测的特征和输出； Ｇ（ａ ｊ，ｂ ｊ，ｃｊ） 是一

个满足极限学习机通用逼近能力定理的非线性分段

连续函数。
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２　 在线顺序极限学习机

　 　 在初始阶段，假设有 Ｎ０ 个任意的训练样本

（Ｘｉ，ｔｉ） ，其中 Ｘｉ ＝ ｘｉ１，ｘｉ２，…，ｘｉｍ[ ] Ｔ ∈ Ｒｎ， ｔｉ ＝
ｔｉ１，ｔｉ２，…，ｔｉｍ[ ] Ｔ ∈ Ｒｍ。 利用基本的极限学习机算

法的思想，希望求得满足 ‖Ｈ０β － Ｔ０‖ 最小的 β ０，
运算时需用到：

Ｈ０ ＝
ｇ（ａ１，ｂ１，Ｘ１） … ｇ（ａ􀭾Ｎ，ｂ􀭾Ｎ，Ｘ１）

︙ ⋱ ︙
ｇ（ａ１，ｂ１，ＸＮ０

） … ｇ（ａ􀭾Ｎ，ｂ􀭾Ｎ，ＸＮ０
）

é

ë

ê
ê
ê
ê

ù

û

ú
ú
ú
ú

Ｎ０∗􀭾Ｎ

（２）

Ｔ０ ＝
ｔＴ１
︙
ｔＴ􀭾Ｎ０

é

ë

ê
ê
ê
ê

ù

û

ú
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（３）

　 　 此时，根据广义逆的计算方法，可以计算出

β ０。

３　 ＰＤＣ－ＥＬＭ

３．１　 动机

相比于代表性的极限学习机模型（包括 ＥＬＭ，
Ｌ２１－ＥＬＭ［２７］ ），在线顺序极限学习机有比较明显的

优势，在线顺序极限学习机不仅可以逐个地学习训

练数据，而且可以逐块地学习，丢弃已经训练过的数

据。 在以下操作上，这就是一个通用的顺序学习算

法。 对此可做详述如下。
（１）将训练观察结果按顺序，逐个或块接块，呈

现给学习算法。
（２）在任何时候，只有新到达的单个或大块的

观察，而不是整个过去的数据，被看到和学习。
（３）如果某一特定单个或组块的观察学习过程

完成，就丢弃单个或一组训练观察。
在线顺序极限学习机虽然有以上的优势，但却

未能很好地去处理非线性样本。 与之相对应，核函

数的优势恰在于此，对其特点可概述如下。
（１）核函数的引入避免了复杂维数，大大减小

了计算量。 而输入空间的维数 ｎ 对核函数矩阵并无

影响，因此，核函数方法可以有效处理高维输入。
（２）无需知道非线性变换函数 ϕ 的形式和参

数。
（３）核函数的形式和参数的变化会隐式地改变

从输入空间到特征空间的映射，如此即会对特征空

间的性质产生影响，从而改变各种核函数方法的性

能。

（４）核函数方法能和不同的算法相结合，形成

多种不同的基于核函数技术的方法，且这 ２ 部分的

设计可以单独进行，并可以为不同的应用选择不同

的核函数和算法。
综上所述可知，若是将核函数的自身优势与在

线顺序极限学习机相结合，不仅能够减少计算量，而
且在时间效率上也会获得提升。
３．２　 预处理分析

对于非线性数据样本通过核函数处理使样本线

性化，降低后续在线顺序极限学习机处理的计算量。
通常训练样本数据较大，实验样本中很多处理后的

特征值相同，文中采用比较和统计的方法，对分类的

数据进行预处理，即从训练集和测试集中找到不同

的标签，存储到类标签中，这样操作即可把所有不同

的标签类存储到一起，成为一个标签组，而数量远低

于原来的数据样本容量。
３．３　 算法

为了解决样本数据中比较重复的问题，研究提

出一种新的基于在线顺序极限学习机的算法来处理

多标签分类问题的改进算法、即样本线性化和数据

预处理极限学习机（ＰＤＣ－ＥＬＭ），以适应多标签的

应用。 对于线性不可分的数据样本，ＰＤＣ－ＥＬＭ 算

法先利用核函数进行处理，使数据样本具有线性可

分的特征，而对于处理后的数据样本，可利用在线顺

序极限学习机在计算前对分类数据进行预处理，也
就是从训练和测试数据集中查找不同的特征标签并

保存类标签中。 形成一个新的和没有重复的样本标

签组，为后续的比较实验提供便利。 ＰＤＣ－ＥＬＭ 算

法的研发实现步骤可参考算法 １。
算法 １　 ＰＤＣ－ＥＬＭ 算法

输入　 训练集 ｛（ｘｉ ，ｙｉ ）ｘｉ ∈ Ｒｎ ，ｙｉ ∈ Ｒｎ，ｉ ＝
１，２，…，Ｎ｝，测试集｛（ｘ ｊ ，ｙ ｊ ）ｘ ｊ ∈Ｒｎ ，ｙ ｊ ∈Ｒｎ，ｊ ＝ １，
２，…，Ｎ｝， 激活函数 ｇ（·）， 和隐藏层节点数 ｐ

输出　 训练和测试的分类准确度和时间

Ｓｔｅｐ １　 对样本数据使用相关核函数算法。
Ｓｔｅｐ ２　 预处理分类数据，
ｆｏｒ 训练集中第 １ 个到第 Ｎ 个实例执行。
Ｓｔｅｐ ３　 从训练和测试数据集找到不同标签并

保存在类标签中。
Ｓｔｅｐ ４　 处理训练目标和测试目标，生成隐藏

层节点的输入权重 ｗ＿ｉ 和偏差 ｂ＿ｉ。
Ｓｔｅｐ ５　 计算隐神经元输出矩阵 Ｈ。
Ｓｔｅｐ ６　 　 ｅｎｄ ｆｏｒ
对于实验中的数据样本处理，共设置了 ５ 个参

６２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



数。 其中，２ 个参数是从数据样本中挑选出来的测

试集和训练集。 数据样本需要进行多次训练、多次

试验，增加实验的可靠性。 再有一个参数是极限学

习机训练类型。 分类则设置为 １，在实验中，０ 表示

回归，１ 表示分类，考虑到实验就是处理分类问题，
故设定为 １；另外，还有一个参数是隐藏层节点数

目、即 ｐ。 隐藏层节点数目的不同会影响到训练时

间、测试时间、训练准确度和测试准确度，在不断的

调试中找到最佳的隐藏层节点数目，使得实验结果

最好；最后一个参数是激活函数、即 ｇ（·）， 根据数

据样本需要设置好最恰当的激活函数。

４　 实验

为了更好地评价 ＰＤＣ－ＥＬＭ 模型的性能，本节

从实验环境、数据集、代表性的 ＥＬＭ 模型比较、性能

评估和实验结果对比进行分析。 为了更好地呈现模

型的数据比较，在表与图上分别从相关数据对比上

进行研究。
４．１　 运行环境

试验运行环境为 Ｗｉｎｄｏｗｓ １０ 企业版，处理器为

Ｉｎｔｅｒ（Ｒ） Ｃｏｒｅ（ＴＭ） ｉ５－８４００ ＣＰＵ＠ ２．８０ ＧＨｚ，内存

１６．０ ＧＢ，６４ 位操作系统。 实验模型调试、运行、结
果对比和图形绘制在 Ｍａｔｌａｂ ２０１６ 中。
４．２　 实验数据集

本实验在扩展 ｉｒｉｓ、ａｂａｌｏｎｅ、ｗｉｎｅ 和 ｙｅａｓｔ ４ 个数

据集上进行。 ４ 组数据集将用于本文的优化模型

ＰＤＣ－ＥＬＭ 与代表性的 ＥＬＭ 模型（包括 ＥＬＭ、Ｌ２１－
ＥＬＭ ［２５］和 ＯＳ－ＥＬＭ ［１０］）的效果比较。
４．３　 比较模型

本实验拟与代表性的 ＥＬＭ 模型（包括 ＥＬＭ、
Ｌ２１－ＥＬＭ 和 ＯＳ－ＥＬＭ）进行比较。 其中，ＥＬＭ 是一

种具有竞争力的机器学习方法，也是基于最小二乘

的学习算法，可为分类和回归应用提供高效统一的

学习解决方案。 ＥＬＭ 就是一种针对单隐含层前馈

神经网络的神经网络的算法，训练时的目的旨在寻

得输出层的权值求解。 ＥＬＭ 的显著特点就是输入

权值和隐含节点的偏置都是在给定范围内随机生成

的，现已证得其学习效率高、且泛化能力强，并已广

泛应用于分类、回归、聚类、特征学习等问题中。 但

是 ＥＬＭ 鲁棒性较差，稳定性也差。 Ｌ２１－ＥＬＭ 是一

种低秩正则化极限学习机，将提取的特征与 ＥＬＭ 上

的相关特征进行低秩约束。 首先，在低秩重构过程

中通过对重构矩阵施加具有旋转不变性的 Ｌ＿（２，１）

模约束，可在挖掘目标域数据的关键特征的同时提

高算法对不同姿态图片分类的鲁棒性。 其次，在目

标函数中引入结构的正则化，使得迁移时数据中的

局部几何结构信息得以充分利用，进一步提高了分

类性能。 最后，为解决源域数据较少带来的欠完备

特征空间覆盖问题，在公共子空间中利用源域数据

和目标域数据联合构造字典，保证了重构的鲁棒性。
但却很容易过拟合，求解效果欠佳。 ＯＳ－ＥＬＭ 是一

种快速、准确的在线序列学习算法，可以递增地添加

隐藏节点，并可按块大小变化或固定的块大小逐块

地输入训练数据。 ＯＳ－ＥＬＭ 分为 ２ 个部分。 一部分

为通过少量的训练样本，利用 ＥＬＭ 算法计算并初始

化输出权重；另一部分开始在线学习，每当一个新的

数据样本到来时，通过一个递推公式得到新的输出

权重，从而实现在线且快速的训练。 ＯＳ－ＥＬＭ 具备

了 ＥＬＭ 的速度和泛化能力上的优点，并且可以随着

新数据的到来不断更新模型，而不是重新训练模型。
但是对于样本重复数据较多和非线性化样本处理却

并未臻至完善。 此外，为了与传统方法进行仿真对

比，还对 ＳＶＭ［２１－２２］模型进行了研究。 其主要思想即

为找到空间中的一个能够将所有数据样本划开的超

平面，并且使得样本集中所有数据到这个超平面的

距离最短，虽然通过使用核函数可以向高维空间进

行映射，使用核函数对于解决非线性的分类是有着

长足优势的，不仅思想简单，分类效果也较好，但是

对于大规模数据训练却比较困难，也无法直接支持

多分类，而只能使用间接的方法来做。
４．４　 实验结果与分析

在本节中，研究给出了 ＰＤＣ－ＥＬＭ 算法在多标

签分类应用中的仿真结果。 研发所得数据详见

表 １～表 ４。
　 　 图 １ 表示实验模型 ＰＤＣ－ＥＬＭ 分别在 ｉｒｉｓ 和

ａｂａｌｏｎｅ 数据集下的训练准确度和测试准确度。 图 １
中，红线表示训练结果，蓝线表示测试结果。 由图 １
可以看出，随着隐藏层节点数目的增加，ＰＤＣ－ＥＬＭ
的训练准确性也有所增加。 隐藏层节点数越多，就
能够提取更多的特征，使得准确度更高。 ＥＬＭ 模型

对任何非线性函数都具有普遍的逼近能力。 随着隐

藏层节点数目的增加，预测误差趋于零。 图 １ 给出

了随着 ＥＬＭ 隐含层隐藏节点数增加分类精度的变

化情况。 在本实验中，隐藏节点的数量从 １００ 增加

到 １ ０００，步长增幅为 １００。 分析图 １ 可知，随着隐

藏层节点数目的增加，预测精度也逐渐提高。
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表 １　 平均准确度（％）±ａｂａｌｏｎｅ 数据集上不同数量隐藏层节点的标准差

Ｔａｂ． １　 Ｔｈｅ ａｖｅｒａｇｅ ａｃｃｕｒａｃｙ （％）±ｓｔａｎｄａｒｄ ｄｅｖｉａｔｉｏｎ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｎｕｍｂｅｒ ｏｆ ｈｉｄｄｅｎ ｎｅｕｒｏｎｓ ｏｎ ｔｈｅ ａｂａｌｏｎｅ ｄａｔａｓｅｔ

隐藏层节点数 ＳＶＭ ＥＬＭ Ｌ２１－ＥＬＭ ＯＳ－ＥＬＭ ＰＤＣ－ＥＬＭ

１００ ６０．０２±１．６６ ５０．１２±１．３５ ５１．０１±１．２７ ５１．１２±２．９６ ５１．９３±２．２６

２００ ６０．０２±１．６６ ５０．５１±０．５７ ５１．９９±１．７４ ５０．５１±１．９９ ５２．８１±２．７２

３００ ６０．０２±１．６６ ５０．７３±０．９０ ５２．３１±１．６５ ５１．７３±２．３５ ５３．２０±２．０４

４００ ６０．０２±１．６６ ４６．７６±０．７７ ５７．４５±１．９８ ４７．７６±２．６３ ５８．３７±２．００

５００ ６０．０２±１．６６ ４５．６５±０．７０ ５７．６６±１．７３ ４６．６５±２．０５ ５８．９８±１．６４

６００ ６０．０２±１．６６ ４６．０９±０．５９ ５０．２３±１．９６ ４９．０９±２．５４ ５９．３９±１．７９

７００ ６０．０２±１．６６ ４６．６５±１．７２ ４０．１１±１．１４ ４７．６６±１．５３ ５９．９５±１．０６

８００ ６０．０２±１．６６ ５０．４２±１．０５ ３０．２６±１．０４ ５１．４２±２．０３ ６０．３３±１．１２

９００ ６０．０２±１．６６ ４６．９７±１．７４ ２０．１１±１．６５ ４７．９７±１．８５ ６０．８７±１．１４

１ ０００ ６０．０２±１．６６ ４７．７６±１．４７ １６．５５±０．５２ ４８．７８±２．５５ ６２．４６±１．６１

表 ２　 平均准确度（％）±ｉｒｉｓ数据集上不同数量隐藏层节点的标准差

Ｔａｂ． ２　 Ｔｈｅ ａｖｅｒａｇｅ ａｃｃｕｒａｃｙ （％）±ｓｔａｎｄａｒｄ ｄｅｖｉａｔｉｏｎ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｎｕｍｂｅｒ ｏｆ ｈｉｄｄｅｎ ｎｅｕｒｏｎｓ ｏｎ ｔｈｅ ｉｒｉｓ ｄａｔａｓｅｔ

隐藏层节点数 ＳＶＭ ＥＬＭ Ｌ２１－ＥＬＭ ＯＳ－ＥＬＭ ＰＤＣ－ＥＬＭ

１００ ９８．３２±０．４３ ９５．４１±３．４５ ９５．２１±３．９４ ９５．３２±３．８８ ９５．４４±３．７６

２００ ９８．３２±０．４３ ９７．６８±３．８０ ９７．３４±３．３２ ９７．５３±３．２４ ９７．４１±３．４４

３００ ９８．３２±０．４３ ９７．７９±２．９５ ９７．７６±３．２３ ９７．９１±３．３５ ９７．８５±３．２４

４００ ９８．３２±０．４３ ９８．１２±２．０２ ９７．８１±３．１０ ９７．７６±３．３９ ９８．１８±３．０９

５００ ９８．３２±０．４３ ９７．９１±３．２５ ９８．０１±３．３６ ９８．０６±３．２６ ９８．１２±２．２７

６００ ９８．３２±０．４３ ９８．１５±３．２８ ９７．９９±３．２４ ９７．８２±３．１６ ９８．１８±２．０１

７００ ９８．３２±０．４３ ９８．２１±２．２０ ９８．０７±３．１０ ９７．９４±３．０５ ９８．２６±２．１１

８００ ９８．３２±０．４３ ９９．５９±０．４８ ９８．８７±１．９８ ９９．４７±０．４４ ９９．７６±０．３３

９００ ９８．３２±０．４３ ９９．５３±０．４４ ９９．０１±１．４５ ９９．５９±０．４２ ９９．７６±０．３２

１ ０００ ９８．３２±０．４３ ９９．６５±０．５４ ９９．１６±０．４４ ９９．３５±０．３３ ９９．７１±０．４２

表 ３　 平均准确度（％）±ｙｅａｓｔ 数据集上不同数量隐藏层节点的标准差

Ｔａｂ． ３　 Ｔｈｅ ａｖｅｒａｇｅ ａｃｃｕｒａｃｙ （％）±ｓｔａｎｄａｒｄ ｄｅｖｉａｔｉｏｎ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｎｕｍｂｅｒ ｏｆ ｈｉｄｄｅｎ ｎｅｕｒｏｎｓ ｏｎ ｔｈｅ ｙｅａｓｔ ｄａｔａｓｅｔ

隐藏层节点数 ＳＶＭ ＥＬＭ Ｌ２１－ＥＬＭ ＯＳ－ＥＬＭ ＰＤＣ－ＥＬＭ

１００ ７９．４６±２．０１ ７１．７５±１．３８ ６９．５５±０．７５ ７０．５６±１．３３ ７０．０４±１．５５

２００ ７９．４６±２．０１ ７２．８９±１．６５ ７０．１９±１．１７ ７１．７５±１．５１ ７２．９２±１．４４

３００ ７９．４６±２．０１ ７１．２８±１．６９ ７２．６７±１．１０ ６９．４０±１．２２ ７３．１５±１．０１

４００ ７９．４６±２．０１ ６９．１７±１．４８ ７４．７８±１．０６ ６５．７０±１．１７ ７６．３８±１．５４

５００ ７９．４６±２．０１ ５９．５６±１．５８ ７６．８３±１．０１ ５６．７７±０．９９ ７９．３３±１．６７

６００ ７９．４６±２．０１ ５７．９１±０．９８ ５９．６６±２．１０ ５４．１７±１．１９ ７８．５６±０．８９

７００ ７９．４６±２．０１ ５６．６０±０．７４ ４０．３５±０．８９ ５３．１３±１．４３ ８０．６９±０．６５

８００ ７９．４６±２．０１ ５５．５９±１．５７ ３０．１３±０．５６ ５７．２９±０．８８ ７９．５０±０．５７

９００ ７９．４６±２．０１ ５４．５３±１．６６ ２０．３４±０．６７ ５６．２５±０．４６ ７９．５８±０．４４

１ ０００ ７９．４６±２．０１ ５５．６５±１．８３ １７．２６±１．０２ ５４．７７±１．０２ ７９．７１±０．３７

８２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



表 ４　 平均准确度（％）±ｗｉｎｅ 数据集上不同数量隐藏层节点的标准差

Ｔａｂ． ４　 Ｔｈｅ ａｖｅｒａｇｅ ａｃｃｕｒａｃｙ （％）±ｓｔａｎｄａｒｄ ｄｅｖｉａｔｉｏｎ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｎｕｍｂｅｒ ｏｆ ｈｉｄｄｅｎ ｎｅｕｒｏｎｓ ｏｎ ｔｈｅ ｗｉｎｅ ｄａｔａｓｅｔ

隐藏层节数 ＳＶＭ ＥＬＭ Ｌ２１－ＥＬＭ ＯＳ－ＥＬＭ ＰＤＣ－ＥＬＭ

１００ ６７．１２±１．０１ ５２．６６±１．８５ ５５．７８±１．１５ ５２．８６±１．９６ ６２．６４±１．４９

２００ ６７．１２±１．０１ ５３．３０±１．６２ ５７．８９±１．３５ ５３．８５±２．２４ ６１．５４±１．２７

３００ ６７．１２±１．０１ ５５．２８±１．７１ ５９．３４±１．６７ ５７．２５±１．６４ ６３．８６±１．８５

４００ ６７．１２±１．０１ ５９．１７±０．８９ ６０．６６±１．３７ ５９．３４±２．０５ ６１．６５±１．０７

５００ ６７．１２±１．０１ ５５．５６±１．５２ ６３．３２±１．４４ ５０．５５±１．４９ ６６．０４±１．２８

６００ ６７．１２±１．０１ ４９．９１±１．０５ ６４．０１±０．９８ ５４．１７±１．６９ ６７．４５±１．６４

７００ ６７．１２±１．０１ ４５．６０±１．４７ ５０．１１±０．６７ ４６．２６±２．０７ ６７．１４±２．０７

８００ ６７．１２±１．０１ ４２．５９±１．９０ ４０．５２±０．４１ ４３．６９±１．０１ ６７．２５±０．８２

９００ ６７．１２±１．０１ ４４．５３±１．９５ ３０．０１±０．２６ ５０．４４±１．４５ ６７．９６±１．６３

１ ０００ ６７．１２±１．０１ ４５．６５±２．０５ １９．２３±１．２４ ４９．１５±０．８３ ６７．８６±０．４４
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　 　 （ａ） ｉｒｉｓ 数据集
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　 　 （ｂ） ａｂａｌｏｎｅ 数据集

图 １　 基于不同数据集的隐藏节点数量的分类准确率

Ｆｉｇ． １　 Ｔｈｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｂａｓｅｄ ｏｎ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｈｉｄｄｅｎ
ｎｏｄｅｓ ｉｎ ｄｉｆｆｅｒｅｎｔ ｄａｔａ ｓｅｔｓ

　 　 耗时结果对比见表 ５ 所示。 由表 ５ 可以看出，
在这种情况下，ＰＤＣ－ＥＬＭ 算法的学习速度比其他

方法要快。 分析可知，在预处理时进行了去重，也就

是过滤了重复的特征标签，减少了比较次数，但在数

据较少时其优势并不明显。 或者重复数据较少时，
优势也并不突出。 在今后的工作中需继续提高

ＰＤＣ－ＥＬＭ 的训练性能。

表 ５　 在 １ ０００ 个隐藏层节点下 ４ 个数据集的耗时比较

Ｔａｂ． ５ 　 Ｔｈｅ ｔｉｍｅ － ｃｏｎｓｕｍｉｎｇ ｃｏｍｐａｒｉｓｏｎ ｏｎ ｆｏｕｒ ｄａｔａｓｅｔｓ ｗｉｔｈ
１ ０００ ｎｅｕｒｏｎｓ ｓ

数据集名称 ＳＶＭ ＥＬＭ Ｌ２１－ＥＬＭ ＯＳ－ＥＬＭ ＰＤＣ－ＥＬＭ

ｉｒｉｓ ０．７０ ０．０７ ３．１２ ０．１５ ０．０９

ａｂａｌｏｎｅ ２．４５ ０．６８ ３．８９ ０．４６ ０．３７

ｗｉｎｅ ２．９７ ０．４７ ４．７６ ０．４１ ０．３３

ｙｅａｓｔ ３．２０ ０．３４ ４．８１ ０．５６ ０．４５

　 　 本次研究中，在选取的各个数据集上进行实验，
仿真后得到的平均识别率如图 ２ ～图 ５ 所示。 由图

２～图 ５ 可知，ＰＤＣ－ＥＬＭ 明显优于其他代表 ＥＬＭ 模

型，证明了 ＰＤＣ－ＥＬＭ 采用预处理标签数据的方法

应用在多标签分类上是有效的，也是有优势的。 随

着隐藏层节点数目的增加，ＰＤＣ－ＥＬＭ 的准确性也

在增加，一定程度上隐藏层节点数越多，越多的特征

即被隐藏层提取在图 ２ 和图 ３ 中。 当隐藏层节点数

量小于 ３００ 时，ＰＤＣ－ＥＬＭ 的结果比其他 ＥＬＭ 方法

比较接近，究其原因即在于较少的神经元不能有效

地提取良好的特征。 ＰＤＣ－ＥＬＭ 要优于 ＯＳ－ＥＬＭ 方

法，根本原因在于：一方面，ＰＤＣ－ＥＬＭ 进行了样本

线性化处理；另一方面将特征选择在测试集和训练

集进行了预处理，有明显提升的效果。 Ｌ２１－ＥＬＭ 优

于原始的 ＥＬＭ 方法，根本原因在于 Ｌ２１－ＥＬＭ 将特

征选择融入到线性回归模型中，这样一来分类提取

特征就比较方便，可以更好地描述输入数据。 但从

图 ４ 和图 ５ 可以看出，当神经元数量超过 ６００ 个时，
Ｌ２１－ＥＬＭ 的性能急剧下降，分析原因则可能是隐藏

层节点太多导致了算法的过拟合。 由图 ２ 还可以看

出，也许是因为数据及样本容量的影响，与其他 ３ 组

数据集比较而言，ｉｒｉｓ 数据集的样本容量相对来说较

小，可能造成 ＰＤＣ－ＥＬＭ 模型无法充分地发挥自身

９２第 ７ 期 张灿， 等： 样本线性化与数据去重的极限学习机



优势，数据样本容量较少，样本的特征较为分散，预
处理的训练集和测试集的特征效果也未得到很好的

呈现，造成的后果就是多组训练模型的测试结果较

为接近，无法更好地突出自身的优势。 在隐藏层神

经元较少的情况下，ＳＶＭ 优于大多数 ＥＬＭ 方法，然
而，随着隐藏层神经元数量的增加，本文提出的

ＰＤＣ－ＥＬＭ 优于 ＳＶＭ，由图 ４ 和图 ５ 可以看出，当隐

藏神经元数量大于为 ７００ 时，只有本文研发的模型

获得了最好的结果。
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图 ２　 在 ｉｒｉｓ数据集，实验的平均识别率
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图 ３　 在 ｗｉｎｅ 数据集，实验的平均识别率
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图 ４　 在 ａｂａｌｏｎｅ 数据集，实验的平均识别率
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图 ５　 在 ｙｅａｓｔ 数据集，实验的平均识别率

Ｆｉｇ． ５　 Ａｖｅｒａｇｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｃｏｇｎｉｔｉｏｎ ｒａｔｅ ｉｎ ｙｅａｓｔ ｄａｔａｓｅｔ

５　 结束语

在本文中，提出了一种基于在线顺序极限学习

机的多标签分类改进方法、即 ＰＤＣ－ＥＬＭ，对非线性

样本通过核函数进行线性处理，再进行样本特征数

据预处理，与其他 ＥＬＭ 方法相比，不仅降低了计算

量，还能提高准确率，在多标签分类实验中有明显的

效果。
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