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摘　 要： 目前大多数大型神经网络都存在参数量大、计算难度高等问题，想要在移动端设备使用，则会受到计算资源的限制。
虽然现有轻量级网络出现解决了一定的计算量的问题，但同时其网络中大量使用 １×１ 点卷积，使得其成为了现在轻量级网络

的计算瓶颈。 针对点卷积造成的计算瓶颈的问题，首先提出使用 ＧｈｏｓｔＭｏｄｅｌ 来代替其中一部分点卷积，然后结合异构卷积对

残差结构进行改进并提出 ＲｅｓＨｅｔＭｏｄｅｌ＿Ａ、Ｂ 两个改进的模块，使用改进模块构成轻量级网络 ＨＳＮｅｔ。 最后对注意力特征图

进行分析，在网络加入注意力机制来提高网络表达。 在 ＣＡＦＩＲ１０ 和 ＣＡＦＩＲ１００ 数据集上的分类实验证明网络的有效性。 最

后在 ＩｍａｇｅＮｅｔ 大型数据集上实验表明 ＨＳＮｅｔ 具有一定的泛化性。
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０　 引　 言

计算机视觉的发展推动人工智能不断进化，而
作为计算机视觉强大进步源泉的深度学习，则在计

算机视觉领域子任务，诸如图像分类、目标检测、图
像分割等方面做出了重大贡献。 与神经网络相结合

的图像处理算法相较于传统的图像处理算法有巨大

的精度优势。 在大数据的时代，利用神经网络在数

据中学习图像特征，继而进行分类、检测、分割等任

务。 目前，基于深度学习的图像分类网络层出不穷，
大量优秀的网络不断问世，人们研究的重点是如何

将图像分类精度提高，不断加深、加宽模型，虽然网

络在精度上表现越发出众，但网络效率问题也随即

产生。 在实践中，为了将基于深度学习的图像分类

技术应用于移动运算设备中，就需要考虑计算资源

限度。 分析可知，时下的大型分类网络出于其庞大

的参数量和计算量等原因仍然难以落地移动端设

备，在此基础上，研究人员就将网络轻量化作为另一

个研究方向，并研发提出了体积小、速度快的模型用

于图像分类。
２０１２ 年提出的 ＡｌｅｘＮｅｔ［１］取得了 ＩｍａｇｅＮｅｔ 图像

分类赛的冠军，此后优秀的模型不断涌现。 ＡｌｅｘＮｅｔ
不仅是其后续网络的雏形，同时还提出了 Ｍｕｌｔｉ －
Ｐａｔｈ 的方式，通过使用 ２ 个 ＧＰＵ 进行并行训练，网
络也分为 ２ 个支路。 受此启发，接下来就开始使用

多路分支的方式来构造高效的分类网络。 ２０１４ 年，
Ｓｉｍｏｎｙａｎ 等人［２］ 提出的 ＶＧＧ 结构是在此基础上构

造，在 ＩｍａｇｅＮｅｔ 图像分类数据集 Ｔｏｐ５ 错误率中达

到了 ６．８％，但同年的冠军是 Ｓｚｅｇｅｄｙ 等人提出的

ＧｏｏｇＬｅＮｅｔ［３］，其 Ｔｏｐ５ 错误率达到 ６． ６７％， 借鉴



ＡｌｅｘＮｅｔ 的思想提出 Ｉｎｃｅｐｔｉｏｎ 模块。 Ｈｅ 等人提出的

ＲｅｓＮｅｔ［４］使用分支的形式构造残差模块，并使用残

差网络构成 ＲｅｓＮｅｔ。 虽然大型网络在精度上不断

提高，单为了在有限的计算资源下达到更好的检测

效果，设计一种轻量化的网络相比大型网络能够在

相同检测效果下消耗更低的资源。 ２０１６ 年，Ｉａｎｄｏｌａ
等人［５］ 提出了 ＳｑｕｅｅｚｅＮｅｔ，其模型大小只有０．５ Ｍ，
主要网络由 ＦｉｒｅＭｏｄｅｌ 构造，其中大量使用了 １×１ 卷

积。 Ｍｏｂｉｌｅｎｅｔ［６］中将深度卷积分成 ２ 步，提出深度

可分离卷积，深度可分离卷积关注卷积方式，操作就

是将普通深度卷积转换为逐通道卷积与点卷积。 前

者卷积核数与通道数相同，后者使用点卷积来混合

通道信息，将每一个输入特征图信息在输出有所体

现。 此后有多人又提出了 ＳｈｕｆｆｌｅＮｅｔ 系列［７－８］ 使用

通道混洗操作，其思想是将卷积分组，加强每个通道

之间的信息交互，通道混洗的操作使各个输入通道

信息在输出通道有所体现。 这样可以减少通道数量

的同时不损失通道信息。 上述大多轻量化设计中大

量地使用 １×１ 卷积来压缩参数量，使得网络 ＦＬＯＰｓ
暴增，１×１ 显然成为轻量型网络设计的计算瓶颈，于
是在基于如何去除卷积同时不增加参数量和 ＦＬＯＰｓ
的研究上，Ｖａｈｉｄ 等人［９］结合快速傅里叶变换（ＦＦＴ）
中的蝶形运算与卷积操作提出 Ｂｕｔｔｅｒｆｌｙ Ｔｒａｎｓｆｏｒｍ
来无限逼近卷积并应用于卷积神经网络中，来降低

计算复杂度。 Ｌｉ 等人［１０］ 又提出 ＭｉｃｒｏＮｅｔ 思想是分

解矩阵，具体操作是将卷积核矩阵分解为 ２ 组自适

应卷积。 Ｈａｎ 等人［１１］在研究 ＣＮＮ 提取的特征图中

发现大量特征图存在冗余的情况，于是使用 Ｇｈｏｓｔ
幻影图来代替冗余的特征图。

本文结合异构卷积与 ＧｈｏｓｔＭｏｄｅｌ 构造一种轻

量级的分类网络，此分类网络中不会大量使用 １×１
卷积，同时，网络风格类似于 ＲｅｓＮｅｔ，但网络模型远

小于 ＲｅｓＮｅｔ，将此轻量级网络命名为 ＨＳＮｅｔ。

１　 相关工作

１．１　 异构卷积

异构卷积是由 Ｓｉｎｇｈ 等人［１２］提出的一种不同于

传统的卷积方式，图像分类中的滤波器含有大量 ３×
３ 的卷积核，异构卷积主要是使用 １×１ 卷积核，３×３
卷积核进行排列，以此减少参数。 此方式使用了通

用逻辑门的思想，将复杂操作简单化。 原始异构卷

积如图 １ 所示。
　 　 图 １ 中， Ｐ 是超参数，通过 Ｐ 来控制 １ × １ 卷积

的数量， 通过在 ３×３ 卷积之间插入 １×１ 可以达到减

少参数的效果，本文基于 ＧｈｏｓｔＭｏｄｅｌ 对异构卷积进

行改进，改进后的异构滤波器如图 ２ 所示。 在图 ２
中，将 其 中 的 １ × １ 卷 积 使 用 如 图 ３ 所 示 的

ＧｈｏｓｔＭｏｄｅｌ 替换。
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图 １　 异构卷积
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图 ２　 改进后的异构卷积
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图 ３　 ＧｈｏｓｔＭｏｄｅｌ
Ｆｉｇ． ３　 ＧｈｏｓｔＭｏｄｅｌ

１．２　 ＧｈｏｓｔＭｏｄｅｌ
传统卷积方式产生的特征图含有大量冗余，表

现为同一滤波器产生的特征图非常相似，相似特征

图之间可以通过一系列线性变换，Ｈａｎ 等人［１１］ 提出

使用 ＧｈｏｓｔＭｏｄｅｌ 来代替一部分卷积，ＧｈｏｓｔＭｏｄｅｌ 思
想是先使用少量的卷积生成原始特征图，然后使用

这些特征图生成“幻影图”来代替原来冗余的特征，
此方式可以减少大量参数以及 ＦＯＬＰｓ。 图 ３ 中表

示了 ＧｈｏｓｔＭｏｄｅｌ。
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２　 网络结构设计

２．１ 节中主要根据 Ｘｃｅｐｔｉｏｎ［１３］ 网络对第一层卷

积 ＳｔｅｍＢｌｏｃｋ 进行改进。 在上一节中，已经对异构

卷积进行了改进，在 ２．２ 节中会使用改进的异构卷

积与 Ｇｈｏｓｔ Ｍｏｄｅｌ 构造一个模块，并以此模块搭建网

络。 对此拟展开分析论述如下。
２．１　 ＳｔｅｍＢｌｏｃｋ

Ｘｃｅｐｔｉｏｎ 网络中使用 Ｉｎｃｅｐｔｉｏｎ 结构来构成整个

网络，其中网络前两层是由 ２ 个 ３×３ 卷积构成，用
其初步提取特征，受 Ｓｚｅｇｅｄｙ 等人研究成果［１４］ 的启

发，本文构造了一种轻量级的 ＳｔｅｍＢｌｏｃｋ，２ 种不同

的 ＳｔｅｍＢｌｏｃｋ 如图 ４ 所示。 图 ４ 左侧图中，ＳＣｏｎｖ 表

示深度可分离卷积，对比原始 ＳｔｅｍＢｌｏｃｋ，如图 ４ 右

侧图所示，本文的结构可以获得不同的特征表达，并
减少参数量。
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图 ４　 ２ 种不同的 ＳｔｅｍＢｌｏｃｋ

Ｆｉｇ． ４　 Ｔｗｏ ｄｉｆｆｅｒｅｎｔ ＳｔｅｍＢｌｏｃｋ

２．２　 异构卷积模块

特征图注意力机制和多路径表示对视觉识别非

常重要，特征图注意力机制一般有通道注意力机制

以及空间注意力机制，都是通过池化生成一个权重

系数向量，再与原特征图相乘得到注意力图，本文在

网络中使用的通道注意力 ＥＣＡ 模块如图 ５ 所示。

1?1?C

sigmoid

1?1?C

GAP

AdaptiveSelection
ofKernelSize:K=5

图 ５　 ＥＣＡ－Ｌａｙｅｒ
Ｆｉｇ． ５　 ＥＣＡ－Ｌａｙｅｒ

　 　 分析可知，神经网络会出现随着网络加深，训练

集准确率下降的现象，何凯明等人指出网络加深会

出现梯度消失的情况，并提出了残差网络 ＲｅｓＮｅｔ，
其中包含了一个直连路线，网络输出等于输入加上

卷积后的输出。 本文在残差网络的基础上结合异构

卷积构造一个轻量级模块 ＲｅｓＮｅｔＭｏｄｅｌ，模块由异构

卷积和 ＧｈｏｓｔＭｏｄｅｌ 组成。
原始残差网络如图 ６（ａ）所示，本文改进的残差

网络如图 ６（ｂ）、图 ６（ｃ）所示。 原始残差网络通过

直连抵消网络层数过深导致的梯度消失现象，本文

结合异构卷积和幻影图操作改进残差网络，网络主

要由图 ６（ｂ）、图 ６（ｃ）的模块构成，在每个阶段的初

始阶段，使用 ＲｅｓＮｅｔＭｏｄｅｌ＿Ｂ 残差模块降采样，接着

使用 ＲｅｓＮｅｔＭｏｄｅｌ＿Ａ 重复，加强特征表达，在模块

ＲｅｓＮｅｔＭｏｄｅｌ＿Ａ 中，还会使用注意力机制来提升视

觉表达。 网络整体结构见表 １。 表 １ 中， ＦＬＯＰｓ 为
２３１．８７ Ｍ。

1?1Conv3?3ConvGhostModelNetConv

S=2
3?3Conv

3?3Conv

(a)ResBlock (b)ResNetModel_A (c)ResNetModel_B
图 ６　 原始残差网络与改进的残差网络

Ｆｉｇ． ６　 Ｏｒｉｇｉｎａｌ ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋ ａｎｄ ｉｍｐｒｏｖｅｄ ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋ
表 １　 网络整体结构

Ｔａｂ． １　 Ｏｖｅｒａｌｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

Ｓａｔｇｅ Ｉｎ ｓｉｚｅ －Ｏｕｔ ｓｉｚｅ ＥＣＡ

Ｓｔｅｍ ２２４－１１２ ０
１ １１２－５６ １
２ ５６－２８ １
３ ２８－１４ １
４ １４－７ ０
ＦＣ １ ２８０×１×１ －
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３　 实验结果分析

实验环境操作系统为 Ｕｂｕｎｔｕ１８．０４，使用 ＧＰＵ 训

练，深度学习框架为 Ｐｙｔｏｒｃｈ。 首先为了测试注意力

对网络的影响，进行了消融实现，设置不同阶段添加

ＥＣＡ 模块进行实验。 实验数据集使用 ＣＡＦＩＲ１０ 数据

集，在此数据集中总共有 １０ 类目标。 实验结果见表

２。 表 ２ 中，符号“√”表示使用 ＥＣＡ。
表 ２　 ＥＣＡ对模型影响

Ｔａｂ． ２　 ＥＣＡ ｅｆｆｅｃｔ ｏｎ ｔｈｅ ｍｏｄｅｌ （ｓｙｍｂｏｌ

ｗｉｔｈ ＥＣＡ １ ２ ３ ４ 精度 ／ ％

ＨＳＮｅｔ ８７．５４
ＨＳＮｅｔ＿Ｗ √ ８８．２３
ＨＳＮｅｔ＿Ｗ √ ８８．５５
ＨＳＮｅｔ＿Ｗ √ ９０．２０
ＨＳＮｅｔ＿Ｗ √ ８９．０６

　 　 从表 ２ 的实验结果来看，使用 ＥＣＡ 模块确实会

使模型精度提高，但是使用的方式需要经过实验验

证，本文在 １、２、３ 阶段使用 ＥＣＡ，４ 阶段不使用时效

果最好。 表 １ 中模型结构是其最优的形式，使用表 １
中的网络与其他分类网络在 ＣＡＦＩＲ１０ 数据集以及

ＣＡＦＩＲ１００ 数据集上进行实验，验证模型的有效性。
结果见表 ３。

表 ３　 ＣＡＦＩＲ１０实验结果

Ｔａｂ． ３　 ＣＡＦＩＲ１０ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

网络 ＦＬＯＰｓ 精度 ／ ％

ＲｅｓＮｅｔ５０ ４．０９ Ｇ ８４．１６
Ｇｈｏｓｔ ＲｅｓＮｅｔ５０ ３．９２ Ｇ ９１．１０

ＶＧＧ１６ １５．４８ Ｇ ９３．５０
Ｇｈｏｓｔ－ＶＧＧ１６ １２．３８ Ｇ ９２．００

ＧｈｏｓｔＮｅｔ １４９．２３ Ｍ ８８．３０
ＨＳＮｅｔ ２３１．８７ Ｍ ９０．２０

　 　 图 ７ 是网络 ＨＳＮｅｔ 在 ＣＡＦＩＲ１０ 数据集中训练集

和验证集上的精度曲线和损失曲线。 在验证集

ＨＳＮｅｔ 网络精度可以达到 ９０．２％。 训练集和验证集

上的混淆矩阵如图 ８ 所示。
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图 ７　 ＣＡＦＩＲ１０数据集训练结果

Ｆｉｇ． ７　 ＣＡＦＩＲ１０ ｄａｔａｓｅｔ ｔｒａｉｎｉｎｇ ｒｅｓｕｌｔｓ
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图 ８　 训练集和验证集混淆矩阵

Ｆｉｇ． ８　 Ｔｒａｉｎｉｎｇ ｓｅｔ ａｎｄ ｖａｌｉｄａｔｉｏｎ ｓｅｔ ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

　 　 表 ３ 中给出了 ＲｅｓＮｅｔ、ＶＧＧ 以及使用 Ｇｈｏｓｔ
Ｍｏｄｅｌ 替换之后模型的精度对比。 由结果来看，本文

网络在 ＦＬＯＰｓ 远低于 ＲｅｓＮｅｔ、ＶＧＧ 及其 Ｇｈｏｓｔ 替换

模型的情况下没有很大的精度损失，在与同为轻量级

网络的 ＧｈｏｓｔＮｅｔ 对比下，本文实验精度更好。
　 　 ＲｅｓＮｅｔ 在 ＣＡＦＩＲ１００ 和 ＣＡＦＩＲ１０ 数据集上的实

验中，网络使用了不同的通道数，其中 ＣＡＦＩＲ１０ 数据

集上 ＲｅｓＮｅｔ５６ 的第一个卷积层输出通道为 １６，

９９１第 ７ 期 喻明毫， 等： 基于异构卷积的轻量级图像分类网络



ＣＡＦＩＲ１００ 数据集实验中 ＲｅｓＮｅｔ５０ 第一个卷积层输

出通道为 ６４，所以在 ＦＬＯＰｓ 上有差距。 初始通道数

为 １６ 时，ＲｅｓＮｅｔ５０ 的参数量为 １．５３ Ｍ。 由表 ３ 和表 ４
的结果来看，减少通道数可以减少参数以及 ＦＯＬＰｓ，
但是实验效果不理想。
　 　 本文还在 ＣＡＦＩＲ１００ 数据集上进行分类实验，

ＣＡＦＩＲ１００ 数据集一共有 １００ 类，每个类包含 ６００ 个

图像，每类由 ５００ 个训练图以及 １００ 张测试图组成。
实验评价标准使用 Ｔｏｐ１ 错误率和 Ｔｏｐ５ 错误率。 使

用本文 ＨＳＮｅｔ 对比了轻量级网络以及非轻量级网络，
实验结果参见表 ４。

表 ４　 ＣＡＦＩＲ１００数据集实验结果

Ｔａｂ． ４　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ＣＡＦＩＲ１００ ｄａｔａｓｅｔｓ

参数 ／ Ｍ ＦＬＯＰｓ Ｔｏｐ１ 错误率 ／ ％ Ｔｏｐ５ 错误率 ／ ％

Ｌｉｇｈｔｗｅｉｇｈｔ ＧｈｏｓｔＮｅｔ ４．００ １４９．２３ Ｍ ３６．２２ １２．３３

网络 ＭｏｂｉｌｅＮｅｔ ３．３０ ２．３４ Ｇ ３４．０２ １０．５６

ＭｏｂｉｌｅＮｅｔＶ２ ２．３６ ２．４２ Ｇ ３１．９２ ９．０２

ＳｑｕｅｅｚｅＮｅｔ ０．７８ ２．６９ Ｇ ３０．５９ ８．３６

ＳｈｕｆｆｌｅＮｅｔ １．００ ２．２２ Ｇ ２９．９４ ８．３５

ＳｈｕｆｆｌｅＮｅｔＶ２ １．３０ ２．２３ Ｇ ３０．４９ ８．４９

ＨＳＮｅｔ（本文模型） ３．００ ２３１．８７ Ｍ ２９．２５ ８．４１

ｕｎ－Ｌｉｇｈｔｗｅｉｇｈｔ ＶＧＧ１６ ３４．００ １５．４８ Ｇ ２７．０７ ８．８４

网络 ＲｅｓＮｅｔ５０ ２３．７０ ６３．９９ Ｇ ２２．６１ ６．０４

ＲｅｓＮｅＸｔ５０ １４．８０ ３７．３４ Ｇ ２２．２３ ６．００

ＲｅｓＮｅＸｔ１０１ ４２．９０ ７０．３６ Ｇ ２２．２２ ５．９９

　 　 在 ＣＡＦＩＲ１００ 数据集上的训练损失曲线如图 ９ 所

示，本文提出的 ＨＳＮｅｔ 与现有的轻量级网络在参数量

的对比上处于中间水平，但是由 ＦＬＯＰｓ 标准来评价

本文轻量级网络优于现有的轻量级网络，精度同样具

有优势，具有一定的实际应用价值。 相比大型网络参

数量具有很明显的优势，在参数量以及 ＦＬＯＰｓ 相差

巨大的情况下，实验效果并没有损失多少。
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图 ９　 ＣＡＦＩＲ１００训练损失曲线

Ｆｉｇ． ９　 ＣＡＦＩＲ１００ ｔｒａｉｎｉｎｇ ｌｏｓｓ ｃｕｒｖｅ

　 　 为了验证 ＨＳＮｅｔ 在大型数据集上的稳定性以及

泛化性，最后使用 ＨＳＮｅｔ 在 ＩｍａｇｅＮｅｔ 大型数据集上

进行分类实验，实验结果见表 ５。 实验选取表 ４ 中的

几个轻量化网络和非轻量化网络，采取 Ｔｏｐ１ 的精度

和 Ｔｏｐ５ 的精度。 试验结果表明网络在大型数据集上

具有一定的稳定性。

表 ５　 ＩｍａｇｅＮｅｔ 实验结果

Ｔａｂ． ５　 ＩｍａｇｅＮｅｔ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ％

网络 Ｔｏｐ１Ａｃｃ Ｔｏｐ５Ａｃｃ

ＧｈｏｓｔＮｅｔ ０．５× ６６．２ ８６．６

ＧｈｏｓｔＮｅｔ １．０× ７３．９ ９１．４

ＳｈｕｆｆｌｅＮｅｔＶ２ １．０× ６７．８ ８７．７

ＳｈｕｆｆｌｅＮｅｔＶ１ ０．５× （ｇ ＝ ８） ５８．８ ８１．０

ＳｈｕｆｆｌｅＮｅｔＶ２ ０．５× ６１．１ ８２．６

ＲｅｓＮｅｔ５０ ７６．１ ９２．８

Ｖｇｇ１１ ７０．３ ９１．５

ＨＳＮｅｔ ６９．７ ８８．９

４　 结束语

本文受 Ｉｎｃｅｐｔｉｏｎ 网络结构的启发，构造了网络

初始的 ＳｔｅｍＢｌｏｃｋ 层，使用卷积池化的方式获取不同

的特征表达，在网络的主干部分，结合改进后的异构

卷积和 ＧｈｏｓｔＭｏｄｅｌ 对原残差网络进行改进，提出

ＲｅｓＨｅｔＭｏｄｅｌ＿Ａ、Ｂ 两种新型的残差结构，使用这两种

残差 结 构 叠 加， 构 成 了 本 文 提 出 的 ＨＳＮｅｔ， 在

ＣＡＦＩＲ１０ 和 ＣＡＦＩＲ１００ 数据集上的实验证明了本文

模型的有效性，在大型 ＩｍａｇｅＮｅｔ 数据集上说明轻量

型网络 ＨＳＮｅｔ 具有一定的稳定性与泛化性。
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