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基于协同时空建模的视频行为识别算法

郑　 阳， 张旭东
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摘　 要： 行为识别是计算机视觉领域的一个重要研究方向，已被广泛应用于视频监控、人群分析、人机交互、虚拟现实等领域。
而时空建模是视频行为识别的一个重要部分，有效地进行时空建模可以极大地提高行为识别的精度。 现有的先进算法采用

３Ｄ ＣＮＮ 学习强大的时空表示，但在计算上是复杂的，这也使得相关部署昂贵；此外，改进的具有时间迁移操作的 ２Ｄ ＣＮＮ 算

法也被用来进行时空建模，这种算法通过沿时间维度移动一部分特征通道用以进行高效的时序建模。 然而，时间迁移操作不

允许自适应地重新加权时空特征。 以前的工作没有考虑将这两种方法结合利用起来，取长补短，以便更好地建模时空特征。
本文提出了一个协作网络用以有效地结合 ３Ｄ ＣＮＮ 和 ２Ｄ 卷积形式的时间迁移模块。 特别是一个新的嵌入注意力机制的协

同时空模块（Ｃｏｌｌａｂｏｒａｔｉｖｅ Ｓｐａｔｉａｌ－ｔｅｍｐｏｒａｌ ｍｏｄｕｌｅ，ＣＳＴＭ）被提出用以有效的学习时空特征。 本文在与时序相关的数据集

（Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ１，ｖ２，Ｊｅｓｔｅｒ）上验证了该算法的有效性，并且获得了竞争性的性能。
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０　 引　 言

行为识别旨在识别视频中的人类动作。 以前的

行为识别方法［１－２］ 只使用静态信息就获得良好的结

果，这通常通过从稀疏采样帧中观察状态变化以推断

出动作类别。 然而，现实生活中的视频数据包含时序

信息。 因此，时空特征对行为识别具有重要意义。 时

空特征编码了不同时间空间特征之间的关系［１，３－４］。
基于手工制作的行为识别方法被开发已久，主

要包括几种不同的时空特征检测器。 其中， Ｔｈｅ
Ｉｍｐｒｏｖｅｄ Ｔｒａｊｅｃｔｏｒｉｅｓ［２］ 被认为是当下最有效的传统

算法，能沿着光流引导的轨迹提取局部特征。 然而，

低级别的手工制作的特征对细粒度的动作类别缺乏

很强的代表性和识别能力。
卷积神经网络 （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ，

ＣＮＮｓ）在行为识别［１－２，４］ 上取得了相当大的成功。
与传统的方法相比，这些方法的识别精度提升很

大［５－６］。 在这些方法中，Ｓｕｄｈａｋａｒａｎ 等人［７］提出了一

种 Ｇａｔｅ－ｓｈｉｆｔ 模块（ＧＳＭ），该模块使用分组门控和

时间移位来学习时空表示。 时间移位在文献［８］中
提出，就是通过在信道维度上移动特征，以实现相邻

视频帧间的特征交互。 此外，时间位移模块可以区

分具有相似外观的动作类别［７］。 在以前的方法中，
时空特征通常是使用单一类型的卷积来捕获的，即



ｖａｎｉｌｌａ ２Ｄ ＣＮＮ、３Ｄ ＣＮＮ、或改进的具有时间位移操

作的 ２Ｄ ＣＮＮ。 这意味着以前的方法不能做出依赖

于数据的决策、进而有选择地使特征通过不同的卷

积结构。 本次研究的目的是基于时空特征设计不同

的卷积操作。 例如，某些特征可以更好地用 ３Ｄ 特

征提取，另一些可以更好地用改进的 ２Ｄ ＣＮＮ 表示。
在本文中，提出了一种新的协同时空特征学习

模块（ＣＳＴＭ），其中结合了 ３Ｄ ＣＮＮ 和时间位移操作

来共同获得空间和时间特征。 时间位移分支通过沿

时间维度移动信道与相邻帧交换信息。 ３Ｄ ＣＮＮ 分

支基于滑动窗口［９］ 对输入视频的短期时间上下文

进行建模。 基于 ＳＥＮｅｔ［１０］ 中，提出了一种协同注意

力机制用以有效地融合来自 ３Ｄ ＣＮＮ 和时间位移分

支的特征。 该算法可以增强重要特征并减弱无关特

征。 和之前方法不同的是，本文的方法可以更有效

地学习时空信息，从而自动地学习一种选择策略。
３Ｄ ＣＮＮ 分支学习动作状态变化较大的动作类别；
时间位移分支区分具有相似外观的动作类别。

总结本文的贡献如下：
（１）文中将 ３Ｄ ＣＮＮ 和时间位移操作结合起来，

在一个统一的框架中编码互补的时空特征。
（２）文中提出了一种新的具有嵌入式注意机制

的协作时空学习模块，用以融合从 ３Ｄ ＣＮＮ 和时间

位移获得的响应。
（３）与现有的最先进的方法相比，本文的方法

在几个时间相关的数据集上取得了竞争性的性能，
包括一些 Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ１、ｖ２、Ｊｅｓｔｅｒ。

１　 相关工作

（１）２Ｄ ＣＮＮ。 在之前的工作中，２Ｄ ＣＮＮｓ 被用

于视频动作识别， 并取得了较好的效果［５－６，１１］。
Ｓｉｍｏｎｙａｎ 等人［６］ 首先提出了一个针对 ＲＧＢ 输入

（空间流）和一个光流输入（时间流）的双流 ＣＮＮ。
Ｗａｎｇ 等人［５］提出了一种针对双流结构的稀疏时间

采样策略，并通过加权平均融合了 ２ 个流（ ｔｅｍｐｏｒａｌ
ｓｅｇｍｅｎｔ ｎｅｔｗｏｒｋ；ＴＳＮ）。 Ｆｅｉｃｈｔｅｎｈｏｆｅｒ 等人［１２］ 探索

了 ２ 个流的融合方法来学习时空特征。 尽管上述方

法是高效和轻量级的，却只是使用加权平均或平均

池化来融合特征，而忽略了时间顺序或更复杂的时

间关系。 为了克服这个缺点，Ｚｈｏｕ 等人［１３］ 提出了

一个时间关系网络（ＴＲＮ）来学习视频帧之间的时

间依赖关系。 Ｗａｎｇ 等人［１４］ 提出了一种 ｎｏｎ－ ｌｏｃａｌ
神经网络来建模远程依赖。 Ｌｉｎ 等人［８］ 提出了一种

基于 ＴＳＮ 的时间位移模块，可通过沿时间维度移动

特征通道用以进行时空建模。 这些方法都是基于

２Ｄ ＣＮＮ＋后融合，且被认为是建模时空关系的有效

方法。
（２）３Ｄ ＣＮＮ。 学习帧间时空特征的另一种方

法是使用 ３Ｄ ＣＮＮ［１，４］。 Ｔｒａｎ 等人［１］ 使用 ３Ｄ 卷积

（Ｃ３Ｄ）从一序列密集帧中提取时空特征。 Ｔｒａｎ 等

人［４］进一步将 ３Ｄ 卷积引入 ＲｅｓＮｅｔ 结构，对 Ｃ３Ｄ 进

行了改进。 ＳｌｏｗＦａｓｔ［１２］包括捕获空间语义的慢路径

和以一个细粒的时间分辨率捕获运动信息的快速路

径。 然而，３Ｄ ＣＮＮ 包含了大量的参数，也很难在现

实世界加以部署。 因此，本文的工作只在特定的几

个网络层使用三维卷积来学习时空信息。 这将使计

算量最小化，同时也确保了较高的效率。
（３）２Ｄ ＣＮＮ＋３Ｄ ＣＮＮ。 有几项工作已经研究

了有效性和计算成本之间的权衡。 Ｚｏｌｆａｇｈａｒｉ 等

人［９］在一个 ２Ｄ 的时间融合网络后，增加了一个 ３Ｄ
残差网络。 Ｌｕｏ 等人［１５］ 提出了利用 ２Ｄ 和 ３Ｄ 卷积

的时空交互建模方法。 这些方法的性能有所提升，
同时减少了参数的数量。 文中的模型是基于混合 ２Ｄ
和 ３Ｄ ＣＮＮ，即使用 ２Ｄ 和 ３Ｄ ＣＮＮ 同时提取时空信

息。 特别是，文中的网络包含了基于数据的决策策

略，即根据特征选择不同的卷积结构。 此外，文中的

模型只使用 ＲＧＢ 稀疏帧作为输入，而不是 ＲＧＢ 帧和

光流的组合。

２　 方法

受启发于 Ｇａｔｅ－Ｓｈｉｆｔ 模块（ＧＳＭ） ［７］，本文提出

一种创新的协同时空模块（ＣＳＴＭ）。 在本节，首先

描述 ＧＳＭ 的构成细节。 之后，将详解剖析本次研发

设计的模块。
２．１　 Ｇａｔｅ－Ｓｈｉｆｔ 模块

Ｇａｔｅ－Ｓｈｉｆｔ 模块融合了 ＧＳＴ［１５］和 ＴＳＭ［８］用以构

建高效的时空特征提取器。 图 １（ａ）展示了 ＧＳＭ 的

概念图。 其中具备一个学习的空间门控单元。 这个

门控单元通过时间迁移操作选择性地通过部分特征

信息。 图 １（ｂ）阐述了 ＧＳＭ 详细的组成结构。 具体

由一个分组门控单元和一个前后时间迁移操作组

成。 其中，分组门控单元是用一个三维卷积和一个

ｔａｎｈ 激活层实现。 因为文中的网络结构是基于

ＧＳＭ 做进一步改进，所以详细描述 ＧＳＭ 有助读者

能全面了解文中的网络结构。 文中以向量 Ｘ 表示

ＧＳＭ 的输入，大小为 Ｃ × Ｔ × Ｈ × Ｗ 。 这里 Ｃ 表示通

道数量， Ｗ、Ｈ、Ｔ 分别表示特征图的宽、高和时间维

度。 Ｘ 沿着时间维度被分为 ２ 组， 即［Ｘ１，Ｘ２］，Ｗ 包
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含 ２ 个 Ｃ ／ ２ × ３ × ３ × ３ 大小的门控核。 ［Ｚ１，Ｚ２］ 表

示输出。 整个模块的计算过程如下：
Ｙ１ ＝ ｔａｎｈ（Ｗ１∗Ｘ１）☉Ｘ１ （１）
Ｙ２ ＝ ｔａｎｈ（Ｗ２∗Ｘ２）☉Ｘ２ （２）

Ｒ１ ＝ Ｘ１ － Ｙ１ （３）
Ｒ２ ＝ Ｘ２ － Ｙ２ （４）

Ｚ１ ＝ ｓｈｉｆｔ＿ ｆｗ（Ｙ１ ） ＋ Ｒ１ （５）
Ｚ２ ＝ ｓｈｉｆｔ＿ ｂｗ（Ｙ２ ） ＋ Ｒ２ （６）

　 　 其中，‘∗’表示卷积；‘☉’表示 Ｈａｄａｍａｒｄ 点

乘； ｓｈｉｆｔ＿ｆｗ 和 ｓｈｉｆｔ＿ｂｗ 分别表示前向和后向的位移

操作。 公式（３）和公式（５）也可以分别表示为 Ｚ２ ＝
ｓｈｉｆｔ＿ｂｗ（Ｙ２） ＋ Ｒ２ 和 Ｚ１ ＝ Ｘ１ ＋ Ｒ１， 这种表示方法和

ＲｅｓＮｅｔ［１１］中的残差结构类似。
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（ａ） ＧＳＭ 模块概念图 　 　 　 　 （ｂ） ＧＳＭ 详细结构　 　 　
图 １　 ＧＳＭ 结构

Ｆｉｇ． １　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＧＳＭ

２．２　 协同时空模块

本文提出的协同时空模块（ ＣＳＴＭ） 的结构如

图 ２所示。 在协同时空模块中，为了进行交互，３Ｄ
ＣＮＮ 支路和时间迁移支路交叉加权彼此的中间特

征。 首先，２Ｄ 卷积对网络初始输入进行处理得到时

空特征。 然后得到的特征输出通过分组门控单元得

到门控特征。 门控特征随即被分别传递到 ３Ｄ ＣＮＮ
支路和时间迁移支路。 其中，时间迁移支路是来自

于 ＧＳＭ，将沿着时序维度位移一部分特征图。

Gate

3?3?3
o1 attention Y1

Temporalshift
o2

attention
Y2

Fuse
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Pooling

FC ReLu FC Sigmoid

图 ２　 提出的协同时空模块

Ｆｉｇ． ２　 Ｐｒｏｐｏｓｅｄ ＣＳＴＭ

　 　 基于 ＳＥＮｅｔ［１０］，文中设计一种协同通道注意力模

块用以有效地融合 ３Ｄ ＣＮＮ 支路和时间迁移支路。

这个模块由一个 ３Ｄ 平均池化操作、２ 个全连接层和

最后连接的一个通道级的缩放操作。 ３Ｄ 平均池操作

将全局空间信息压缩成信道描述符，以便于利用全局

感受野中的上下文信息。 ２ 个全连接层目的在于完全

捕获通道间的依赖关系。 通道注意力模块动态地对通

道级的特征进行重新校准。 并经常被用于需要鉴别细

粒度特征的任务中。 这里将在下面的篇幅中介绍通道

注意力模块地工作原理。 首先，３Ｄ ＣＮＮ 支路的输出

（ｏ１）、迁移支路的输出（ｏ２） 将分别通过通道注意力模

块。 由上一步获得的特征将与ｏ１ 和ｏ２ 进行通道级的相

乘。 输出 Ｙ ＝ ［Ｙ１，Ｙ２］ 的计算过程如下：
Ｙ１ ＝ ｏ１☉δ２（Ｗ２δ１Ｗ１（Ｐｏｏｌｉｎｇ（ｏ２））） （７）
Ｙ２ ＝ ｏ２☉δ２（Ｗ２δ１Ｗ１（Ｐｏｏｌｉｎｇ（ｏ１））） （８）

　 　 其中，‘☉’表示 Ｈａｄａｍａｒｄ 乘； δ１ 表示 ＲｅＬＵ 函

数； δ２ 表示 ｓｉｇｍｏｉｄ 函数； Ｗ１，Ｗ２ 分别表示 ２ 个全连

接层。
最后，２ 个分支的特征响应被进一步连接并简

化为更紧凑的表示。
本文设计的协同时空模块被插入到 ＢＮ －

Ｉｎｃｅｐｔｉｏｎ 和 ＩｎｃｅｐｔｉｏｎＶ３ 骨干网络中，如图 ３ 所示。
因为 Ｉｎｃｅｐｔｉｏｎ 单元的其它支路中空间卷积的卷积

核尺寸都很大，这严重影响到本文网络对空间特征

的学习能力。 所以研究中仅仅将协同时空模块插入

到 Ｉｎｃｅｐｔｉｏｎ 单元中含有最少卷积数量的支路。

Ourmodule
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Conv1?1/1

Conv1?1/1

Conv3?3/1

Conv1?1/1Conv1?1/1

Conv3?3/1

Conv3?3/1

Base

FilterConcat

图 ３　 嵌入协同时空模块的 Ｉｎｃｅｐｔｉｏｎ 结构

Ｆｉｇ． ３　 Ｉｎｃｅｐｔｉｏｎ ｗｉｔｈ ｅｍｂｅｄｄｅｄ ＣＳＴＭ

２．３　 网络结构

整体的网络框架如图 ４ 所示。 视频被分成 Ｎ个

相同大小的片段。 从每个数据段中采样一个帧。 文

中采用 ＢＮ－Ｉｎｃｅｐｔｉｏｎ 和 ＩｎｃｅｐｔｉｏｎＶ３ 作为骨干网络。
ＣＳＴＭ 随后插入到 Ｉｎｃｅｐｔｉｏｎ 单元中最少数量的卷积

层分支中，以提取时空特征并进行时间融合。 文中

使用 ＴＳＮ［５］ 作为基础的框架结构，并且采用 ＢＮ－
Ｉｎｃｅｐｔｉｏｎ［１６］和 ＩｎｃｅｐｔｉｏｎＶ３［１７］作为文中的骨干网络。
本章提出一种新的时空模块（Ｃｏｌｌａｂｏｒａｔｉｖｅ Ｓｐａｔｉａｌ－
Ｔｅｍｐｏｒａｌ Ｍｏｄｕｌｅ，ＣＳＴＭ）进行视频中的时空建模。
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文中提出的模块能和任意的 ２Ｄ 卷积结合。 后续的

实验是将设计的模块插入到 ＢＮ － Ｉｎｃｅｐｔｉｏｎ 和

ＩｎｃｅｐｔｉｏｎＶ３ 中。
最终的预测结果是对每个帧的结果进行一种简

单的平均池化操作。 我们证明了在实验中采用的平

均池化的融合方法的性能比与需要在网络高层上进

行复杂融合的方法优越。 原因是本文设计的模块在

网络的中间层已经将时空特征进行了不断的融合。

backwardshift

forwardshift Fuse

NFrames
Sample

NSegments

FramesVideo

SN

S2
S1

CSTM

图 ４　 本文网络模型框架

Ｆｉｇ． ４　 Ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｔｈｅ ｐｒｏｐｓｅｄ ｎｅｔｗｏｒｋ

３　 实验和结果

３．１　 数据集

研究中在 ３ 个公开的数据集上评估了本文的网

络。 对此拟做阐述分述如下。
（ １ ） Ｓｏｍｅｔｈｉｎｇ － Ｓｏｍｅｔｈｉｎｇ ｖ１［１８］， ｖ２［１９］。

Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ 是人与物体交互的视频数据

集。 共包含 １０８ ４９９ 个视频，１７４ 个类别。 需要广泛

的时间建模来区分这些细粒度类别。 Ｓｏｍｅｔｈｉｎｇ －
Ｓｏｍｅｔｈｉｎｇ ｖ２ 是第二个版本，其中含有２２０ ８４７个视

频，并且显著降低了标签噪声。
（２）Ｊｅｓｔｅｒ［２０］。 Ｊｅｓｔｅｒ 是手势识别的数据集。 其

中包含１４８ ０９２个视频，２７ 个类别。
３．２　 实验细节

实验中所用的工作站配置 ＣＰＵ 为 Ｉｎｔｅｌ Ｘｅｏｎ
（Ｒ） Ｅ５－２６２０ｖ２＠ ２．１ ＧＨｚ ｘ １５，显卡为 ２ × ＮＶＩＤＩＡ
ＧＴＸ２０８０Ｔｉ １２ Ｇ， 内存为 １２８ Ｇ， 系统为 Ｕｂｕｎｔｕ
１６．０４ＬＴＳ，使用编译软件为 Ｐｙｔｈｏｎ ３．６，使用深度学

习框架为 Ｐｙｔｏｒｃｈ［２１］。 整个网络使用随机梯度下降

算法（Ｓｔｏｃｈａｓｔｉｃ Ｇｒａｄｉｅｎｔ Ｄｅｓｃｅｎｔ，ＳＧＤ）端到端进行

训练。 实验使用余弦学习率策略 （ ｃｏｓｉｎｅ ｌｅａｒｎｉｎｇ
ｒａｔｅ ｓｃｈｅｄｕｌｅ），初始的学习率设置为 ０． ０１。 动量

（Ｍｏｍｅｎｔｕｍ） 设置为 ０．９，权重衰减（Ｗｅｉｇｈｔ Ｄｅｃａｙ）
设置为 ０．０００ ５， ｄｒｏｐｏｕｔ 设置为 ０．２５，批尺寸（Ｂａｔｃｈ
ｓｉｚｅ）设置为 ３２。 实验是在 Ｓｏｍｅｔｈｉｎｇ － Ｓｏｍｅｔｈｉｎｇ
ｖ１＆ｖ２ 和 Ｊｅｓｔｅｒ 三个数据集上进行训练，训练的最

大迭代次数为 ６０ 个周期（ｅｐｏｃｈ）。 这里将采用 ＢＮ－
Ｉｎｃｅｐｔｉｏｎ 和 ＩｎｃｅｐｔｉｏｎＶ３ 作为实验中的骨干网络，其
输入图片的尺寸大小分别为 ２２４ × ２２４ 和 ２２９ ×
２２９。

训练使用交叉损失作为损失函数，如公式（９）

所示：

Ｌ ＝ － １
ｍ∑

ｍ

ｊ ＝ １
∑

ｎ

ｉ ＝ １
ｙ ｊｉ ｌｏｇ ｙ^ ｊｉ （９）

　 　 其中， ｍ 为批大小（ｂａｔｃｈ＿ｓｉｚｅ）；总的类别数为

ｎ； 真实分布为 ｙ ｊｉ； 网络输出分布为 ｙ^ ｊｉ。
３．３　 对比实验

在本节中，在 Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ２ 数据集的

验证集上进行了对比实验。 为了验证文中模型的有

效性，使用 ＢＮ－Ｉｎｃｅｐｔｉｏｎ 作为骨干网络，以 ８ 个视频

帧作为网络的输入。 下面将分别对协同时空模块的

影响、注意力融合机制的有效性问题进行实验分析。
最后，分别在 Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ１ ＆ ｖ２ 和 Ｊｅｓｔｅｒ
三个数据集上与当下先进的行为识别方法进行对

比。 研究过程详见如下。
３．３．１　 协同时空模块的影响

在本小节，研究的目的是验证协同时空模块的

有效性。 首先，结合 ３Ｄ ＣＮＮ 和时间迁移模块。 接

下来进行实验以验证 ３Ｄ ＣＮＮ 能够学习到互补的时

空特征信息。 然而，实验中结合 ３Ｄ ＣＮＮ 和时间迁

移模块的简单的加法融合方式并没有带来实验结果

上的明显提升。 文中将这种使用简单的加法融合方

式的模型命名为 ３Ｄ＿ｓｈｉｆｔ＿ｓｕｍ，并且以此作为基准。
后续内容将进一步阐述了本文提出的融合策略有效

地提升了模型性能。
　 　 研究展示了 ３Ｄ ＣＮＮ 在文中框架上的效果。 这

里将其与原始的 ＧＳＭ 的结果对比见表 １。 表 １ 中，
加粗表示最优性能。 由表 １ 可知，与 ＧＳＭ 相比，３Ｄ＿
Ｓｈｉｆｔ＿ｓｕｍ 和协同时空模块（ＣＳＴＭ）分别实现 ０．４２％
和 ２．２２％的 ｔｏｐ－１ 准确率提升。 这个结果表明了简

单地对 ３Ｄ ＣＮＮ 和时间迁移模块（３Ｄ＿Ｓｈｉｆｔ＿ｓｕｍ）进
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行融合只能带来微小的性能提升。 而本文设计的协

同时空模块展现出了显著的效果。 协同时空模块使

用交互的注意力机制用于融合 ３Ｄ ＣＮＮ 和时间迁移

模块的特征信息。 并能够很好地区分出细粒度的行

为类别。 研究中展示的一小部分行为类别的 ｔｏｐ－１
准确率如图 ５ 所示。 分析时注意到文中的模型在给

定视频级的行为标签下能够学习到行为的状态变

化。 Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ２ 数据集中抽样帧如图 ６
所示。 在 图 ６ 中， “ ｐｕｌｌｉｎｇ ｓｏｍｅｔｈｉｎｇ ｆｒｏｍ ｏｎｔｏ
ｓｏｍｅｔｈｉｎｇ”、“ｐｕｌｌｉｎｇ ｓｏｍｅｔｈｉｎｇ ｆｒｏｍ ｒｉｇｈｔ ｔｏ ｌｅｆｔ” ａｎｄ
“ ｐｕｌｌｉｎｇ ｔｗｏ ｅｎｄｓ ｏｆ ｓｏｍｅｔｈｉｎｇ ｓｏ ｔｈａｔ ｉｔ ｇｅｔｓ

ｓｔｒｅｔｃｈｅｄ”属于相同的粗粒度标签。 然而，却在每个

时间段展现出不同的状态变化。 文中提出的协同时

空模块足够有效地捕捉到了视频中行为的状态变化

信息。
表 １　 ＧＳＭ，３Ｄ＿Ｓｈｉｆｔ＿ｓｕｍ 和ＣＳＴＭ 在 Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ２ 验

证集上的定量比较

Ｔａｂ． １　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ＧＳＭ， ３Ｄ＿Ｓｈｉｆｔ＿ｓｕｍ ａｎｄ
ＣＳＴＭ ｏｎ ｔｈｅ ｖａｌｉｄａｔｉｏｎ ｓｅｔ ｏｆ Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ２

方法 Ｔｏｐ－１ Ｔｏｐ－５

ＧＳＭ ６１．２３ ８７．２９
３Ｄ＿Ｓｈｉｆｔ＿ｓｕｍ ６１．６５ ８７．５６

ＣＳＴＭ ６３．４５ ８８．７９
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图 ５　 ＣＳＴＭ ａｎｄ ３Ｄ＿Ｓｈｉｆｔ＿ｓｕｍ 中 ｔｏｐ－１ 准确率提升较大的行为类别比较

Ｆｉｇ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃａｔｅｇｏｒｉｅｓ ｗｉｔｈ ｇｒｅａｔｅｒ ｔｏｐ－１ ａｃｃｕｒａｃｙ ｉｍｐｒｏｖｅｍｅｎｔｓ ｂｅｔｗｅｅｎ ＣＳＴＭ ａｎｄ ３Ｄ＿Ｓｈｉｆｔ＿ｓｕｍ

(a)Pullingsomethingontosomething

(b)Pullingsomethingfromrighttoleft

(c)Pullingtwoendsofsomethingsothatitgetsstretched

图 ６　 Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ２ 数据集上抽样帧

Ｆｉｇ． ６　 Ｓａｍｐｌｅｄ ｆｒａｍｅｓ ｆｒｏｍ ｔｈｅ Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ２ ｄａｔａｓｅｔ
　 　 图 ７ 展示了 ３Ｄ＿Ｓｈｉｆｔ＿ｓｕｍ 和 ＣＳＴＭ 模型下 １５
个类别的 ｔ－ＳＮＥ 可视化结果。 由图 ７ 可以得出结

论：本文的网络可以区分出细粒度的行为标签，比如

“ Ｐｏｋｉｎｇ ａ ｓｔａｃｋ ｏｆ ｓｏｍｅｔｈｉｎｇ ｗｉｔｈｏｕｔ ｔｈｅ ｓｔａｃｋ
ｃｏｌｌａｐｓｉｎｇ”、“Ｔｒｙｉｎｇ ｔｏ ｐｏｕｒ ｓｏｍｅｔｈｉｎｇ ｉｎｔｏ ｓｏｍｅｔｈｉｎｇ，
ｂｕｔ ｍｉｓｓｉｎｇ ｓｏ ｉｔ ｓｐｉｌｌｓ ｎｅｘｔ ｔｏ ｉｔ” ａｎｄ “ Ｐｕｌｌｉｎｇ ｔｗｏ
ｅｎｄｓ ｏｆ ｓｏｍｅｔｈｉｎｇ ｓｏ ｔｈａｔ ｉｔ ｇｅｔｓ ｓｔｒｅｔｃｈｅｄ”。 而且，本
文的网络可以学习到状态变化。

　 　 另 外， “ Ｔａｋｉｎｇ ｓｏｍｅｔｈｉｎｇ ｆｒｏｍ ｓｏｍｅｗｈｅｒｅ ”、
“Ｍｏｖｉｎｇ ｐａｒｔ ｏｆ ｓｏｍｅｔｈｉｎｇ” ａｎｄ “ Ｐｕｌｌｉｎｇ ｓｏｍｅｔｈｉｎｇ
ｏｕｔ ｏｆ ｓｏｍｅｔｈｉｎｇ” 等行为类别的准确率只有大约

２０％。 这些表现较差的行为类别呈现出行为在视频

中的持续时间较短和变化较为缓慢的共同特点。 本

文的方法在这些行为类别上表现出短板。 因此，设
计一个更加细粒度的网络用以挖掘时空特征信息是

未来的研究方向。

７４第 ７ 期 郑阳， 等： 基于协同时空建模的视频行为识别算法



60

40

20

0

-20

-40

-40 -20 0 20 40
（ａ） ３Ｄ＿Ｓｈｉｆｔ＿ｓｕｍ

60

40

20

0

-20

-40

-40 -20 0 20 40

（ｂ） ＣＳＴＭ
图 ７　 ３Ｄ＿Ｓｈｉｆｔ＿ｓｕｍ 和 ＣＳＴＭ 模型下 １５ 个类别的 ｔ－ＳＮＥ 可视化结果

Ｆｉｇ． ７　 ｔ－ＳＮＥ ｐｌｏｔ ｏｆ ｔｈｅ ｖｉｄｅｏ ｓａｍｐｌｅｓ ｏｆ ｔｈｅ １５ ｃｌａｓｓｅｓ ｕｓｉｎｇ ｔｈｅ ｄｅｅｐ ｆｅａｔｕｒｅｓ ｆｒｏｍ ３Ｄ＿Ｓｈｉｆｔ＿ｓｕｍ ａｎｄ ＣＳＴＭ

３．３．２　 注意力融合机制的有效性

在前面融合 ３Ｄ ＣＮＮ 和时间迁移模块用以提取

特征信息之后，文中提出了一种基于通道注意力机

制的融合策略。 为了验证本文提出的融合策略对所

提出的模型来说是最合适的，本文结合通道注意力

机制与 ＧＳＭ，并且对比了其与本文设计的协同时空

模块。 结果展示见表 ２。 表 ２ 中，加粗表示最优性

能。 协同时空模块实现了 １．３２％的 ｔｏｐ－１ 准确率提

升；这显然清楚表明了协同时空模块的优越性能。
注意力机制与原始的 ＧＳＭ 结合时并没有取得最优

的结果；相反，将其与本文的网络结合时实现了比较

优越的结果。

３．３．３　 与先进方法的对比

本文在 Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ１＆ｖ２ 和 Ｊｅｓｔｅｒ 三
个数据集上与当下先进的方法的行为识别算法进行

了对比。 表 ３ 是在这三个数据集上的定量结果。 为

了公平起见，仅考虑在 ＲＧＢ 输入下的结果。 表 ３
中，加粗表示最优性能。
表 ２　 ＧＳＭ＋ａｔｔｅｎｔｉｏｎ 和 ＣＳＴＭ 在 Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ２ 验证集

上的定量比较

Ｔａｂ． ２ 　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ＧＳＭ ＋ ａｔｔｅｎｔｉｏｎ ａｎｄ
ＣＳＴＭ ｏｎ ｔｈｅ ｖａｌｉｄａｔｉｏｎ ｓｅｔ ｏｆ Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ２

方法 Ｔｏｐ－１ Ｔｏｐ－５

ＧＳＭ＋ａｔｔｅｎｔｉｏｎ ６１．２３ ８７．６５
ＣＳＴＭ ６３．４５ ８８．７９

表 ３　 在 Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ１， ｖ２， Ｊｅｓｔｅｒ 数据集上与先进方法的对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＣＳＴＭ ｗｉｔｈ ｓｔａｔｅ－ｏｆ－ｔｈｅ－ａｒｔ ｍｅｔｈｏｄｓ ｏｎ Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ１， ｖ２， Ｊｅｓｔｅｒ

方法 骨架网络 预训练数据集 帧数
Ｓｏｍｅｔｈｉｎｇ ｖ１

Ｔｏｐ－１ Ｔｏｐ－５

Ｓｏｍｅｔｈｉｎｇ ｖ２

Ｔｏｐ－１ Ｔｏｐ－５

Ｊｅｓｔｅｒ

Ｔｏｐ－１ Ｔｏｐ－５

ＴＳＮ ＲｅｓＮｅｔ－５０ Ｋｉｎｅｔｉｃｓ ８ １９．７０ ４６．６０ ２７．８０ ５７．６０ ８１．８０ ９９．００

ＴＲＮ ｍｕｌｔｉｓｃａｌｅ ＢＮ＿Ｉｎｃｅｐｔｉｏｎ ＩｍａｇｅＮｅｔ ８ ３４．４４ － ４８．８０ ７７．６４ ９５．３０ －

ＴＳＭ ＲｅｓＮｅｔ－５０ Ｋｉｎｅｔｉｃｓ ８ ４３．４０ ７３．２０ ５８．２０ ８４．８０ ９４．４０ ９９．７０

ＲｅｓＮｅｔ－５０ Ｋｉｎｅｔｉｃｓ １６ ４４．８０ ７４．５０ ５８．７０ ８４．８０ － －

ＧＳＭ ＢＮ＿Ｉｎｃｅｐｔｉｏｎ ＩｍａｇｅＮｅｔ ８ ４７．２４ － ６１．２３ ８７．２９ ９５．７３ ９９．８３

Ｓ３Ｄ ＢＮ＿Ｉｎｃｅｐｔｉｏｎ ＩｍａｇｅＮｅｔ ６４ ４７．３０ ７８．１０ － － － －

Ｓ３Ｄ－Ｇ ＢＮ＿Ｉｎｃｅｐｔｉｏｎ ＩｍａｇｅＮｅｔ ６４ ４８．２０ ７８．７０ － － － －

ＳＴＭ ＲｅｓＮｅｔ－５０ ＩｍａｇｅＮｅｔ ８ － － － － ９６．６０ ９９．９０

ＣＳＴＭ ＢＮ＿Ｉｎｃｅｐｔｉｏｎ ＩｍａｇｅＮｅｔ ８ ４７．９６ ７６．７７ ６３．４５ ８８．７９ ９６．４０ ９９．８４

Ｉｎｃｅｐｉｔｏｎ ｖ３ ＩｍａｇｅＮｅｔ ８ ４９．２４ ７７．５６ ６３．９５ ８９．１１ ９６．５１ ９９．８６

ＢＮ＿Ｉｎｃｅｐｔｉｏｎ ＩｍａｇｅＮｅｔ １６ ４９．８４ ７８．７１ ６３．５４ ８８．９９ ９６．４８ ９９．８７

Ｉｎｃｅｐｉｔｏｎ ｖ３ ＩｍａｇｅＮｅｔ １６ ５１．２７ ７９．９０ ６４．０４ ８８．５４ ９６．６１ ９９．８６

８４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



　 　 在 Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ１＆ｖ２ 数据集上，本文

的模型在仅有 ８ 个帧输入的情况下比绝大多数先进

的方法都要优越。 本文的方法优于后期融合方法

ＴＳＮ 和 ＴＲＮ，因为能更好地编码空间和时间特征。
在 Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ１ 数据集上，本文的模型在

使用更少的帧的情况下表现出比 Ｓ３Ｄ［３］ 更好的结

果。 在 Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ２ 数据集上，本文的模

型在 ＴＳＮ 基础上则又提升了 ３５．６５％ ｔｏｐ－１ 准确率

和３１．１９％ ｔｏｐ－５ 准确率。 尽管本文的模型仅仅使

用 ＲＧＢ 视频帧作为输入，但是获得了优越的结果。

４　 结束语

在本文中，提出了一种有效的用于行为识别任

务的网络，称之为协同时空模块（ＣＳＴＭ）。 设计上

有效地结合了三维卷积和时间迁移模块，并且可以

互补地学习视频数据中的时空特征。 实验中在几个

与时间相关的数据集（Ｓｏｍｅｔｈｉｎｇ－Ｓｏｍｅｔｈｉｎｇ ｖ１ ＆ ｖ２
和 Ｊｅｓｔｅｒ）上评估了本文提出的网络，均展现了竞争

性的性能。 此外，本文设计的网络模型在仅使用

ＲＧＢ 输入的情况下获得了与现有先进方法相比更

好的结果。
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