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嵌入式口罩佩戴检测系统研究与实现

柯　 鑫， 张荣芬， 刘宇红

（贵州大学 大数据与信息工程学院， 贵阳 ５５００２５）

摘　 要： 常态化疫情防控形势下，公共场合佩戴口罩可以有效降低交叉感染风险，针对口罩佩戴检测中的小目标检测困难以

及实时性较差的问题，提出了基于嵌入式平台 Ｊｅｔｓｏｎ ｎａｎｏ 的口罩佩戴检测系统，通过增加 ＹＯＬＯｖ３－ｔｉｎｙ 的主干网络层深度，
引入注意力机制以及 ＴｅｎｓｏｒＲＴ 模块，提升了嵌入式系统口罩佩戴检测任务的精度和实时性，改进后的 ＹＯＬＯｖ３－ ｔｉｎｙ 算法

ｍＡＰ 值达到了 ８７．５％， ＦＰＳ 为 ２０．４，相较于改进前精度提升 １２．３％，帧率提升 １０．４ ｆｐｓ。
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０　 引　 言

自 ２０１９ 年 １２ 月开始， 新型冠状病毒肺炎

（ＣＯＶＩＤ－１９）在全国范围内进行快速的传播与流

动，新型冠状病毒的传染性很强，而其主要的传播媒

介为人，传播途径为空气中的飞沫以及气溶胶。 空

气中带有病毒的飞沫和气溶胶极有可能通过人的呼

吸道进行传播，因此口罩作为呼吸系统的屏障，佩戴

口罩可以有效阻隔病毒的传播。 虽然到目前为止还

未提出一种针对口罩佩戴的检测算法，但是关于人

脸识别方面的对应算法已经存在，并且能够有效地

对人脸进行识别［１］。 本文以针对人脸的目标检测

算法为思路，通过自制口罩数据集来进行针对性的

训练，提升对佩戴口罩的检出率［２］。 采用的深度学

习模型为 ＹＯＬＯ， 相比 Ｒ － ＣＮＮ、 ＦＡＳＴ Ｒ － ＣＮＮ、
ＦＡＳＴＥＲ Ｒ－ＣＮＮ 等模型，ＹＯＬＯ 的性能更加突出。

和前文提到的几种深度学习模型相比，ＹＯＬＯ 最大

的优势是速度快，实时性好。 ＹＯＬＯ 算法的优秀性

能来源于其复杂的模型，模型越复杂，计算量相应地

也就越大，因此在计算资源和内存都有限的嵌入式

平台难以实现，随着算法模型的优化、算力的增强，
边缘计算开始崭露头角，在嵌入式设备中部署此类

算法成为热门研究对象，此时就出现了 Ｔｉｎｙ－ＹＯＬＯ
算法以及其新版本的 ＹＯＬＯｖ３－ｔｉｎｙ，相比较于 ＹＯＬＯ
算法而言更加精简，占用更少的计算资源及内存。
Ｊｅｔｓｏｎ ｎａｎｏ 支持深度学习框架，且计算能力出众，因
此本文尝试 ＹＯＬＯｖ３－ｔｉｎｙ 移植到 Ｊｅｔｓｏｎ ｎａｎｏ 平台

中，并进行优化加速实现计算资源局限平台的口罩

佩戴的检测。

１　 目标检测算法

随着 ＧＰＵ 并行计算技术和深度学习的发展，卷



积神经网络在目标检测算法中得到了越来越多的应

用［３］。 从目前来看，目标检测算法主要分成两大

类，一类是如 Ｒ－ＣＮＮ［４］、ｆａｓｔｅｒ Ｒ－ＣＮＮ［５］ 基于区域

提议的检测算法［６］、Ｊｏｓｅｐｙ 等人［７］在 ２０１６ 年提出了

基于回归的算法 ＹＯＬＯ（Ｙｏｕ Ｏｎｌｙ Ｌｏｏｋ Ｏｎｃｅ），该算

法将目标检测理解成为一种回归问题，很大程度上

提高了检测的速度。 Ｗｅｉ 等人［８］提出了单阶段多尺

度 检 测 模 型、 即 ＳＳＤ （ Ｓｉｎｇｌｅ Ｓｈｏｔ ＭｕｌｔｉＢｏｘ
Ｄｅｔｅｃｔｏｒ），引入了锚框机制，直接基于锚框回归出检

测框，在检测速度和检测精度上均有很好的效果，
２０１７～２０１８ 年期间，Ｊｏｓｅｐｙ 等人分别提出了改进的

ＹＯＬＯｖ２［９］和 ＹＯＬＯｖ３［１０］ 两个版本的算法，在 ＳＳＤ
模型的基础上进一步提升了检测精度和速度。 同时

为了适应边缘计算的趋势，以及更好地在嵌入式平

台上运行该算法，提出一种轻量版的 ＹＯＬＯ 模型，即
ＹＯＬＯｖ３－ｔｉｎｙ。 该模型通过减少特征层以及独立预

测分支达到了速度的提升，初步达到了嵌入式系统

的实时检测性能要求［１１］。

２　 Ｊｅｔｓｏｎ ｎａｎｏ 嵌入式平台

Ｊｅｔｓｏｎ ｎａｎｏ 的 ＣＰＵ 为 ＡＲＭ Ｃｏｒｔｅｘ－Ａ５７ ６４－ｂｉｔ
＠ １．４２ Ｇｈｚ，ＧＰＵ 为 ＮＶＩＤＩＡ Ｍａｘｗｅｌｌ ｗ ／ １２８ ＣＵＤＡ
ｃｏｒｅｓ＠ ９２１ Ｍｈｚ，配备了 ４ ＧＢ 的 ＬＰＤＤＲ４。 Ｊｅｔｓｏｎ
ｎａｎｏ 具有 １２８ 个 ＣＵＤＡ 核心的 ＧＰＵ 功能更强大，性
能优异，因此 Ｊｅｔｓｏｎ ｎａｎｏ 适合于本文边缘计算场

景［１２］。 Ｊｅｔｓｏｎ ｎａｎｏ 具有 ２ 种电源模式，分别为 ５ Ｗ
（低功耗模式） 和 １０ Ｗ （高功耗模式），当运行

ＹＯＬＯｖ３－ｔｉｎｙ 模型的时候需要调至高功耗模式，并
且供电的电源也必须是 ５ Ｖ、２ Ａ 的标准电源，否则

Ｊｅｔｓｏｎ ｎａｎｏ 将会出现掉电现象，无法正常运行模型。

３　 ＹＯＬＯｖ３－ｔｉｎｙ 算法及改进

３．１　 ＹＯＬＯｖ３－ｔｉｎｙ 模型

ＹＯＬＯｖ３－ｔｉｎｙ 是 ＹＯＬＯｖ３ 的简化版本，主要区

别为主干网络采用一个 ７ 层 ｃｏｎｖ＋ｍａｘ 网络提取特

征（和 ｄａｒｋｎｅｔ１９ 类似），嫁接网络采用的是 １３∗１３、
２６∗２６的探测网络，ＹＯＬＯｖ３－ｔｉｎｙ 的网络结构如图 １
所示。 ＹＯＬＯ ｖ３－ｔｉｎｙ 的优点主要是：网络简单，计
算量较小，可以实现边缘计算，在 Ｊｅｔｓｏｎ ｎａｎｏ 上运行

ＹＯＬＯｖ３－ｔｉｎｙ 模型可以达到 １０ ｆｐｓ ／ ｓ 的检测速度，
一定 程 度 上 满 足 嵌 入 式 平 台 下 的 实 时 要 求。
ＹＯＬＯｖ３－ｔｉｎｙ 检测速度的提升很大，但是随之而来

的是检测精度下降，由于去掉了残差模块，减少了卷

积层和多尺度特征融合层的个数，对于深层特征图

中目标细节信息表达能力不佳，虽然模型中用到了

多尺度融合的方法，但是中小尺寸目标漏检现象仍

然存在。
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图 １　 ＹＯＬＯｖ３－ｔｉｎｙ 网络结构图

Ｆｉｇ． １　 Ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ ＹＯＬＯｖ３－ｔｉｎｙ

３．２　 改进 ＹＯＬＯｖ３－ｔｉｎｙ 的网络结构

ＹＯＬＯｖ３ 采用 ｄａｒｋｎｅｔ５３ 作为 ｂａｃｋｂｏｎｅ 网络，深
度为 １０７ 层，而裁剪后 ＹＯＬＯｖ３－ｔｉｎｙ 的网络深度为

２４ 层，原来的 ３ 层 ＹＯＬＯ 层变为 ２ 层，每层 ＹＯＬＯ
层有 ３ 个 ａｎｃｈｏｒｓ，一共 ６ 个 ａｎｃｈｏｒｓ 值，网络模型层

次架构如图 ２ 所示。

图 ２　 ＹＯＬＯｖ３－ｔｉｎｙ 网络模型层次架构

Ｆｉｇ． ２　 Ｎｅｔｗｏｒｋ ｍｏｄｅｌ ｈｉｅｒａｒｃｈｙ ｏｆ ＹＯＬＯｖ３－ｔｉｎｙ

　 　 卷积层数较浅可以更好地表征小目标，而较深

的卷积层数对大尺度目标具有较好的表征能

力［１３－１４］，随着层数的加深，网络结构对于特征提取

的效果也越好，但是过深的网络结构会导致产生梯

度爆炸或者梯度消失等问题，因此不能一味地添加

网络层数来增加特征提取能力。 针对 ＹＯＬＯｖ３－ｔｉｎｙ
卷积层少，检测精度不高的问题，由于本文是以人脸

为检测对象，所以为了获得更好分辨率的信息，添加

的卷积层采用 ３×３ 卷积核的改进方法，在保证效率

的同时提升了精度，以增加在使用场景的实用性和
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准确性［１５］。 随着添加的网络层数增多，检测精度在

逐步上升，与此同时由于增加了卷积层数，计算量在

增大，层数的增加与精度的提升并非线性关系，当添

加的层数大于 ４ 层时，模型的推理速度下降得比较

多，但是提升的精度却不明显，因此本文在综合精度

和效率的前提下，增加了 ４ 个 ３×３ 的卷积层起到了

加深网络层数的效果，为了提高模型的学习能力，同
时减少模型的参数，本文在添加的 ４ 个 ３×３ 的卷积

层中添加了对应的 １×１ 卷积层，较好地平衡了精度

与速度。 改进的 ＹＯＬＯｖ３－ｔｉｎｙ 网络结构如图 ３ 所

示。

Conv3?3?32

Maxpooling
Conv3?3?16

Input416?416

Maxpooling

Maxpooling

Conv3?3?64
Conv1?1?32
Conv3?3?64

Conv3?3?128
Conv1?1?64
Conv3?3?128

Maxpooling

Conv3?3?1024

Maxpooling

Convs

Detection

Convs

Maxpooling

Conv3?3?256
Conv1?1?128
Conv3?3?256

Conv3?3?512
Conv1?1?256
Conv3?3?512

图 ３　 改进的 ＹＯＬＯｖ３－ｔｉｎｙ 网络结构

Ｆｉｇ． ３　 Ｉｍｐｒｏｖｅｄ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ ＹＯＬＯｖ３－ｔｉｎｙ

３．３　 引入 ＴｅｎｓｏｒＲＴ 的模块

在 ＩＥＥＥ ７５４ 标准中定义了一种半精度浮点类

型［１６］，在 ＣＵＤＡ 中被称作 Ｈａｌｆ 类型，在相同的时间

周期内完成两个半精度浮点类型运算，相对于单精

度的数据类型，半精度浮点类型的运算速度更快且

效率更高。 ＴｅｎｓｏｒＲＴ 主要采用了层间融合或张量

融合、精度校准 ２ 种优化方法。 对此可做研究详述

如下。
（１） 层间融合或张量融合 （ Ｌａｙｅｒ ＆ Ｔｅｎｓｏｒ

Ｆｕｓｉｏｎ）。 如图 ４ 左侧是 ＧｏｏｇＬｅＮｅｔＩｎｃｅｐｔｉｏｎ 模块的

计算图。 这个结构中有很多层，在部署模型推理时，
每一层的运算操作都是由 ＧＰＵ 完成的， ＴｅｎｓｏｒＲＴ
通过对层间的横向或纵向合并（合并后的结构称为

ＣＢＲ，意指 ｃｏｎｖｏｌｕｔｉｏｎ， ｂｉａｓ， ａｎｄ ＲｅＬＵ ｌａｙｅｒｓ ａｒｅ
ｆｕｓｅｄ ｔｏ ｆｏｒｍ ａ ｓｉｎｇｌｅ ｌａｙｅｒ），横向合并可以把卷积、
偏置和激活层合并成一个 ＣＢＲ 结构，只占用一个

ＣＵＤＡ 核心。 纵向合并可以把结构相同，但是权值

不同的层合并成一个更宽的层，也只占用一个

ＣＵＤＡ 核心。 合并之后的计算图（图 ４ 右侧）的层次

更少了，占用的 ＣＵＤＡ 核心数也少了，因此整个模

型结构会更小、更快、更高效。
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图 ４　 ＧｏｏｇＬｅＮｅｔＩｎｃｅｐｔｉｏｎ 模块的计算图以及 ＴｅｎｏｒＲＴ 简化和合并

后计算图

Ｆｉｇ． ４ 　 Ｃａｌｃｕｌａｔｉｏｎ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ＧｏｏｇｌｅＮｅｔＩｎｃｅｐｔｉｏｎ ｍｏｄｕｌｅ，
ｓｉｍｐｌｉｆｉｅｄ ａｎｄ ｃｏｍｂｉｎｅｄ ｃａｌｃｕｌａｔｉｏｎ ｄｉａｇｒａｍ ｏｆ ＴｅｎｏｒＲＴ

　 　 （２）数据精度校准（Ｗｅｉｇｈｔ ＆Ａｃｔｉｖａｔｉｏｎ Ｐｒｅｃｉｓｉｏｎ
Ｃａｌｉｂｒａｔｉｏｎ）。 通常，深度学习框架在训练时网络中

的张量（Ｔｅｎｓｏｒ）都是 ３２ 位浮点数的精度（Ｆｕｌｌ ３２－
ｂｉｔ ｐｒｅｃｉｓｉｏｎ，ＦＰ３２），在网络训练完成后，反向传播

这一步骤不存在了，因此可以适当地降低数据精度，
比如降为 ＩＮＴ８ 或 ＦＰ１６ 的精度。 更低的数据精度

将会使得内存占用和延迟更低，模型体积更小。 基

于 ＴｅｎｓｏｒＲＴ 库函数实现适用于本文设计的口罩佩

戴检测系统在 Ｊｅｔｓｏｎ ｎａｎｏ 平台上的加速框架，程序

整体框架流程图如图 ５ 所示。

初始化推理框架

图像预处理

生成INPUT数据

是否已经
存在context?

N

是否调用engine?

反序列化engine
生成context

生成engine保存并
生成context

Y

N

context执行推理

输出结果

Y

图 ５　 目标检测网络推理加速框架工作流程

Ｆｉｇ． ５ 　 Ｒｅａｓｏｎｉｎｇ ａｃｃｅｌｅｒａｔｉｏｎ ｆｒａｍｅｗｏｒｋ ｏｆ ｔａｒｇｅｔ ｄｅｔｅｃｔｉｏｎ
ｎｅｔｗｏｒｋ

　 　 在计算资源有限的嵌入式平台上生成序列化引

擎这一步骤比较消耗时间，但是在同样的计算平台
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和相同的参数下，对于序列化引擎可以进行复用，因
此只需要提前生成一次序列化引擎便可以多次重复

使用，减少了对计算资源的使用，节省了时间。
ＴｅｎｓｏｒＲＴ 加速推理框架主要部分为 ｃｏｎｔｅｘｔ 数据、从
不同框架模型中导入具有统一解析协议的序列化引

擎文件，并利用序列化引擎进行反序列化得到

ｃｏｎｔｅｘｔ 进行模型推理。
３．４　 注意力机制模块

本文添加了一种新的体系结构单元，称之为 ＳＥ
模块（Ｓｑｕｅｅｚｅ－ａｎｄ－Ｅｘｃｉｔａｔｉｏｎ ） ［１７］。 ＳＥ 模块是通过

重新学习卷积特征通道之间的相互依赖关系，筛选

出了针对通道的注意力，以改变权重的方式来对原

网络的语义信息进行调整。 该单元通过对卷积得到

的 ｆｅａｔｕｒｅ ｍａｐ 进行处理，得到一个和通道数一样的

一维向量作为每个通道的评价分数，然后将该分数

施加到对应的通道上，得到其结果，实现过程如图 ６
所示。
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图 ６　 ＳＥ 注意力模块

Ｆｉｇ． ６　 ＳＥ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ

　 　 在此基础上，研发得到的 ＳＥ 模块的代码具体

如下。
ｃｌａｓｓ ＳＥＬａｙｅｒ（ｎｎ．Ｍｏｄｕｌｅ）；
　 ｄｅｆ＿ｉｎｉｔ（ｓｅｌｆ，ｃｈａｎｎｅｌ，ｒｅｄｕｃｔｉｏｎ ＝ １６）；
　 　 ｓｕｐｅｒ（ＳＥＬａｙｅｒ，ｓｅｌｆ），＿ｉｎｉｔ＿（）
　 　 ｓｅｌｆ．ａｖｇ＿ｐｏｏｌ ＝ｎｎ．ＡｄａｐｔｉｖｅＡｖｇＰｏｏｌ２ｄ（１）
　 　 ｓｅｌｆ．ｆｃ ＝ｎｎ．Ｓｅｑｕｅｎｔｉａｌ（
　 　 　 ｎｎ．Ｌｉｎｅａｒ（ｃｈａｎｎｅｌ，ｃｈａｎｎｅｌ ／ ／ ｒｅｄｕｃｔｉｏｎ，

ｂｉａｓ＝Ｆａｌｓｅ），
　 　 　 ｎｎ．ＲｅＬＵ（ｉｎｐｌａｃｅ ＝Ｔｒｕｅ），
　 　 　 ｎｎ． Ｌｉｎｅａｒ （ ｃｈａｎｎｅｌ ／ ／ ｒｅｄｕｃｔｉｏｎ，

ｃｈａｎｎｅｌ， ｂｉａｓ＝Ｆａｌｓｅ），
ｎｎ．Ｓｉｇｍｏｉｄ（）
｝
ｄｅｆ ｆｏｒｗａｒｄ（ｓｅｌｆ， ｘ）；
　 　 ｂ， ｃ， ＿， ＿ｘ．ｓｉｚｅ（）

ｙ ＝ ｓｅｌｆ．ａｖｇ＿ｐｏｏｌ（ｘ）．ｖｉｅｗ（ｂ，ｃ）
ｙ＝ ｓｅｌｆ．ｆｃ（ｙ）．ｖｉｅｗ（ｂ，ｃ，１，１）
ｒｅｔｕｒｎ ｘ∗ｙ．ｅｘｐａｎｄ＿ａｓ（ｘ）

　 　 ＹＯＬＯ ｖ３ 采用类似 ＦＰＮ 上采样（Ｕｐｓａｍｐｌｅ）和

融合做法，融合了 ３ 个尺度（１３∗１３、２６∗２６ 和 ５２∗
５２），在多个尺度的融合特征图上分别独立做检测，
但是在 ＹＯＬＯｖ３－ｔｉｎｙ 中缩减为 ２ 个尺度（１３∗１３ 和

２６∗２６）。 由于本文研究的对象为人脸，在大部分

情况下的检测对象较小，因此为了增强对小目标检

测信息能力，本文将 ＳＥ 模块融入到尺度为 ２６∗２６
输出部分，对信息进行 ｒｅｆｉｎｅ，从而优化学习到的内

容，尤其是加强了对于小目标的检测能力，添加了

４ 层卷积层并且融入 ＳＥ 模块后的网络，本文称之为

ＳＥ－ＹＯＬＯｖ３－ｔｉｎｙ，网络结构图如图 ７ 所示。
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图 ７　 ＳＥ－ＹＯＬＯｖ３－ｔｉｎｙ 网络结构

Ｆｉｇ． ７　 Ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ ＳＥ－ＹＯＬＯｖ３－ｔｉｎｙ

４　 实验

４．１　 实验数据集

目前还没有针对口罩佩戴的公开的自然场景数

据集，所以本文使用了 ＷＩＤＥＲ ＦＡＣＥ 人脸数据集并

从中随机抽取 ２ ０００ 张人脸图片，自行在网络上搜

集佩戴口罩的图片 １ ０００ 张，共收集训练图片 ３ ０００
张，本文按照 ７ ∶ ３ 的比例将自制的口罩数据集划分

为 ２ 组，即训练集和测试集，其中 ２ １００ 张图片作为

训练样本，另外的 ９００ 张图片作为测试样本。 然后

按照 ＶＯＣ 数据集格式使用 ＬａｂｅｌＩｍａｇｅ 对训练集和

测试集进行统一的标注，标注信息包括了 ２ 种佩戴

口罩的状态，分别用 １ 和 ０ 表示。 其中，１ 对应为

ｍａｓｋｉｎｇ，０ 对应为 ｕｎｍａｓｋｉｎｇ。
４．２　 实验结果

本文分别使用 ＹＯＬＯｖ３－ｔｉｎｙ 算法及本文的不同

改进优化算法对自建的口罩数据集进行训练和测
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试，在迭代 ５０ ０００ 次后得到最终的权重文件， 图 ８
给出了 ｌｏｓｓ值变化曲线，ｌｏｓｓ值反映了预测值与实际

值的偏差。 当 ｌｏｓｓ 值越接近 ０ 就代表模型的性能越

好，可以看出在迭代５０ ０００次后趋于稳定，不再明显

下降。
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图 ８　 损失曲线

Ｆｉｇ． ８　 Ｌｏｓｓ ｃｕｒｖｅ

　 　 为了更好地展示优化后的结果，本文针对精度

提升和速度提升分别做了 ２ 个对比试验，分析论述

具体如下。
（１）实验一。 本文提出了 ２ 种 ＹＯＬＯｖ３－ｔｉｎｙ 的

网络结构优化方法，该实验通过口罩数据集对原始

的 ＹＯＬＯｖ３－ｔｉｎｙ 模型、增加 ＳＥ 模块以及添加网络

层的优化方法进行了对比实验，得到结果见表 １。
表 １　 口罩数据集对比检测结果

Ｔａｂ． １　 Ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍａｓｋ ｄａｔａ ｓｅｔ

Ｄｅｔｅｃｔｉｏｎ ｍｅｔｈｏｄ ｍＡＰ ／ ％ Ｍａｓｋｉｎｇ Ｕｎｍａｓｋｉｎｇ

ＹＯＬＯｖ３－ ｔｉｎｙ ７５．２ ７４．９ ７５．５

Ｉｍｐｒｏｖｅｄ ＹＯＬＯｖ３－ｔｉｎｙ ８７．４ ８７．０ ８７．８

ＳＥ ＹＯＬＯｖ３－ｔｉｎｙ ８８．３ ８８．１ ８８．５

　 　 由表 １ 可知，通过引入了 ４ 个 ３∗３ 卷积层，同
时每个 ３∗３ 卷积层引入 １∗１ 卷积层使得 ｍＡＰ 值

提升为 ８７．４％，相比 ＹＯＬＯｖ３－ｔｉｎｙ 提升了１１．２％，引
入了 ＳＥ 模块 ＳＥ ＹＯＬＯｖ３ － ｔｉｎｙ 的 ｍＡＰ 值提升了

０．９％。此时，可以看到佩戴口罩与未佩戴口罩的 ＡＰ
存在差距，因为佩戴口罩的人脸照片和普通人脸的

照片比例为 １ ∶ ２，由于佩戴口罩的图片较少，所以

ＡＰ 值略低于未佩戴口罩的 ＡＰ 值。 另外，为了直观

地体现优化网络结构后的效果，选取了部分测试样

本图片作为对比，如图 ９ 所示。
　 　 由上述内容可知在增加了卷积层以及添加了

ＳＥ 模块后，检出的准确率以及对小目标的检出的效

果都有较大的提升，在人群密集的场景下也有很好

地检出能力，并且能正确地进行分类，证明了本文的

优化方法可行性。
（２）实验二。 实验一针对提升精度进行了优化

方案，并进行对比试验。 本实验将针对模型的速度

优化做出对比试验。 该实验通过 ＴｅｎｓｏｒＲＴ 模块对

模型进行处理，本文将原始的 ＹＯＬＯｖ３ －ｔｉｎｙ 以及改

进的 ＹＯＬＯｖ３ － ｔｉｎｙ 模型转换得到 ｔｒｔ 文件 （ 经

ＴｅｎｓｏｒＲＴ 加速后得到的模型），在研究中统一使用

ｔｒｔ 后缀，表示加速后的模型，并进行测试，得到的检

测结果见表 ２。

（ａ） 优化前　 　 　 　 　 （ｂ） 优化后

图 ９　 口罩数据集对比检测结果

Ｆｉｇ． ９　 Ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔ ｃｏｎｔｒａｓｔ ｏｆ ｍａｓｋ ｄａｔａ ｓｅｔ
表 ２　 优化后口罩数据集测试对比结果

Ｔａｂ． ２　 Ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍａｓｋ ｄａｔａ ｓｅｔ ａｆｔｅｒ ａｃｃｅｌｅｒａｔｉｏｎ

Ｄｅｔｅｃｔｉｏｎ ｍｅｔｈｏｄ ｍＡＰ ／ ％
Ｔｉｍｅ － ｃｏｎｓｕｍｉｎｇ ／

ｍｓ
Ｆｒａｍｅ
ｒａｔｅ ／ ｆｐｓ

ＹＯＬＯｖ３－ｔｉｎｙ ７５．２ ９８ １０．０

ＹＯＬＯｖ３－ｔｉｎｙ＿ｔｒｔ ７３．９ ４５ ２２．２

Ｉｍｐｒｏｖｅｄ ＹＯＬＯｖ３－ｔｉｎｙ＿ｔｒｔ ８６．３ ４８ ２０．８

ＳＥ ＹＯＬＯｖ３－ｔｉｎｙ＿ｔｒｔ ８７．５ ４９ ２０．４

　 　 由表 ２ 可知，通过引入 ＴｅｎｓｏｒＲＴ 模块，各个网

络模 型 均 得 到 了 较 大 幅 度 的 速 度 提 升， 改 进

ＹＯＬＯｖ３－ｔｉｎｙ＿ｔｒｔ 相比于原始的 ＹＯＬＯｖ３－ｔｉｎｙ 网络，
帧率提升至 ２０．８ ｆｐｓ，相比较未加速之前约有 ２ 倍的

速度提升，与此同时 ｍＡＰ 值提升了 １１．１％，检测精

度明显优于原始的 ＹＯＬＯｖ３－ｔｉｎｙ，ＳＥ ＹＯＬＯｖ３－ｔｉｎｙ ＿
ｔｒｔ 相对于改进 ＹＯＬＯｖ３－ｔｉｎｙ＿ｔｒｔ 算法而言，检测的速

度几乎相同没有明显的下降，但是在检测精度上提

升了 １．２％，这说明了引入 ＳＥ 模块的可行性，本文提

出的优化方法使 ＹＯＬＯ 算法在嵌入式设备中得到了

较大幅度的提升，已经具备实时检测的效果，可以应

用于实际的项目工程中。 为了直观地体现出优化之
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后的实时检测效果，本文使用 ＹＯＬＯｖ３ － ｔｉｎｙ、 ＳＥ
ＹＯＬＯｖ３－ｔｉｎｙ＿ｔｒｔ 两种模型分别进行测试，在视频中

进行试验，由于场景比较复杂可以更好地检验模型

的性能。 图 １０（ａ）、（ｂ）均是对视频检测结果截图

以及对比。

（ａ） 优化前　 　 　 　 　 　 　 　 （ｂ） 优化后

图 １０　 非正脸场景模型检测结果对比

Ｆｉｇ． １０ 　 Ｔｈｅ ｄｅｔｅｃｔｉｏｎ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌ ｓｅｒｖｅ ａｓ
ｐｒｏｆｉｌｅ ｓｃｅｎｅ

　 　 可以看出，在总体上本文的 ＳＥ ＹＯＬＯｖ３－ｔｉｎｙ＿ｔｒｔ
算法能够有效地识别口罩佩戴情况，优化后提升了

检测的准确率以及小目标的检测优化后的模型对于

非正脸的检出率有着较好的提升，但可以看到的是

对于侧脸的小目标的检测会存在漏检情况，同时存

在着将颜色形状相接近的帽子误判为口罩情况如图

１０（ｂ）所示，这点在以后的工作中需要深入研究和

进一步优化。 图 １０（ａ）表现出了对于未正确佩戴口

罩识别的情况，体现出了一定的抗干扰能力。 以上

结果表明通过优化后的模型更加适应实际场景的需

求，例如地铁站、火车站等人流密集、人脸目标较小

的情况，具有一定的实际应用价值。

５　 结束语

本文基于 ＹＯＬＯｖ３－ｔｉｎｙ 算法提出了一种基于嵌

入式平台实时口罩检测算法，该方法通过添加卷积

层的数量增加网络模型的深度，提升了网络模型的

特征提取能力。 引入注意力机制，添加了 ＳＥ 模块

来优化所学习到的内容，提升检测准确率以及使用

半精度推理模块 ＴｅｎｓｏｒＲＴ 来提升检测的速度，最终

达到了精度与速度的平衡，能较好地应用于实际场

景。 本文通过自建的 ３ ０００ 张图片的数据集进行训

练的结果表示，本文提出的优化方法可以有效地检

测实际场景下是否佩戴口罩，平均精度达到了

８７．５％，每秒帧率达到了 ２０．８ ｆｐｓ，由此证明了本文

优化方法的合理性。 在以后的研究中将会进一步优

化网络结构以提升检测精度，同时保证检测的速度，
增大数据集的样本量，针对性解决手部遮挡等遮挡

面部的情况识别，提高口罩佩戴检测能力和效率。
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