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摘　 要： 推荐系统是信息过滤系统领域的一个重要研究方向。 随着信息技术的发展，推荐系统在提升用户体验和增加企业效

益等方面发挥着越来越重要的作用。 主流的推荐系统大多基于矩阵分解模型和深度学习模型，近年来又提出了基于记忆网

络和集成学习的推荐系统为用户精确地推荐物品。 本文将对基于矩阵分解、基于深度学习、基于记忆网络和基于集成学习的

推荐系统进行分析和总结，展望未来的研究方向。
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０　 引　 言

随着信息技术的飞速发展，人们在购物和浏览

信息方面有了更多的选择。 但众多的选择也让用户

很难从中挑选出符合自己偏好的物品或信息，从而

降低了用户体验。 根据 Ｎｅｔｆｌｉｘ 中的数据，如果用户

无法在 ６０～９０ ｓ 内找到自己偏好的电影，其将失去

观看电影的偏好。 研究者们对推荐系统进行了大量

的研究和广泛的部署，以便帮助用户快速、准确地选

择物品。
推荐系统是一种信息过滤系统［１］，通过学习和

预测用户的偏好，向用户推荐符合用户偏好的物品。
目前，推荐系统在电子商务、在线观影和社交网络等

许多领域中得到了广泛的应用，并为许多行业带来

了巨大的效益。 以电商行业为例，推荐系统为淘宝

购物平台带来了 ５０％的收益和网络流量；为著名购

物平台 Ａｍａｚｏｎ 带来了 ３５％的销售额。 ２０１７ 年，中
国人工智能协会和罗兰贝格共同发布了《中国人工

智能创新应用白皮书》，预计推荐系统将为零售业

带来约 ４ ２００ 亿元的降本增值。 另外，由清华大学

全球工业研究院等在 ２０１９ 年发布的《工业智能白皮

书》指出，推荐系统能够创造用户价值，具有不断扩

散的用户基础，具有广阔的发展空间。
推荐系统已经得到了广泛的研究和部署，其目

的是通过诸如购买等交互数据向用户推荐物品［２］。
基于推荐机制，推荐系统被划分为以下 ３ 类：（１）基
于内容的推荐系统［３］， （２）基于协同过滤的推荐系

统［４］，（３）融合以上两者的混合型推荐系统［５］。 基

于内容的推荐系统通过分析用户的画像和物品的特

征，从而为用户做出推荐。 这类推荐系统可以很好

地解决冷启动问题，但只能为用户推荐与其交互过

的物品相似物品，在推荐的多样性方面存在一定的

局限性。 与之不同的是，基于协同过滤的推荐系统，
对目标用户以及和目标用户相似的用户历史行为进

行分析，从而根据用户的偏好为用户推荐物品［６］。
与基于内容的推荐系统相比，这种基于协同过滤的

推荐系统一般可以得到更为精确的推荐，并且能够

更好地应对多种场景、应用多种先进技术，从而得到

更深入的研究和更广泛的应用。
当前主流基于协同过滤的推荐系统，大多采用



矩阵分解模型和深度学习模型。 这些模型通常首先

学习用户嵌入和物品嵌入，然后根据用户嵌入和物

品嵌入做出推荐。 具体而言，基于矩阵分解的推荐

系统利用线性运算（如用户嵌入与物品嵌入间点积

等），从交互数据中学习用户的偏好和物品的特征。
而基于深度学习的推荐系统，通常采用多层神经网

络以实现更为精确的推荐。 此外，近年来也出现了

基于记忆网络和集成学习等先进集成学习方法的推

荐系统。 基于以上背景，本文将对基于矩阵分解、基
于深度学习、基于记忆网络和基于集成学习的推荐

系统做详细的介绍和分析。

１　 基于矩阵分解的推荐系统

本节通过两部分介绍基于矩阵分解的推荐系

统。 即不依赖辅助信息的基于矩阵分解的推荐系统

和依赖辅助信息的基于矩阵分解推荐系统，见表 １。
表 １　 基于矩阵分解的推荐系统

Ｔａｂ． １　 Ｍａｔｒｉｘ ｆａｃｔｏｒｉｚａｔｉｏｎ ｂａｓｅｄ ｒｅｃｏｍｍｅｎｄｅｒ ｓｙｓｔｅｍｓ

分　 类 代表性工作 应用的技术或主要思想

不依赖辅助信息 文献［７］ 奇异值分解

文献［８］ 概率论

文献［９］ 个性化偏置

文献［１０］ 权重分解

文献［１３］ 贝叶斯优化和个性化排序

依赖辅助信息 文献［１５］ 社交约束

文献［１６］ 社交约束

文献［１７］ 贝叶斯优化

１．１　 不依赖辅助信息基于矩阵分解的推荐系统

奇异值分解（Ｓｉｎｇｕｌａｒ Ｖａｌｕｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＳＶＤ）［６］

是一种用于矩阵分解的数学方法。 受奇异值分解的

启发，Ｓｉｍｏｎ Ｆｕｎｋ 提出了 ＦｕｎｋＳＶＤ［７］ 为用户推荐物

品。 ＦｕｎｋＳＶＤ 首先将一个评分矩阵分解为两个低

阶矩阵，分别包含用户的嵌入和物品的嵌入。 与原

版的奇异值分解方法相比，ＦｕｎｋＳＶＤ 不仅时间复杂

度较低，而且可以适用于用户与物品交互矩阵中常

见的、具有缺失值的矩阵。 之后，研究者们基于矩阵

分解方法提出了更为先进的推荐模型。
例 如： Ｓａｌａｋｈｕｔｄｉｎｏｖ 提 出 了 概 率 矩 阵 分 解

（Ｐｒｏｂａｂｉｌｉｓｔｉｃ Ｍａｔｒｉｘ Ｆａｃｔｏｒｉｚａｔｉｏｎ，ＰＭＦ） ［８］，利用概率

理论提高推荐精确度。 ＰＭＦ 用高斯分布初始化用户

的嵌入和物品的嵌入，根据这些初始化好的嵌入学习

用户偏好和物品特征，最后用这些学习到的用户偏好

和物品特征进行推荐。 此外，文献［８］中的工作将

ＰＭＦ 扩展为约束 ＰＭＦ，即假设具有相似评分物品的

用户可能具有相似的偏好。 其实验结果表明，这种约

束 ＰＭＦ 在 Ｎｅｔｆｌｉｘ 数据集上更加有效，表现良好。

此外，文献［９］还在原有的矩阵分解模型中增加

了偏置向量，从而在推荐时也考虑了目标用户和目标

物品的个性化特征。 该方法首先计算了数据集的总

体平均评分以及目标用户和目标物品的评分偏差，然
后将这 ３ 个值相加，作为矩阵分解过程的正则项。 通

过这种方法，预测的评分能够针对目标用户和目标物

品进行调整，从而达到更加准确。 之后，文献［９－１０］
改进了矩阵分解模型，使其能够通过购买、浏览和点

击等隐性行为为用户推荐物品。 与评分等显性行为

相比，隐性行为更常见，也更容易收集。 因此，应该对

依靠隐性行为的推荐系统进行深入研究。 然而，这是

一项具有挑战性的任务，因为隐性行为并不能明确地

反映用户的偏好。 例如，用户可能会在观看一个视频

后发现对该视频不感兴趣。 为了解决这个问题，文献

［１０－１１］都提出了加权矩阵分解模型。 该模型为每

个交互分配一个权重，以表示目标用户对目标物品的

偏好。 此外，文献 ［１０］ 的工作还采用了负采样

（ｎｅｇａｔｉｖｅ ｓａｍｐｌｉｎｇ）的方法，利用没有观察到的用户－
物品交互，有效地训练矩阵分解模型。 这种负采样的

方法，有利于提高隐性行为推荐的准确度，并在文献

［１１－１２］等推荐模型中被广泛采用。
以上提到的推荐系统都是元素级（ｅｌｅｍｅｎｔ－ｗｉｓｅ）

推荐系统。 即通过最小化真实标签或值与相应预测值

的差异训练推荐模型。 与这些元素级推荐系统不同，
文献［１３］提出了贝叶斯个性化排名方法（Ｂａｙｅｓｉａｎ
Ｐｅｒｓｏｎａｌｉｓｅｄ Ｒａｎｋｉｎｇ， ＢＰＲ）。 该方法通过元组级

（ｐａｉｒ－ｗｉｓｅ）的方法学习用户偏好，从而实现精准推

荐。 该方法假设用户对交互过的物品比对自己遗漏

的物品有更多的偏好，先对＜目标用户、交互物品、
遗漏物品＞的元组进行采样，然后通过贝叶斯优化

方法［１４］，利用这些元组训练矩阵分解模型。 训练目

标使得学习到的用户，对其交互物品的偏好大于其对

遗漏物品的偏好。 实验证明，ＢＰＲ 对于训练推荐模型

是有效的，但在训练过程中引入了更多的时间复杂性。
１．２　 依赖辅助信息基于矩阵分解的推荐系统

虽然上述研究增强了矩阵分解模型学习用户偏

好和物品特征的能力，但数据稀疏性问题一直影响

着推荐的精确度。 为此，一些研究者提出采用辅助

信息来解决这一数据稀疏性问题。 例如，文献［５］
提出了一种带有社交约束的推荐系统，利用用户之

间的社交网络信息来提高推荐的精确度。 文中假

设，在社交网络中具有相似历史评分的好友用户会

对物品有相似的偏好。 基于这一假设，此工作利用

用户与其好友之间的嵌入差异的 Ｌ２ 范数作为正则
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项，更有效地训练矩阵分解模型。 此外，还将这些正

则项与目标用户及其对应好友的相似度相乘。 通过

这种方法，与目标用户有更多相似偏好的好友将对

正则项做出更多贡献。
除了利用相似偏好的好友的嵌入作为正则项之

外，文献［１６］还利用不同偏好好友的嵌入和物品社

交关系，进一步提高推荐的精确度。 文中假设，学习

到的目标用户的嵌入和不相似好友的嵌入是多样化

的，因此应该最大化两者之间的差异。 此外，利用物

品之间的评分相似性以便表示物品之间的隐性社会

关系。 然后，与用户社会关系类似，这种隐性的物品

社会关系也被作为正则项，以便更有效地训练矩阵

分解模型。
除社交约束外，一些推荐系统还加入了如用户

画像和物品属性等其它辅助信息。 例如，文献［１７］
提出了一种基于贝叶斯优化的矩阵分解模型，以便较

好地利用这些辅助信息。 作者首先用向量表示给定

的辅助信息，然后将这些向量纳入到对应用户或物品

嵌入的先验条件中，之后采用 Ｇｉｂｂｓ 采样器，根据这

些用辅助信息增强的嵌入进行最终的预测。 文献

［１８］对这一方法进行了进一步的改进，采用了层次结

构，可以更充分地利用辅助信息，更好地辅助推荐。
虽然经过不断的努力，但基于矩阵分解的推荐

系统普遍受到线性运算和浅层结构的限制，因此难

以准确学习非线性和复杂的用户与物品关系，对进

一步提高推荐精确度存在一定难度。

２　 基于深度学习的推荐系统

与基于矩阵分解的推荐系统相比，基于深度学习

的推荐系统更有效。 这种有效性部分来自于其非线

性操作、深层结构以及适应不同推荐场景的高灵活

性。 本文中，将介绍两部分基于深度学习的推荐系

统：（１）不依赖辅助信息的基于深度学习的推荐系统；
（２）依赖辅助信息的基于深度学习的推荐系统。

表 ２　 基于深度学习的推荐系统

Ｔａｂ． ２　 Ｄｅｅｐ ｌｅａｒｎｉｎｇ ｂａｓｅｄ ｒｅｃｏｍｍｅｎｄｅｒ ｓｙｓｔｅｍｓ

分类 代表性工作 应用的技术或主要思想

不依赖辅助信息 文献［２１］ 自动编码器

文献［２２］ 深度－广度学习

文献［２３］ 双翼多层感知器

文献［２４］ 深度－广度学习

依赖辅助信息 文献［２５］ 卷积神经网络

文献［２６］ 卷积神经网络

文献［２７］ 循环神经网络

文献［２８］ 图神经网络

２．１　 不依赖辅助信息的基于深度学习的推荐系统

文献［１９］中提出了基于自动编码器的推荐系

统（ＡｕｔｏＲｅｃ），用无监督的自动编码器为用户推荐

物品。 该方法给定一个评分矩阵，将行（或列）作为

基于用户（或基于物品）的自动编码器，输入学习隐

含状态，然后重建这些行（或列）。 通过这种方法，
缺失的评分就由重构后的行（或列）进行预测。 文

献［１９］中的方法，证明了深度结构有利于实现更高

的推荐精确度。 此外，该方法在文献［２０－２１］中得

到了增强，使其更加稳定和有效。 在此之后，研究者

们提出了基于多层感知器（Ｍｕｌｔｉ－ｌａｙｅｒ Ｐｅｒｃｅｐｔｉｏｎ，
ＭＬＰ） 的推荐系统，并取得了较好的的推荐精确度。
例如，文献［２２］中提出了一种基于广度和深度学习

的推荐系统，采用多层感知器学习用户和物品的复

杂、非线性特征。 此外，除了这个深层结构外，该方

法还采用了一种广层结构记忆原始输入的特征，将
深层结构和广层结构相互融合以便相互加强，从而

实现精确推荐的目的。
文献 ［ ２３］ 提出了深度矩阵分解模型 （ Ｄｅｅｐ

Ｍａｔｒｉｘ Ｆａｃｔｏｒｉｓａｔｉｏｎ，ＤＭＦ），采用双翼多层感知器结

构，为用户精确地推荐物品。 该模型采用两个多层

感知器，分别精确地学习用户的偏好和物品的特征。
然后，将这些学习到的用户偏好和物品特征通过余

弦相似度函数进行融合，从而预测用户偏好和物品

特征的匹配程度。 通过这种方式，在更准确地学习

到用户偏好和物品特征的情况下，深度矩阵分解模

型有望实现更高的推荐精确度。
文献［２４］ 提出了神经矩阵分解模型 （ Ｎｅｕｒａｌ

Ｍａｔｒｉｘ Ｆａｃｔｏｒｉｚａｔｉｏｎ，ＮｅｕＭＦ），以便进一步提高推荐

的精确度。 该模型采用全连接的神经网络层，代替

线性点积操作，以便对原有的矩阵分解模型进行增

强。 然后，将该增强的矩阵分解模型的输出向量与

多层感知器模型输出的向量进行融合，以便更好地

模拟复杂的用户与物品关系，从而为用户提供准确

的推荐。
２．２　 依赖辅助信息基于深度学习的矩阵分解模型

与基于矩阵分解的推荐系统类似，基于深度学

习的推荐系统也采用了辅助信息，以提高重组精确

度。 此外，基于深度学习的推荐系统灵活地构建了

多种类型的神经网络结构。 如，卷积神经网络

（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＣＮＮ ）、循环神经网

络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＲＮＮ）和图神经网络

（Ｇｒａｐｈ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＧＮＮ）等，以便有效地利用

不同类型的辅助信息。
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例 如： 卷 积 矩 阵 分 解 （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｍａｔｒｉｘ
Ｆａｃｔｏｒｉｚａｔｉｏｎ，ＣｏｎｖＭＦ） ［２５］，通过卷积神经网络，利用

用户对物品的评论信息，缓解了数据稀疏性问题，从
而提高了推荐精确度。 该方法首先通过卷积神经网

络，将用户对物品的评论嵌入其中，然后利用这些评

论的嵌入，很好地初始化相应物品的嵌入。 最后，采
用基于概率的矩阵分解模型，根据这些初始化好的

物品嵌入和随机初始化的用户嵌入进行推荐。
文献 ［ ２６］ 提出的深度合作神经网络 （ Ｄｅｅｐ

Ｃｏｏｐｅｒａｔｉｖｅ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ，ＤｅｅｐＣｏＮＮ）利用评论信

息初始化相应用户的嵌入，然后将这些初始化的用

户和物品的嵌入进行串联，再送入全连接层预测用

户对物品的偏好。 与卷积矩阵分解相比，深度合作

神经网络更好地利用了评论信息，以便精确地学习

用户偏好，可以实现更高的推荐精确度。
循环神经网络已经被推荐系统广泛地利用以便

进行精确的序列推荐。 例如，文献［２７］提出了一种

基于会话的推荐系统。 该推荐系统采用循环神经网

络，以便捕获会话中物品之间的顺序依赖关系。 循

环神经网络最初是为了学习序列数据中嵌入的特征

而提出的，因此适用于从会话中的物品序列中学习

其依赖性，从而实现基于会话的推荐。 近些年来，研
究者们又提出了许多其它基于循环神经网络的用于

会话场景的推荐系统。
此外，研究者们也提出了基于图神经网络的推

荐系统，以便更有效地利用物品之间的转换以进一

步提高基于会话的推荐的精确度。 例如，文献［２８］
中将每个会话建模为一个有向子图，将所有子图合

成为包含所有会话信息的完整会话图，利用门控图

神经网络捕获物品之间的转换和依赖关系，从而实

现基于会话的精准推荐。

３　 基于记忆网络的推荐系统

记忆网络［２９］ 是一种有效的机器学习模型。 该

模型最初在文献［２９］中提出，并在文献［３０］中进一

步增强为端到端的模型。 记忆网络的有效性已经在

自然语言处理、图像处理和模式识别等多种领域得

到了广泛的验证。
近年来，研究者们挖掘了记忆网络在用于推荐

领域的潜力。 例如文献［３１］设计了一种双翼记忆

网络以及分级注意机制，在类似推特（Ｔｗｉｔｔｅｒ）的应

用中执行提及推荐。 该工作采用了两个记忆网络分

别存储作者和候选用户的推特历史，利用一个词级

编码器和一个句子级编码器，分别从作者和候选用

户对应的推特历史中，协同嵌入作者和候选用户的

偏好。 值得注意的是，这两个编码器都依赖于注意

力机制。 最后，利用学习到的用户偏好，通过判断哪

些候选用户与作者相匹配，以便进行提及推荐。 后

来，文献［３２］中的工作进一步改进了基于记忆的提

及推荐。 此外，研究者们也通过记忆网络，提高了针

对类似推特应用的哈希标签推荐的精确度。
后来，Ｄｏｎｇ 等人［３３］ 利用记忆网络有效地解决

了推荐中长期存在的冷启动问题。 该工作采用了特

征特定的记忆网络和任务特定的记忆网络，以个性

化的方式，辅助初始化用户的嵌入，并指导更有效的

预测。 通过利用特征特定记忆网络，记忆现有用户

的资料和嵌入，可以在参考现有用户嵌入的同时，根
据新用户的资料初始化其嵌入，从而更准确地反映

这些新用户的偏好。 至于记忆用户快速梯度的任务

特定记忆网络，则是通过学习所有用户的交互，以便

较好地初始化预测参数，从而为新用户精确地推荐

物品。 记忆网络已被广泛应用于基于序列的推荐系

统。 例如，文献［３４］提出，先将历史会话存储在记

忆网络中，然后通过端到端的记忆网络，利用历史会

话中的物品的偏好，对当前的会话进行精准的推荐。

４　 基于集成学习的推荐系统

集成学习方法融合多个独立的机器学习模型，
用来实现更好的学习效果。 根据集成策略，集成学

习可以分为 ４ 大类：Ｂａｇｇｉｎｇ、Ｂｏｏｓｔｉｎｇ、Ｓｔａｃｋｉｎｇ 和混

合专家模型（Ｍｉｘｔｕｒｅ ｏｆ Ｅｘｐｅｒｔｓ，ＭｏＥ）。 近年来，研
究者们提出了基于 Ｂａｇｇｉｎｇ 和混合专家系统的推荐

系统。
Ｂａｇｇｉｎｇ 的目的：是通过对多个利用采样得到的

数据训练过的独立模型，对其结果取平均值。 通过

这种方法，Ｂａｇｇｉｎｇ 生成的集成模型比任意的单独模

型有更低的偏差，从而提高学习性能。 Ｂａｇｇｉｎｇ 在推

荐中的有效性已经得到了验证。 例如，文献［３５］提
出了一种基于 Ｂａｇｇｉｎｇ 的矩阵分解模型，以提高推

荐的精确度。 该模型先对数据集中的多个训练数据

子集进行有放回的采样，然后利用这些子集分别训

练多个矩阵分解模型，最后对这些模型的预测值进

行平均，从而用于推荐。
此外，混合专家系统是另一种有效的集合学习

方法。 该方法可以通过衡量不同专家模型的权重，
有选择地融合多个专家模型，以达到更好的学习性

能。 一般来说，混合专家系统包含 ３ 部分：
（１）多个专家模型。 其中每个专家模型都是一
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个原子模型，专门针对特定类型的输入数据学习；
（２）门控网络。 用于计算反映每个专家模型关

于输入的专业程度的门控权重；
（３）融合模块。 用于通过门控权重，融合多个

专家模型的输出。
由于混合专家系统的有效性，已被应用于推荐系

统，以便实现更高的推荐精确度。 其中，文献［３６］在
最早的尝试中，提出了混合专家系统以顺序策略和联

合策略，集成不同类型的协同过滤的推荐模型。 在顺

序策略中，前面协同过滤推荐模型的预测结果被反馈

到后面的方法中，以获得更精确的预测结果。 在联合

策略中，所有的协同过滤模型，都以原始交互矩阵为

输入，通过投票获得最终的预测结果。
最近，一些推荐系统更好地利用了混合专家系

统的潜力，进一步地提高了推荐的精确度。 这些工

作在面对不同类型的交互时，采用门控网络为不同

的专家模型，动态地分配不同的权重。 通过这种方

式，每个专家模型都被训练成专门针对某类交互的

专家，通过针对每个交互的特点，为相应的专家模型

分配更高的权重，为此交互做出更为精确的预测。
通过这种方式，利用专家模型向用户推荐物品有望

进一步提高推荐的精确度。

５　 展望

现有的工作为对推荐系统做进一步研究打下了

坚实的基础。 本节列举了在推荐系统领域有潜力的

研究方向和一些开放问题供读者参考。
５．１　 流式推荐系统

尽管推荐系统在改善用户体验、提高企业效益

等方面起到了重要作用，但是现有的推荐系统一般

都需要离线训练，即定期使用大量历史数据对推荐

模型进行训练，无法有效处理广泛存在的数据流，也
很难为用户在流式场景中推荐物品。 伴随着网络应

用的发展和普及，用户与物品互动产生源源不断的

数据流，近期的交互数据包含了用户的近期偏好，因
此更能准确地反映出用户当前对物品的偏好程度。
但传统的离线推荐系统在训练时会出现延迟，不能

及时学习用户的近期偏好，从而很难对用户进行流

式推荐。 为了在流式环境中为用户提供精确的推

荐，应该尝试使用新的数据来对其进行培训。
５．２　 多行为推荐系统

虽然研究者们已提出多种推荐系统，但大多可

以被称为单行为推荐系统。 因这些推荐系统利用单

一行为类型（如购买）的交互数据流为用户推荐商

品。 直观地讲，在有多种行为类型（如购买、添加到

购物车和浏览）的交互情况下，应将这些多行为交

互纳入考虑之中，以实现精确的流式推荐。 纳入更

充分的多行为交互，有利于解决长期存在的数据稀

疏性问题，从而在面对多行为交互的数据流时，有助

于更准确的流推荐。
５．３　 可解释推荐系统

现存的推荐系统大多是高度不可解释的，因此，
做出可解释的推荐是一项艰巨的任务。 可解释性推

荐系统的重要意义主要有两个方面：一是向用户做

出可解释的预测，让用户理解推荐背后的因素（即
为什么推荐这个物品 ／服务）；二是集中在对从业者

的可解释性上，探究模型参数的权重和活跃度，以了

解更多关于模型的信息。

６　 结束语

推荐系统在人们的日常生活中发挥了越来越重

要的作用。 本文对基于矩阵分解、基于深度学习、基
于记忆网络和基于集成学习的推荐系统进行了全面

的介绍。 充分分析了这几类推荐系统的特点，并对

其进行了比较。 希望这篇综述文章可以使读者对

推荐系统有充分的了解并且为未来的工作提供灵

感。
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Ｍｅｌｂｏｕｒｎｅ：［ｓ．ｎ．］， ２０１７． ３２０３－３２０９．

［５］ ＣＨＥＮ Ｗ，ＮＩＵ Ｚ， ＺＨＡＯ Ｘ， ｅｔ ａｌ． Ａ ｈｙｂｒｉｄ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ
ａｌｇｏｒｉｔｈｍ ａｄａｐｔｅｄ ｉｎ ｅ － ｌｅａｒｎｉｎｇ ｅｎｖｉｒｏｎｍｅｎｔｓ［ Ｊ］ ． Ｗｏｒｌｄ Ｗｉｄｅ
Ｗｅｂ， ２０１４， １７（２）： ２７１－２８４．

［６］ ＲＥＮＤＬＥ Ｓ， ＦＲＥＵＤＥＮＴＨＡＬＥＲ Ｃ， ＧＡＮＴＮＥＲ Ｚ， ｅｔ ａｌ． ＢＰＲ：
Ｂａｙｅｓｉａｎ ｐｅｒｓｏｎａｌｉｚｅｄ ｒａｎｋｉｎｇ ｆｒｏｍ ｉｍｐｌｉｃｉｔｙ ｆｒｅｅｄｂａｃｋ ［ Ｃ ］ ／ ／
Ｐｒｏｃｅｅｄｉｎｇ ｏｆ ｔｈｅ ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｕｎｃｅｒｔａｉｎｔｙ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ
２００９． Ｍｏｎｔｒｅａｌ： ＡＵＡＩ， ２００９：４５２－４６１．

［７］ ＳＩＭＯＮ Ｆ． Ｆｕｎｋｓｖｄ［ＥＢ ／ ＯＬ］ ． ［ ２０２０ － １２ － １４］ ． ｈｔｔｐｓ： ／ ／ ｓｉｆｔｅｒ．
ｏｒｇ ／ ｓｉｍｏｎ ／ ｊｏｕｒｎａｌ ／ ２００６１２１１．ｈｔｍｌ．

［８］ ＳＡＬＡＫＨＵＴＤＩＮＯＶ Ｒ， ＭＮＩＨ Ａ． Ｐｒｏｂａｂｉｌｉｓｔｉｃ ｍａｔｒｉｘ ｆａｃｔｏｒｉｚａｔｉｏｎ
［ Ｃ ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ａｎｎｕａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｎｅｕｒａｌ
Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓ ２００７， Ｖａｎｃｏｕｖｅｒ：［ ｓ． ｎ．］， ２００７：
１２５７－１２６４．

２３２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　


