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基于量子遗传的超参数自动调优算法的设计与实现
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摘　要：机器学习伴随着海量数据的支持以及强大的计算能力为其提供了强有力的保证下不断地向前发展，训练过程变得
更加高效便捷。在此基础上，机器学习算法的超参数对其性能的影响是非常巨大的，因此对众多的超参数进行优化选择就

自然有了强烈的需求。由此本文提出了一种基于量子遗传的超参数自动调优算法，实验表明，在针对多种机器学习模型的

超参数调优问题上，既解决了一般随机算法的不稳定性的问题，也解决了一般进化算法迭代缓慢、收敛速度较低的问题，

并且通过实验结果表明取得了不错的效果。
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０　引　言

如今，海量数据的支持以及强大的计算能力为

机器学习的不断发展提供了有效保证，使其训练过

程变得更加高效、便捷。在此基础上，一个机器学习

算法的超参数就成为影响算法性能优劣的重要因

素。如何在复杂的参数空间中选择出一组超参数使

得机器学习算法的性能得到最大的提升，是机器学

习领域长期以来一类备受关注的研究问题，超参数

优化问题也是在此背景下才得以提出。

研究初期，一般需要相关的工作人员通过已有

的经验对超参数进行调节，或者是由设计者给出建

议的超参数的配置选择。但在模型复杂以及超参数

众多的情况下，就随即对超参数进行自动化调优有

了强烈的需求。故而，对于机器学习算法未来走向

实用，设计出一个超参数自动调优算法则有着至关

重要的现实意义［１］。

早期，网格搜索（ＧｒｉｄＳｅａｒｃｈ）是超参数优化算

法中常用的技术。但是网格搜索方式的效率是很低

下的，其本质是属于穷举的方法，只不过是带有一定

的步长。超参数的搜索空间，会随着待优化参数的

增加，而呈指数型增长［２］。文献［３］中讨论了一种
随机搜索策略，并通过实验表明，与网格搜索方法相

比，该方法有着更高的效率。文献［４］还提出了
ＴＰＥ算法，解决了机器学习超参数优化问题，该算法
是基于模型的全局优化并且是树形结构的。此外，

贝叶斯优化也是该领域较经典的超参数优化算法，

具体就是一种快速求解昂贵函数极值问题的优化方

法［５］。

在国内的有关超参数优化的文献中，大多是利

用进化算法来进行机器学习模型的超参数调优。例

如，文献［６］中的超参数优化方法是模拟退火算法；
文献［７］中，运用遗传算法来解决机器学习模型支
持向量机（ＳＶＭ）的超参数优化问题；此外常见的还
有粒子群优化算法

［８］
。实际上在处理超参数优化

问题时可将其视作针对昂贵函数来进行优化。并且



进化算法中大部分都是基于种群的，当种群规模较

大时则会同时伴生着与算法性能效率相关的问题。

因此，本文拟基于一种量子遗传算法，其类属于进化

算法，来提出主要研究内容，即一种基于量子遗传的

超参数自动调优算法。通过实验表明，本文提出的

算法在解决机器学习模型的超参数优化问题的同

时，在对比实验中还取得了性能和效率上的提升。

１　超参数优化问题表述

超参数优化的思想对机器学习的调参有着重要

意义，对于其他复杂的系统结构，当研究过程需要优

化这一类黑箱模型结构时，都可以借鉴超参数优化

的思想来解决系统的结构优化问题。本文研发设计

的基于量子遗传的超参数优化算法是应用于解决传

统机器学习模型的超参数调优问题。如图１所示。
由图１可知，主要是模拟了超参数优化问题的大致
过程。

图１　超参数优化流程图

Ｆｉｇ．１　Ｈｙｐｅｒ－ｐａｒａｍｅｔｅｒｏｐｔｉｍｉｚａｔｉｏｎｆｌｏｗｃｈａｒｔ

研究可知，该问题的本质就是为机器学习模型

找到一组较好的超参数配置，使得机器学习模型在

测试集合上的泛化误差达到最小。此后提到的相关

实验过程及结果是基于ＧＢＤＴ机器模型来进行的超
参数调优相关实验。ＧＢＤＴ是常用传统机器学习模
型，可解决大部分机器学习中分类和回归问题，与其

相关的超参数分为２类：ｂｏｏｓｔｉｎｇ框架参数，弱学习
器即ＣＡＲＴ回归树相关的重要参数。相关超参数见
表１。

２　基于量子遗传的超参数调优算法

２．１　量子遗传算法
量子遗传算法源于量子计算，同时也是一种进

化算法。量子遗传算法在本质上还是一个基于概率

的随机搜索算法［９］。

在探讨量子遗传算法前，则需要了解一些与量

子计算相关的知识作为理论基础。首先，要知道量

子位是量子计算中存储信息的最小单元，量子位可

以表示为：[ ]αβ ，其中满足α２＋β２＝１。接下来是量

子门，在量子遗传算法中量子位是可以通过量子门

来改变的，将其引入不仅使得算法具备了开发和探

索的能力，还使得算法能够最终走向收敛［１０－１１］。量

子门是一个２×２阶的可逆矩阵 Ｕ，量子门一般通过

如下矩阵变换更新量子位，设新的量子位为
αｉ

β[ ]ｉ ，
那么：

αｉ

β[ ]ｉ ＝Ｕ[ ]αβ ， （１）

接下来在量子位的基础上，又引出了量子染色

体的概念，每一个染色体都是由式（２）中的一系列
量子位组成的，即：

α１，
β１，
α２，
β２，
α３，
β３，
α４，……
β４，……

，αｉ

，β[ ]ｉ ． （２）

表１　调优模型相关超参数信息说明
Ｔａｂ．１　Ｈｙｐｅｒ－ｐａｒａｍｅｔｅｒｉｎｆｏｒｍａｔｉｏｎｒｅｌａｔｅｄｔｏｔｈｅｍｏｄｅｌ

超参数名称 类别 含义说明

ｎ＿ｅｓｔｉｍａｔｏｒｓ １ 弱学习器的最大迭代次数，或者说最大的弱

学习器的个数

ｌｅａｒｎｉｎｇ＿ｒａｔｅ １ 每个弱学习器的权重缩减系数，也称作步长

ｓｕｂｓａｍｐｌｅ １ 训练数据子采样比例，取值为（０，１］

ｌｏｓｓ １ ＧＢＤＴ算法中的损失函数

ｍａｘ＿ｆｅａｔｕｒｅｓ ２ 弱学习器划分时考虑的最大特征数

ｍａｘ＿ｄｅｐｔｈ ２ 弱学习器决策树最大深度

ｍｉｎ＿ｓａｍｐｌｅｓ＿ｓｐｌｉｔ ２ 弱学习器内部节点再划分所需最小样本数

ｍｉｎ＿ｓａｍｐｌｅｓ＿ｌｅａｆ ２ 弱学习器叶子节点最少样本数

　　量子遗传算法的大致流程，参见算法１。
算法１　量子遗传算法
输入：种群大小Ｎ，算法的终止条件（比如迭代

次数等）

输出：集合Ｂ中表现最好的样本
Ｓｔｅｐ１　生成输入指定大小量子染色体种群

Ｑ（ｔ），并对其进行初始化操作。
Ｓｔｅｐ２　将种群 Ｑ（ｔ）中每一个量子染色体通

过规则进行转换为一个二进制串，形成一个新的二

进制串的集合Ｐ（ｔ）。
Ｓｔｅｐ３　对 Ｐ（ｔ）中的每个样本通过目标函数

进行评价。

Ｓｔｅｐ４　将Ｓｔｅｐ３中表现最优的样本添加到集
合Ｂ中。
ｗｈｉｌｅ（如果未满足终止条件）
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｛

Ｓｔｅｐ５　进行下一次迭代，令 ｔ＝ｔ＋１，对量子
染色体种群Ｑ（ｔ－１）进行Ｓｔｅｐ２的操作，从而形新
一轮的Ｐ（ｔ）。

Ｓｔｅｐ６　对 Ｐ（ｔ）中的每个样本通过目标函数
进行评价。

Ｓｔｅｐ７　将Ｓｔｅｐ６中表现最优的样本添加到集
合Ｂ中。

Ｓｔｅｐ８　将种群 Ｑ（ｔ）通过量子门的旋转进行
更新进化。

｝

２．２　基于量子遗传的超参数调优算法
在本小节中，给出算法的基本框架见算法２。
算法２　基于量子遗传的超参数调优算法
输入：待优化机器学习模型Ｍ，数据集Ｘ，种群

大小 Ｎ，这里设置为１，待优化的超参数的参数空
间，算法的终止条件（比如迭代次数等）

输出：集合Ｂ中表现最好的样本
Ｓｔｅｐ１　生成指定规模大小量子染色体种群

Ｑ（ｔ），并对其进行初始化操作。将输出集合 Ｂ置为
空集。通过超参数的类型及参数空间决定量子染色

体的总长度。

Ｓｔｅｐ２　将种群 Ｑ（ｔ）中每一个量子染色体通
过规则进行转换为一个二进制串，形成一个新的二

进制串的集合Ｐ（ｔ）。
Ｓｔｅｐ３　 对 Ｐ（ｔ）中的每个样本通过目标函数

进行评价。将每个二进制串解码为一组赋有特定取

值的超参数配置。评估机器学习模型 Ｍ在此超参
数配置下进行训练后，在测试集上的性能指标，并将

该结果作为目标函数的输出。

Ｓｔｅｐ４　将Ｓｔｅｐ３中表现最优的样本添加到集
合Ｂ中。
ｗｈｉｌｅ（如果未满足终止条件）
｛

Ｓｔｅｐ５　进行下一次迭代，令 ｔ＝ｔ＋１，对种群
Ｑ（ｔ－１）重复上述Ｓｔｅｐ２中操作，生成新一轮的集
合Ｐ（ｔ）。

Ｓｔｅｐ６　重复 Ｓｔｅｐ３对 Ｐ（ｔ）中的样本进行评
价。

Ｓｔｅｐ７　重复Ｓｔｅｐ４更新集合Ｂ。
Ｓｔｅｐ８　将种群 Ｑ（ｔ）通过量子门的旋转进行

更新进化。

｝

　　这里，对于算法２中的关键步骤含义拟做出分

析详述如下。

Ｓｔｅｐ１中，本质是在对每个超参数进行编码操
作，进而决定量子染色体的总长度。研究中是基于

以下方案来确定量子染色体的总长度。超参数一般

有２种类型：离散、连续。假设某个超参数是离散类
型的，并且只有３种取值，这时通过２位量子位就可
以编码表示该参数的所有状态。例如可以用 ００，
０１，１０分别对应表示该超参数的一种状态。相应
地，对于编码为１１的状态，算法中的规定是：可以对
其进行随机变异，使其转变为上述三种编码状态中

的任意一种。而对于连续型超参数来说，例如某超

参数取值范围在区间 ［ａ，ｂ］，可以根据研究中自定
义的精度来将其分割成ｋ份。那么就需要Ｎ位来编
码这个超参数，这里Ｎ需要满足如下条件：

２Ｎｋ＆２Ｎ－１ ＜ｋ， （３）
Ｓｔｅｐ２的本质就是在对量子染色体进行一个转

换，将其转换为一个二进制串。具体实现过程为：针

对量子染色体中的每一位，都要先生成一个随机数

ｒ，取值在［０，１］之间，若ｒα２，则该位置为０，否则
置为１。下面将举例说明上述操作。例如，某条量

子染色体可以表示为

１
２
１
２

，

１
２
１
２

，













１
２
１
２

，针对其中的每一

位量子位随机生成的数字为０．３、０．７、０．２，那么对
该量子染色体进行观察操作后，得到的二进制串可

以表示为［０，１，０］。与此过程相似，还将对每个量
子染色体都重复进行上述观察操作，最后形成了上

述算法中提到的种群Ｐ（ｔ）。
Ｓｔｅｐ３在本质上是对每一个在Ｓｔｅｐ２中转换好

的二进制串进行解码操作，将其翻译为每一个超参

数所对应的实际取值。具体操作为：由于此前提到

过超参数分为离散型和连续型两种，那么过程中的

解码操作也相应地分为２种。
总地来说，对于超参数是离散型情况下的解码，

可以提前定义一张映射表。其中，ｋｅｙ对应的是
Ｓｔｅｐ２中转换的二进制串中的某一段，ｖａｌｕｅ对应的
是该段二进制串在事先定义好的映射表中对应的实

际值。而当超参数是连续型的情况时，可以通过式

（４）来进行计算：

ｘ＝ａ＋ｘ·（ｂ－ａ）
２Ｎ －１

． （４）

其中，ｘ为代表该超参数那段的二进制串对应
的十进制数；ａ和ｂ分别表示该参数取值范围的上限
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和下限；Ｎ表示该段二进制染色体的总体长度，而等
式左侧的ｘ即为连续型超参数通过解码操作后计算
得到的实际取值。

Ｓｔｅｐ４则是执行 Ｓｔｅｐ３后，在比较后记录下有
着较好适应度的个体。

Ｓｔｅｐ７的本质就是利用此前涉及到的量子旋转
门，来对旧的量子染色体进行更新进化，形成新一轮

的量子染色体，在量子遗传算法中，由于量子编码作

用下的染色体不再是单一的纯态，遗传处理中不能

继续仅仅采用传统的选择／交叉／变异等操作，而是
要采用量子旋转门作用于量子染色体的基态，使其

相互干涉，相位发生变化，从而改变概率幅的分布。

综上论述可知，量子旋转门的设计是整个算法框架

里的核心步骤。对其实现过程将依次展开如下论述。

前文提到过，每一个量子位是通过量子旋转门

进行更新的，对此可表示为：

αｉ

β[ ]ｉ ＝Ｕ α[ ]β ， （５）

进一步，旋转门Ｕ可表示为：

Ｕ( )θ ＝
ｃｏｓθ －ｓｉｎθ
ｓｉｎθ ｃｏｓ[ ]θ ． （６）

其中，θ表示本次的旋转角度，该值大小与符号
在量子位的更新过程中占据着举足轻重的地位。研

究中给出了量子位的旋转演示如图２所示。

图２　量子位旋转演示图

Ｆｉｇ．２　Ｑｕａｎｔｕｍｂｉｔｒｏｔａｔｉｏｎｄｉａｇｒａｍ

由图２可知，θｉ的正负情况将决定量子门的旋
转方向。若θｉ为正，更新后的量子比特位α将会减
小，相应地将提高其为１的概率；相反，若θｉ为负，更
新后的量子比特位 α将会增大，相应地将提高其为
０的概率。这里，对θｉ的设计可表述为：

θｉ＝ｓ（αｉ，βｉ）×Δθｉ． （７）
其中，Δθｉ表示旋转角度大小；ｓ（αｉ，βｉ）表示其

正负情况，设ｒｉ和ｂｉ分别表示当前个体和当前最优
个体的第ｉ个量子位的二进制取值，则此时对应的
θｉ可通过对表２的计算得到。

表２　Δθｉ取值对照表

Ｔａｂ．２　Δθｉｖａｌｕｅｃｏｍｐａｒｉｓｏｎｔａｂｌｅ

ｒｉ ｂｉ ｒ优于ｂ？ Δθｉ
ｓ（αｉ，βｉ）

αｉβｉ＞０ αｉβｉ＜０ αｉ＝０ βｉ＝０

０ ０ Ｆａｌｓｅ ０ ０ ０ ０ ０

０ ０ Ｔｒｕｅ ０ ０ ０ ０ ０

０ １ Ｆａｌｓｅ ０ ０ ０ ０ ０

０ １ Ｔｒｕｅ ０．０５０π －１ ＋１ ±１ ０

１ ０ Ｆａｌｓｅ ０．０１０π －１ ＋１ ±１ ０

１ ０ Ｔｒｕｅ ０．０２５π ＋１ －１ ０ ±１

１ １ Ｆａｌｓｅ ０．０５０π ＋１ －１ ０ ±１

１ １ Ｔｒｕｅ ０．０２５π ＋１ －１ ０ ±１

２．３　基于量子遗传的超参数调优算法的改进及完善
　　依据２．２节提出的基于量子遗传的超参数调优
算法框架，本文对该算法进行了改进与完善。如前

所述，该算法中量子旋转门的设计是整个算法框架

的重中之重，故而尝试将原有的量子位更新方法改

为了如下形式：

　 αｉ

β[ ]ｉ ＝
１
　
槡２

１
　
槡２

１
　
槡２

－１　
槡











２

ｃｏｓθ －ｓｉｎθ
ｓｉｎθ ｃｏｓ[ ]θ

α[ ]β． （８）

上述量子门为Ｈａｒｄｍａｒｄ门，也叫做相位门。使
用此方式对量子位操作时，可以改变旋转相位，也可

以进行将量子位旋转９０°的操作。该方式实现了遗
传算法中经常会提到的变异操作，因此就通过将原

算法中的量子旋转操作改为使用Ｈａｒｄｍａｒｄ门，实现
对量子染色体的变异，这就在一定程度上避免早熟

现象的发生。

此外，对算法过程的完善操作即是在最后加入

了量子灾变过程。也就是说，当运算中连续多次都

没有进化发生后，此时就要引发量子灾变过程，将新

一轮的量子染色体重新初始化初值，再继续正常向

下运行算法，如此即可在一定程度上避免陷入局部

最优。本文提出的基于量子遗传的超参数调优算法

的流程如图３所示。

３　实验

为了验证本文提出算法的有效性，本小节拟进

行一些对比实验。首先是与基因遗传算法（ＧＡ）的
执行测试结果进行比较，２种算法执行过程中的迭
代收敛曲线如图４所示。横坐标表示迭代次数，纵
坐标表示模型在每轮迭代训练后的执行性能。
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图３　算法流程图

Ｆｉｇ．３　Ａｌｇｏｒｉｔｈｍｆｌｏｗｃｈａｒｔ

图４　算法实验结果图

Ｆｉｇ．４　Ａｌｇｏｒｉｔｈｍｅｘｐｅｒｉｍｅｎｔｒｅｓｕｌｔｄｉａｇｒａｍ

　　由图４可以看出，基于量子遗传的参数优化算
法收敛速度要快于 ＧＡ算法，并且最终都使得机器
学习模型在优化结束后获得较好的性能。

接下来是与模拟退火搜索算法相比较，结果如

图５所示。图５中实线表达的是本文所提出算法的
实验结果。横坐标表示实验次数，纵坐标表示每次实

验后模型在优化算法执行过程中达到的最好性能。

从图５分析可知，由于对比算法存在一定概率
随机搜索，即使得相比之下本文提出的优化算法的

执行结果明显更加稳定。

同时，还与概率随机搜索算法进行对照，研究得

到的算法时间复杂度的结果对比见表３。

图５　算法优化性能结果对比图

Ｆｉｇ．５　Ａｌｇｏｒｉｔｈｍｏｐｔｉｍｉｚａｔｉｏｎｐｅｒｆｏｒｍａｎｃｅｒｅｓｕｌｔｓ

表３　算法时间复杂度实验结果

Ｔａｂ．３　Ｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓｏｆｔｉｍｅｃｏｍｐｌｅｘｉｔｙｏｆｔｈｅａｌｇｏｒｉｔｈｍｓ

算　法 １ ２ ３ ４ ５ ６

基于ＱＧＡ优化算法 １４０２ １３７８ １４０６ １３６２ １３４３１３８２

ｈｙｐｅｒｏｐｔ．ｒａｎｄ．ｓｕｇｇｅｓｔ１３５２ １３２６ １３８９ １３３７ １３９７１４０１

　　由表３可以看出，本文提出的调优算法在时间
复杂度上与随机搜索算法相差无几，并就之前提到

的基于种群的进化算法的时间效率问题得到了很好

的解决。

最后，将本文算法应用在其他的模型优化场景

中进行测试，测试结果见图６。

图６　算法实验结果图

Ｆｉｇ．６　Ａｌｇｏｒｉｔｈｍｅｘｐｅｒｉｍｅｎｔｒｅｓｕｌｔｄｉａｇｒａｍ
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