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时序数据挖掘的预处理研究综述

张友浩，赵　鸣，徐梦瑶，赵光晶
（上海工程技术大学 航空运输学院，上海 ２０１６２０）

摘　要：由于时序数据的海量、高维等特点，对原始数据进行预处理是实现时序数据挖掘的重要步骤。有效的预处理不仅
能去除噪声、冗余，减低数据规模、提升计算效率，还能通过提取数据特征，揭示数据关系，有助于实施时序数据挖掘。

本文从数据缺失、数据噪声、离群点／异常值、特征提取和模式表示几个方面，对已有的原理和方法进行分析归纳，为后续
时序数据挖掘研究提供参考。
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０　引　言

时间序列数据（ＴｉｍｅＳｅｒｉｅｓＤａｔａ）是指一系列依
时间为序的观察值的集合。例如在设备运行状态监

测、金融市场趋势预测、病人健康状态监测、交通流

量监测，网络流量监测等领域，都会产生海量的时间

序列数据。时变性是时序数据的重要特征，不同的

应用背景，时序数据表现出的特性各不相同，对其进

行分类的标准相应地也有所不同。按照时序数据变

量数目，可分为单变量时间序列和多变量时间序列；

按其变量特征，可分为平稳性时间序列和非平稳性

时间序列；按其连续性，可分为连续时间序列和离散

时间序列，等等。

对时序数据分析的目的在于揭示时间序列规

律，并基于此规律预报未来事件，再通过干预来控制

未来事件。时序数据分析经历了描述性时序分析、

统计性时序分析、频域分析、时域分析，时间序列数

据挖掘（ＴｉｍｅＳｅｒｉｅｓＤａｔａＭｉｎｉｎｇ，ＴＳＤＭ）几个阶段。
由于时序数据具有高维度、高噪音、动态性及采

集过程引起的数据缺失、数据冗余、离群点／异常值

等特点，将直接导致后续处理分析耗费时间长，无法

提取有用信息，甚至得出完全错误的结论。因此时

序数据预处理是进行时序数据挖掘的重要步骤。

本文重点讨论时序数据预处理中涉及的数据缺

失、数据噪声、离群点／异常值、特征提取与模式表示
问题。

１　数据缺失

在数据采集过程中，产生数据缺失的机制主要

有完全随机缺失、随机缺失和非随机缺失三种情况。

其中，完全随机缺失完全由随机因素造成，随机缺失

只依赖于已观测到的变量值，非随机缺失与缺失值

自身有关。根据数据缺失机制与观测变量间的关系

及不同的研究目标，采取不同方法处理数据缺失。

１．１　基于统计学的填充方法
主要有固定值填充、常用值填充、均值填充、中

值填充、上下文数据填充、插值填充［１］等。例如，文

献［２］针对ＧＮＳＳ基准站坐标序列含缺失值问题，根
据小波系数与坐标序列数据的重构关系，提出非插

值的二进小波变换最小范数解法 ，与传统的插值算



法精度相当。文献［３］针对单变量时间序列缺失值
问题，提出基于稀疏表示下的缺失值插补方法；针对

多变量时间序列缺失值问题，提出ＳＰＣＡ－ＧＫＮＮＩ算
法，提高了数据集利用率和插补精度，避免了传统最

近邻算法高维数据的维灾问题。

１．２　基于模型的填充方法
主要有自回归模型 （ＡｕｔｏｒｅｇｒｅｓｓｉｖｅＭｏｄｅｌ，

ＡＲ）［４］、自回归差分移动平均模型 （Ａｕｔｏｒｅｇｒｅｓｓｉｖｅ
ＩｎｔｅｇｒａｔｅｄＭｏｖｉｎｇＡｖｅｒａｇｅＭｏｄｅｌ，ＡＲＩＭＡ）［５］、马尔科
夫链蒙特卡罗法等。此类方法的缺点是模型的误判

容易导致估计值不够准确。文献［６］根据时空相关
性建立填充缺失值模型，处理脏数据。文献［７］针
对多元时间序列回归任务中的非随机缺失问题，提

出一种称为正反向可变敏感的长短期记忆网络，由

缺失指标、正向和反向缺失的两个时间间隔和每个

变量的缺失率作为增强模型的输入，能较好处理大

量信息缺失，提高预测精度。

１．３　基于机器学习的填充方法
主要有最近邻（Ｋ－ＮｅａｒｅｓｔＮｅｉｇｈｂｏｕｒ，ＫＮＮ），递

归神经网络（ＲｅｃｕｒｒｅｎｔＮｅｕｒａｌＮｅｔｗｏｒｋｓ，ＲＮＮ），期望
最大化算法（ＥｘｐｅｃｔａｔｉｏｎＭａｘｉｍｉｚａｔｉｏｎ，ＥＭ）等。文
献［８］针对 ＫＮＮ补全算法在缺失数据 Ｋ近邻选取
上的偏向性问题，引入空间坐标、阈值和影响权重进

行改进，使得补全的数据更为合理。文献［９］针对
多变量时间序列数据缺失问题，在ＲＮＮ的长短时记
忆单元引入衰减机制，能更好地获取长时间间隔的

隐藏信息和实现缺失数据填充。文献［１０］针对
ＧＰＳ坐标序列中的缺失值问题，提出基于数据驱动
的ＲｅｇＥＭ插补算法，在大量数据缺失的情况下，插
值效果均优于传统方法。文献［１１］将统计学与机
器学习结合，利用动态贝叶斯网络将测量数据通过

隐藏状态传递给环境控制数据，用期望最大化算法

来推断隐藏状态并学习模型的参数。与基于回归的

分析模型相比，该模型能够以非常精确的方式拟合

校准数据，对环境参数的变化具有更强的鲁棒性。

２　数据噪声

在数据采集过程中，噪声是不可避免的、不随原

信号变化、无规律的额外信息，一般从时域和频域两

个方面来进行分析。对此拟展开研究论述如下。

２．１　时域滤波方法
传统的时域滤波法是用一个滤波器来去除噪

声，滤波器通常是一个滑动窗口，而去噪就是用窗口

内数据的统计值（如均值、中值等）来代替当前值，

主要有滑动平均滤波、算术平均滤波、中位值滤波、

自适应滤波等。时域滤波实际就是对数据进行平滑

化处理，去除序列中的噪声，但计算量大且可能忽视

时间序列局部细节变化。

２．２　频域滤波方法
传统的频域滤波法是将信号从时域变换到频

域，通过设定阈值将不同频率的信号分开，主要有低

通滤波、高通滤波、带通滤波等，但由于需要获取序

列的先验知识且一定程度忽视了时间这一特征，无

法准确展示序列细节变化，所以实际应用较少。随

着小波理论的发展，其克服了傅里叶变换的缺点，在

时序去噪方面主要有小波分解与重构法去噪［１２］、小

波变换阈值去噪［１３］、小波变换模极大值去噪［１４］。

文献［１５］将信息熵引入小波包变换去噪中来表示
残差序列小波系数的噪声含量，以获得有色噪声的

小波系数，通过逆变换获得有色噪声的序列，并将其

剔除。然而小波分析的结果受小波基的影响很大，

确定的小波基可能是全局最优，但在局部并非最优。

为克服基函数无法自适应的问题，经验模态分解

（ＥｍｐｉｒｉｃａｌＭｏｄｅＤｅｃｏｍｐｏｓｉｔｉｏｎ，ＥＭＤ）将序列分解
为若干个内涵模态分量（ＩｎｔｒｉｎｓｉｃＭｏｄｅＦｕｎｃｔｉｏｎ，
ＩＭＦ）之和，各ＩＭＦ分量包含了原序列不同时间尺度
的局部特征，但ＥＭＤ存在端点效应和模态混叠的缺
陷。针对模态混叠问题，集合经验模态分解

（Ｅｎｓｅｍｂｌｅ Ｅｍｐｉｒｉｃａｌ Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ，
ＥＥＭＤ）［１６］通过向序列中添加白噪声的方式，使序
列极值点分布均匀以减少模态混叠的影响。变分模

态分解（ＶａｒｉａｔｉｏｎａｌＭｏｄｅＤｅｃｏｍｐｏｓｉｔｉｏｎ，ＶＭＤ）［１７］

通过迭代搜寻变分模态的最优解，不断更新各模态

函数及中心频率，得到若干具有一定宽带的模态函

数，有效地解决了传统ＥＭＤ算法的端点效应和模态
混叠问题。

３　离群点／异常值

数据中的异常值（也称为“离群点”）不同于噪

声，可能蕴含着重要警示信息。在时间序列数据中，

“异常”可能是在特定时间点的外部误差或外生变

化，只影响此特定时刻的观测值；也可能是由于内部

变化或噪声过程中的内源性作用引起，影响所有后

续观测值［１８］。对此，文中将给出阐释分述如下。

３．１　基于统计学的方法
（１）３σ法则。该方法的缺点是需要先前获知

序列的分布模型，而对于大多数序列而言难以描述

其分布模型。
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（２）回归分析。将时间作为自变量，序列值作
为因变量，依据历史数据建立回归模型，如果预测值

与观测值相差大于指定值，则认定为异常。主要有

自回归（ＡＲ）模型、自回归移动平均（ＡｕｔｏＲｅｇｒｅｓｓｉｖｅ
ＭｏｖｉｎｇＡｖｅｒａｇｅＭｏｄｅｌ，ＡＲＭＡ）模型，但该类方法存
在难以确定序列所属模型问题。

（３）相似性度量。主要以欧式距离、动态弯曲
距离、编辑距离等作为测度函数，进行异常值检测，

并可以借助于模式表示方法对原序列进行特征提

取［１９］，以减少干扰和计算复杂度，提高算法的效率，

具有较好的鲁棒性。

（４）聚类分析。利用聚类算法对数据进行聚
类，最终不能被聚类或者数据个数少的被视为“异

常”，但需要满足数据集中大部分样本都是正常的

或者 异 常 占 比 例 较 小 的 前 提 条 件，主 要 有

ＤＢＳＣＡＮ［２０］，Ｋ－ｍｅａｎｓ［２１］及其改进算法。
３．２　基于模式表示的方法

时间序列具有海量性的特点，直接对其进行异

常检测所耗费的计算量和时间是十分巨大的，而模

式表示可以保留原序列的形态趋势，去除干扰并进

行一定程度的压缩，大大简化了计算复杂度，提高算

法计算效率［２２］。目前主要有频率表示、奇异值表示

（ＳｉｎｇｕｌａｒＶａｌｕｅＤｅｃｏｍｐｏｓｉｔｉｏｎ，ＳＶＤ）、符号聚合近似
（ＳｙｍｂｏｌｉｃＡｇｇｒｅｇａｔｅＡｐｐｒｏｘｉｍａｔｉｏｎ，ＳＡＸ）、分段线性
表示（ＰｉｅｃｅｗｉｓｅＬｉｎｅａｒＲｅｐｒｅｓｅｎｔａｔｉｏｎ，ＰＬＲ）、分段聚
合近似（ＰｉｅｃｅｗｉｓｅＡｇｇｒｅｇａｔｅＡｐｐｒｏｘｉｍａｔｉｏｎ，ＰＡＡ）
等。

３．３　基于机器学习的方法
用于时间序列的机器学习方法主要有循环神经

网络（ＲｅｃｕｒｒｅｎｔＮｅｕｒａｌＮｅｔｗｏｒｋ，ＲＮＮ）［２３］、卷积神经
网络（ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋｓ，ＣＮＮ）［２４］，其原
理同传统的异常检测方法类似，将异常检测问题转

换为分类或者预测问题。文献［２５］针对时序数据
不平衡问题，提出了基于深度卷积神经网络的偏斜

类异常检测方法，采用抽样法增加少数类异常样本，

缩小异常样本与正常样本间的差距，随后对数据进

行尺度变换和时间切片分段作为分类器的输入。文

献［２６］在驾驶辅助领域将路面检测问题转换为时
间序列分类问题，将小波卷积网络与多通道网络技

术相结合，实现对路面状况的异常检测，提升驾驶安

全。

４　特征提取和模型表示

由于时间序列数据的高维性，直接处理原数据

会占用大量资源，运算效率低下。而通过提取原数

据中的主要特征并用合适的模型表示，不仅降低维

度，节省运算成本，而且可以去除一定的噪声。目前

主要有基于统计特征、基于预测模型、基于变换、基

于分段函数的表示方式。这部分研究内容可做剖析

阐述如下。

４．１　基于统计特征的时序表示
基于统计特征的模式表示方法主要涉及时域和

频域两方面。时域包括最大值、最小值、峰值、均值、

方差、均方值、均方根值等有量纲特征，以及峰值因

子、脉冲因子、裕度因子、峭度因子、波形因子、偏度

等无量纲特征。频域包括重心频率、均方频率、均方

根频率、频率方差、频率标准差等特征。文献［２７］
针对滚动轴承故障提取轴承运行的时域信号特征，

提高了故障识别准确率。文献［２８］针对转子系统
早期碰磨故障提出了一种基于时域和时频域联合特

征提取和分析的方法。

４．２　基于预测模型的时序表示
基于预测模型的时序表示，假设时间序列是某

个预测模型的观测值，确定该预测模型的参数值，构

建合适的模型。一般分为模型假设、模型估计、参数

估计、模型检验几个步骤，代表性的方法有自回归移

动平均（ＡＲＭＡ）模型、马尔科夫链（ＭａｒｋｏｖＣｈａｉｎｓ，
ＭＣｓ）、隐马尔可夫模型（ＨｉｄｄｅｎＭａｒｋｏｖＭｏｄｅｌ，
ＨＭＭ）［２９］等。文献［３０］针对滚动轴承故障识别问
题，利用ＡＲＭＡ模型的自回归参数矩阵反映轴承工
况的变化并结合表征故障程度的峭度值以充分提取

轴承故障程度特征，为轴承故障诊断提供了一种有

效的方法。文献［３１］在时间序列异常检测方面，通
过自编码器对分段后的序列进行特征提取并采用

Ｋ－ｍｅａｎｓ处理生成符号化序列，进而构建隐马尔可
夫模型（ＨＭＭ），提升了表征原始时间序列的能力。
４．３　基于变换的时序表示

基于变换的表示方法将序列进行不同域中的映

射变换，使得特征能在某一个维度上突显出来。常

见 的 特 征 变 换 有 傅 里 叶 变 换 （Ｆｏｕｒｉｅｒ
Ｔｒａｎｓｆｏｒｍａｔｉｏｎ，ＦＴ）、小波变换（ＷａｖｅｌｅｔＴｒａｎｓｆｏｒｍ，
ＷＴ）、主成分分析（ＰｒｉｎｃｉｐａｌＣｏｍｐｏｎｅｎｔＡｎａｌｙｓｉｓ，
ＰＣＡ）等。

傅里叶变换算法将序列分析从时域分析转换成

频域分析，但傅里叶变换是一种整体性变换，无法描

述序列的时频局部特性。针对这一缺陷，Ｇａｂｏｒ提
出了短时傅里叶变换（Ｓｈｏｒｔ－ｔｉｍｅＦｏｕｒｉｅｒＴｒａｎｓｆｏｒｍ，
ＳＦＴＦ），采用加窗的方法来描述序列局部特性。但
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对于给定的窗函数而言，其分辨率是固定的。窄窗

会导致时间分辨率高、频率分辨率低，宽窗会导致时

间分辨率低、频率分辨率高。为解决这一缺陷，小波

变换（ＷＴ）采用有限长会衰减的小波基，通过伸缩
和平移实现对序列的多尺度细化分析。

主成分分析（ＰＣＡ）将可能存在相关性的一组变
量转换为一组线性不相关的变量，经过转换后的变

量称为主成分，其本质是将方差最大的方向作为主

要特征，从而剥离出对分类影响大的变量，实现降

维。ＰＣＡ很好地解除线性相关，但无法应用于非线
性时序数据。因此，核主成分分析方法将在低维线

性不可分的数据用非线性的变换映射到高维线性可

分的数据空间，然后在高维的空间应用ＰＣＡ提取特
征进行降维。

文献［３２］针对传统电路诊断方法诊断波形图
与实际波形差异大，诊断结果准确率低的问题，提出

基于小波变换和神经网络的诊断方法，利用小波变

换来提取故障特征，通过 ＤＷＴ技术构建时频矩阵
作为深度神经网络的输入，建立不同故障类型的映

射关系实现故障诊断。文献［３３］针对多元时间序
列指标多、时序长，难以兼顾２个维度进行特征提取
的问题，采用ＰＣＡ提取指标维度特征结合长短时记
忆神经网络（ＬｏｎｇＳｈｏｒｔＴｅｒｍ ＭｅｍｏｒｙＮｅｔｗｏｒｋ，
ＬＳＴＭ）降低时间维度，从而实现对数据的特征提取，
有效地保留数据间的相互关系，降低维度和模型复

杂度。

４．４　基于分段的时序表示
采用分段的思想可以提取原时间序列的整体特

征，进行有效的数据压缩和噪声过滤，但计算量很

大。代表性的方法有分段线性表示（ＰｉｅｃｅＬｉｎｅａｒ
Ｒｅｐｒｅｓｅｎｔａｔｉｏｎ，ＰＬＲ）［３４］、分段聚合近似（Ｐｉｅｃｅｗｉｓｅ
ＡｇｇｒｅｇａｔｅＡｐｐｒｏｘｉｍａｔｉｏｎ，ＰＡＡ）［３５］，符号聚合近似
（ＳｙｍｂｏｌｉｃＡｇｇｒｅｇａｔｅＡｐｐｒｏｘｉｍａｔｉｏｎ，ＳＡＸ）［３６］等。

ＰＬＲ分为滑动窗口、自顶而下、自底而上三种类
型［３７］，其原理是利用首尾相连的线段将原序列的特

征点连接起来，从而实现连续平滑的简化表示，但容

易受到序列极值点和波动幅度的影响。ＰＡＡ是将
原序列进行分段，得到以分段均值组成的特征序列，

但由于仅采用均值作为特征，而忽视了序列的形态

趋势特征，可以通过增加特征来更为精确地表征原

序列，例如斜率，标准差（或方差）等。ＳＡＸ借助于
ＰＡＡ，对规范后（均值为０，标准差为１）的时序数据
进行降维处理，将ＰＡＡ所表示的均值离散映射到相
应符号空间，应用领域扩展到文本处理、信息检索

等。对ＰＡＡ的缺陷主要从分段特征和分段距离两
个方面进行改进。在分段特征上使用统计特征，例

如均值、最大值、最小值、斜率，拐点等。在分段距离

方面就是对序列进行不等间隔的划分，例如使用全

局关键点对序列进行分段，随后在分段上根据趋势

特征进行分段或者利用随机小距离提高接近点分为

同一段的概率。

文献［３８］从时间序列形态趋势的角度，提出
高、低滤波点和高、低滤波线概念，提取上、下滤波点

作为线性分段点来描述时间序列，具有良好的逼近

性。文献［３９］针对分段线性表示受序列极值点和
波动幅度影响问题，提出基于转折点和趋势段的时

间序列趋势提取算法，克服使用斜率差作为评价指

标的非线性缺陷，结合极值趋势段得到全局意义下

的转折点，并针对分段点不足问题，定义差值转折

点，在分段点序列中进行插值以满足最后的压缩率

要求。

５　结束语

由于原始时序数据中存在数据缺失、数据噪声、

离群点／异常值等问题，数据挖掘前对数据进行预处
理至关重要。

面对时序数据海量性和高维度所导致的高度复

杂性，在数据缺失方面，传统的统计学方法已经无法

满足处理要求，借助于深度学习算法强大的学习能

力，基于数据驱动学习变量间的相互关系和内在规

律以克服人工特征的局限性，从而提高缺失值填充

准确率。

在时序数据的去噪方面，小波变换和经验模态

分解已得到了广泛应用。但对于特殊领域以及噪声

分布的不均衡性问题，往往只能对特定的噪声进行

去除，例如高频白噪声等。因此，如何最大程度地消

除噪声的影响，根据噪声的特性自适应寻优去噪一

直是研究的热点。

在异常检测方面，单变量时间序列异常检测的

发展已经较为成熟，主要有基于聚类、相似性、模型、

分类、预测等异常检测方法。鉴于实际应用中的时

效性要求，未来研究将更加侧重于算法的在线实时

检测能力。多变量时间序列异常检测目前有２种主
流思路，一是将多变量时间序列转换为多个单变量

时间序列进行异常检测，二是直接对多变量时间序

列进行异常检测。

特征提取和模式表示是在充分表征原序列的基

础上，最大程度地简化序列，以减少计算复杂度，提
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高算法效率。多变量时间序列包含时间维和变量

维，极大地增加了数据规模，同时又涉及变量维间相

关性等问题，如何对现有特征提取和模式表示方法

进行扩展以适应多变量时间序列的要求是未来研究

的重点。

总地来说，现有的时序数据预处理方法主要针

对单变量时间序列，而随着研究的深入，能够更加全

面描述事物特性的多变量时间序列将成为主流。相

较于单变量时间序列，多变量时间序列增加了变量

维度，导致数据规模急剧扩大并引入变量维间相关

性等问题，使得预处理更加复杂，因此在其预处理中

应当着重考虑变量的维间相关性，去除冗余信息，在

变量维和时间维进行特征提取和模式表示以简化序

列，为后续的数据分析做铺垫。
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