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肖应慧１， 张著洪２

（１ 贵州大学 大数据与信息工程学院； ２ 贵州大学 贵州省系统优化与科学计算特色重点实验室， 贵阳 ５５００２５）

摘　 要： 能见度预测属于时间序列预测领域的问题，如何实现对时序数据的处理以及捕获数据中的时间长期依赖关系，是当

前研究人员的主要关注焦点。 针对能见度预测模型构建难的问题，依据果蝇视觉系统在图像感知、学习和信息反馈过程中的

生物学原理，提出一种基于视频监控图像的深度果蝇神经网络。 首先，通过设计前馈果蝇视觉神经网络，提取图像的能见度

特征，进而将特征信息送入多层感知器，获得关于未知权值和阈值的能见度与视频帧的映射关系；其次，借助梯度下降法获得

在线预测能见度的深度神经网络。 实验结果表明，该神经网络能实时、有效、准确地预测雾天环境下的能见度，预测效果稳定

且精度高，具有较好的应用潜力。
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０　 引　 言

大气能见度被定义为视力正常的人在白天以靠

近地平线的天空为背景，观测黑色物体时易识别和

辨认的最长距离［１］。 能见度的变化取决于大气的

透明度，不良天气现象会导致大气浑浊，使大气透明

度降低，特别在诸如雾、雨或空气污染等恶劣天气条

件下，能见度较低。 近年来，由雾造成低能见度而导

致交通事故频繁发生，因此准确、高效地对雾天能见

度进行实时预测尤为重要。 目前，能见度预测的研

究方法主要有应用统计分析法和深度学习法。 统计

分析法通常有物理建模法和非参数建模法，其经由

图像构建物理或数据驱动的概率模型，估计不同雾

范围下的大气能见度。 物理模型法是基于视觉分析

的光反射、折射等物理现象，以及基于 Ｋｏｓｃｈｍｉｅｄｅｒ
定理，建立光传播物理模型，进而利用消光系数实时

估计能见度，能见度估计的准确率高低很大程度上

依赖于原始图像和无雾参考图像的相似程度［２－３］；
非参数建模法考虑了低能见度情况下图像退化对图

像分类的影响。 研究表明，能见度可由雾的空间特

征进行表征。 例如，Ｎｎｏｌｉｍ［４］ 将全局对比度算子与

基于分阶的多尺度滤波器结合，将熵和标准偏差融

合，对图像进行去雾和图像增强，获得多尺度融合去

雾算法， 但该算法虽能提升对雾天能见度估计的精

度，但不能实时预测能见度。 深度学习因能对雾天

能见度时序数据在线处理，能捕获数据的中长期依

赖关系，已受到广泛关注，并在诸如气象预报等能见

度预测中已得到初步应用［５－６］。 例如，Ｓｅｌｖａｒａｊ 等［７］



以最高温度、最低温度、最高相对湿度、最小相对湿

度和风速增强长为输入量，利用长短时记忆神经网

络预测降雨量；Ａｋｍａｌｊｏｎ 等［８］ 借助快速傅里叶变换

（ＦＦＴ）滤波器去除输入图像的低层次特征，并对每

个输入应用频谱滤波器来提取低对比度区域，进而

利用三流集成卷积神经网络获得能见度深度学习模

型。
综上，现有能见度预测方法主要集中于如何从

输入图像中获取有价值的能见度特征。 相对而言，
深度学习法比统计分析法在能见度预测中更有应用

前景，但因网络结构复杂、计算效率低、易于出现过

饱和或欠拟合现象，使得其应用于能见度的研究有

待深入开展。 为此，本文在已获针对碰撞检测的果

蝇前馈神经网络基础上，从果蝇视觉感知和学习的

行为特性出发，尝试性提出一种深度果蝇神经网络

（Ｄｅｅｐ Ｆｌｙ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＤＦＮＮ），并应用于实时能

见度预测。

１　 果蝇神经信息处理

果蝇有两只复眼，每只复眼由大约 ３ ５００ 个小

眼组成，且每个小眼包含 ８ 个光感受器。 光信息通

过复眼进入果蝇的视觉系统，实现光传递。 果蝇视

觉系统具有独特和简单的眼结构，对外界环境信息

的感知能力强，其神经系统依次经由光感受器

（Ｐｈｏｔｏｒｃｅｐｔｏｒ）、视网膜（Ｒｅｔｉｎａ）、薄膜层（Ｌａｍｉｎａ）、
髓质（Ｍｅｄｕｌｌａ）、小叶（Ｌｏｂｕｌａ）及大脑神经信息处理

层，执行视觉信息的处理和传递，各层之间分工明确

又联系紧密，如图 １ 所示。

环境 感光层 视网膜层

信息反馈

髓质层 全连接层薄膜层

接收光亮强度 滤波处理 侧抑制 局部运动
方向检测

运动方向传递

图 １　 果蝇视觉信息处理的流程图

Ｆｉｇ． １　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ｖｉｓｕａｌ ｉｎｆｏｒｍａｔｉｏｎ ｐｒｏｃｅｓｓｉｎｇ ｉｎ ｆｌｙ

　 　 光感受器层（Ｐｈｏｔｏｒｃｅｐｔｏｒ）主要由感光细胞组

成，负责接收外来的光强度信息；视网膜层（Ｒｅｔｉｎａ）
接收光感受器层输出的信号，负责消除视觉噪声信

号；薄膜层又称为视叶神经层（Ｌａｍｉｎａ），包含墨盒

ｃａｒｔｒｉｄｇｅ（ｃａｒｔ）和开关 ｏｎ－ｏｆｆ （ｏｏ） 这两种类型节点，
其中 ｃａｒｔ 节点接收来自视网膜上对应节点的邻域节

点的输入，并通过卷积滤波产生输出信号，而 ｏｏ 节

点负责接收对应 ｃａｒｔ 节点邻域内节点的输出信号，
并经由超极化和去极化处理，产生行为输出量； 髓

质层包含柱状神经元和切向细胞，由主通道子单元

的两类结点（ｍ１、ｍ２） 组成，其中ｍ１ 节点接收薄膜层

中对应的 ｏｏ 节点的输出，并输出检测节点处的局部

方向；ｍ２ 节点接收 ｍ１ 节点邻域处的局部方向量，经
由投影产生在水平、竖直方向的方向量；小叶层汇集

髓质层中所有 ｍ２ 节点的水平、竖直方向量，并将信

息整合后输入果蝇大脑神经系统。 最后，大脑神经

通过接收小叶层的信息以及神经元相互作用机制，
获得视觉信息刺激后的反馈信号，并将误差信号反

馈入光感受器层。

２　 深度果蝇神经网络

基于果蝇视觉系统的信息处理机制，针对视觉

场景下的碰撞检测与预警问题，获得一种人工果蝇

视觉神经网络（Ａｒｔｉｆｉｃｉａｌ Ｆｌｙ Ｖｉｓｕａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，
ＡＦＶＮＮ），其由 ４ 个神经层构成［９］。 在此，对该神经

网络作适当改进，得到用于实时能见度预测的改进

型深度果蝇神经网络 （ Ｄｅｅｐ Ｆｌｙ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，
ＤＦＮＮ）。 ＤＦＮＮ 由提取图像特征的视觉神经网络和

多层感知器（Ｍｕｌｔｉｐｌｅ Ｌａｙｅｒ Ｐｒｅｃｅｐｔｏｒ， ＭＬＰ）构成前

向传播神经网络，经由梯度下降更新网络中卷积参

数、权值和阈值，实现误差反向传播。 改进型果蝇深

度神经网络结构如图 ２ 所示。

输入图像 视网膜层 薄膜层 髓质层 全连接 输出

function
局部方向
检测

上采样卷积

图 ２　 果蝇深度前馈神经网络的示意图

Ｆｉｇ． ２ 　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ Ｆｌｙ ｄｅｅｐ ｆｅｅｄｆｏｒｗａｒｄ ｎｅｕｒａｌ

ｎｅｔｗｏｒｋ

　 　 给定由时间序列灰度图与标签构成的训练集

｛（Ａｔ，Ｙｔ） ｝ ｔ≥１， Ａｔ 为第 ｔ时刻的Ｍ × Ｎ灰度图，Ｙ ｔ 为

ｎ０ 维的标签或观测值向量。 经由图 ２ 获知，ＤＦＮＮ
接收连续的视频图像帧，并依次经由视网膜、薄膜

层、髓质层这 ３ 个视觉神经层提取输入图像的特征

信息，进而经由 ＭＬＰ 产生神经网络的输出信号。

９２１第 ３ 期 肖应慧， 等： 深度果蝇神经网络及其实时能见度预测



２．１　 前馈传播

２．１．１　 Ｒｅｔｉｎａ 层

该层由Ｍ × Ｎ个 Ｒｅｔｉｎａ 节点形成的Ｍ行和Ｎ列

矩阵表示，在第 ｔ 时刻接收灰度图像 Ａｔ，在此 ３ ｜ （Ｍ
－ ２）， ３ ｜ （Ｎ － ２）。 Ｒｅｔｉｎａ节点（ ｉ， ｊ） 在第 ｔ时刻接

收输入图像中对应像素点处的灰度值 Ｌｉｊ（ ｔ）（光亮

强度），并经由式（１） 输出光亮强度偏差信号：

Ｇｉｊ（ｔ）＝
１
２
（Ｌｉｊ（ｔ） － ｇ（Ｌｉｊ（ｔ））），１≤ ｉ ≤Ｍ，１≤ ｊ ≤Ｎ （１）

　 　 其中， ｇ（ ．） 表示时滞函数。
２．１．２　 Ｌａｍｉｎａ 层

此层由 ｃａｒｔｒｉｄｇｅ 和 ｏｎ － ｏｆｆ 两个子层构成。
ｃａｒｔｒｉｄｇｅ 层由 （Ｍ － ２） × （Ｎ － ２） 个 ｃａｒｔ 节点构成，
依据窗口大小为 ３×３、步长为 １ 的滑动方式，每个节

点接收对应的 ３×３ 个 Ｒｅｔｉｎａ 节点的输出，并经由高

斯滤波器产生该节点的输出膜电位，即式（２）：

Ｘｒｓ（ ｔ） ＝ ｆ ∑
２

ｕ，ｖ ＝ ０
ｗｕｖＧｒ＋ｕ，ｓ＋ｖ（ ｔ）( ) （２）

　 　 其中， １ ≤ ｒ≤Ｍ － ２； １ ≤ ｓ≤ Ｎ － ２； ｗｕｖ 是待

定的３ × ３权重矩阵Ｗ１ 中位置（ｕ， ｖ） 处的元素；ｆ（）
是非线性激活函数 Ｒｅｌｕ。 类似地，ｏｎ－ｏｆｆ 层由 （Ｍ －
２） × （Ｎ － ２） 个 ｏｏ 节点构成，其依据扩边方式和窗

口大小为 ３×３、步长为 １ 的滑动方式，每个节点接收

对应的 ３×３ 个 ｃａｒｔ 节点的输出，并经由如下侧抑制

机制，输出其膜电位，式（３）：

ｘｒｓ（ｔ）＝ Ｅｒｓ（ｔ） － １
８ ∑

０≤ｕ，ｖ≤２
ｇ（Ｅｒ＋ｕ－１，ｓ＋ｖ－１（ｔ）），ｕ，ｖ≠１ （３）

在此， Ｅｒｓ（ ｔ） 是 ｃａｒｔｒｉｄｇｅ 层中节点 （ ｒ，ｓ） 输出

的膜电位的偏差量，即式（４）：
Ｅｒｓ（ ｔ） ＝ Ｘｒｓ（ ｔ） － ｇ（Ｘｒｓ（ ｔ）） （４）

２．１．３　 Ｍｅｄｕｌｌａ 层

此层由 ｐ × ｑ个ｍ节点按矩阵排列表示，其中ｐ ＝
（Ｍ － ２） ／ ３，ｑ ＝ （Ｎ － ２） ／ ３。 首先，将 Ｌａｍｉｎａ 层中按

矩阵排列的 （Ｍ － ２） × （Ｎ － ２） 个 ｏｏ 节点划分为 ｐ ×
ｑ 个子块。 基于对称 ＥＭＤ 运动方向检测器和 ３×３ 权

值矩阵 Ｗ，ｍ 节点（ｉ， ｊ） 经由式（５） 输出膜电位：
ｍｉｊ（ ｔ） ＝ ∑

０≤ｕ，ｖ≤２
Ｗ（ｘ３ｉ ＋１，３ｊ ＋１ｇ（ｘ３ｉ ＋ｕ，３ｊ ＋ｖ） －

ｘ３ｉ ＋ｕ，３ｊ ＋ｖｇ（ｘ３ｉ ＋１，３ｊ ＋１）），１ ≤ ｉ ≤ ｐ，１ ≤ ｊ ≤ ｑ，ｕ，ｖ ≠ １
（５）

其中， Ｗ 是一个大小为 ３×３ 的权重矩阵：

Ｗ ＝
２ － １ － ２
１ １ － １

２ １ ０

æ

è

ç
ç
ç

ö

ø

÷
÷
÷

２．１．４　 全连接层

Ｍｅｄｕｌｌａ 层输出的特征图矩阵通过 Ｖｅｃ 算子按

列展开后形成一个列向量 ｐ
→＝ （ｐ１，ｐ２，…，ｐｎ） Ｔ，并作

为 ＭＬＰ 的输入；全连接层中第 ｋ 个隐含层的第 ｉ 个
神经节点的输出为式（６）：

ａ（ｋ）
ｉ ＝ ｆ（ ｚ（ｋ）ｉ ） ＝ ｆ（∑

ｎｋ－１

ｍ ＝ １
ｗ（ｋ－１）

ｍｉ ａ（ｋ－１）
ｍ ＋ ｂ（ｋ）

ｉ ）

　 　 　 　 　 １ ≤ ｉ ≤ ｎｋ，１ ≤ ｋ ≤ Ｋ （６）
其中， ｚ（ｋ）ｉ 为第 ｋ 层中第 ｉ 个节点的输入， ｎｋ 为

第 ｋ 隐含层的节点数。 输出层的输出为式（７）：

Ｙ^ ｊ ＝ Ｏ（ ｚ（ｏ）ｊ ），１ ≤ ｊ ≤ ｎｏ （７）
　 　 其中，Ｏ（ｘ）＝ １．５２ｘ ＋ ２．３，ｎｏ 为输出层的节点数。

在第 ｔ 时刻，前馈神经网络的输出误差函数由

式（８）表示：

　 Ｅ ｔ（Ｗ１，Ｗ２，ｂ） ＝ １
ｌ ∑

ｔ

ｊ ＝ ｔ－ｌ＋１

１
ｎｏ
∑
ｎｏ

ｊ ＝ １
（ Ｙ^ ｊ － Ｙ ｊ） ２ （８）

其中， Ｗ１ 为 Ｌａｍｉｎａ 层中权重矩阵； Ｗ２ 与 ｂ 分

别是 ＭＬＰ 中连接权值和阈值构成的矩阵； Ｙ ｊ（ ｔ） 为

标签值；ｌ 为一个训练周期的批量大小。
２．２　 反向传播

由式（８）可知，ＦＶＮＮ的反向传播是将前馈传播的误

差量反向传递给各神经层，并更新全连接层中的权值、阈
值和 Ｌａｍｉｎａ 层的权值。 Ｌａｍｉｎａ 层的权值由式（９）更新：

Ｗ１
（ ｔ ＋１） ＝ Ｗ１

（ ｔ） － η１
∂Ｅ（ ｔ）

∂Ｗ１
（９）

　 　 其中， η １ 是给定的学习率。 全连接层的权值与

阈值经由式（１０） ～ （１１）更新：

　 Ｗ２
（ ｔ ＋１） ＝ Ｗ２

（ ｔ） － η ２（ ｔ）
∂Ｅ（ ｔ）

∂Ｗ２

＋ α ∂Ｅ（ ｔ －１）

∂Ｗ２
（１０）

ｂ（ ｔ ＋１） ＝ ｂ（ ｔ） － η ２（ ｔ）
∂Ｅ（ ｔ）

∂ｂ
＋ α ∂Ｅ（ ｔ －１）

∂ｂ
（１１）

其中， α ∈（０，１） ，学习率 η ２（ ｔ） 依据前馈误差

作自适应调节，即式（１２）：

η ２（ ｔ） ＝
ｋｉｎｃη ２（ ｔ － １），Ｅ（ ｔ） ＜ Ｅ（ ｔ －１）

ｋｄｅｃη ２（ ｔ － １），Ｅ（ ｔ） ≥ Ｅ（ ｔ －１）{ （１２）

其中， ｋｉｎｃ 和 ｋｄｅｃ 为增量和减量因子。
２．３　 ＤＦＮＮ 的算法描述

结合以上各层的设计，ＤＦＮＮ 的算法描述如下：
（１）参数设置： 灰度图大小 Ｍ × Ｎ；学习率 η １；

参数 ｋｉｎｃ 和 ｋｄｅｃ；
（２）置 ｔ←ｍ，ｍ ＞ ｌ，ｌ ＝ ｍ，随机初始化Ｗ１、Ｗ２ 及ｂ；
（３）输入第 ｔ 时刻的样例 （Ａｔ，Ｙｔ）；
（４）依据式（８）计算前馈误差值；
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（５）经由式（９） ～式（１１）更新网络中的权值和

阈值，并输出第 ｔ＋１ 时刻的能见度预测值；
（６） ｔ ← ｔ ＋ １；若不满足终止条件，则返回（３）；

否则，则结束。
ＤＦＮＮ 的算法计算复杂度主要由步 ４ ～ ５ 确定。

在一个迭代周期内，Ｒｅｔｉｎａ 和 Ｌａｍｉｎａ 层分别进行

２ＬＭＮ 和 ２０Ｌ（ＭＮ － ２Ｍ － ２Ｎ ＋ ４） 次运算；Ｍｅｄｕｌｌａ
层共进行 Ｌ（１３ＭＮ － ２６ Ｍ － ２６ Ｎ ＋ ５２） ／ ３次运算；
全连接层共运算 ２（ＭＮ － ２Ｍ － ２Ｎ ＋ ２２） ／ ９ 次。 另

一方面，在反向传播中，全连接层共进行（３ＭＮ － ６Ｍ
－ ６Ｎ ＋ ６６） ／ ９ 次信息传播操作； Ｍｅｄｕｌｌａ 层共进行

（１０ＭＮ － ２０Ｍ － ２０Ｎ ＋ ４０） ／ ９次乘除法运算； Ｌａｍｉｎａ
层共进行 ９ ＋ （８２ＭＮ － １６４Ｍ － １６４Ｎ ＋ ４０９） ／ ９次运

算。 因此，ＤＦＮＮ 在一个时间周期内，前向传播的计

算总次数为

１
９

（２３４ＭＮ － ３６６Ｍ － ３６６Ｎ） ｌ ＋ ８７６( ) （１３）

反向传播的计算总次数为

１
９
（（９５ＭＮ － １９０Ｍ － １９０Ｎ） ＋ ５１５） （１４）

　 　 由此可知，ＤＦＮＮ 的计算复杂度主要由输入图

像分辨率 Ｍ、Ｎ 和 ｌ 确定；因此，只要适当设置 Ｍ、Ｎ
和 ｌ 的取值， ＤＦＮＮ 的运行效率能得到保障。

３　 数值实验

在 Ｗｉｎｄｏｗｓ１０ （ ＣＰＵ ／ ｉ３ ４１７０ ３． ７０ ＧＨｚ， ＲＡＭ／
４ ＧＢ） ／ Ｐｙｔｈｏｎ ３．６ 环境下展开数值实验。 为验证神

经网络 ＤＦＮＮ 应用于能见度预测问题的有效性，选择

经典的卷积神经网络 ＣＮＮ、多层感知器 ＭＬＰ 以及改

进型的 ＶｉｓＮｅｔ 参与比较。 各算法的最大迭代次数均

为 １ ８５８。 经参数调试，ＤＦＮＮ 的参数设置为 ｋｉｎｃ ＝ ２，
ｋｄｅｃ ＝ ０．５，ｌ ＝ ｍ ＝ ４，η１ ＝ ０．０１，η２ ＝ ０．１； ＣＮＮ 的卷

积层和池化层的层数均为 ５，隐含层数 ５；ＣＮＮ 与ＭＬＰ
网络的激活函数为 Ｒｅｌｕ 和一元线性函数 Ｏ（ ．）， 学习

率为 ０．０１；ＶｉｓＮｅｔ 的参数设置源于相应的文献。
３．１　 模型指标

为评估模型的性能，各模型的输出和预测值时间

序列均利用已有的均方根误差（Ｒｏｏｔ Ｍｅａｎ Ｓｑｕａｒｅ
Ｅｒｒｏｒ， ＲＭＳＥ）、 平均绝对误差（Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｅｒｒｏｒ，
ＭＡＥ）、 平 均 绝 对 百 分 比 误 差 （ Ｍｅａｎ Ａｂｓｏｌｕｔｅ
Ｐｅｒｃｅｎｔａｇｅ Ｅｒｒｏｒ， ＭＡＰＥ）、 决定系数 （ Ｃｏｅｆｆｉｃｉｅｎｔ ｏｆ
Ｄｅｔｅｒｍｉｎａｔｉｏｎ， Ｒ２） 以及准确率（Ａｃｃｕｒａｃｙ， Ａｃｃ） 进行模

型评价。 ＲＭＳＥ 作为一种绝对误差度量指标，刻画模型

的离散程度，该值越接近０，则模型的稳定性越好；ＭＡＥ
度量模型的预测能力，其值越小，则模型的预测精度越

高；ＭＡＰＥ 是基于相对比误差的精度度量，刻画预测结

果与观测值的平均偏离程度； Ｒ２ 表征预测值与观测值

之间的相关性，其越接近 １，则预测值与观测值的时间

序列的关联度越高； Ａｃｃ 的值越接近 １，则模型的输出

值或预测值与观测值的误差越小。
３．２　 测试事例及分析

基于 ２０２０ 年全国研究生数学建模竞赛 Ｅ 题提

供的视频帧和能见度标签数据，选取分辨率为 ３２０×
３２０ 的 １ ８６２ 幅灰度图及对应的观测能见度值构成

样本集 Σ，每张图像内包含目标物灯塔和天空信息，
部分灰度图如图 ３ 所示。

(a)00:01:30vis-1400m (b)00:10:30vis-800m (c)00:19:00vis-900m (d)00:34:45vis-600m

(e)00:43:15vis-250m (f)01:02:15vis-50m (g)01:24:30vis-100m (h)01:49:15vis-100m

(i)02:33:00vis-50m (j)03:09:15vis-50m (k)04:05:00vis-50m (l)05:17:30vis-50m
图 ３　 不同能见度下样板图像示例

Ｆｉｇ． ３　 Ｅｘａｍｐｌｅ ｏｆ ｓａｍｐｌｅ ｉｍａｇｅｓ ａｔ ｄｉｆｆｅｒｅｎｔ ｖｉｓｉｂｉｌｉｔｙ ｌｅｖｅｌｓ
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　 　 由图 ３ 的视觉效果可知，随着时间的推移，雾的

浓度越来越大，目标物体灯塔的可见性越来越差，且
逐渐模糊，即图像的能见度距离逐渐变低。 该视频

在较长时间段内，目标物体的可见度都很低。
３．３　 实验结果与分析

将样本集 Σ 中的样例作为 ＤＦＮＮ 及参与比较

模型的输入，获得各模型输出神经元输出的能见度

值和下一时刻的预测值，依据评价指标获得各自的

评价指标值，见表 １。 另外，各模型作用于 Σ 中时间

序列样例，获得的能见度预测曲线与观测值曲线比

较如图 ４ 所示。
表 １　 算法的误差性能比较

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｒｒｏｒ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ａｌｇｏｒｉｔｈｍｓ

Ｍｏｄｅｌ ＲＭＳＥ ＭＡＥ ＭＡＰＥ Ｒ２ Ａｃｃ ／ ％

ＭＬＰ ２．１０３ ６ １．４７６ ９ １．２９９ ９ ０．９０９ ５ ６０．２３

ＣＮＮ ０．８４１ ７ ０．５７４ ３ ０．９３４ １ ０．８５１ ２ ８１．８１

ＶｉｓＮｅｔ ０．３６４ ４ ０．２３２ ２ ０．３４０ ９ ０．９９２ ９ ９３．９６

ＤＦＮＮ ０．０５２ ０ ０．０１４ ０．０００ ３ ０．９９９ ７ ９８．５１
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　 　 　 　 　 　 　 　 　 （１） ＭＬＰ　 　 　 　 　 　 　 　 　 （２） ＣＮＮ　 　 　 　 　 　 　 　 　 　 （３） ＶｉｓＮｅｔ　 　 　 　 　 　 　 　 （４） ＤＦＮＮ
图 ４　 不同能见度下模型的能见度预测值与观测值对比

Ｆｉｇ． ４　 Ｍｏｄｅｌｅｄ ｖｉｓｉｂｉｌｉｔｙ ｐｒｅｄｉｃｔｉｏｎｓ ｖｅｒｓｕｓ ｏｂｓｅｒｖｅｄ ｖａｌｕｅｓ ａｔ ｄｉｆｆｅｒｅｎｔ ｖｉｓｉｂｉｌｉｔｙ ｌｅｖｅｌｓ

　 　 由表 １ 可知，ＤＦＮＮ 获得的均方根误差值 ＲＭＳＥ
最小且与其它模型获得的值偏差较大，说明 ＤＦＮＮ
获得的能见度预测值时间序列与能见度观测时间序

列的离散程度较低，因而其预测雾天环境下能见度

的稳定性较好；ＭＬＰ 获得的 ＲＭＳＥ 值最大，说明将

输入灰度图的灰度值直接用于训练神经网络模型会

导致 ＭＬＰ 的预测值与观测值的离散程度高，模型预

测的稳定性较差；ＣＮＮ 和 ＶｉｓＮｅｔ 获得的 ＲＭＳＥ 相对

于 ＭＬＰ 的值偏小，说明将输入灰度图作特征提取有

助于改善模型预测效果的稳定性。 由各模型获得的

ＭＡＥ 指标值可知，ＤＦＮＮ 的能见度预测效果最好，
ＶｉｓＮｅｔ 次之，而 ＭＬＰ 的预测效果最差。 由 ＭＡＰＥ 指

标值获知，ＤＦＮＮ 获得的 ＭＡＰＥ 值接近 ０，表明其在

各个时刻获得的能见度预测值较为逼近观测值，但
其它模型却相反，即在特定的时刻或时间段出现预

测误差偏大。 另外，ＤＦＮＮ 和 ＶｉｓＮｅｔ 得到的 Ｒ２ 值已

接近 １，说明这两种模型获得各时刻的能见度预测

值与观测值高度相关，因此模型的拟合能力强；虽然

ＭＬＰ 和 ＣＮＮ 得到的能见度预测值与观测值也具有

一定的相关性，但模型的拟合能力相对较差。 最后，
指标 Ａｃｃ 的值表明， ＤＦＮＮ 的模型预测精度高，
ＶｉｓＮｅｔ 次之，而 ＭＬＰ 最差。 概括起来，ＤＦＮＮ 具有

最好的实时能见度预测效果，其预测精度高且稳定，
ＶｉｓＮｅｔ 次之，且 ＭＬＰ 对实时预测能见度的能力偏

弱。

由图 ４ 可知，因 ＭＬＰ 未涉及图像的特征提取，
所以其解决能见度时间序列预测问题的能力较弱，
且预测效果出现明显不稳定的现象；ＣＮＮ 的能见度

预测效果比 ＭＬＰ 的要好，但预测效果的波动性较为

明显，且在预测后期，预测曲线与观测值曲线存在一

定的偏离；ＶｉｓＮｅｔ 的预测效果比 ＣＮＮ 要好，且预测

值与观测值的偏差较小，但预测曲线在后期出现波

动现象；ＤＦＮＮ 明显优于参与比较的模型，能快速地

在预测初期使预测值与观测值的偏差变小，所得预

测曲线逼近观测值曲线的程度较高，且预测效果未出

现波动现象，因此其较适合基于图像的预测问题。

４　 结束语

能见度估计一直是交通出行与管理关注的重要

话题，也是计算机视觉领域的重要课题。 本文在分

析果蝇视觉信息处理与传递的生物学原理基础上，
基于果蝇的视觉信息处理机制和学习特性，以及梯

度下降算法，获得一种深度果蝇神经网络模型。 计

算复杂度分析表明，该模型的计算代价主要由其输

入分辨率确定。 实验结果表明，此模型应用于时间

序列能见度预测问题，具有较好的预测能力和抗干

扰能力，预测效果稳定，实时能见度预测精度高。 此

外，该模型虽能满足实时性要求，但环境的自适应能

力有待进一步开展研究。
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