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有偏随机游走改进吸收中心性识别关键节点
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摘　 要： 针对无向网络吸收中心性算法中未考虑信息传递的有偏问题，提出一种基于节点的度信息有偏随机游走，改进吸收

中心性识别关键节点的算法。 首先在无向网络中利用节点的度信息，构建信息传递的转移概率矩阵并定义吸收节点，通过到

达吸收节点的平均首次可达时间，衡量节点的重要性；将该算法向有向网络进行扩展研究，结合有向网络节点的出度、入度信

息，重新构建信息转移概率矩阵，识别关键节点。 基于 ＳＩＲ 传播模型和 Ｋｅｎｄａｌｌ ｔａｕ 相似性，在真实的无向、有向网络中设计了

３ 组对比实验，与度中心性、介数中心性、接近中心性、改进前吸收中心性算法、ＰａｇｅＲａｎｋ、ＬｅａｄｅｒＲａｎｋ、Ｐｒｏ＿ＰａｇｅＲａｎｋ、ＤＰＲａｎｋ
等算法对比，无向网络中的改进算法与其它中心性算法识别结果平均相似性达 ０．８６９，有向网络中基于节点度、入度、出度信息

的识别结果，平均相似性达 ０．８９３、０．８６７、０．８５４。 实验证明，在识别关键点中改进后的算法能够起到有效的作用。
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０　 引　 言

在电力交通、社交、生物、政治经济等领域，复杂

网络中的关键节点识别具有实际应用意义。 如：复
杂网络中的关键节点识别，可以在电力交通网络［１］

中挖掘枢纽节点，进行重点保护，达到降低经济风险

的目的；在社交网络中最有影响力的人，能够被准确

的挖掘出来［２］，使广告效益得到最大化的同时，可
以有助于流言传播的控制；在蛋白质网络中可以对

关键蛋白质进行挖掘，这些蛋白质在机体再生和生

存时是不能或缺的［３］；在生物网络中，为医药发展

提供有价值的理论和方法。
复杂网络重要节点识别这一问题，从网络局部、

全局信息方面考虑，可以将其划分为基于邻居节点

的结构化指标、基于路径的结构化指标、基于节点移

除及收缩的中心性指标、基于迭代寻优的中心性指

标进行节点重要性研究［４］。 在无向网络，度中心性

方法［５］、介数中心性方法［６］、接近中心性方法［７］ 等，



都是比较经典的关键点识别方法。 度中心性方法存

在节点的度值与重要性不一定成正比问题，而介数

中心性方法和接近中心性方法具有较高的时间复杂

度，研究人员通常与典型算法进行比较，改进算法的

有效性［８］。 在有向网络，使用迭代寻优的中心性指

标 ＰａｇｅＲａｎｋ 算法［９］，以及在此基础上改进的关键点

识别方法 （如； 引入背景节点的 ＬｅａｄｅｒＲａｎｋ 算

法［１０］、倾向于入度（出度）节点大的邻居节点转移的

Ｐｒｏ＿ＰａｇｅＲａｎｋ［１１］、ＤＰＲａｎｋ 算法［１２］ 等等），均存在参

数问题。 加权网络中，利用节点的边权信息，重新定

义边权的节点移除及收缩方法［１３］ 进行关键节点识

别，其算法时间复杂度随着网络规模的增加而增加。
融合其他理论，基于证据理论［１４］和 ＴＯＰＳＩＳ［１５］、灰色

关联度分析、层次分析法［１６］、相对熵［１７］ 等方法进行

多属性决策，对各指标的权重重新分配，来综合判别

关键节点；也可与社区划分、图着色理论［１８］、投票算

法、聚类算法［１９］等相结合，用于识别一组关键节点。
此外，文献［２０］中提出了一种将游走相似和表征节

点重要性进行叠加的方法，对节点度、邻接节点的属

性以及节点在网络中的位置加以融合，基于的随机

游走是等概率的，但未对实际网络中游走的倾向性

进行考虑；文献［８］利用理想状态下等概率的随机

游走计算首次到达时间，提出吸收中心性算法，其中

未将随机游走向节点转移的概率纳入研究机制。
综上所述，本文在文献［８］的基础上进行扩展

研究，结合邻居节点的度（出度、入度）信息，在无向

网络和有向网络中考虑信息传播的倾向性，利用随

机游走首次可达时间构建转移概率矩阵，用以识别

网络中的关键节点。

１　 相关概念

１．１　 网络表示

本文将一个具体网络抽象为一个图，该图由一

个点集 Ｖ 和边集 Ｅ 组成， Ｇ ＝ Ｖ，Ｅ( ) 。 顶点数记为

Ｎ ＝ Ｖ ， 边数记为 Ｍ ＝ Ｅ 。 本文将原始数据用邻

接矩阵加以表示， Ａ ＝ ａｉｊ( ) Ｎ×Ｎ 为图 Ｇ 的邻接矩阵，
是一个 Ｎ 阶方阵。 其中， ａｉｊ 为第 ｉ 行第 ｊ 列上的元

素，定义如下：

ａｉｊ ＝
１，　 节点 ｉ 和节点 ｊ 有边

０，　 节点 ｉ 和节点 ｊ 无边{
　 　 无向网络中，刻画节点属性时使用 ｖｉ 的度 ｋｉ，
定义为与节点直接相连边的数目，即：

ｋｉ ＝ ∑
Ｎ

ｊ ＝ １
ａｉｊ

　 　 有向网络中， 节点 ｉ 的度包括入度和出度。 ｖｉ
的入度 ｋｉｎ

ｉ （出度 ｋｏｕｔ
ｉ ） 表示其它节点指向 ｖｉ（ｖｉ 指向其

它节点） 边的数量，即 ｋｉｎ
ｉ ＝ ∑

Ｎ

ｊ ＝ １
ａ ｊｉ， ｋｏｕｔ

ｉ ＝ ∑
Ｎ

ｊ ＝ １
ａｉｊ。

１．２　 随机游走

随机游走是一个很有用的工具，借助这个工具

可以对复杂网络的结构进行研究；有时也将随机游

走模型称为布朗运动，其是一种理想的数学状态。
随机游走可以理解为无法基于过去的行为对后续的

发展步骤和方向进行预测。 假设当前节点有 ４ 个邻

居节点，该节点向其周围邻居节点的转移概率均为

１ ／ ４，这是一种无限制的等概率随机游走。 若将节点

之间转移的倾向性考虑进来，就成为了一种无限制

的有偏随机游走。
１．３　 关键节点识别算法

根据网络是否具有方向性，将关键节点识别算

法应用的网络类型划分为无向与有向两种。 在无向

网络中，衡量节点的重要性，主要基于邻居节点的信

息和路径；有向网络中主要通过迭代寻优的方法，改
进 ＰａｇｅＲａｎｋ 算法，利用节点的点权信息扩展到加权

网络，以及将多属性进行融合，结合局部信息和全局

信息进行关键节点识别。
１．３．１　 无向网络关键节点识别

度中心性（Ｄｅｇｒｅｅ Ｃｅｎｔｒａｌｉｔｙ）考虑节点的局部

信息，认为节点的重要性取决于中心性，其高低取决

于节点度的值。 在无向图中，公式（１）为节点 ｉ 的度

中心性：

ＤＣ ｉ( ) ＝
ｋｉ

Ｎ － １
（１）

式中， Ｎ为节点总个数，ＤＣ（ ｉ） 为 ｖｉ 的度中心性值。
介数中心性（Ｂｅｔｗｅｅｎｎｅｓｓ Ｃｅｎｔｒａｌｉｔｙ）方法，对节

点的全局信息进行考虑。 认为信息传播时，经过的

是最短路径。 刻画节点的重要性时，采用每个节点

的最短路径数目。 但该节点不一定是网络中度最大

或者是网络的拓扑中心。 公式（２） 为 ｖｉ 的介数中心

性：

ＢＣ ｉ( ) ＝ ２
Ｎ － １( ) Ｎ － ２( )

∑
ｊ ＜ ｋ

ｎ ｊｋ ｉ( )

ｎ ｊｋ
（２）

式中， ｎ ｊｋ（ ｉ） 为经过 ｖｉ 的 ｖｊ 和 ｖｋ 之间的最短路径数；
ｎ ｊｋ 为 ｖｊ 和 ｖｋ 之间的最短路径总数；ＢＣ（ ｉ） 为 ｖｉ 的介

数中心性值。
接近中心性（Ｃｌｏｓｅｎｅｓｓ Ｃｅｎｔｒａｌｉｔｙ）是衡量节点

重要性指标时的最短路径。 借助网络对其它节点施
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加影响的能力来反映节点，反映网络的全局结构，该
方法只能应用于连通网络中。 ｖｉ 的接近中心性如公

式（３）：

ＣＣ ｉ( ) ＝ Ｎ － １

∑
Ｎ

ｊ ＝ １
ｄｉｊ

（３）

式中： ＣＣ（ ｉ） 为节点 ｉ 的接近中心性值。
１．３．２　 有向网络关键节点识别

ＰａｇｅＲａｎｋ 是一种可以按照重要性对网页排序

的方法。 一个页面是否质量高，在于其输入是否有

很多高质量的页面。 也就是说如果有很多概率比较

大的节点指向同一个节点，则通过某个节点到达该

节点的概率也会高。 为了使悬挂节点的问题得以解

决，ＰａｇｅＲａｎｋ 算法中每一个节点均以一定的几率跳

转到网络中的任一节点，经过不断迭代，使每个节点

的 ＰａｇｅＲａｎｋ 值趋于稳定，如公式（４）：

Ｐ ｉ ｔｎ( ) ＝ １ － ｃ
Ｎ

＋ ｃ·∑
Ｎ

ｊ ＝ １

ａ ｊｉ

ｋｏｕｔ
ｊ

ｐ ｊ ｔｎ－１( ) （４）

式中： Ｐ ｉ 为节点 ｉ的ＰａｇｅＲａｎｋ值，１ － ｃ是跳转概率，
也称阻尼系数，通常 ｃ ＝ ０．８５。

ＬｅａｄｅｒＲａｎｋ 在解决出度为 ０ 的悬挂节点问题

时，添加了一个虚拟背景节点 ｇ， 使网络中所有节点

与其两两双向连接，当迭代达到稳定，将虚拟背景节

点的权值平均分配给每一个节点。 该指标值与节点

重要性成正比。 如公式（５）：

　
ＬｅａｄｅｒＲａｎｋｉ ｔｎ( ) ＝ ∑

Ｎ＋１

ｊ ＝ １

ａ ｊｉ

ｋｏｕｔ
ｊ

Ｌｅａｄｅｒｒａｎｋ ｊ ｔｎ－１( )

ＬＲ ｉ ＝ ＬｅａｄｅｒＲａｎｋｉ ｔｃ( ) ＋
ＬｅａｄｅｒＲａｎｋｇ ｔｃ( )

Ｎ

（５）

其中， ｔｃ 表示稳态时刻。
Ｐｒｏ－ＰａｇｅＲａｎｋ 方法是在节点转移过程中，更倾

向沿着权重大的边游走。 边的权重通过出度节点的

入度邻居信息衡量。 即节点转移时更倾向于沿着入

度大的节点进行，如公式（６）：

ｐ ｊ，ｉ( ) ＝
ｋｉｎ
ｉ

∑
ｌ∈Γｏｕｔ ｊ( )

ｋｉｎ
ｌ

·ａ ｊｉ （６）

Ｐｒｏ＿ＰａｇｅＲａｎｋｉ ｔｎ( ) ＝ １ － ｃ
Ｎ

＋

ｃ ∑
ｊ∈Γｉｎ ｉ( )

ｐ ｊ，ｉ( )·Ｐｒｏ＿ＰａｇｅＲａｎｋ ｊ ｔｎ－１( )[ ]

　 　 ＤＰＲａｎｋ 方法考虑两步转移节点信息，节点更

倾向于出度大的节点转移。 ＤＰ 方法构建的转移概

率矩阵如公式（７）：

ｐ ｉ，ｊ( ) ＝
ｋ ｊ

∑
ｌ∈Γ ｉ( )

ｋｌ

·ａｉｊ

ｐ ｉ，ｊ( ) ＝
ｋｏｕｔ
ｊ

∑
ｌ∈Γｏｕｔ ｉ( )

ｋｏｕｔ
ｌ

·ａｉｊ

Ｐ ｉｊ ＝

１ － ｃ
Ｎ

＋ ｃ·ｐ ｉ，ｊ( ) ， ∑
ｌ∈Γｏｕｔ ｉ( )

ｋｏｕｔ
ｌ ≠ ０

１
Ｎ
，ｏｔｈｅｒｗｉｓｅ

ì

î

í

ï
ïï

ï
ï

（７）

１．４　 评价指标

１．４．１　 Ｋｅｎｄａｌｌ ｔａｕ 距离

Ｋｅｎｄａｌｌ ｔａｕ 距离［２１］ 用来计算两个排序列表之

间成对分歧数量， 即两个完整列表 σ 和 τ，Ｋ（σ，τ）
表示两个列表之间的差异性。
Ｋ σ，τ( ) ＝

ｉ，ｊ( ) ：ｉ ＜ ｊ， σ ｉ( ) ＜ σ ｊ( ) ｂｕｔ τ ｉ( ) ＞ τ ｊ( ){ } （８）
　 　 Ｋ∈［０，１］，Ｋ值越大，则相似性越小。 Ｋｅｎｄａｌｌ
距离归一化处理得到：

Ｋ′ ＝ １ － ２Ｋ
Ｎ Ｎ － １( )

　 　 将其用于比较一个序列与另一个类似标准答案

的排序序列的相似性，得出排序序列有效性， Ｋ′ 值

与两个列表之间相似性成正比。 σ 列表与 τ 列表计

算 Ｋｅｎｄａｌｌ ｔａｕ 距离相似值的二元组集合， 表 １ 中分

别列出列表的所有二元组组合。 当 σ（ ｉ） ＜ σ（ ｊ）
且 τ（ ｉ） ＞ τ（ ｊ） 或者 σ（ ｉ） ＞ σ（ ｊ） 且 τ（ ｉ） ＜ τ（ ｊ）
时 Ｋ ＝ １，否则 Ｋ ＝ ０。

例： σ ＝ ｛１，２，３，４｝，τ ＝ ｛１，３，２，４｝，其中 σ 表

示标准序列。

表 １　 σ列表与 τ列表二元组集合

Ｔａｂ． １　 Ｔｗｏ ｔｕｐｌｅ ｓｅｔｓ ｏｆ σ ｌｉｓｔ ａｎｄ τ ｌｉｓｔ

变量 二元组集合

σ （１，２） （１，３） （１，４） （２，３） （２，４） （３，４）

τ （１，３） （１，２） （１，４） （３，２） （３，４） （２，４）

Ｋ ０ ０ ０ １ ０ ０

　 　 由上表可知 Ｋ 值，进而得到两个列表之间的相

似性： Ｋ′ ＝ １ － ２∗１ ／ ４∗３ ＝ ０．８３３
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１．４．２　 ＳＩＲ 传播模型

本文使用 ＳＩＲ 传播模型［２１］，模拟信息在网络中

的传播过程，用于表示节点的传播能力。 在典型的

传染病模型中，可将 Ｎ个节点的状态分为如下 ３ 类：
（１）Ｓ（易染状态）：在初始条件下将所有节点均

定义为该状态，该节点被邻居节点感染的概率为 β；
（２） Ｉ（感染状态）：说明该节点已经感染某种病

毒，已成为传染源，感染其直接易感邻居节点的概率

为 β；
（３）Ｒ（移除状态）：感染状态节点以 β概率将邻

居易感节点转变为感染状态后，以 γ 概率变为 Ｒ 移

除状态，不再具有感染能力和易感特性。
本文采用 ＳＩＲ 为多源感染模型， 初始时刻假设

网络中 Ｉ的节点为 Ｋ个，其余均为 Ｓ个体。 一个单位

时间内，所有处于 Ｉ节点以 β概率将其周围邻居节点

感染之后，以 γ 值为 １ 的概率转变为 Ｒ，在不存在易

感节点时达到稳定状态。 此时对处于 Ｒ的节点个数

进行统计，用于衡量初始感染状态节点的传播能力，
记为 Ｆｔ。 为减少 β、γ 参数带来的随机性，每个节点

计算 １００ 次，利用平均值进行计算。 对网络中的所

有节点均执行以上操作，节点传播能力的大小即为

网络中节点的重要度。

２　 有偏随机游走改进吸收中心性算法

基于网络中的随机游走原理，利用到达吸收节

点时间提出的吸收中心性方法，由于其在研究随机

游走机制时，仅考虑理想状态下的等概率随机游走，
并没有考虑网络中信息流传播的复杂性问题。 针对

于此，本文将信息流在随机游走时向节点转移的概

率纳入研究。 在无向网络中，节点信息倾向于度大

的节点转移；在有向网络中，节点的转移分别倾向于

沿着出度、入度大的节点，将节点的重要性进行分析

对比。
２．１　 算法原理

吸收中心性方法（ＡＳ）是一种随机游走机制，这
种机制是基于网络中等概率的，是利用网络中节点

的吸收过程提出的一种识别重要节点的方法。 吸收

节点是在网络中任意选择一个节点 ｉ，对网络中其他

节点等概率的随机游走到节点 ｉ 的首次到达时间进

行计算。 该方法采用信息流的效率评估标准是首

次到达时间，该节点的重要性衡量指标，是网络中其

它节点到吸收节点的平均首次到达时间。 平均吸收

时间越短，其它节点到该节点的距离就越小，节点越

重要。 算法公式（９）：

Ｐ ｉｊ ＝ Ａｉｊ·
１
ｋｖｉ

Ｐτ
ｉ ＝ Ｉ － Ｐ( ) ．ｄｒｏｐ ｉ，ｉ( )

Ｔ ＝ Ｐτ
ｉ( ) －１

ＭＦＴｉ ＝
１

Ｎ － １∑
Ｎ

ｊ ＝ １
Ｔｉｊ

ＩＭＰ ｉ( ) ＝ ｍａｘ ＭＦＴ( )

ＭＦＴｉ

（９）

式中： Ｐ ｉｊ 是根据节点度信息构建的转移概率矩阵；
ｋｖｉ 为 ｖｉ 的度；Ｉ是单位矩阵； Ｐτ

ｉ 为 Ｉ － Ｐ 矩阵的子矩

阵，即移除第 ｉ 行第 ｉ 列生成的矩阵。 对矩阵求逆，
得到各节点到 ｖｉ 的首次可达时间，Ｔｉｊ 表示节点 ｊ 随
机游走到 ｖｉ 的首次可达时间，进而对首达时间计算

平均值 ＭＦＴ。 使用最大值对节点的重要性标准化

衡量。
本文提出对算法的改进工作，是在无向网络中

根据邻居节点的度信息重新设置边权。 邻居节点的

度越大，信息越倾向于向该方向进行转移，为此提出

了 ＧＡＳ＿Ｄ 算法；在有向网络中，基于邻居节点的出

度和入度信息，分别提出了 ＧＡＳ＿Ｄｏｕｔ、ＧＡＳ＿Ｄｉｎ 算

法。
无向网络重新构建转移概率矩阵，采用文献

［８］提出的设置吸收节点的方法，衡量节点重要性，
定义为 ＧＡＳ＿Ｄ：

Ｐ ｉｊ ＝ Ａｉｊ·Ｗｉｊ ＝ Ａｉｊ·
ｋ ｊ

∑
ｊ∈Γ ｉ( )

ｋ ｊ

（１０）

式中： Γ ｉ( ) 为 ｉ 的邻居节点集合；Ｐ ｉｊ 为转移概率矩

阵的值；Ｗｉｊ 为节点 ｉ、ｊ 之间边的权值。
在有向网络中，本文定义的 ＧＡＳ＿Ｄｏｕｔ中心性指

标中节点间的转移概率矩阵如式（１１）：

Ｐ ｉｊ ＝ Ａｉｊ·Ｗｉｊ ＝ Ａｉｊ·
ｋｏｕｔ
ｊ ＋ １

∑
ｊ∈Γｏｕｔ ｉ( )

ｋｏｕｔ
ｊ ＋ １( )

（１１）

　 　 考虑网络节点的方向性，该指标中存在设置的

吸收节点。 由于吸收节点和出度邻居节点间存在直

接连边，为避免转移概率为 ０ 的情况，采用每个节点

的出度均加 １，同时避免了分母为 ０ 的问题。
在有向网络中，公式（１２）为本文定义的 ＧＡＳ＿

Ｄｉｎ中心性指标中节点间的转移概率矩阵。 在吸收

节点的邻居节点均为边界节点时， ｖｉ 向每个邻居节

点随机游走的概率均为 １ ／ ｋｏｕｔ， 该指标等同于等概

率的随机游走。
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Ｐ ｉｊ ＝ Ａｉｊ·Ｗｉｊ ＝ Ａｉｊ·
ｋｉｎ
ｊ

∑
ｊ∈Γｏｕｔ ｉ( )

ｋｉｎ
ｊ

（１２）

　 　 为了方便计算分析，按照最大值，将各节点的中

心性值归一化处理，如式（１３）：

ＩＭＰ′ ｉ( ) ＝ ＩＭＰ（ ｉ） ／ ｍａｘ（ ＩＭＰ） （１３）
２．２　 案例分析

本节通过计算实例，对算法的计算过程进行解

释，如图 １ 所示。 其中包含 ９ 个节点 １２ 条边的无

向网络，假设吸收节点为节点１，将其代入式（９） 、

12

3

4

5

6

7

89

图 １　 案例网络

Ｆｉｇ． １　 Ｃａｓｅ ｎｅｔｗｏｒｋ

式（１０），计算所有节点有偏随机游走到吸收节点 １
的首达时间。 各中心性方法的中心性值见表 ２。

表 ２　 各中心性方法所有节点的中心性值

Ｔａｂ． ２　 Ｃｅｎｔｒａｌｉｔｙ ｖａｌｕｅｓ ｏｆ ａｌｌ ｎｏｄｅｓ ｉｎ ｅａｃｈ ｃｅｎｔｒａｌｉｔｙ ｍｅｔｈｏｄ

节点 ＤＣ ＢＣ ＣＣ ＡＳ ＧＡＳ＿Ｄ 归一值

１ ４ ０．０８３ ３ ２４ ２．７ ４．９ １

２ ４ ０．０８３ ３ ２４ ２．７ ４．９ １

３ ４ ０．０８３ ３ ２４ ２．７ ４．９ １

４ ２ ０．０５５ ６ ０ １ １ ０．２０３

５ ２ ０．０５５ ６ ０ １ １ ０．２０３

６ ２ ０．０５５ ６ ０ １ １ ０．２０３

７ ２ ０．０５５ ６ ０ １ １ ０．２０３

８ ２ ０．０５５ ６ ０ １ １ ０．２０３

９ ２ ０．０５５ ６ ０ １ １ ０．２０３

３　 实验分析

根据上述分析，为验证本文提出基于有偏随机

游走改进的吸收中心性算法（ＧＡＳ＿Ｄ、ＧＡＳ＿Ｄｏｕｔ、
ＧＡＳ＿Ｄｉｎ），识别关键点的有效性，对无向网络

（ ｋａｒａｔｅ、 ＵＳＡｉｒ、 ９１１ｔｅｒｒｉｓｅｔ、 Ｅｍａｉｌ ）、 有 向 网 络

（Ｆｒｅｅｍａｎｓ、Ｏｒｇａｎｉｓａｔｉｏｎａｌ、Ｃｅｌｅｇａｎｓｎｅｕｒａｌ）进行仿真

实验，实验数据集的网络参数见表 ３。
表 ３ 中， ｎ 表示节点数；ｍ 表示边数； ＜ ｋ ＞ 表

示节点平均度；ｋｍａｘ 表示节点最大度； ＜ ｄ ＞ 表示

网络节点间最短路径平均数；Ｃ 表示聚类系数，用来

评估节点聚集成团的集聚程度； Ｒ 表示同配系数，
用来反映邻接节点间的度相关性； Ｈ 表示异质系

数，衡量网络中节点度分布的异质性。
实验环境为： Ｉｎｔｅｌ （ Ｒ） Ｃｏｒｅ （ ＴＭ） ｉ３ － ２３６７Ｍ

ＣＰＵ ＠ １．４０ ＧＨｚ、４ ＧＢ 内存、Ｗｉｎｄｏｗｓ７、ｐｙｔｈｏｎ３．２．７
３２ 位，使用 Ｐｙｔｈｏｎ 语言实现算法。 共设计 ３ 组对比

实验，对算法的有效性和准确性进行验证。
实验内容如下：
（１）对比分析本文提出的改进算法与其它中心

性算法中心性值的相关性。 单调性表现越明显，算
法之间的相关性越好。

（２）采用数学计算，度量 Ｋｅｎｄａｌｌ ｔａｕ 距离计算

相关系数。 以本文提出的改进算法为标准，对该算

法与其它方法之间的相似性量化分析，相似性越大

说明算法越有效。
（３）基于 ＳＩＲ 多源传播感染模型，在不同感染

概率下，对各算法识别出的 ＴｏｐＫ 节点在稳定状态

下平均感染的节点数进行比较。
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表 ３　 数据集参数

Ｔａｂ． ３　 Ｐａｒａｍｅｔｅｒｓ ｏｆ ｄａｔａｓｅｔｓ

网络 ｎ ｍ ＜ ｋ ＞ ｋｍａｘ ＜ ｄ ＞ Ｃ Ｒ Ｈ

ｋａｒａｔｅ ３４ ７８ ４．５９ １７ ２．４１ ０．５７１ －０．４７６ ０．５６２

ＵＳＡｉｒ ３３２ ２１２６ １２．８１ １３９ ２．７４ ０．６２５ －０．２０８ ０．５３９

９１１ｔｅｒｒｉｓｅｔ ６２ １４８ ４．７７ ２２ ２．９８ ０．４３６ －０．０７０ ０．５５８

ＮｅｔＳｃｉｅｎｃｅ ３７９ ９１４ ４．８２ ３４ ６．０４ ０．７４１ －０．０８１ ０．３９１

Ｅｍａｉｌ １１３３ ５４５１ ９．６２ ７１ ３．６１ ０．２２０ ０．０７８ ０．４５２

Ｆｒｅｅｍａｎｓ＿ＥＩＥＳ＿３ ３２ ４４２ ２７．６２５ ６０ １．５５９ － －０．４０６ ０．８５

Ｏｒｇａｎｉｓａｔｉｏｎａｌ ７７ ２２２８ ５７．８７０ １３０ １．６０５ － －０．０２６ ０．８５０

Ｃｅｌｅｇａｎｓｎｅｕｒａｌ ２９７ ２３５９ １５．８８６ １３９ ３．０７２ － －０．２２６ ０．６０６

　 　 ＧＡＳ＿Ｄ 算法在 ５ 个无向网络中，各算法的中心

性值与其它中心性算法之间的相似性分析图，以及

Ｋｅｎｄａｌｌ ｔａｕ 的相似性系数如图 ２ 所示。 与其它 ３ 种

中心性算法相比，本文提出的改进算法 ＧＡＳ＿Ｄ 与改

进前的 ＡＳ 算法相关性最强，单调性表现最明显，
ｋｅｎｄａｌｌ ｔａｕ 的相似性值最大，与 ＤＣ、ＣＣ 算法的相关

性次之。 通过对单调性表现进行观察，ＧＡＳ＿Ｄ 与

ＣＣ 具有更明显的相关性，与 ＢＣ 算法的相关性最不

明显。 ＧＡＳ＿Ｄ 与 ＤＣ、ＣＣ 算法共同考虑了节点的度

信息、节点间的最短路径，表现出了明显的相关性。
在 ５ 个不同的数据集下，本文提出算法与改进前

ＡＳ、ＤＣ、ＢＣ、ＣＣ 算法的平均相似性见表 ４。 ｋａｒａｔｅ
数据集包含 ３２ 个节点，且各算法识别出的 Ｔｏｐ１０ 节

点差别不大，故而基于 ＳＩＲ 传播模型，进一步讨论其

他 ４ 个数据集各算法识别出的 Ｔｏｐ１０ 节点在不同感

染概率下达到稳定状态的感染节点数占节点总数的

百分比（式（１４）），以此衡量 Ｔｏｐ１０ 节点的感染能力

（如图 ３ 所示）。

ｆ ｔｃ( ) ＝
Ｒ ｔｃ( )

Ｎ
（１４）

　 　 在 ４ 个数据集中均可以明显看出，当感染概率

足够大的情况下，各方法识别出的 Ｔｏｐ 结果在稳定

状态下均可以覆盖整个网络；各中心性算法识别出

的 Ｔｏｐ１０ 节点不同的感染概率 β ∈ （０，１］下，达到

稳定状态的结果趋势一致，没有表现出明显差异，说
明了算法的有效性；在感染概率 β ＝ ０． ５ 左右，
９１１ｔｅｒｒｉｓｅｔ、Ｎｅｔｓｃｉｅｎｃｅ 数据集中，改进的 ＧＡＳ＿Ｄ 算

法均优于改进之前的 ＡＳ 算法，感染节点数更多，说
明本文算法的有效性，并且优于改进之前的算法。

文献［８］提出的吸收中心性方法并没在有向网

络中进行拓展研究，本文将其拓展方法记为 ＺＡＳ，并
与提出的有偏随机游走改进之后的 ＧＡＳ＿Ｄｏｕｔ、ＧＡＳ＿
Ｄｉｎ 算法，在 ３ 个真实的网络进行对比研究，各算法之

间的相关性及 Ｋｅｎｄａｌｌ ｔａｕ 相似性系数如图 ４～图 ６ 所

示。 在 Ｆｒｅｅｍａｎ、Ｏｒｇａｎｉｓａｔｉｏｎａｌ、Ｃｅｌｅｇａｎｓｎｅｕｒａｌ 数据集

中， ＺＡＳ 算 法 识 别 结 果 更 接 近 于 ＰａｇｅＲａｎｋ、
ＬｅａｄｅｒＲａｎｋ；ＧＡＳ＿Ｄｉｎ 算法识别结果更接近于 Ｐｒｏ＿
ＰａｇｅＲａｎｋ 算法；ＧＡＳ＿Ｄｏｕｔ 算法识别结果更接近于

ＤＰＲａｎｋ。 在 ３ 个数据集下，ＺＡＳ、ＧＡＳ＿Ｄｉｎ、ＧＡＳ＿Ｄｏｕｔ
分 别 与 ＰａｇｅＲａｎｋ、 ＬｅａｄｅｒＲａｎｋ、 Ｐｒｏ ＿ ＰａｇｅＲａｎｋ、
ＤＰＲａｎｋ 的相似性见表 ４。

由表 ４ 中数据可见，ＺＡＳ、ＰａｇｅＲａｎｋ、ＬｅａｄｅｒＲａｎｋ
均为等概率的向邻居节点进行转移，而 ＧＡＳ＿Ｄｉｎ 、
Ｐｒｏ＿ＰａｇｅＲａｎｋ 更倾向于向入度大的节点进行转移，
ＧＡＳ＿Ｄｏｕｔ、ＤＰＲａｎｋ 更倾向于向出度大的节点进行

转移，故算法之间表现出更强的相关性。 Ｔｏｐ１０ 节

点在不同感染概率下达到稳定状态下的感染节点率

如图 ７ 所示，各算法识别结果的总体趋势相同，一定

程度说明了 ＺＡＳ、ＧＡＳ＿Ｄｉｎ、ＧＡＳ＿Ｄｏｕｔ 算法的有效

性，ＧＡＳ＿Ｄｏｕｔ 的识别结果也明显优于 ＧＡＳ＿Ｄｉｎ、
ＺＡＳ 算法，ＧＡＳ＿Ｄｏｕｔ 的准确性更高。

表 ４　 本文提出算法与其他算法识别结果的相似性对比

Ｔａｂ． ４　 Ｔｈｅ ｓｉｍｉｌａｒｉｔｙ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ｒｅｃｏｇｎｉｔｉｏｎ ｒｅｓｕｌｔｓ
ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ａｌｇｏｒｉｔｈｍ ａｎｄ ｏｔｈｅｒ ａｌｇｏｒｉｔｈｍｓ

方法 ＡＳ ＤＣ ＢＣ ＣＣ 平均相似性

ＧＡＳ＿Ｄ ０．９２８ ０．８８４ ０．７７７ ０．８８６ ０．８６９

方法 ＰＲ ＬＲ ＰＰＲ ＤＰＲａｎｋ 平均相似性

ＺＡＳ ０．９３２ ０．９２９ ０．８９９ ０．８１１ ０．８２９

ＧＡＳ＿Ｄｉｎ ０．８５６ ０．８６９ ０．９２５ ０．８１８ ０．８６７

ＧＡＳ＿Ｄｏｕｔ ０．８０３ ０．８１３ ０．８４２ ０．９５９ ０．８５４
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图 ２　 不同网络中 ＧＡＳ＿Ｄ 算法与其它中心性算法的相关性及 Ｋｅｎｄａｌｌ ｔａｕ 相关系数
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图 ３　 无向网络中各中心性算法识别出的 Ｔｏｐ１０ 节点在不同感染概率下平稳状态值
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图 ４　 Ｆｒｅｅｍａｎｓ中 ＺＡＳ、ＧＡＳ＿Ｄｏｕｔ、ＧＡＳ＿Ｄｉｎ 算法与其它中心性算法的相关性及 Ｋｅｎｄａｌｌ ｔａｕ 相关系数
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图 ５　 Ｏｒｇａｎｉｓａｔｉｏｎａｌ 中 ＺＡＳ、ＧＡＳ＿Ｄｏｕｔ、ＧＡＳ＿Ｄｉｎ 算法与其它中心性算法的相关性及 Ｋｅｎｄａｌｌ ｔａｕ 相关系数
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图 ６　 Ｃｅｌｅｇａｎｓｎｅｕｒａｌ 中 ＺＡＳ、ＧＡＳ＿Ｄｏｕｔ、ＧＡＳ＿Ｄｉｎ 算法与其它中心性算法的相关性及 Ｋｅｎｄａｌｌ ｔａｕ 相关系数
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图 ７　 有向网络中各中心性算法识别出的 Ｔｏｐ１０ 节点在不同感染概

率下平稳状态值

Ｆｉｇ． ７ 　 Ｔｈｅ ｓｔａｔｉｏｎａｒｙ ｓｔａｔｅ ｖａｌｕｅｓ ｏｆ ｔｏｐ １０ ｎｏｄｅｓ ｉｄｅｎｔｉｆｉｅｄ ｂｙ
ｃｅｎｔｒａｌｉｔｙ ａｌｇｏｒｉｔｈｍｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｉｎｆｅｃｔｉｏｎ ｐｒｏｂａｂｉｌｉｔｉｅｓ
ｉｎ ｄｉｒｅｃｔｅｄ ｎｅｔｗｏｒｋｓ

４　 结束语

本文基于无向网络中等概率的吸收中心性方法，
基于节点的度信息，提出适用于无向网络的 ＧＡＳ＿Ｄ
算法进行不等概率有偏的关键节点识别，并与节点的

出度信息结合，将 ＡＳ 算法拓展到有向网络，结合邻居

节点的出度和入度信息，提出 ＧＡＳ＿Ｄｏｕｔ、ＧＡＳ＿Ｄｉｎ 算

法。 通过真实的无向网络和有向网络设计仿真实验

证明：在无向网络中，本文提出的考虑现实网络中信

息转移倾向性的改进算法优于改进之前的算法；在有

向网络中，考虑邻居节点的出度节点信息对信息的扩

散更有利，本文算法在有向网络中的扩展，也解决了

ＰａｇｅＲａｎｋ 及其改进算法的参数问题。 后续工作将边

值的权重考虑在内进行进一步的拓展研究。
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４　 结束语

本文针对 Ｈｅｘ 棋在 ＵＣＴ 算法中所得结果准确

度不够精确的问题，提出了一种结合 Ｈｅｘ 棋棋型策

略改进的 ＵＣＴ 算法。 该算法对模拟过程采取了一

系列的棋型策略，使得 ＵＣＴ 模拟阶段的模拟准确度

大幅提升，有效的提高了 Ｈｅｘ 棋的搜索效率与博弈

水平。 以此算法开发的 Ｈｅｘ 棋博弈程序获得了

２０２１ 年全国大学生计算机博弈大赛 Ｈｅｘ 棋项目一

等奖。 虽然改进的算法的博弈水平有所提升，但还

存在不够精准的问题，因此结合神经网络，进行强化

学习等成为下一步的研究方向。
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３　 结束语

传统的 Ｋ－ｍｅａｎｓ 聚类算法在应用于图像分割

时，聚类中心的随机选取存在着算法迭代次数多，收
敛时间长的问题。 本文提出了一种结合人工萤火虫

群优化算法与 Ｋ－ｍｅａｎｓ 聚类算法用于裂缝图像分

割。 该算法在初始化聚类中心之前，利用人工萤火虫

群优化算法的全局寻优能力，快速逼近全局最优的聚

类中心，然后在此基础上使用 Ｋ－ｍｅａｎｓ 聚类分割图

像。 将本文算法和传统的 Ｋ－ｍｅａｎｓ 聚类算法进行对

比试验，结果表明本文算法可以很好地分割出裂缝骨

架，提高 Ｋ－ｍｅａｎｓ 算法的抗干扰性，减少达到收敛的

迭代次数，保证了沥青路面裂缝分割结果的准确性。
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