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融合机器视觉与惯性传感器的智能康复评估技术
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摘　 要： 为缓解患有运动功能障碍的患者不方便频繁前往医院进行康复评估的问题，本文提出一种基于“互联网＋”的居家康

复评估技术，为康复医师提供参考，节约康复医师和患者的时间，缓解医疗资源不足。 针对脑卒中患者上肢康复量表的评估

问题，仅使用惯性传感器或者机器视觉建立的长短期记忆人工神经网络分类模型在测试样本中准确率分别为 ５５．６％、９２．６％，
本文在基于机器视觉方式获取人体的 ３Ｄ 坐标的同时，通过惯性传感器获取肢体的方向并融合两者的数据，进一步采用长短

期记忆人工神经网络分类模型对数据进行分析，在测试样本中取得了 ９８．１％的分类准确率，取得了良好的实验效果。
关键词： 脑卒中； 康复评估； 惯性传感器； 机器视觉； 长短期记忆人工神经网络
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０　 引　 言

脑卒中（Ｃｅｒｅｂｒａｌ Ａｐｏｐｌｅｘｙ， ＣＡ），又称中风、脑
血管意外（Ｃｅｒｅｂｒａｌ Ｖａｓｃｕｌａｒ Ａｃｃｉｄｅｎｔ， ＣＶＡ），是导

致人类死亡的主要疾病之一［１］，超过 ５０％的脑卒中

患者因为运动功能障碍导致生活质量降低［２］。 脑

卒中患者在康复治疗的过程中伴随着运动功能的评

估，这种评估在确定运动功能状态和制定康复训练

方案方面起着重要的作用。
目前，人体姿态识别的实现方式主要有 ３ 种：
基于可穿戴式的人体姿态识别。 Ｚｈａｎｇ 等［３］ 使

用单个固定在患者手腕上方的惯性传感器（ Ｉｎｅｒｔｉａｌ
Ｍｅａｓｕｒｅｍｅｎｔ Ｕｎｉｔ，ＩＭＵ），自动收集患者运动过程中

的加速度，实验结果表明在脑卒中术后偏瘫康复患

者上肢运动功能评定量表（Ｂｒｕｎｎｓｔｒｏｍ）分期上具有

８２．１％的准确度；沈天毓等［４］ 使用 ５ 个传感器获取

受试者 ６ 个范式下的加速度、角速度信号，统计结果

表明在 Ｈ－Ｙ 分期和 ＵＰＤＲＳⅢ评分的预测准确率分

别为 ７２．８％和 ６８．６４％；金琦等［５］ 研制人体姿态设

备，采用星型＋总线的混合拓扑结构，把采集单元佩

戴在人体全身各个关键部位，可用于人体姿态的捕

捉；周瑞文等［６］基于九轴 ＩＭＵ 的动作捕捉硬件设计

系统框架，可以实现人体的姿态估计和关节角估计。
基于机器视觉的体姿态识别。 Ｓｅｕｎｇｈｅｅ Ｌｅｅ 和

Ａｌｉ Ｏｚｔｕｒｋ 等［７－８］使用 Ｋｉｎｅｃｔ 获取地标位置、关节角

度等信息对脑卒中术后偏瘫康复患者使用 Ｆｕｇｌ －



Ｍｅｙｅｒ 量表进行上肢运动功能评定； Ｃａｏ 等［９］ 提出

一种实时的方法（ＯｐｅｎＰｏｓｅ），检测多人的 ２Ｄ 姿态；
Ｃｈｅｎｇ［１０］等使用单个视频估计三维人体姿态，引入

遮挡感知的深度学习框架，解决单目视频因为遮挡

导致的三维人体姿态估计不准确的问题。
基于机器视觉与 ＩＭＵ 的人体姿态识别。 使用

两者结合的方式，大都通过融合多视点视频和 ＩＭＵ
传感器数据来估计三维人体姿态，不需要光学标记

和复杂的硬件设置［１１－１２］。 Ｔｉｍｏ ｖｏｎ Ｍａｒｃａｒｄ 等［１３］

提出了一种结合单个手持相机和附着在身体四肢的

惯性测量单元来估计室外环境下 ３Ｄ 人体姿态的方

法；Ｚｈａｎｇ［１４］等使用多视角图像和附着在人体四肢

的几个惯性测量单元来估计三维人体姿态。
针对脑卒中病人居家康复评估问题，本论文提

出了一种应用于移动端的、融合机器视觉获取的单

视频数据与固定在人体上肢的 ＩＭＵ 数据的数据采

集和智能分析方法，以弥补两种方式在单独康复评

估过程中的劣势。 从视频数据中获得无漂移的精准

的 ３Ｄ 人体坐标点信息；基于 ＩＭＵ 提供完整的肢体

旋转、运动过程中的加速度和角速度的信息；旋转机

器视觉的坐标系与 ＩＭＵ 的坐标系对齐，保障数据采

集的准确性，将采集的数据放到分类模型进行训练，
以获得脑卒中患者的 Ｂｒｕｎｎｓｔｒｏｍ 分期量表的上肢智

能康复评估结果。

１　 系统框架和方法简介

１．１　 系统框架

使用智能手机蓝牙获取绑定在患者上肢 ＩＭＵ
传输的肢体方向等信息，即加速度、角速度、角度的

变化，通过手机摄像头获取 ＢｌａｚｅＰｏｓｅ 算法捕捉的上

肢运动轨迹，即肩关节、肘关节、腕关节的 ３Ｄ 坐标

点的变化。 要采集患者的肢体方向和运动轨迹信

息，需要配准 ＩＭＵ 与机器视觉的坐标系，将 ＩＭＵ 和

机器视觉的数据融合，把融合后的数据输入长短期

记忆神经网络（ＬＳＴＭ），使用五折交叉验证提高所

建立模型的可信度，最后得到 Ｂｒｕｎｎｓｔｒｏｍ 分期的结

果。 系统框架如图 １ 所示。
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图 １　 系统框架

Ｆｉｇ． １　 Ｓｙｓｔｅｍ ｆｒａｍｅｗｏｒｋ

１．２　 多节点可穿戴式惯性传感器方法

　 　 本文使用维特智能 ＢＷＴ９０１ＢＬＥＣＬ ５．０ 型号的

九轴惯性传感器，该产品尺寸为 ３６×５１．３×１５ ｍｍ３，
重量为 ２０ ｇ，数据输出频率最高为 ５０ Ｈｚ，ＩＭＵ 绑定

的坐标系 Ｘ 轴指向上方、Ｙ 轴水平向左、Ｚ 轴垂直向

外，如图 ２（ａ）所示。 通过蓝牙通信，可测量 ３ 轴的

加速度、角速度和四元数信息，利用四元数计算相应

传感器的姿态角，计算公式如式（１） ～ （３）所示。 为

满足患者居家康复评估的基本需要，尽可能降低康

复成本，仅使用两个维特智能惯性传感器，用弹性绷

带固定于患者手腕上方（距腕关节约 １ ／ ４ 前臂长度

距离处）和肩关节下方（距肩关节约 １ ／ ２ 上臂长度

距离处），采集患者上肢运动过程的数据，如图 ２（ｂ）
所示。

　 （ａ） 维特智能传感器　 　 　 　 （ｂ） 传感器绑定位置

图 ２　 惯性传感器外形、坐标系定义及其绑定形式

Ｆｉｇ． ２ 　 ＩＭＵ ｓｈａｐｅ、 ｃｏｏｒｄｉｎａｔｅ ｓｙｓｔｅｍ ｄｅｆｉｎｉｔｉｏｎ ａｎｄ ｉｔｓ ｂｉｎｄｉｎｇ

ｆｏｒｍ

　 　 　 Ｐｉｔｃｈ ＝ ｔａｎ２ －１ ２（ｑ１ ｑ３ － ｑ２ ｑ３）
１ － ２ ｑ２

３ － ２ ｑ２
２

（１）

　 　 　 　 Ｒｏｌｌ ＝ ｓｉｎ －１２（ｑ３ ｑ４ ＋ ｑ１ ｑ２） （２）
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　 　 Ｙａｗ ＝ ｔａｎ２ －１ ２（ｑ２ ｑ３ － ｑ１ ｑ３）
２ ｑ２

１ ＋ ２ ｑ２
２ － １

æ

è
ç

ö

ø
÷ （３）

　 　 其中， ｑ１、ｑ２、ｑ３、ｑ４ 代表四元数， Ｐｉｔｃｈ、Ｒｏｌｌ、Ｙａｗ
分别代表俯仰角、翻滚角、偏航角。
１．３　 机器视觉传感方法

２０２０ 年，ｇｏｏｇｌｅ 研究人员在跨平台的机器学习

框架 ＭｅｄｉａＰｉｐｅ 上，推出了用于单人人体姿态估计

的算法 ＢｌａｚｅＰｏｓｅ，该算法是可以推断出 ３３ 个人体

关键点的轻量级卷积神经网络，在移动设备上的适

配性表现突出［１５］。
与基于热图的技术相比，基于回归的方法对计

算的要求更少，可扩展性更高，但是其在预测关节的

平均坐标值时，常常存在无法解决的潜在的模糊性

问题。 Ｎｅｗｅｌｌ 等人［１６］ 使用堆叠沙漏网络对人体关

节点进行预测，应用了更少的参数，也取得了较好的

预测效果，但是该网络较大，不利于在移动设备上运

行。 ＢｌａｚｅＰｏｓｅ 算法受到堆叠沙漏网络的启发，采用

热图、偏移量和回归相结合的方法，但其只在训练阶

段使用热图和偏移损失，并在运行推理之前从模型

中删除相应的输出层，使其足够轻，可以在移动端运

行，网络体系结构如图 ３ 所示［１５］。
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图 ３　 网络体系结构

Ｆｉｇ． ３　 Ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅ

　 　 通过智能手机拍摄视频数据，使用 ＢｌａｚｅＰｏｓｅ 算

法对视频中的人物进行姿态识别，获取人体的 ３Ｄ
坐标点，坐标原点位于视频图像的左上角， Ｘ 轴正

方向水平指向视频图像的右方， Ｙ 轴正方向垂直指

向视频图像的下方， Ｚ 轴垂直于视频图像向里。 为

减小手机摄像头与受试者之间距离不同，导致所获

取 ３Ｄ 坐标点的差异，将坐标原点换算到肩关节坐

标与髋关节坐标的交点，如图 ４ 所示。

X
Y

Z

图 ４　 坐标原点平移转换

Ｆｉｇ． ４　 Ｃｏｏｒｄｉｎａｔｅ ｏｒｉｇｉｎ ｔｒａｎｓｌａｔｉｏｎ ｃｏｎｖｅｒｓｉｏｎ

１．４　 关联机器视觉与惯性传感器的数据

为提高采集数据的准确性，将机器视觉与惯性

传感器的数据进行关联，旋转 ＢｌａｚｅＰｏｓｅ 的坐标系使

其与惯性传感器的坐标系对齐。 脑卒中患者固定好

ＩＭＵ 后，可在外力的辅助下，肩关节外展 ９０°，肘关

节屈曲 ９０°，通过将机器视觉所测量的二维平面上

肘关节的角度与惯性传感器所测量 Ｘ 轴的关节角

度做对比，调整手机摄像头的倾斜角度与 ＩＭＵ 的绑

定位置，进一步校准两者的坐标系。 以右臂为例，按
式（４）使用患者手腕关节坐标点（ ｘ１６，ｙ１６，ｚ１６） 和肘

关 节 的 坐 标 点 （ ｘ１４， ｙ１４， ｚ１４） 计 算 前 臂

ＩＭＵ（ＷＴ１ ｘ，ｙ，ｚ( ) ） 的位置、按式（５） 肘关节坐标点

（ｘ１４，ｙ１４，ｚ１４） 和肩关节的坐标点（ｘ１２，ｙ１２，ｚ１２） 计算

大臂 ＩＭＵ（ＷＴ２ ｘ，ｙ，ｚ( ) ） 的位置， 降低因为不同患

者上肢长度不同而导致数据采集的误差。

ＷＴ１ ｘ，ｙ，ｚ( ) ＝ １
４

ｘ１４ － ｘ１６，ｙ１４ － ｙ１６，ｚ１４ － ｚ１６( ) （４）

ＷＴ２ ｘ，ｙ，ｚ( ) ＝ １
２

ｘ１２ － ｘ１４，ｙ１２ － ｙ１４，ｚ１２ － ｚ１４( ) （５）

１．５　 神经网络模型

长 短 期 记 忆 网 络 ＬＳＴＭ （ Ｌｏｎｇ Ｓｈｏｒｔ － Ｔｅｒｍ
Ｍｅｍｏｒｙ）是一种时间循环神经网络，可以解决循环
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神经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＲＮＮ）在长序列

训练过程中的梯度消失和梯度爆炸问题。 因为

ＲＮＮ 在某时刻的隐藏层信息只与当前时刻的输入

和上一时刻的隐藏层信息有关，没有记忆功能，所以

在处理序列较长的数据时，序列后面部分的梯度很

难反向传播到前面的序列，产生梯度消失的问题。
为了解决 ＲＮＮ 的长期依赖问题，ＬＳＴＭ 应运而生，
引入了输入门、遗忘门、输出门，通过输入门和遗忘

门的信息，可以控制 ＬＳＴＭ 长期记忆某个时间步

（ｔｉｍｅｓｔｅｐ）细胞状态的值，ＬＳＴＭ 网络结构如图 ５ 所

示。 与 ＲＮＮ 相比，ＬＳＴＭ 能够在较长的时间序列中

有更好的表现。

图 ５　 ＬＳＴＭ 神经网络结构

Ｆｉｇ． ５　 ＬＳＴＭ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

２　 实验验证

２．１　 数据采集

由于在临床环境下对脑卒中患者康复评估涉及到

患者隐私问题，且患者所处的 Ｂｒｕｎｎｓｔｒｏｍ 分期分布不

均匀，导致很难收集到脑卒中患者真实的运动数据进

行康复评估模型的训练，所以采取招募志愿者培训后

模拟脑卒中患者各个 Ｂｒｕｎｎｓｔｒｏｍ 分期的方式进行实验

数据的采集。 招募的 ４５ 名志愿者都需完成一次Ⅰ～Ⅵ
期 Ｂｒｕｎｎｓｔｒｏｍ 分期上肢运动过程的模拟。 分析

Ｂｒｕｎｎｓｔｒｏｍ量表可知，让脑卒中患者偏瘫侧做摸肩动作，
其运动过程可以反应出脑卒中患者相应的Ｂｒｕｎｎｓｔｒｏｍ

分期［１７］。 具体数据采集过程如下：
　 　 （１）初始位置：被试者上身挺直，采取坐立位，
面向前方，颈部伸直，待测上肢自然下垂于身体一

侧，掌心朝向前方，另一侧上肢自然放在同侧下肢之

上，下肢放松屈膝 ９０°；
（２）偏瘫侧的手臂慢慢抬高，使肩关节外展，外

展至 ９０°时，手掌呈中立位；
（３）若肩关节无法外展至 ９０°，则屈肘 ９０°，前臂

旋前旋后；
（４）屈曲肘关节，手掌缓缓旋外，用手指触摸偏

瘫侧的肩膀；
（５）肘关节伸展，手掌慢慢旋内，回到（２）终止

时的位姿，上肢自然下垂回到初始位姿。
２．２　 数据分析

Ｂｒｕｎｎｓｔｒｏｍ 不同分期的主要差异是由肘关节、肩
关节的活动度决定的。 在康复评定过程中，机器视觉

可获取上肢的运动轨迹，ＩＭＵ 可检测前臂和上臂的加

速度、角速度、角度变化。 角度变化能够直观地显示

出脑卒中患者上肢关节的活动范围：Ｖ 期患者在肘关

节伸直的情况下，肩可外展 ９０°；Ⅵ期患者运动协调程

度近于正常人，可以完成摸肩动作。 Ⅴ和Ⅵ期患者在

康复评定过程中前臂和上臂的活动范围和旋转情况

如图 ６ 和图 ７ 所示，实线和无线条的一系列点分别代

表前臂和上臂角度变化情况，蓝色线表示上肢与水平

面（地面）的夹角，当与水平面的夹角超过 １８０°以后，
该夹角会变成－１８０°，绿色线和红色线分别表示上肢

沿着冠状轴和矢状轴的旋转角度。 此外，加速度、角
速度的变化也可反应出患者在康复评定过程的运动

细节，所以选取两个九轴传感器的加速度、角速度、角
度和机器视觉获取的上肢关节坐标点共 ４０ 个指标作

为 ＬＳＴＭ 神经网络的特征值。
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图 ６　 Ｂｒｕｎｎｓｔｒｏｍ Ｖ 期患者上肢肢体方向变化与运动轨迹
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图 ７　 Ｂｒｕｎｎｓｔｒｏｍ Ⅵ期患者上肢肢体方向变化与运动轨迹

Ｆｉｇ． ７　 Ｔｈｅ ｃｈａｎｇｅ ｏｆ ｄｉｒｅｃｔｉｏｎ ａｎｄ ｍｏｖｅｍｅｎｔ ｔｒａｊｅｃｔｏｒｙ ｏｆ ｕｐｐｅｒ ｌｉｍｂｓ ｉｎ Ｂｒｕｎｎｓｔｒｏｍ ｓｔａｇｅ Ⅵ ｐａｔｉｅｎｔｓ

２．３　 建立预测模型

本文使用 ＬＳＴＭ 神经网络分别对 ＩＭＵ 采集数

据、机器视觉采集的上肢关键点数据、两者结合的数

据进 行 学 习， 分 别 建 立 相 应 的 脑 卒 中 患 者 的

Ｂｒｕｎｎｓｔｒｏｍ 分期预测模型。 ４５ 个志愿者Ⅰ～Ⅵ期的

数据共 ２７０ 组，根据所模拟的分期情况，Ｉ ～ ＶＩ 期的

数据各 ４５ 个。 为减小数据集划分对分期模型精准

度的影响，通过五折交叉验证的方式，将某期受试者

按照 ６．４：１．６：２ 的比例划分为训练集、验证集和测

试集，并利用不同的数据集划分来对模型做 ５ 组不

同的训练与验证，提高 Ｂｒｕｎｎｓｔｒｏｍ 预测分期结果的

可信度。
２．４　 实验结果与分析

测试集样本总数为 ５４ 个，使用相应的数据对该

数据训练的 Ｂｒｕｎｎｓｔｒｏｍ 分期模型进行验证，不同数

据源训练模型效果如图 ８ 所示。 仅使用 ＢｌａｚｅＰｏｓｅ
算法获取的上肢关键点训练出的模型在测试集样本

的准确率为 ５５．６％，此模型对Ⅲ～ Ⅵ期识别效果极

差，Ｂｒｕｎｎｓｔｒｏｍ 分期预测真实值与预测值的对比，如
图 ９ 所示。 准确率较低的原因：该模型不能检测到

脑卒中患者在 Ｂｒｕｎｎｓｔｒｏｍ 量表上肢肢体的旋转和细

微震颤的情况。 只使用 ＩＭＵ 数据训练的模型在测

试集样本的准确率为 ９２．６％，相对于前者，准确率

有所提高，但是与两者结合后的数据训练的模型效

果相比还是有所欠缺。
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图 ８　 不同数据源训练效果对比

Ｆｉｇ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｒａｉｎｉｎｇ ｅｆｆｅｃｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｄａｔａ ｓｏｕｒｃｅｓ

　 　 ＩＭＵ 与 机 器 视 觉 结 合 的 数 据 训 练 出 的

Ｂｒｕｎｎｓｔｒｏｍ 分期模型在测试集的预测结果如图 ９ 所

示，仅仅一个Ⅰ期脑卒中患者被预测为Ⅱ期，预测模

型对Ⅰ期患者预测的准确率为 ８８．９％，其余分期预

测的准确率为 １００％，模型综合预测的准确率为

９８．１％。Ⅰ期患者预测出现偏差的原因：首先，脑卒

中Ⅰ期患者上肢虽然没有明显运动，但是脑卒中患

者在发起运动的过程中可能会发生震颤，ＩＭＵ 捕获

到上肢震颤的信号，在模型训练的过程中，导致与Ⅱ
期仅出现轻微联合反应运动的患者情况混淆；其次，
训练模型的数据量不足，也对预测的准确性造成影

响。 测试集的分类结果表明，本文方法能够较好地

对脑卒中患者实现 Ｂｒｕｎｎｓｔｒｏｍ 分期预测。
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图 ９　 Ｂｒｕｎｎｓｔｒｏｍ 分期预测真实值与预测值的对比

Ｆｉｇ． ９　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ Ｂｒｕｎｎｓｔｒｏｍ＇ｓ ｓｔａｇｅｄ ｆｏｒｅｃａｓｔｓ ｂｅｔｗｅｅｎ ｒｅａｌ ａｎｄ ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ
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３　 结束语

为了实现脑卒中患者远程的居家康复评估，本
文利用智能手机和惯性传感器来对脑卒中患者进行

远程居家 Ｂｒｕｎｎｓｔｒｏｍ 分期预测，避免脑卒中患者频

繁前往康复医院进行康复评估，有利于康复医师了

解到患者的康复情况，及时制定合适患者的康复计

划。 在未来研究中，会将该系统推广到临床中，建立

更加真实、全面的脑卒中患者的康复过程的数据库，
提高预测模型的适用性和准确率。 此外，陆续开展

对手部功能的预测评估研究，期望建立一个更完善

的基于“互联网＋”的远程康复评估系统。
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