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基于 ＬＳＴＭ 多特征联合的缺血性脑卒中诊断模型

骆轶姝， 邵圆圆， 陈德华
（东华大学 计算机科学与技术学院， 上海 ２０１６２０）

摘　 要： 本文以缺血性脑卒中疾病为研究对象，充分考虑疾病发病机制，选取患者当前超声、生化及基本信息 ３种特征检查指

标，提出一种基于 ＬＳＴＭ 多特征联合的诊断模型。 ３个基于 ＬＳＴＭ（Ｌｏｎｇ ｓｈｏｒｔ－ｔｅｒｍ ｍｅｍｏｒｙ）模型搭建的双向 ＬＳＴＭ 特征提

取子模块，联合训练学习各类型数据的前向和后向信息；增加自注意力机制学习特征间的关联性，并分配权重。 实验结果表

明，融合自注意力机制的多特征模型在不同分类评估标准下总体性能达 ８４％，为缺血性脑卒中的临床辅助诊断提供一种方

法，为医生对该疾病的鉴别诊断提供参考。
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０　 引　 言

近年来，人工智能在疾病诊断中的应用不断延

伸，缺血性脑卒中疾病的临床辅助诊断也得到越来

越多关注。 缺血性脑卒中作为一种急性脑血管疾

病，占中国脑卒中约 ７０％左右［１］；且随着人们工作

压力及生活方式的改变，呈现发病率高，发病原因复

杂的发展趋势，为临床医生带来诊断压力［２］。 因

此，基于人工智能的缺血性脑卒中辅助诊断问题的

研究，对医生和患者来说，均具有重要意义。
本文以上海市某医院的真实患者电子病历为基

础，考虑缺血性脑卒中疾病的发病原因，选取当前病

历数据中的超声、生化以及个人基本信息作为源数

据，在 ＬＳＴＭ 模型基础上搭建双向 ＬＳＴＭ 多特征提

取子模型，实现了多特征联合的缺血性脑卒中的辅

助诊断。 相对传统诊疗模式强化了客观因素，为医

生对该疾病诊断提供有效辅助。

１　 相关工作

国内外学者关于疾病智慧医疗辅助诊断开展了

大量研究。 有些学者在支持向量机、决策树等机器

学习模型下，实现对疾病数据的线性学习，但该类方

法难以捕获复杂特征学习问题。 近年来，以 ＬＳＴＭ
模型为基础的疾病诊断方法受到广泛关注，可以建

立增加了特征序列输入的学习模型，例如实现基于

ＬＳＴＭ模型的心脏病诊断［３］、脑血管疾病诊断对疾

病时序检查特征的学习等［４］。 也有学者在此基础

上综合后向特征计算，提出双向 ＬＳＴＭ模型［５］，该方

法在文本分类问题中表现较好，例如融合前向和后

向特征的双向 ＬＳＴＭ模型实现对心血管疾病病历数

据挖掘的辅助诊断［６］。
基于上述研究，本文提出 ＬＳＴＭ 多特征联合的

缺血性脑卒中辅助诊断模型，运用数据预处理方法，
设计从不同特征提取子模型中提取信息并进行向量



融合，降低不同类型检查数据间差异所带来的模型

学习能力；另外，模型中多特征层次上自注意力机制

的特征加权，弥补不同特征间存在的信息关联性，提
升模型分类性能。
２　 模型建立

２．１　 多特征联合建模

基于 ＬＳＴＭ多特征联合的缺血性脑卒中诊断模

型包括输入层、特征提取层、分类层和输出层。 模型

总体结构如图 １所示。
　 　 其中输入层由预处理的超声指标、生化检查指

标和基本信息组成；特征提取层经 ３ 个双向 ＬＳＴＭ
搭建的子模型学习特征信息；分类层的各特征向量，
是在模型特征融合的基础上，增加自注意力机制分

配获得；输出层用于输出疾病诊断结果。
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图 １　 模型总体结构
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２．２　 特征提取

双向 ＬＳＴＭ建立的 ３ 个特征提取子模块分别为

超声特征提取、生化检查特征提取及基本信息特征

提取。
（１）超声特征提取。 将患者结构化后的颈动脉

超声指标作为该超声特征提取模块的输入，提取超

声中有关影响疾病的重要信息。 超声特征提取子模

块的设计如图 ２所示。
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图 ２　 超声特征提取子模块

Ｆｉｇ． ２　 Ｓｕｂｍｏｄｕｌｅ ｏｆ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｆｏｒ ｕｌｔｒａｓｏｎｉｃ

　 　 由图 ２可知，针对超声中的文本指标，采用神经

网络中 Ｅｍｂｅｄｄｉｎｇ 层加载 Ｗｏｒｄ２ｖｅｃ 模型实现向量

化；并将超声中的数值指标填充为相同形状的 １ 维

特征；融合后输入双向 ＬＳＴＭ模型中进行信息提取，
其中 ｔ 时刻前向隐藏层特征信息的计算如式（１） ～
（６）所示。

ｆｔ ＝ σ（Ｗｆ ｈｔ －１，ｘｔ[ ] ＋ ｂｆ）， （１）
ｉｔ ＝ σ（Ｗｉ ｈｔ －１，ｘｔ[ ] ＋ ｂｉ）， （２）

Ｃ ｔ ＝ ｔａｎｈ Ｗｃ ｈｔ －１，ｘｔ[ ] ＋ ｂｃ( ) ， （３）

Ｃ ｔ ＝ ｆｔ × Ｃ ｔ －１ ＋ ｉｔ × Ｃ ｔ， （４）
ｏｔ ＝ σ Ｗｏ ｈｔ －１，ｘｔ[ ] ＋ ｂｏ( ) ， （５）

ｈｔ ＝ ｏｔ × ｔａｎｈ Ｃ ｔ( ) ． （６）
式中： Ｗｆ、Ｗｉ、Ｗｃ、Ｗｏ 为共享权值参数矩阵， ｂｆ、ｂｉ、
ｂｃ、ｂｏ 为偏置值，通常随机初始化。 由 ｔ － １ 时刻输

出的特征向量与当前时刻输入特征的计算， 得到 ｔ
时刻隐藏层的 ｈｔ 的特征信息。 最后由该时刻的两

个隐藏单元的输出向量连接构成该时刻输出。 计算

如式（７） ～式（９）所示。

ｈｔ
→ ＝ ＬＳＴＭ ｈｔ －１

→，ｘｔ( ) ， （７）

ｈｔ
←＝ ＬＳＴＭ ｈｔ ＋１

← ，ｘｔ( ) ， （８）

５７第 １０期 骆轶姝， 等： 基于 ＬＳＴＭ多特征联合的缺血性脑卒中诊断模型



ｈｔ ＝ ｈｔ
→，ｈｔ
←

[ ] ． （９）
　 　 由 Ｄｒｏｐｏｕｔ 以一定概率丢弃神经元个数，减少

模型复杂带来的过拟合问题。 最后经一个 Ｄｅｎｓｅ 全
连接层将该模块提取的特征向量做非线性映射转化

为（Ｎｏｎｅ，４）形状的特征向量。
（２）生化检查特征提取。 生化检查特征提取子

模块的设计如图 ３ 所示。 首先，直接利用预处理的

生化指标转化为三维特征，由双向 ＬＳＴＭ 模型中神

经元计算生化检查中特征的前向和后向特征，充分

提取特征中具有的信息；其次，连接 Ｄｒｏｐｏｕｔ 网络丢

弃层，由一个 Ｄｅｎｓｅ 全连接层将高维的特征压缩为

（Ｎｏｎｅ，４）形状的特征向量。
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图 ３　 生化检查特征提取子模块

Ｆｉｇ． ３　 Ｓｕｂｍｏｄｕｌｅ ｏｆ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｆｏｒ ｂｉｏｃｈｅｍｉｃａｌ ｅｘａｍｉｎａｔｉｏｎ

　 　 （３）基本信息特征。 提取基本信息特征子模块

的设计原理同生化指标模型设计，仅输入特征形状

为（Ｎｏｎｅ，１２，１），故此处分析省略。
２．３　 疾病分类

疾病分类模块将各子模块提取的形状相同的特

征向量连接自注意力机制［７］，分配特征权重，实现

多特征联合的诊断模型训练学习。 其中自注意力计

算如式（１０）所示。

Ａｔ ＝∑
Ｔ

ｔ＇
α ｘｔ，ｘｔ＇( ) ｆ ｘｔ，ｘｔ＇( ) ． （１０）

式中： α ｘｔ，ｘｔ＇( ) 表示特征向量中的每个特征与该特

征向量之间加权值，突出各类型特征的重要程度。
最后经两层 Ｄｅｎｓｅ 全连接层由 Ｓｉｇｍｏｉｄ 激活函数作

为分类器，输出结果。 其中 Ｓｉｇｍｏｉｄ 计算如式（１１）
所示。

σ ｃｊ( ) ＝
ｅｃｊ
１ ＋ ｅｃｊ

． （１１）

３　 多特征数据预处理

３．１　 多特征数据

患者病历中 ３种多特征数据通过医疗卡号和住

院号实现关联。
（１）超声数据。 作为缺血性脑卒中发生常见的

原因之一，颈动脉超声一定程度上可以反映缺血性

脑卒中发生与否及严重程度。 结构化后的指标数据

组成的超声数据，见表 １。
表 １　 超声数据

Ｔａｂ． １　 Ｕｌｔｒａｓｏｕｎｄ ｄａｔａ

医疗卡号 住院号 部位 方位 属性 属性值

１１１１１１１１ １００００１ 颈总动脉左侧 内径 正常

ＩＭＴ ０．６

ＲＩ ０．７２

ＰＳＶ ７２

斑块 可见

回声性质 强回声

狭窄率 ＜５０％

血管外形 直

血流方向 偏窄

阻力指数 在正常范围

流速 在正常范围

内膜回声 毛糙

边缘 欠规则

管腔内径 正常

管径 对称

血流 连续完整

内中膜厚度 正常

　 　 其中斑块狭窄率根据美国超声会议中标准转化

可输入数据预处理形式［８］。
（２）生化检查数据。 生化检查对临床中疾病的

筛查验证具有重要意义。 本文选取的生化指标共计

８个，包括 ＣＨＯＬ （总胆固醇）、ＣＲＰ ＿１ （ Ｃ 反应蛋

白）、ＧＬＵ１（空腹血糖）、ＡＰＯＡ（载脂蛋白 Ａ）、ＡＰＯＥ
（载脂蛋白 Ｅ）、ＭＯ＃（单核细胞计数）、ＴＧ－Ｂ（甘油

三酯）以及 ＵＨＤＬ（高密度脂蛋白）。 生化检查数据

见表 ２。
表 ２　 生化检查数据

Ｔａｂ． ２　 Ｂｉｏｃｈｅｍｉｃａｌ ｅｘａｍｉｎａｔｉｏｎ ｄａｔａ

医疗卡号 住院号 ＣＨＯＬ ＣＲＰ＿１ ＧＬＵ１ ＡＰＯＡ ＡＰＯＥ ＭＯ＃ ＴＧ－Ｂ ＵＨＤＬ

１１１１１１１１ １００００１ ３．４２ ０．８７ ６．５８ １．６１ ３．３ ０．４０ １．３７ １．２５
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　 　 （３）基本信息数据。 病历数据中患者基本信息

包含性别、出生年月、身高、体重、ｓｂｐ 收缩压、ｄｂｐ 舒

张压等。 出生年月转化为年龄，身高体重转化为

ＢＭＩ（身体质量指数，衡量人体是否健康及胖瘦的一

个指标）。 同时高血压、糖尿病及高血脂常伴随缺

血性脑卒中患者，因此也作为缺血性脑卒中研究的

指标之一加入患者的基本信息中。 基本信息数据见

表 ３。
表 ３　 基本信息数据

Ｔａｂ． ３　 Ｂａｓｉｃ ｉｎｆｏｒｍａｔｉｏｎ ｄａｔａ

医疗卡号 住院号 性别 年龄 ＢＭＩ ｓｂｐ ｄｂｐ 高血压 糖尿病 高血脂

１１１１１１１１ １００００１ 男 ６５ ３０．０７ １４７．０ １０４．０ 是 否 是

３．２　 多特征数据预处理

（１）Ｗｏｒｄ２ｖｅｃ。 Ｗｏｒｄ２ｖｅｃ，一种词向量化技术，
能够实现语义空间信息到向量空间上的映射。 本文

使用 Ｓｋｉｐ－Ｇｒａｍ 思想计算词的上下文概率分布，由
建立 Ｗｏｒｄ２ｖｅｃ模型对语料库编码，神经网络中加载

实现词向量化。 Ｗｏｒｄ２ｖｅｃ 词向量化示意如图 ４ 所

示。

欠规则 部分增块
可见 稍毛糙

规则 在正常范围
未见 光滑 样本 样本

特征

维数

样本
特
征

图 ４　 Ｗｏｒｄ２ｖｅｃ 词向量化示意

Ｆｉｇ． ４　 Ｔｈｅ ｖｅｃｔｏｒｉｚａｔｉｏｎ ｏｆ Ｗｏｒｄ２ｖｅｃ

　 　 （２）ｏｎｅ－ｈｏｔ。 ｏｎｅ－ｈｏｔ 是一种通过 Ｎ 位状态寄

存器对 Ｎ个状态编码，实现离散特征映射到欧式空

间的独热编码方式，将模型特征中非连续性数值，即
离散型数据通过编码的方式进行转换。 一方面提高

模型的计算特征之间距离的效率，另一方面对数据

特征维度上起扩充作用。 以性别、高血压为例，经
ｏｎｅ－ｈｏｔ独热编码后，由 ０，１二进制形式表示。 性别

与高血压向量化见表 ４。
表 ４　 性别与高血压向量化

Ｔａｂ． ４　 Ｇｅｎｄｅｒ ａｎｄ ｑｕａｎｔｉｔａｔｉｖｅ ｏｆ ｈｙｐｅｒｔｅｎｓｉｏｎ

性别＿男 性别＿女 高血压＿是 高血压＿否

１ ０ １ ０

０ １ ０ １

　 　 （３）归一化。 当实验数据作为同一水平的输入

变量输入模型中时，存在纲量不一致问题，不仅影响

数据之间的可比性，还会导致分析结果存在偏差。
采用离差标准化归一化方法，通过线性变化，将所有

指标数值进行压缩，计算如式（１２）所示。

Ｘ ＇ ＝ Ｘ － Ｘ．Ｍｉｎ
Ｘ．Ｍａｘ － Ｘ．Ｍｉｎ

． （１２）

式中， Ｘ．Ｍｉｎ 为指标 Ｘ 数据中的最小值；Ｘ．Ｍａｘ 为指

标 Ｘ 数据中的最大值。 以 ＡＰＯＥ数据为例，线性归

一化处理如图 ５ 所示。 由图 ５ 可知，横坐标为

ＡＰＯＥ原数据形式，范围为［２，１５．３］，由归一化将其

映射到［０，１］之间；其中数据仍保持原特征，提升模

型训练收敛速度和精度。

2

1

0

-1

-2

0 2.5 5.0 7.5 10.0 12.5 15.0 17.5 20.0

图 ５　 ＡＰＯＥ 线性归一化处理

Ｆｉｇ． ５　 Ｌｉｎｅａｒ ｎｏｒｍａｌｉｚａｔｉｏｎ ｏｆ ＡＰＯＥ

４　 模型训练与结果分析

４．１　 实验数据

实验数据来自上海某医院真实病历数据。 数据

集中筛选处理 ７９７ 条缺血性脑卒中患者正样本数

据。 为进行实验对比，选取 ９６２ 条非缺血性脑卒中

患者的数据作为实验负样本。 模型训练过程中分为

训练集和测试集，其中训练集占 ８０％，测试集占

２０％。
４．２　 模型训练

实验中采用交叉熵损失函数计算模型预测值与

真实值间误差，并设置 Ａｄａｍ优化器反向优化学习，
使得损失最小时，模型训练达最优。 多特征联合的

缺血性脑卒中辅助诊断模型训练实现如算法 １ 所

示。
算法 １　 缺血性脑卒中辅助诊断模型训练实现

Ｅ： 迭代次数

Ｂ： 批大小数据集

７７第 １０期 骆轶姝， 等： 基于 ＬＳＴＭ多特征联合的缺血性脑卒中诊断模型



Ｌｌｅａｒｎｉｎｇ＿ｒａｔｅ： 学习率

Ｄｔｒａｉｎ、Ｄｔｅｓｔ： 训练集、测试集

Ｎ： 神经元个数

ｎ： 特征子模型个数

Ｖｎ： 第 ｎ 个子模型输出的特征向量

Ｖ： 特征联合向量

Ａ： 注意力机层输出向量
Ｔθｉ

ｎ ／ Ｃθｉ： 第 ｎ 个特征子模型的 ｉ 次迭代模型网

络参数 ／ 分类模型 ｉ 次迭代网络参数 θ
ＴＬｎ ／ ＣＬｌｏｓｓ： 第 ｎ 个特征子模型网络误差 ／ 分类

模型网络误差

Ｉｎｉｔｉａｌｉｚｅ （ Ｔθ０１，Ｔθ０２，．．．．．．Ｔθ０ｎ，Ｃθ０）
Ｆｏｒ ｉ ｉｎ Ｅ：
　 ＢＤｔｒａｉｎ ← ＧｅｔＭｉｎｉＢａｔｃｈ （Ｄｔｒａｉｎ，Ｂ）
　 ＢＤｎ

ｔｒａｉｎ ← ＧｅｔＮＤａｔａ（ＤＢ
ｔｒａｉｎ）

　 Ｆｏｒ ｊ ｉｎ ｎ：
Ｖ ｊ ← ＭｏｄｅｌＢＬＳＴＭ （ ＢＤ ｊ

ｔｒａｉｎ，Ｔθｉ
ｊ）

　 Ｅｎｄ Ｆｏｒ
Ｖ← ｃｏｎｃａｔｅｎａｔｅ （Ｖｎ）
Ａ← Ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ （Ｖ）
Ｌｌｏｓｓ ← ＭｏｄｅｌＣｌａｓｓｉｆｙ （Ａ，Ｃθｉ）
１１． （Ｔθｉ１，Ｔθｉ２，．．．．．．Ｔθｉｎ，Ｃθｉ） ← Ａｄａｍ （Ｌｌｅａｒｎｉｎｇ＿ｒａｔｅ，

Ｌｌｏｓｓ）
１２． Ｅｎｄ ｆｏｒ
１３． Ｅｖａｌｕａｔｅ （Ｄｔｅｓｔ，Ｔθ１，Ｔθ２，．．．．．．Ｔθｎ，Ｃθ）
１４． Ｅｎｄ
模型在训练中，确定了 ｌｅａｒｎｉｎｇ ＿ ｒａｔｅ ＝ ０． ００１，

ｄｒｏｐｏｕｔ ＝ ０．５，ｅｐｏｃｈ＝ １００时，性能达最优。
４．３　 结果分析

实验 中 采 用 准 确 度 （Ａｃｃｕｒａｃｙ）、 灵 敏 度

（Ｓｅｎｓｉｔｉｖｉｔｙ）、 特异度 （Ｓｐｅｃｉｆｉｃｉｔｙ）、 阳 性 预 测 率

（ＰＰＶ）、阴性预测率（ＮＰＶ） 以及 Ｆ１＿Ｓｃｏｒｅ 的作为评

估标准。 计算如式（１３）、（１４）、（１５）、（１６）、（１７）和
（１８） 所示。

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＮ ＋ ＴＮ

， （１３）

Ｓｅｎｓｉｔｉｖｉｔｙ ＝ ＴＰ
ＴＰ ＋ ＦＮ

， （１４）

Ｓｐｅｃｉｆｉｃｉｔｙ ＝ ＴＮ
ＴＮ ＋ ＦＰ

， （１５）

ＰＰＶ ＝ ＴＰ
ＴＰ ＋ ＦＰ

， （１６）

ＮＰＶ ＝ ＴＮ
ＴＮ ＋ ＦＮ

， （１７）

Ｆ１＿ｓｃｏｒｅ ＝ ２
× ＰＰＶ × Ｓｅｎｓｉｔｉｖｉｔｙ
ＰＰＶ ＋ Ｓｅｎｓｉｔｉｖｉｔｙ

． （１８）

其中涉及基本概念的混淆矩阵表示，见表 ５。
表 ５　 混淆矩阵表示

Ｔａｂ． ５　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ

预测值
真实值

缺血性脑卒中 非缺血性脑卒中

缺血性脑卒中 ＴＰ ＦＰ

非缺血性脑卒中 ＦＮ ＴＮ

　 　 本文实验首先对比了基于 ＬＳＴＭ 多特征模型

（ＭＬＳＴＭ）、基于双向 ＬＳＴＭ 和 ＬＳＴＭ 组合的多特征

模型（ＭＢＬＳＴＭ－ＬＳＴＭ）以及基于双向 ＬＳＴＭ 多特征

模型 （ ＭＢＬＳＴＭ）。 不同模型下实验结果对比见

表 ６。由表 ６ 可知，ＭＢＬＳＴＭ 模型优于其他两种模

型。 从网络模型结构上看，ＬＳＴＭ 实现对输入特征

的单向计算，双向 ＬＳＴＭ 综合输入前向和后向的信

息，提升了模型分类性能。
表 ６　 不同模型下实验结果对比

Ｔａｂ． ６ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｂａｓｅｄ ｏｎ ｄｉｆｆｅｒｅｎｔ
ｍｏｄｅｌｓ ％

模型 ＰＰＶ Ｓｅｎｓｉｔｉｖｉｔｙ Ｆ１＿Ｓｃｏｒｅ ＮＰＶ Ｓｐｅｃｉｆｉｃｉｔｙ Ａｃｃｕｒａｃｙ

ＭＬＳＴＭ ７２ ７８ ７５ ７５ ６８ ７３

ＭＢＬＳＴＭ－

ＬＳＴＭ
８７ ６９ ７７ ７３ ８９ ７９

ＭＢＬＳＴＭ ８０ ８１ ８１ ８０ ７９ ８０

　 　 为进一步验证文中提出多特征模型的有效性，
实验对比了单个超声 ＬＳＴＭ（ ＬＳＴＭｃ ） ／双向 ＬＳＴＭ
（ ＢＬＳＴＭｃ ）、 生 化 ＬＳＴＭ （ ＬＳＴＭｓ ） ／双 向 ＬＳＴＭ
（ＢＬＳＴＭｓ）、基本信息 ＬＳＴＭ （ ＬＳＴＭｊ ） ／双向 ＬＳＴＭ
（ＢＬＳＴＭｊ）诊断模型。 各单独特征模型与多特征模

型结果见表 ７。
表 ７　 单独特征模型与多特征模型结果对比

Ｔａｂ． ７ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｓｉｎｇｌｅ ｆｅａｔｕｒｅ
ｍｏｄｅｌｓ ｗｉｔｈ ｍｕｌｔｉ－ｆｅａｔｕｒｅ ｍｏｄｅｌｓ

模型 ＰＰＶ Ｓｅｎｓｉｔｉｖｉｔｙ Ｆ１＿Ｓｃｏｒｅ ＮＰＶ Ｓｐｅｃｉｆｉｃｉｔｙ Ａｃｃｕｒａｃｙ

ＬＳＴＭｃ ７０ ５２ ５９ ６０ ７６ ６４

ＬＳＴＭｓ ７２ ５２ ６０ ６１ ７９ ６５

ＬＳＴＭｊ ６８ ５５ ６１ ６０ ７３ ６３

ＢＬＳＴＭｃ ６７ ５７ ６１ ６１ ７０ ６３

ＢＬＳＴＭｓ ８６ ６６ ７５ ７１ ８９ ７７

ＢＬＳＴＭｊ ７７ ７８ ７７ ７６ ７５ ７６

ＭＢＬＳＴＭ ８０ ８１ ８１ ８０ ７９ ８０

　 　 由表 ７可知，较单独特征 ＬＳＴＭ 诊断模型、双向

ＬＳＴＭ诊断模型，多特征诊断模型有效地联合多特

８７ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０卷　



征间的信息，提升模型诊断预测结果，模型整体准确

度为 ８０％左右，发挥了不同类型特征信息对疾病诊

断的作用。
考虑到注意力机制对关键特征加权的影响，在多

特征模型基础上增加自注意力机制。 各模型对比增

加注意力机制模型的准确度结果对比如图 ６所示。

85

80

75

70

65
MLSTM MBLSTM-LSTM MBLSTM

无Attention 有Attention

图 ６　 模型对比增加自注意力机制模型的准确度结果对比

Ｆｉｇ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌ ａｃｃｕｒａｃｙ ｒｅｓｕｌｔｓ ｏｆ ｍｏｄｅｌｓ
ｗｉｔｈ ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｍｏｄｅｌｓ

　 　 由图 ６可知，各多特征模型对比有无自注意力

机制上，准确度均保持稳定或者有所增加，说明自注

意力机制增加了对各特征子模型输出的特征向量权

重的计算，并分配了相应的权重值。
５　 结束语

本文提出基于 ＬＳＴＭ 多特征联合诊断模型，利
用 Ｗｏｒｄ２ｖｅｃ、ｏｎｅ－ｈｏｔ及归一化等数据预处理方法，
获取高质量输入数据，加速模型训练的收敛速度；联
合患者当前多种检查数据，在建立的双向ＬＳＴＭ子

模型下提取特征信息；自注意力机制学习特征间的

关联并分配权重，增强模型学习性能，提升分类结

果。 实验结果表明，该模型诊断效果良好，在准确

度、灵敏度、特异性、阳性预测率、阴性预测率以及

Ｆ１＿ｓｃｏｒｅ中性能总体达 ８４％，且自动辅助诊断降低

了主观因素影响，在缺血性脑卒中辅助诊断研究中

具有一定的价值，为临床医生缺血性脑卒中疾病诊

断提供决策参考。
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　 　 新的边界条件如式（１８） ［５］：

　 　 ∑ Ｋ

ｋ ＝ １∑
Ｎ－２

ｎ ＝ １
Ｅ
－
ｃ
ｋ，ｎ＋１ ｚｎ＋１；ｚｎ＋１ ｖ( )( ) ＋(

　 　 　 　 　 Ｅ
－
ｍ
Ｏ，ｋ，ｎ＋２ ｚｎ＋２；ｚｎ＋２ ｖ( )( ) ) ＋

　 　 　 　 　 ∑Ｎ

ｎ ＝ １
Ｅｃ

Ｆ，ｎ ｚｎ( ) ≤ ε． （１８）

３　 结束语

（１）因为无人机供能有限，其飞行与计算卸载

受到限制。 本文的目标是在满足通信质量的前提

下，使系统能耗最小化。 通过使用 ＳＣＡ 方法解决了

在时延与能耗限制条件下，同时优化无人机飞行路

径与上行，下行传输，本地计算数据分配等问题。
（２）本文主要研究了铁路安全监测用无人机云

计算算法的优化，给出了无人机云计算算法相关的

理论推导。 调研了几种不同的迭代算法，包括二分

查找，牛顿－拉普森导数方法，最终决定比较朴素的

ＳＣＡ算法，ＳＣＡ算法需要涉及函数全为凸函数。
（３）本文给出的关于铁路安全监测用无人机计

算算法的优化方案是基于正交的信息传输方式，仅

进行了初步探讨。 考虑到程序的运行速度以及性

能，具体的优化结果有待进一步研究与具体实现。
不过，铁路安全监测用无人机云计算的研究可继续

深化，在未来发展前景广阔。
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