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基于得分规整的说话人确认

曹　 伟， 梁春燕
（山东理工大学 计算机科学与技术学院， 山东 淄博 ２５５０４９）

摘　 要： 对于说话人确认系统，由于不同识别对得分分布的差异性，如果对原始得分直接使用统一门限判决，会严重影响系统

的性能，因此需要对得分进行规整。 针对现有得分规整方法的不足，本文提出一种基于对数似然值归一化（Ｌｏｇ－ ｌｉｋｅｌｉｈｏｏｄ
Ｎｏｒｍａｌｉｚａｔｉｏｎ，ＬＬＮ）得分规整的说话人确认系统。 ＬＬＮ 在不需要先验知识的情况下，通过扩大同一测试语音在目标说话人模

型与非目标说话人模型上的得分差距，使同一测试语音对应的两类识别对得分混叠现象得到有效改善，进而利于系统的区分

判决。 实验证明，ＬＬＮ 是一种有效的得分规整方法，且与已有的零规整和测试规整形成互补，可进一步提高说话人确认系统

的性能。
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０　 引　 言

说话人识别，也称为声纹识别，是指利用语音波

纹中所包含的信息自动识别说话人身份的技术［１］。
由于语音获取方便，采集设备简单，并能通过网络远

程识别，说话人识别正成为一种主要的生物特征识

别手段［２］。
根据识别的目的不同，说话人识别可以分为说

话人辨认 （ Ｓｐｅａｋｅｒ Ｉｄｅｎｔｉｆｉｃａｔｉｏｎ） 和说话人确认

（Ｓｐｅａｋｅｒ Ｖｅｒｉｆｉｃａｔｉｏｎ）两种方式［３］。 说话人辨认是

从给定说话人集合中找到与测试语音匹配的说话人；
说话人确认是判断测试语音是否属于某个预先声明

的说话人，即需要将测试识别对（由测试语音和其声

明的说话人身份构成）作出“Ｔｒｕｅ”或“Ｆａｌｓｅ”的二类

判决。 根据是否依赖于语音的内容，说话人识别可以

分为与文本有关和与文本无关两种类型［４］。 本文主

要基于文本无关的说话人确认展开研究。
在说话人确认的测试阶段，不同识别对的得分

分布存在着很大的差异性［５］，差异性主要来自以下

方面：
（１）相同说话人的不一致性。 由于受时间、健

康状况、心理状态、录音条件等因素的影响，同一说

话人的不同测试语音在目标说话人模型上的得分并

不是一个恒定值，而是呈现某种概率分布。
（２）不同说话人之间的不一致性。 由于受说话

习惯、嗓音、语言等因素的影响，不同说话人模型对

应的识别对得分表现出不一致性。 有的说话人模型

对应的识别对得分普遍偏高，有的说话人模型对应

的识别对得分则相对偏低。



（３）不同测试语音间的不一致性。 在时长、环
境噪声、信道情况等影响下，不同测试语音对应的识

别对得分也会表现出不一致性，比如有的测试语音

对应的识别对得分普遍偏高，有的测试语音对应的

识别对得分则偏低，而有的测试语音在目标说话人

模型和非目标说话人模型上的得分比较接近，不容

易区分。
综合以上方面的原因，如果将所有识别对的得

分汇集在一起，“Ｔｒｕｅ”和“Ｆａｌｓｅ”两类识别对的得分

会出现严重的交叉和混叠；在这种情况下使用统一

的门限对每一个识别对作“Ｔｒｕｅ”或“Ｆａｌｓｅ”的判决，
会严重影响说话人确认系统的性能［６］。 因此，需要

在识别对原始得分的基础上进行得分规整［７］。
目前最常用也是最典型的得分规整方法有零规

整 （ Ｚｅｒｏ ｎｏｒｍａｌｉｚａｔｉｏｎ， Ｚｎｏｒｍ ）、 测 试 规 整 （ Ｔｅｓｔ
ｎｏｒｍａｌｉｚａｔｉｏｎ，Ｔｎｏｒｍ）以及二者的结合算法 ＺＴｎｏｒｍ
等，通过估计“Ｆａｌｓｅ”识别对的得分分布，对测试识别

对的得分进行规整，将“Ｆａｌｓｅ”识别对的得分规整为

均值为 ０、方差为 １ 的分布，从而消除不同说话人模型

间的差异或不同测试语音之间的差异，有效减小两类

识别对得分汇集后的混叠部分，从而提高说话人确认

的系统性能。 一般来说，得分规整不受限于系统所使

用的说话人模型建立方法，无论是简单基础的高斯混合

模型－通用背景模型（Ｇａｕｓｓｉａｎ Ｍｉｘｔｕｒｅ Ｍｏｄｅｌ－Ｕｎｉｖｅｒｓａｌ
Ｂａｃｋｇｒｏｕｎｄ Ｍｏｄｅｌ，ＧＭＭ－ＵＢＭ），还是目前比较主流

的联合因子分析（Ｊｏｉｎｔ Ｆａｃｔｏｒ Ａｎａｌｙｓｉｓ，ＪＦＡ）、总变化

因子分析（Ｔｏｔａｌ Ｖａｒｉａｂｉｌｉｔｙ Ｆａｃｔｏｒ Ａｎａｌｙｓｉｓ）技术等，
原始测试得分均需要进行得分规整，而现有的得分

规整方法也都适用于基于以上不同说话人模型的确

认系统。
现有的得分规整方法中，大多数都是通过规整

“Ｆａｌｓｅ”识别对得分分布的方式，以减小两类识别对

得分汇集后的重叠部分，却没有有效扩大同一说话

人模型或同一测试语音对应的两类识别对得分之间

的差距；在这些得分规整方法中，都需要预先收集和

选取大量的非目标说话人语音数据来估计“Ｆａｌｓｅ”
识别对得分的均值和方差，而非目标说话人语音数

据选取的好坏会影响最终得分规整的效果。
针对现有得分规整方法的不足，本文提出一种

对数似然值归一化得分规整算法 （ Ｌｏｇ － ｌｉｋｅｌｉｈｏｏｄ
Ｎｏｒｍａｌｉｚａｔｉｏｎ，ＬＬＮ），通过扩大同一测试语音在目标

说话人模型与非目标说话人模型上的得分差距，使
同一测试语音对应的两类识别对得分混叠现象得到

有效改善；与 Ｚｎｏｒｍ、Ｔｎｏｒｍ 和 ＺＴｎｏｒｍ 等方法相结

合，可同时从不同角度解决两类识别对得分汇集后

的混叠问题，从而进一步提高系统识别性能。
１　 说话人确认系统

１．１　 说话人确认系统的基本框架

说话人确认系统如图 １ 所示，主要分为三部分：
提取特征、建立模型和打分判决［８］。

识别判决

得分规整

提取特征参数

模型训练

计算相似度得分

目标说话人模型

预设门限

提取特征参数输入训练语音

输入测试语音

图 １　 说话人确认系统

Ｆｉｇ． １　 Ｓｐｅａｋｅｒ ｖｅｒｉｆｉｃａｔｉｏｎ ｓｙｓｔｅｍ

１．２　 说话人确认系统的评价指标

在说话人确认系统中，每一次测试，就是将一组

识别对进行“Ｔｒｕｅ”和“Ｆａｌｓｅ”判决的过程。 当本是

“Ｆａｌｓｅ”的识别对判决为“Ｔｒｕｅ”（非目标说话人被接

受）时，称之为“虚警”（Ｆａｌｓｅ Ａｌａｒｍ）；当本是“Ｔｒｕｅ”
的识别对判决为“Ｆａｌｓｅ”（目标说话人被拒绝）时，称
之为“漏检”（Ｍｉｓｓ），这两种错判出现的概率分别称

为虚警率和漏检率。
（１）等错率（Ｅｑｕａｌ Ｅｒｒｏｒ Ｒａｔｅ，ＥＥＲ）。 实际应用

中，应同时降低虚警率和漏检率，然而这二种错误概

率相互约束，随着判决门限设定的不同，二者呈相反

趋势变化，只有当虚警率和漏检率大致相等的时候，
系统的性能被认为达到了最大发挥，此时的错误率

称为等错率（ＥＥＲ）。
（２）最小检测代价（Ｍｉｎｉｍｕｍ Ｖａｌｕｅ ｏｆ Ｄｅｔｅｃｔｉｏｎ

Ｃｏｓｔ Ｆｕｎｃｔｉｏｎ，ｍｉｎＤＣＦ）。 不同的应用场景对虚警率

和漏检率要求不同，系统门限的设定会按需调整，为
了对不同情况下系统性能进行更加贴切地描述，引
入了检测代价函数（Ｄｅｔｅｃｔｉｏｎ Ｃｏｓｔ Ｆｕｎｃｔｉｏｎ，ＤＣＦ）的
概念，其数学表达式（１）为：
Ｃｄｅｔ ＝ ＣＭ × ＰＭ｜ Ｔ × ＰＴ ＋ ＣＦＡ × ＰＦＡ｜ ＮＴ × １ － ＰＴ( ) ．

（１）
其中， ＣＭ 和 ＣＦＡ 分别是漏检率 ＰＭ｜ Ｔ 和虚警率

ＰＦＡ｜ ＮＴ 对应的代价， ＰＴ 是测试中应该判决为“Ｔｒｕｅ”
的识别对出现的概率， １ － ＰＴ( ) 是应该判决为

“Ｆａｌｓｅ”的识别对出现的概率。 检测代价函数是描

述识别错误发生后损失大小的一个函数，可以很好

地表示系统的性能。 设定门限可以得到该门限对应
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的 ＤＣＦ 值，遍历判决门限，获得最小检测代价

（ｍｉｎＤＣＦ），这是目前美国国家标准技术研究院说话

人识别评测（ＮＩＳＴ ＳＲＥ）中最重要的指标。
１．３　 零规整（Ｚｎｏｒｍ）和测试规整（Ｔｎｏｒｍ）

Ｚｎｏｒｍ 方法是用大量非目标说话人语音对目标

说话人模型打分，计算出对应于目标说话人模型 λ
的辅助参数均值μλ 和方差σλ，用来规整得分分布的

差异，其得分规整公式（２） 如下：

Ｓ∗
λ ＝

Ｓλ － μλ

σλ
． （２）

　 　 其中， Ｓλ 是测试语音对模型 λ 的原始得分，Ｓ∗
λ

为规整后的得分。
Ｔｎｏｒｍ 是用测试语音对大量非目标说话人模型

计算得分，得到对应于测试语音的辅助参数，同样是

均值和方差，用来减少测试语音环境不同对得分分

布的影响，最终得分公式同（２）。
对于说话人确认系统，Ｚｎｏｒｍ 参数计算在模型

训练阶段完成，Ｔｎｏｒｍ 参数计算在测试阶段完成。
ＺＴｎｏｒｍ 是在得分域将训练模型和测试语音的信息

结合起来，即将 Ｚｎｏｒｍ 和 Ｔｎｏｒｍ 相结合的得分规整

方法。 上述 ３ 种得分规整方法的不足之处是没有有

效扩大同一说话人模型或同一测试语音对应两类识

别对得分之间的差距；并且必须引入先验知识，需要

将训练数据中的一小部分预留出来作为开发集，用
来估计得分规整时需要的参数，而开发集选取的好

坏会影响最终得分规整的效果。
２　 对数似然值归一化（Ｌｏｇ－ｌｉｋｅｌｉｈｏｏｄ Ｎｏｒｍａｌｉｚａｔｉｏｎ，

ＬＬＮ）
本文提出一种基于 ＬＬＮ 的得分规整方法，该方

法相对于 Ｚｎｏｒｍ、Ｔｎｏｒｍ 和 ＺＴｎｏｒｍ 的优势在于扩大

了同一测试语音在目标说话人模型与非目标说话人

模型上的得分差距，使同一测试语音对应的两类识

别对得分混叠现象得到有效改善；并且可以直接对

测试得分进行规整，不需要引入先验知识，因此不需

要预留训练数据。

假设 Ｓ^ ＝ ［Ｓ１ 　 Ｓ２ 　 …，ＳＬ］ ｔ 是某测试语音在所

有 Ｌ个说话人模型上的得分。 设 Ｓｔ 为测试语音与其

目标说话人模型的得分， 即该测试语音对应的

“Ｔｒｕｅ” 识别对得分；其余 Ｌ － １ 个得分 Ｓｎ（ｎ≠ ｔ） 为

测试语音与非目标说话人模型的得分，即该测试语

音对应的“Ｆａｌｓｅ” 识别对得分。 通常情况下，测试

语音在目标说话人模型上的得分会高于其在非目标

说话人模型上的得分，即 Ｓｔ ＞ Ｓｎ（ｎ≠ ｔ）。 用对数似

然值归一化公式（３） 来规整每个得分：

Ｓ′
ｉ ＝ Ｓｉ － ｌｎ １

Ｌ － １∑ｊ≠ｉ
ｅｓ ｊæ

è
ç

ö

ø
÷ ． （３）

　 　 其中， Ｓｉ 表示该测试语音在第 ｉ 个说话人模型

上 的 原 始 得 分，Ｓ＇ｉ 是 经 过 规 整 后 的 得 分，

ｌｎ １
Ｌ － １∑ｊ≠ｉ

ｅｓ ｊæ

è
ç

ö

ø
÷ 表示对得分 Ｓｉ 的规整量，令 Ｎｉ ＝

ｌｎ １
Ｌ － １∑ｊ≠ｉ

ｅｓ ｊæ

è
ç

ö

ø
÷ ，则Ｎｉ 由除 Ｓｉ 之外的其余 Ｌ － １ 个得

分计算得到。 根据上面的分析可推出：
（１）如果 ｉ ＝ ｔ，则 Ｓｉ 较大，规整量 Ｎｉ 因不包含

Ｓｔ，故数值较小；
（２）如果 ｉ ≠ ｔ，则 Ｓｉ 较小，规整量 Ｎｉ 因包含 Ｓｔ ，

故数值较大。
公式（３）中每个得分 Ｓｉ 作为 ｅ 的指数是考虑目

标说话人模型得分的独特性（较大且数目少），充分

扩大其得分的影响，求和是利用非目标说话人模型

得分的共同特点（较小且数目多），减少单个得分的

影响，取对数可避免非目标说话人模型得分的规整

量差距过大。 经过（３）式规整，测试语音对目标说

话人模型和非目标说话人模型得分差距会进一步拉

大，即可以使识别对中“Ｔｒｕｅ”识别对和“Ｆａｌｓｅ”识别

对的得分具有更好的区分性，从而更容易设定门限

区分“Ｔｒｕｅ”识别对和“Ｆａｌｓｅ”识别对，提升了系统确

认性能。
３　 实　 验

３．１　 实验配置

本文实验在 ＮＩＳＴ ＳＲＥ ２００８ 核心测试集 （ｓｈｏｒｔ２－
ｓｈｏｒｔ３）的电话训练、电话测试（ ｔｅｌ－ｔｅｌ）情况下开展。
实验主要针对女声测试集，该测试情况下共２３ ３８５
个测试对，涉及１ ６７４个测试语音和１ １４０个目标说

话人模型，在 ＬＬＮ 得分规整阶段，每个识别对得分

都是基于测试语音数据与全部 １１４０ 个说话人模型

的匹配得分经公式（３）得到。
本实验中所使用的特征为 ３６ 维的梅尔频率倒

谱系数（Ｍｅｌ Ｆｒｅｑｕｅｎｃｙ Ｃｅｐｓｔｒａｌ Ｃｏｅｆｆｉｃｅｎｔｓ，ＭＦＣＣ）
特征，其每帧特征由 １８ 维的基本倒谱系数及其一次

差分（ｄｅｌｔａ）构成。 首先用音素解码器来对语音数

据进行语音活动性检测（Ｖｏｉｃｅ Ａｃｔｉｖｉｔｙ Ｄｅｔｅｃｔｉｏｎ，
ＶＡＤ），以去除数据中的静音部分；然后根据 ２５ｍｓ
的窗长和 １０ ｍｓ 的窗移提取 ３６ 维的 ＭＦＣＣ 特征。
由于得分规整方法具有普适性，不受限于系统所使

用的说话人建模方法，且目前主流的说话人建模技

术大多基于 ＧＭＭ－ＵＢＭ 模型，因此本实验的说话人

建模方法选用简单基础的 ＧＭＭ－ＵＢＭ。 使用 ＮＩＳＴ
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ＳＲＥ ２００４ １ｓｉｄｅ 的目标说话人训练数据训练与性别

相关的 ＵＢＭ，ＵＢＭ 高斯数为 １０２３［９］。 并利用本征

信道（Ｅｉｇｅｎｃｈａｎｎｅｌ）技术在模型域做了信道补偿，训
练 Ｅｉｇｅｎｃｈａｎｎｅｌ 信道空间的数据，选择的是 ＮＩＳＴ
ＳＲＥ ２００４、２００５ 以及 ２００６ 的电话语音数据，包含

７５５ 个说话人的数据，共９ ８５５个语音文件。 另外，从
ＮＩＳＴ ＳＲＥ２００６ 的数据中挑选了 ３４０ 条数据，用于

Ｔｎｏｒｍ 得分规整和 ３４０ 条数据用于 Ｚｎｏｒｍ 得分规

整，基本上保证这两个小数据集每个说话人只有一

条语音数据。
３．２　 实验结果

表 １ 比较了 Ｚｎｏｒｍ、Ｔｎｏｒｍ、ＺＴｎｏｒｍ 和 ＬＬＮ 不同

得分规整方法的实验结果。 从表 １ 可以看出，ＬＬＮ
在不需要开发集的条件下，具有良好的规整性能，相
比无得分规整的情况，ＥＥＲ 相对提升 ９．７％，ｍｉｎＤＣＦ
相对提升 ４． ５７％，本身的规整性能可以和 Ｚｎｏｒｍ、
Ｔｎｏｒｍ 相当。
表 １　 ＮＩＳＴ ＳＲＥ ２００８ 测试集上 Ｚｎｏｒｍ、Ｔｎｏｒｍ 和 ＬＬＮ 性能比较

Ｔａｂ． １　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ Ｚｎｏｒｍ， Ｔｎｏｒｍ ａｎｄ ＬＬＮ ｏｎ
ＮＩＳＴ ＳＲＥ ２００８ ｔｅｓｔ ｓｅｔ

无得分规整 Ｚｎｏｒｍ Ｔｎｏｒｍ ＺＴｎｏｒｍ ＬＬＮ

ＥＥＲ ／ ％ １０．８２ ９．７３ ９．６６ ８．６３ ９．７７

ｍｉｎＤＣＦ ４．６ ４．４６ ４．１１ ３．９６ ４．３９

　 　 表 ２ 是在 Ｚｎｏｒｍ、Ｔｎｏｒｍ 和 ＺＴｎｏｒｍ 基础上做

ＬＬＮ 规整的实验结果。 结合表 １ 和表 ２ 中的实验结

果可以看出，ＬＬＮ 可以大幅度提升原有说话人确认

系统的性能。 在 Ｚｎｏｒｍ 基础上做 ＬＬＮ 和不做 ＬＬＮ
相比，系统的 ＥＥＲ 和 ｍｉｎＤＣＦ 分别有 ２０． ４５％ 和

２４．４４％的性能提升；在 Ｔｎｏｒｍ 基础上做 ＬＬＮ 和不做

ＬＬＮ 相比，系统的 ＥＥＲ 和 ｍｉｎＤＣＦ 分别有 ５．５９％和

９．９８％的性能提升；在 ＺＴｎｏｒｍ 基础上做 ＬＬＮ 和不做

ＬＬＮ 相比，系统的 ＥＥＲ 和 ｍｉｎＤＣＦ 分别有 １１．７％和

１８．６９％的性能提升。
表 ２　 ＮＩＳＴ ＳＲＥ ２００８ 测试集上做 ＬＬＮ 的性能

Ｔａｂ． ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ＬＬＮ ｏｎ ＮＩＳＴ ＳＲＥ ２００８ ｔｅｓｔ ｓｅｔ

Ｚｎｏｒｍ＋ＬＬＮ Ｔｎｏｒｍ＋ＬＬＮ ＺＴｎｏｒｍ＋ＬＬＮ

ＥＥＲ ／ ％ ７．７４ ９．１２ ７．６２

ｍｉｎＤＣＦ ３．３７ ３．７ ３．２２

　 　 对比 ＬＬＮ 规整前后某测试语音在 １５ 个说话人

模型上的得分变化，如图 ２ 所示。 其中，ｓｐｋ１３ 为该

测试语音的目标说话人，其余为非目标说话人。 从

图 ２ 可以看出经 ＬＬＮ 规整后，测试语音对目标说话

人模型和非目标说话人模型得分差距会进一步拉

大。 如果门限保持不变，相比 ＬＬＮ 规整前，系统的

虚警率会明显降低。
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图 ２　 某测试语音在不同说话人模型上得分

Ｆｉｇ． ２　 Ｓｃｏｒｅ ｏｆ ａ ｔｅｓｔ ｖｏｉｃｅ ｉｎ ｄｉｆｆｅｒｅｎｔ ｓｐｅａｋｅｒ ｍｏｄｅｌｓ

　 　 随机选取 ５００ 个 “ Ｔｒｕｅ ” 识别对和 ５００ 个

“Ｆａｌｓｅ”识别对，比较 ＬＬＮ 规整前后的得分分布，如
图 ３ 所示。 从图 ３ 可以看出经 ＬＬＮ 规整后，“Ｆａｌｓｅ”
识别对的得分分布明显向左偏移，而“Ｔｒｕｅ”识别对

的得分分布变化不明显，“Ｔｒｕｅ”识别对和“Ｆａｌｓｅ”识
别对的得分差距拉大，区分性增强，有效降低了虚警

率。 因此，用统一的门限进行判决时会更有优势。
ＬＬＮ 虽然不会改变同一测试语音在每个目标说话人

上得分的排序，但可以有效降低 ＥＥＲ 和 ｍｉｎＤＣＦ。
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（ａ） ＬＬＮ 规整前识别对得分分布曲线

（ａ） Ｓｃｏｒｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ｃｕｒｖｅ ｏｆ ｖｅｒｉｆｉｃａｔｉｏｎ ｐａｉｒｓ ｂｅｆｏｒｅ ＬＬＮ ｎｏｒｍａｌｉｚａｔｉｏｎ
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（ｂ） ＬＬＮ 规整后识别对得分分布曲线

（ｂ） Ｓｃｏｒｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ｃｕｒｖｅ ｏｆ ｖｅｒｉｆｉｃａｔｉｏｎ ｐａｉｒｓ ａｆｔｅｒ ＬＬＮ ｎｏｒｍａｌｉｚａｔｉｏｎ
图 ３　 ＬＬＮ 得分规整后的得分分布变化

Ｆｉｇ． ３　 Ｃｈａｎｇｅｓ ｉｎ ｓｃｏｒｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ａｆｔｅｒ ＬＬＮ ｎｏｒｍａｌｉｚａｔｉｏｎ
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