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四种机器学习算法在 ＭＮＩＳＴ 数据集上的对比研究

肖　 驰
（韩山师范学院 计算机与信息工程学院， 广东 潮州 ５２１０４１）

摘　 要： ＭＮＩＳＴ 数据集是检验机器学习算法性能常用的数据集。 本文以 ＭＮＩＳＴ 数据集为例，研究四种机器学习方法的性

能。 首先，介绍支撑向量机、随机森林、ＢＰ 神经网络和卷积神经网络；其次，将四种学习方法在 ＭＮＩＳＴ 数据集上训练学习；最
后，对四种学习模型的性能做对比分析。 就实验结果而言，卷积神经网络在性能上优于其它三种学习算法。
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０　 引　 言

万物互联的时代，人工智能在人们的生产和生

活中扮演重要的角色，机器学习是人工智能中最前

沿的研究领域之一［１］。 机器学习算法是从海量数

据中学习，并给出相应的决策或者预测［２］。
ＭＮＩＳＴ 数据集是由手写数字的图片和相应的

标签组成，一共有 １０ 类，分别对应数字从 ０ ～ ９ ［３］。
训练图片一共有 ６０ ０００ 张，可采用学习方法训练出

相应的模型。 测试图片一共有 １０ ０００ 张，可用于评

估训练模型的性能。
本文拟应用支撑向量机、随机森林、ＢＰ 神经网

络和卷积神经网络四种机器学习方法在 ＭＮＩＳＴ 数

据集上训练相应的模型，并评估不同模型的性能。
１　 机器学习方法

大数据时代，需要借助机器学习方法挖掘潜在

知识信息，并给出所需的决策或者预测。 如谷歌的

“人机大战”， ＡｌｐｈａＧｏ 的胜利本质上是信息技术综

合运用的胜利，是大数据的胜利，也是机器学习的胜

利［４］。 本文从四个方面来探讨 ＭＮＩＳＴ 数据集上的

数据建模，并分类预测。

１．１　 支持向量集

支持向量机（ＳＶＭ）是一种基于统计学习理论

的二分类模型，在特征空间上使用间隔最大化进行

分类。 对于线性可分问题，ＳＶＭ 利用二次规划来实

现最大分类间隔；对于非线性分类问题，ＳＶＭ 先通

过合适的核函数将输入空间映射到高维空间，再在

高维空间实现线性可分。 ＳＶＭ 非线性映射的目的

是寻求一个最优的超平面使分类间隔最大，同时，在
样本数据的学习泛化能力和映射的复杂性方面达到

最佳［５］。
假设 ｘ 表示二分类的数据点，用 ｙ 表示类别，那

么线性分类器的学习目标是在 ｎ 维的数据空间寻找

到一个超平面，这个超平面的方程如下：
ｗＴｘ ＋ ｂ ＝ ０． （１）

　 　 其中， ｗＴ 中的 Ｔ 代表转置； ｗ 和 ｂ 分别表示权

重和偏置；在超平面 ｗＴｘ ＋ ｂ ＝ ０ 确定的情况下，
ｗＴｘ ＋ ｂ 表示点 ｘ 到距离超平面的远近。 如图 １

所示，五角星和圆点分别表示两种类别，分布在超平

面的两侧。
　 　 超平面离数据点的“间隔”越大，分类的确信度

也越大。 为了提高分类的确信度，需要让所选择的



超平面能够最大化这个“间隔”。 目标函数为：

ｍｉｎ １
２

‖ｗ‖２ ｓ．ｔ． ｙｉ（ｗＴφ（ｘｉ） ＋ ｂ） ≥１，ｉ ＝ １，…，ｎ．

（２）

wTx+b=-1
wTx+b=0

wTx+b=1

图 １　 ＳＶＭ 的分类超面

Ｆｉｇ． １　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｈｙｐｅｒｐｌａｎｅ ｏｆ ＳＶＭ

　 　 其中， φ（ｘ） 是非线性映射，将数据从低维空间

映射高维空间。 目标函数是二次的，约束条件是线

性的，（２）是一个凸二次规划问题。
由于数据集中存在噪声，引入一个松弛变量 ξ，

来允许一些数据可以处于超平面错误的一侧，如：

ｍｉｎ
ｗ，ｂ，ξｉ

１
２

‖ｗ‖２ ＋ Ｃ∑
ｍ

ｉ ＝ １
ξｉ

ｓ．ｔ． ｙｉ（ｗＴφ（ｘｉ） ＋ ｂ） ≥ １ － ξｉ
ξｉ ≥ ０， ｉ ＝ １，２，…，ｍ

（３）

　 　 其中， Ｃ 是惩罚参数，表示对分类错误的惩罚

度。
通过拉格朗日乘子法将公式（３）转换为原问题

等价的对偶问题，从而得到原始问题的最优解。 目

标函数变为：

ｍａｘ
α
∑
ｍ

ｉ ＝ １
αｉ －

１
２ ∑

ｍ

ｉ ＝ １
∑
ｍ

ｊ ＝ １
αｉα ｊｙｉｙ ｊθ（ｘｉ，ｘ ｊ）

ｓ．ｔ． ∑
ｍ

ｉ ＝ １
αｉｙｉ ＝ ０，

０ ≤ αｉ ≤ Ｃ．

（４）

　 　 其中， θ（ｘｉ，ｘ ｊ） 为非线性核函数， αｉ 为拉格朗

日乘子。
１．２　 随机森林

决策树（ＤＴ）和 ＳＶＭ 都是单个分类器，都有性

能提升的瓶颈以及过拟合的问题。 因此，集成多个

分类器来提升预测性能的方法应运而生。 随机森林

（ＲＦ）是一种 Ｂａｇｇｉｎｇ 集成学习方法，利用多个 ＤＴ
对样本进行训练、分类并预测的一种算法［６］。
１．２．１　 ＤＴ

ＤＴ 是基于树结构的决策，建树的过程主要包括

自根至叶的递归过程和在每个中间结点寻找一个

“划分”属性。 不同 ＤＴ 采用不同的准则来寻找划分

属性，如 ＩＤ３ 是基于信息熵，Ｃ４．５ 基于信息增益率，
ＣＡＲＴ 是基于 Ｇｉｎｉ 不纯度。 但是，没有一种算法能

在所有数据集上得到最好的分类精度。
假设样本数据集 Ｄ， 第 ｋ 类样本所占的比例为

Ｐｋ， ｙ 为类别个数，则 Ｄ 的信息熵：

Ｅｎｔ（Ｄ） ＝ － ∑
ｙ

ｋ ＝ １
Ｐｋ ｌｏｇ２Ｐｋ ． （５）

　 　 假设属性 α 有 Ｖ 个可能的取值，如果 ａ 来对样

本集 Ｄ 进行划分， Ｄｖ 表示第 ｖ 分支结点包含了 Ｄ 中

所在属性 α 上取值为 αｖ 的样本。 属性 α 对样本 Ｄ
划分的信息增益：

Ｇａｉｎ（Ｄ，ａ） ＝ Ｅｎｔ（Ｄ） － ∑
Ｖ

ｖ ＝ １

Ｄｖ

Ｄ
Ｅｎｔ（Ｄｖ） ． （６）

　 　 由于信息增益偏重对取值数目较多的属性，为
了减少这种影响，提出了有信息增益率：

Ｇａｉｎ＿ｒａｔｉｏ（Ｄ，ａ） ＝ Ｇａｉｎ（Ｄ，ａ）
ＩＶ（ａ）

． （７）

ＩＶ（ａ） ＝ － ∑
Ｖ

ｖ ＝ １

Ｄｖ

Ｄ
ｌｏｇ２

Ｄｖ

Ｄ
　 　 属性 α 的可能取值数目越多，则 ＩＶ（α） 的值通

常就越大。 信息增益率本质是在信息增益的基础之

上乘上一个惩罚参数。 特征个数较多时，惩罚参数

较小；特征个数较少时，惩罚参数较大。 基尼指数：

Ｇｉｎｉ（Ｄ） ＝ ∑
ｙ

ｋ ＝ １
∑
ｋ′≠ｋ

ＰｋＰｋ
′ ＝ １ － ∑

ｙ

ｋ ＝ １
Ｐ２

ｋ ． （８）

表示在样本集合 Ｄ 中一个随机选中的样本被

分错的概率。 Ｇｉｎｉ（Ｄ） 越小，数据集Ｄ的纯度越高。
ＤＴ 对给定训练样本学习分类规则，不需要先验

知识。 ＤＴ 可能存在过度分割训练样本，使得树结构

复杂，导致过拟合。 尽管可以通过剪枝避免过拟合

问题，但会增加 ＤＴ 的算法复杂性。
１．２．２　 Ｂａｇｇｉｎｇ 思想

Ｂａｇｇｉｎｇ 是一种并行集成学习方法。 首先，如果

训练集大小为 Ｎ， 对于每棵树而言，随机且有放回

地从训练集中的抽取 Ｎ 个训练样本，作为该树的训

练集；其次，训练并建立相应的 ＤＴ；最后，通过投票

决定分类结果。 这种策略具有很好的抗噪性，从而

提高准确度。
ＲＦ 算法是在给定数据集上产生 ｍ 个 ＤＴ 为基

分类器，进行集成学习得到的一个组合分类器，其输

出是由每个 ＤＴ 投票决定的，算法流程如图 ２ 所示。
ＲＦ 将 Ｂａｇｇｉｎｇ 集成学习方法和随机子空间相结合。
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随机是 ＲＦ 的核心，一是随机在原始训练数据中有

放回的选取等量的数据作为训练样本；二是在建立

ＤＴ 时，随机的选特征中选取一部分特征建立 ＤＴ。
通过随机的选择样本和属性特征，降低了 ＤＴ 之间

的相关性。 ＲＦ 解决 ＤＴ 性能瓶颈的问题，对高维数

据分类具有良好的可扩展性和并行性。

结束

投票

终止建树

选择分裂特征

随机特征子空间

输入训练样本数据

开始

第i棵DT

第i个Bootstrap训练样本

第m棵DT第1棵DT

是

否

图 ２　 ＲＦ 流程图

Ｆｉｇ． ２　 ＲＦ ｆｌｏｗ ｃｈａｒｔ

１．３　 ＢＰ 神经网络

ＢＰ 神经网络包括输入层、隐藏层和输出层，通
过神经元相互连接而成［７］。 每个神经元都有输入

和输出，神经元模型如图 ３ 所示。

Oi

w1j

wij

wnj

x1

xi

xn

Σ｜f

图 ３　 神经元

Ｆｉｇ． ３　 Ｎｅｕｒｏｎ

　 　 其中， ｘ１，ｘ２，．．．，ｘｎ 表示某个神经元的 ｎ 个输

入； ｗ ｉｊ 表示第 ｉ 个神经元与第 ｊ 个神经元的权重； ｂ ｊ

是偏置参数；神经元模型将这些输入加权后经激励

函数 ｆ 输出：

Ｏ ｊ ＝ ｆ（∑
ｎ

ｊ ＝ １
ｘｉｗ ｉｊ － ｂ ｊ） ． （９）

　 　 在 ＢＰ 神经网络中，前向传播的信息流为输入

层－＞隐藏层－＞输出层，反向传播残差信号是输出层

－＞隐藏层。 根据残差不断从后向前调整网络权重

和偏置，使残差减小以满足目标。 通过网络学习提

取样本数据的内在特征并输出，此方法有很强的泛

化能力和非线性映射能力。
三层 ＢＰ 算法的具体步骤如下：

（１）初始化网络中的权重和偏置项， ｗ（０）
ｉｈ ，ｂ（０）

ｉｈ ，
ｗ（０）

ｈｏ ，ｂ（０）
ｈｏ 。

（２）激活向前传播，得到各层输出和损失函数

的期望：

Ｅ（θ） ＝ １
ｎ∑

ｎ

ｉ ＝ １
（ｙｉ － ｙ

＾

ｉ） ２ ． （１０）

　 　 其中， ｙｉ 是真实值， ｙ^ｉ 是预测值。
（３）根据损失函数，计算输出单元的残差项和

隐藏单元的残差项，并更新权重和偏置项。
（４）判断损失函数小于给定的阈值或者迭代次

数，若是则结束，否则转（２）。
１．４　 卷积神经网络

卷积神经网络（ＣＮＮ）是由输入层、卷积层、激
活函数、池化层、全连接层组成［８］。 ＣＮＮ 保留了空

间信息，特征图上的一个点对应输入图上的区域，从
一个局部区域学习到的信息，应用到图像的其它地

方。 因此，可以更好地适应图像分类。 不同的特征

通过多个不同的卷积核实现。 不同位置共享相同权

值，可实现数据的不同位置检测相同的模式。
１．４．１　 卷积

卷积层由一组滤波器组成，在图像的某个位置

上覆盖滤波器；将滤波器中的值与图像中的对应像

素的值相乘；把这些乘积累加起来，得到的和是输出

图像中目标像素的值；对图像的所有位置重复此操

作，卷积过程如图 ４ 所示。

输入数据 卷积核 输出数据

图 ４　 卷积过程

Ｆｉｇ． ４　 Ｃｏｎｖｏｌｕｔｉｏｎ

１．４．２　 池化

图像中相邻像素倾向于具有相似的值，卷积层

输出中包含的大部分信息都是冗余的。 池化层操作

可以对输入的特征图进行压缩，提取主要特征，简化

网络计算复杂度。 池化操作如图 ５ 所示，一种是均

值池化，一种是最大池化。

最大池化

均值池化

步长=2窗口=2?2

图 ５　 池化过程

Ｆｉｇ． ５　 Ｐｏｏｌｉｎｇ

７８１第 １２ 期 肖驰： 四种机器学习算法在 ＭＮＩＳＴ 数据集上的对比研究



２　 实验仿真结果

本文采用 ＳＶＭ、ＲＦ、ＢＰ、ＣＮＮ 对 ＭＮＩＳＴ 数据集

分类，仿真硬件环境 Ｍａｃｂｏｏｋ Ｐｒｏ，软件环境 Ｐｙｔｈｏｎ
３．６ 。
　 　 ＳＶＭ 中采用的核函数为 ｒｂｆ，惩罚参数为 １ ０００，
提高训练集的准确率。 ＲＦ 采用以 Ｇｉｎｉ 划分为 １００
个 ＣＡＲＴ 树，内部节点需划分最小样本数为 ２。 ＢＰ
神经网络采用 ２００ 次迭代，一次训练样本数为 １２８，
采用随机梯度优化算法，在最后一层使用 Ｓｏｆｔｍａｘ
激活函数。 ＣＮＮ 神经网络框架如图 ６ 所示，卷积层

１ 为 ５×５ 卷积核，卷积层 ２ 为 ３×３ 卷积核，池化层采

用最大池化层。

ReLuReLuSoftmax最大池化
2?2

卷积核
3?3

卷积核
5?5

最大池化
2?2

输入28?28

卷积层1池化层1卷积层2池化层2全连接1
全连接2

输出

图 ６　 ＣＮＮ 框架

Ｆｉｇ． ６　 ＣＮＮ ｆｒａｍｅｗｏｒｋ

　 　 ＳＶＭ、ＲＦ、ＢＰ 和 ＣＮＮ 在 ＭＮＩＳＴ 的训练集与测

试集上的准确率见表 １。 其中 ＲＦ 在训练集最高

１００％，但测试集则 ９６．９１％，出现过拟合现象；ＢＰ 神

经网络在训练集和测试集上都是最低，但其运行速

度最快；ＳＶＭ 性能比 ＢＰ 神经网络高，但 ＳＶＭ 训练

时间过长；卷积神经网络表现优秀，没出现 ＲＦ 的过

拟合，在测试集上的准确率最高。

表 １　 不同学习方法的准确率

Ｔａｂ． １　 Ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｌｅａｒｎｉｎｇ ｍｅｔｈｏｄｓ

ＳＶＭ ＲＦ ＢＰ ＣＮＮ

训练集 ９４．７１ １００ ９２．３４ ９９．４８

测试集 ９４．４６ ９６．９１ ９２．２７ ９９．１１

　 　 ＣＮＮ 在运行不同次数下迭代次数与分类精确

和损失函数值的关系如图 ７ 所示。 ＣＮＮ 迭代 １０
次，其损失随着迭代次数迅速收敛，准确率也越来越

高，并趋于迅速稳定。
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　 　 　 （ｂ） 准确率

　 　 　 （ｂ） Ａｃｃｕｒａｃｙ
图 ７　 ＣＮＮ 的损失和准确率

Ｆｉｇ． ７　 Ｌｏｓｓ ａｎｄ ａｃｃｕｒａｃｙ ｏｆ ＣＮＮ

３　 结束语

通过四种机器学习方法对 ＭＮＩＳＴ 数据库分类，
就训练集和测试集的分类识别准确率来说，ＣＮＮ 无

疑是最优的，数据量越大，准确率越高。 ＣＮＮ 代表

深度学习的一种算法，而深度学习代表人工智能的

前沿，未来需要优化深度学习框架，以轻量级的框架

来提取特征，减少训练时间，提高图像分类的精度。
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