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基于深度学习的自动驾驶车辆模型迁移路径规划研究

欧阳可可， 杨国平
（上海工程技术大学 机械与汽车工程学院， 上海 ２０１６２０）

摘　 要： 为解决传统路径规划方法中无车辆动力学约束和消除车辆模型跟踪误差的问题，本文提出一种基于深度学习的自动

驾驶车辆模型迁移路径规划方法。 首先，根据真实环境建立虚拟行车环境模型，该模型应用经深度学习训练后的最优自动驾

驶策略；其次，通过 ＭＡＴＬＡＢ 自动驾驶场景设计器将实际场景问题迁移至虚拟抽象模型中；最后，经过仿真实验验证该方法。
实验结果表明，所提方法能够减少横向跟踪误差和提高模型的泛化性能，减小过度依赖问题。
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０　 引　 言

自动驾驶技术飞速发展，但目前的自动驾驶系

统还不能绝对的安全。 对行进中的车辆动态外观识

别与分类，追踪其行驶路径轨迹具有重要研究和现

实意义。 因此，车辆跟踪技术已经成为了智能交通

等诸多应用领域中至关重要的技术之一［１］。 随着

深度学习的快速发展，其作为机器学习领域中的一

个课题开始受到了广泛的关注，轨迹规划在基于视

觉控制方面取得了很大的成就。 ＰＡＸＴＯＮ Ｃ 等通过

神经网络学习和深度 Ｑ 网络控制策略的方法，可以

简单的实现复杂的运动规划任务［２］；Ｈｏｔｚ 等人用基

于深度学习的方法，完成了轨迹跟踪和自动驾驶车

辆潜在空间解码图像的任务［３］；ＬＩＵ Ｗ 等提出基于

深度学习的方法来建立控制序列与对应轨迹之间映

射关系，为实现自动驾驶车辆的路径规划［４］。
Ｑ 学习能够很好的解决离散空间的低维度问

题，而深度 Ｑ 网络（ｄｅｅｐ Ｑ ｎｅｔｗｏｒｋ，ＤＱＮ）是针对高

维状态空间并且能有效的处理，但是基本不能解决

高维连续动作空间的问题。 基于深度学习的深度确

定性策略梯度（ＤＤＰＧ）算法，优势在于能够处理连

续动作空间，利用 Ａｃｔｏｒ －Ｃｒｉｔｉｃ 框架，融合 ＤＱＮ 优

势。 同时，针对传统轨迹规划方法无法消除模型误

差和对跟踪控制依赖程度高的问题，利用 ＤＤＰＧ 算

法降低轨迹规划方法对样本数据的依赖。 本文所提

方法与传统轨迹规划方法相比，自动驾驶车辆行驶

时能减小横向误差，并能提高模型的泛化性能。
１　 行车环境描述

１．１　 虚拟行车环境模型设计

根据自动驾驶车辆行为决策中给定的车辆驾驶

场景描述，设计如图 １ 所示行车环境模型。
　 　 图 １ 为具有三车道的圆形地图，其中白色区域

是不可跨越的障碍物，两条蓝线区域是供车辆行驶

的三车道， 橘黄色线条表示期望路径 ｐａｔ ｈｄ ＝
ｘｄ，Ｙｄ，φｄ( ) 。 自动驾驶车辆 Ｃａｒ ＝ ｘｃ，ｙｃ，φｃ，ｖ( ) 为

在圆形地图中行驶自动驾驶的策略， ｘｃ，ｙｃ，φｃ 为自

动驾驶车辆当前位姿信息。 环境模型的关键回报函

数 Ｒｅｗａｒｄ 为式（１）：

Ｒｅｗａｒｄ ＝
－ １，
Ｒａｃｔｉｏｎ ＋ Ｒｒｅｗａｒｄ ．{ （１）



图 １　 虚拟行车环境模型

Ｆｉｇ． １　 Ｖｉｒｔｕａｌ ｄｒｉｖｉｎｇ ｅｎｖｉｒｏｎｍｅｎｔ ｍｏｄｅｌ

　 　 其中， Ｒａｃｔｉｏｎ 表示自动驾驶车辆前轮转角 δｍ；
Ｒｒｅｗａｒｄ 表示自动驾驶车辆获得的奖励； δ 间的差额惩

罚； λ 表示正惩罚系数； ｇｅｔ＿ｒｅｗａｒｄ 表示自动驾驶车

辆在期望路径上行驶所获得的奖励，式（４）：
Ｒａｃｔｉｏｎ ＝ － λ∗ ‖δｍ － δ‖２， （２）

Ｒｒｅｗａｒｄ ＝
０，ｇｅｔ＿ｒｅｗａｒｄ ＝ ０，
０．１，ｇｅｔ＿ｒｅｗａｒｄ ＝ １．{ （３）

ｇｅｔ＿ｒｅｗａｒｄ ＝
０， 其它；
１， Δｘ ≤ ε１＆ Δｙ ≤ ε２＆ Δφ ≤ ε３ ．{

（４）
　 　 （Δｘ，Δｙ，Δφ） 表示自动驾驶车辆当前位姿 ｘｃ，ｙｃ；
φｃ 与期望路径之间的差值； ε１，ε２，ε３ 为容错误差。

自动驾驶车辆的最优驾驶策略为 π，给定策略

为 πｒｅｓｅｔ， 式（５）
ｘ０ ∈ Ｘｍｉｎ，Ｘｍａｘ[ ] ，
ｙ０ ∈ Ｙｍｉｎ，Ｙｍａｘ[ ] ，
φ０ ∈ φｍｉｎ，φｍａｘ[ ] ．

ì

î

í

ï
ï

ïï

（５）

１．２　 车辆动力学模型

基于图 ２ 的简化单轨模型车辆的运动学方程可

表达为式（６）：

X（t） X0

Y（t）

Y y x

0δ

φ

l

图 ２　 简化单轨模型

Ｆｉｇ． ２　 Ｓｉｍｐｌｉｆｉｅｄ ｍｏｎｏｒａｉｌ ｍｏｄｅｌ

Ｘ
˙

＝ ｖｃｏｓ φ ＋ β( ) ，

Ｙ
˙

＝ ｖｓｉｎ φ ＋ β( ) ，

φ
˙

＝ ｖ
ｌ

ｔａｎ δｆ － ｔａｎ δｒ( ) ｃｏｓβ．

ì

î

í

ï
ï
ï

ï
ïï

（６）

　 　 其中， Ｘ
·
和 Ｙ

·
分别为车辆在大地坐标系下的横

坐标和纵坐标； φ 为车辆横摆角； β 为质心侧偏角；
ｖ 为车速； δｆ 和 δｒ 分别为单轨模型前后车轮的转角。
　 　 考虑到车辆的质心侧偏角较小，故 β ≈０、 δｒ ＝
０， 所以式（６）可简化为式（７）：

Ｘ
˙

＝ ｖｃｏｓφ，

Ｙ
˙

＝ ｖｓｉｎφ，

φ
˙

＝ ｖ
ｌ
ｔａｎ δｆ ．

ì

î

í

ï
ïï

ï
ïï

（７）

　 　 设定纵向速度恒定，建立动力学模型，式（８）：

ｍ ｙ̈ ＝ － ｍ ｘ
˙

φ
˙

＋ ２ Ｆｙｆ ＋ ２ Ｆｙｒ，
Ｉｚ φ̈ ＝ ２ａ Ｆｙｆ － ２ｂ Ｆｙｒ，

Ｘ
˙

＝ ｘ
˙

ｃｏｓφ － ｙ
˙

ｓｉｎφ，

Ｙ
˙

＝ ｘ
˙

ｓｉｎφ ＋ ｙ
˙

ｃｏｓφ，

φ
˙

＝ φ
˙

．

ì

î

í

ï
ï
ï
ï

ï
ï
ï
ï

（８）

　 　 其中： Ｆｙｆ 和 Ｆｙｒ 分别表示车辆在纵向方向上前

面和后面所受的力； φ 为车辆横摆角； Ｉｚ 为车辆绕 ｚ
轴的转动惯量； ａ、ｂ 分别为质心到前后轴的距离；
Ｘ·、Ｙ· 分别为惯性坐标系下的横纵坐标； ｘ·、ｙ· 分别为

车身坐标系下的横纵坐标； ｍ 为车身质量。
２　 模型迁移轨迹规划方法

２．１　 ＤＤＰＧ 实现框架与算法流程

在自动驾驶场景设计器中，虚拟行车环境模型

采用 ＤＤＰＧ 算法训练的深度学习模型。 根据国内

外学者研究表明，单个 Ｑ 神经网络算法，在很大程

度上会导致学习过程不稳定，Ｑ 神经网络算法的缺

点是神经网络的不同参数更新频率会导致不能有效

的促进学习。 因此，ＤＤＰＧ 的两个神经网络拷贝，分
别为 ｏｎｌｉｎｅ 网络和 ｔａｒｇｅｔ 网络，分别对应于策略网

络、Ｑ 网络。 ＤＤＰＧ 算法的优点是比较稳定，两种网

络参数基本不会变化。
ＤＤＰＧ 采用确定性策略，先初始化在线策略神

经网络参数 θμ 和 θＱ， 然后将在线策略网络的参数

复制给对应的目标策略网络参数。 ＤＤＰＧ 算法流程

如图 ３ 所示。 输入状态为 ｄ１，…，ｄ９，ｖ，δｍ( ) ， 输出

动作为 δ。 此算法的优点是需采样的数据少，算法
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效率高。

TargetQ网络
参数：θQ

OnlineQ网络
参数：θQ

优化

经验回放

Target策略网络
参数：θμ
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参数：θμ

OU噪声

仿真环境

小批量采样

软件
更新

存储
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N=(si,ai,ri,si+1)

(st,rt,st+1)

μ(st)at 更新
θμ
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梯度

梯度

更新
θQ Q梯度
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μ′(st+1)

a=μ′(st)

软件更新

优化
Actor Critic

图 ３　 ＤＤＰＧ 算法流程图

Ｆｉｇ． ３　 ＤＤＰＧ ａｌｇｏｒｉｔｈｍ ｆｌｏｗ ｃｈａｒｔ

２．２　 模型迁移策略

本文根据真实环境建立虚拟行车环境模型，将
实际场景问题迁移至虚拟抽象模型，式（９）：
θ ＝ φｔａｒ － φｒｅｆ，
ｘ＇ ＝ ｘｃ｜ Ｍ∗ｃｏｓθ － ｙｃ｜ Ｍ∗ｓｉｎθ，
φ＇ ＝ φｃ｜ Ｍ∗ － θ，
ｙ＇ ＝ ｘｃ｜ Ｍ∗ｓｉｎθ － ｙｃ｜ Ｍ∗ｃｏｓθ，
ｘ＇ｔａｒ ＝ ｘｔａｒｃｏｓθ － ｙｔａｒｓｉｎθ，
ｙ＇ｔａｒ ＝ ｘｔａｒｓｉｎθ ＋ ｙｔａｒｃｏｓθ，
φ＇ｔａｒ ＝ φｒｅｆ，
Δｘ，Δｙ，Δφ( ) ＝ ｘ＇ － ｘ＇ｔａｒ，ｙ＇ － ｙ＇ｔａｒ，θ( ) ，
ｘｃ，ｙｃ，φｃ( ) ＝ ｘｒｅｆ ＋ Δｘ，ｙｒｅｆ ＋ Δｙ，φｒｅｆ ＋ Δφ( ) ，

δ ＝ δ１，δ２，…，δｔ{ } ，
ζ ＝ ｐ１，ｐ２，…，ｐｔ ．{ }

ì

î

í

ï
ï
ï
ï
ï
ï
ï
ïï

ï
ï
ï
ï
ï
ï
ï
ïï

（９）

其中： φｔａｒ 为目标航向角； φｒｅｆ 为参考点航向角；
θ 表示两个航向角之差。

真实环境场景Ｍ∗如图 ４（ａ）所示，车道数量、车
道宽度等是不变的路况信息，障碍物信息由自动驾

驶车辆测距光束反馈，是变化的路况信息。 根据此

时的路况信息可以看出，前方存在速度小于本车的

车辆，由测距光束反馈得出自动驾驶车辆需要换道

行驶的最优驾驶策略。 自动驾驶车辆 ＣａｒＭ∗，Ｐ ｔａｒ 经

模型迁移后的场景如图 ４（ｂ）所示。
３　 自动驾驶车辆轨迹规划仿真测试

３．１　 深度学习模型训练

虚拟仿真环境 Ｅｎｖ 中圆形地图车道宽 ３．７５ ｍ，
自动驾驶车辆大小 ２ ｍ×４ ｍ，速度恒定 ｖ ＝ ３６ ｋｍ ／ ｈ，
测距光束维 ｎ ＝ ７，且最远测距 ｄｍａｘ ＝ ２０ ｍ，转角最

大输出 δｍａｘ ＝ ０．２ ｒａｄ，期望路径 ｐａｔｈｄ 为中间车道中

心线，误差范围为 ε１ ＝ ε２ ＝ ０．２，ε３ ＝ ０．３， 连续动作

惩罚系数 λ１ ＝ ０．０１， 随机初始位置 ｘ０ ∈ ［０，１０００］，
ｙ０ ∈ ［０，６０］，φ０ ∈ ［ － π ／ ２，π ／ ２］， 步长 ０．１ ｓ。 同

时，利用深度学习框架 Ｔｅｎｓｏｒｆｌｏｗ。
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图 ４　 模型迁移示意图

Ｆｉｇ． ４　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｍｏｄｅｌ ｍｉｇｒａｔｉｏｎ

　 　 深度学习模型 Ｍ 中的参数对实验的影响：随着

折扣因子越增大，更重视以往经验；而随着折扣因子

减小，更重视当前回报；随着学习速率的增大，保留

之前训练的效果就随之减少。 通过多次试验尝试，
选择了以下面参数为标准的深度学习模型 Ｍθ： 初

始方差 ｖａｒｍａｘ ＝ ２， 最小方差 ｖａｒｍｉｎ ＝ ０．０１， 衰减率为

１０－４，折扣因子 γ ＝ ０．６。
由图 ５（ａ）可知，应用深度学习的轨迹规划方法中

平均值 Ｑ 在迭代次数 ０－１０ ０００ 范围内波动较大，然后

逐渐平缓增加，平均值 Ｑ在 ６２ ０００ 步时出现了抖动，最
后趋于稳定。 由图 ５（ｂ）可知，策略梯度选择因为随机

选择因数出现波动，从而导致策略选择在中间范围出

现了轻微的波动。 根据图 ５（ｃ）可以看出噪声在迭代次

数 ０－６ ０００ 范围内逐渐降低，然后趋于稳定。 由图 ５
（ｄ）可知，损失在迭代次数０－８ ０００ 范围内缓慢降低，然
后逐渐趋于 ０ 附近，说明评价网络有效。 由此说明模

型训练的结果是最优策略必然导致的。
　 　 由图 ６（ｄ）和图 ７（ｄ）车辆的前轮转角依然在合

理的范围之内变化，但是在 ０．８ ｓ 处也出现了较大的

转角增量。 根据图 ７（ｅ）和图 ７（ ｆ）可以看出初始航

向角不同时，横向误差都在合理的范围之内，说明该

方法具有良好的轨迹跟踪能力，误差的极值出现在

到达目标点时的转弯处。
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图 ５　 深度学习模型训练结果
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３．２　 自动驾驶车辆轨迹规划验证

仿真测试过程中，自动驾驶车辆分别以不同的

偏航角出发，如图 ６ 和图 ７ 所示，都能顺利完成过弯

的驾驶行为，在弯道行驶的控制过程中，车辆的侧向

加速度基本上平稳，最大值未超过规定限制。
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图 ６　 弯道行驶实验一
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图 ７　 弯道行驶实验二

Ｆｉｇ． ７　 Ｃｕｒｖｅ ｄｒｉｖｉｎｇ ｔｅｓｔ ｔｗｏ
４　 结束语

仿真测试的结果表明，本文所提的轨迹规划方

法能够较为精准的跟踪规划路径，且侧向加速度和

７６第 １２ 期 欧阳可可， 等： 基于深度学习的自动驾驶车辆模型迁移路径规划研究



前轮转角变化均在合理的范围之内。 通过在

ＭＡＴＬＡＢ 自动驾驶场景设计器中，车辆以恒速行驶

通过弯道的验证实验。 实验结果表明，本文所提法

能够减少横向跟踪误差和提高模型的泛化性能，减
小过度依赖问题。
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（上接第 ６３ 页）
测试集进行测试。 每次的交叉验证完成后，保留每

次所得到训练数据和测试数据。
将每个算法得到的训练数据和测试数据分别相

加并计算平均值，就得到了新的训练集和测试集，接
着利用逻辑回归算法作为次级学习器进行第二层的

训练，并在测试集上进行测试，得到最终决策结果，
如图 ２ 所示。 通过 ５ 折交叉验证，可以避免再次训

练数据产生过拟合。

output

LR

Trainingdata

predict

learn

learn

learn

learn

learn

learn

learn

learn

predict

Average

SVMKNN决策树

Trainingdata

图 ２　 ｓｔａｃｋｉｎｇ 训练框架图
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２　 实验结果及分析

本文首先对两种模态的 ＭＲＩ 影像进行图像预

处理、特征提取以及配准之后，利用 ＳＶＭ、ＫＮＮ 和决

策树 ３ 种分类算法，通过基于学习法的决策级的融

合算法得到最终分类决策结果。 在实验中，对比单

模态 ＤＣＥ－ＭＲＩ 和 ＤＷＩ 的实验结果，如图 ３ 所示。
ＤＣＥ 影像 ＡＵＣ 值为 ０．８２７，ＤＷＩ 影像的 ＡＵＣ 值为

０．７９３，而基于学习法的决策级融合算法，结合两种

模态影像的 ＡＵＣ 值为 ０．８５４。
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图 ３　 单模态与多模态融合 ＡＵＣ 值对比图
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　 　 可以看出相比较单模态影像数据的分类结果，
多模态影像数据的分类效果比其他两种单模态影像

的效果都要更好，结合多模态影像数据能够辅助医

生提高诊断的准确率。
３　 结束语

本文对乳腺 ＭＲＩ 的 ＤＷＩ 和 ＤＣＥ－ＭＲＩ 二种模

态的影像进行预处理、配准以及融合操作，获取二种

模态下的更详细的病灶信息，提高乳腺癌良恶性分

类地准确度，也更利于医生的辅助诊断。
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