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基于自注意力机制的用户画像

张　 维， 陈泽宇
（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 传统的词向量模型生成的词向量，存在着难以表达出一词多义和学习到词与词之间的依赖关系的问题。 针对于此，
本文提出基于自注意力机制的用户画像。 首先采用自注意力机制，将所有单词信息编码进每一个单词中，学习查询句中词的

语义，理解一词多义、一义多词。 然后利用多头注意力机制提升模型能力，全面理解查询句中词与词之间的复杂语义。 最后

利用支持向量机（ＳＶＭ）分类算法，得到用户基本属性的分类结果，构建用户画像。 实验结果表明，模型分类精度高于使用词

向量模型和 ＬＤＡ 模型方法的分类精度。
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０　 引　 言

随着互联网技术的快速发展，用户在使用软件

或浏览网页时的大量行为数据系统会保存下来，但
其中能够精确表达用户喜好的行为数据却很少。 利

用信息过滤技术，对用户行为数据进行深入的分析

和挖掘，能够筛选出表达用户兴趣爱好的显式或隐

式的行为数据，帮助企业精准定位客户需求，推动企

业发展。 用户画像［１－２］能够有效的对用户行为信息

过滤，深层次分析用户的基本属性和行为习惯。 利

用贴标签的方式［３］描述用户的喜好，可以帮助企业

精准的服务客户，提高用户的消费体验。
用户画像技术的具有极高的应用价值。 文献

［４］通过研究 ＡＰＰ 中得到的用户行为数据，构造用

户画像，分析出用户流失域的主要问题。 文献［５］
采用贝叶斯网络来构造用户画像，使用多元线性回

归模型追踪到用户随时间不断变化的兴趣爱好。 用

户画像的构建，面临着各种各样的挑战。 例如，在使

用传统的向量空间模型构建用户画像时，文本向量

存在特征稀疏的问题，不能够准确的表达出词与词

之间的语义关系。 文献［６］中提出一种在搜索引擎

上构建短文本用户画像的方法。 在文本向量构建时

引入词向量模型，解决了传统方法中的特征稀疏问

题，但此方法依然无法表达词与词之间的语义关系。
为了解决这个问题，文献［７］提出一种将文本向量

与对应的文本主题分布相融合的方法，它能够使词

向量具有更加丰富的含义。 文献［８］提出基于改进

词向量模型的用户画像研究，利用 ＬＤＡ 模型生成查

询词的主题信息，将查询词和其主题信息拼接输入

到神经网络模型中，学习包含主题信息的词向量。
针对上述的问题，本文提出基于自注意力机制的用

户画像，采用自注意力机制，学习查询词中词与词之

间的强依赖关系，化解语序不同所带来的语义差异

问题，利用多头注意力机制，将关注不同语义方面的

各个注意力机制进行拼接，输入神经网络，得到更加

全面的语义理解。 最后使用 ＳＶＭ 分类算法对属性

标签进行分类。



１　 相关工作

１．１　 自注意力机制

生活中存在着很多牵动科学的规律，注意力机

制就来源于对客观规律的认知。 人类在观察客观事

物时，首先会注意到自己最感兴趣的部分，自动忽略

了其他的信息，这是人类先天具有的选择性注意意

识。 注意力机制（Ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ） ［９］ 与这种人

类选择性注意方式相似。 科学家将这种注意力方式

通过数学抽象成一种组合函数，通过计算概率分布

的形式，来表明词与词之间的联系。
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图 １　 注意力机制的结构图

Ｆｉｇ． １　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

　 　 针对传统的 Ｅｎｃｏｄｅｒ－Ｄｅｃｏｄｅｒ 框架对输入序列

区分程度不高的问题，Ｂａｈｄａｎａｕ 等人［１０］引入了注意

力机制到 Ｅｎｃｏｄｅ 端和 Ｄｅｃｏｄｅｒ 端，其提出的注意力

机制的模型结构图如图 １ 所示。 注意力机制能够提

取出稀疏数据的特征，但是没有办法提取出数据之

间的相关性。 ２０１７ 年，Ａｓｈｉｓｈ Ｖａｓｗａｎｉ 等［１１］ 提出了

Ｔｒａｎｓｆｏｒｍｅｒ 模型，该模型使用自注意力机制替换掉

Ｅｎｃｏｄｅｒ－Ｄｅｃｏｄｅｒ 框架的注意力机制，其能够提取出

词与词之间的关联度。 模型在机器翻译、语音识别

等［１２］多个领域取得了前所未有的效果。 如图 ２ 所

示，这是 Ｔｒａｎｓｆｏｒｍｅｒ 模型中一个 ｅｎｃｏｄｅｒ 的内部结

构。 编码器先将单词以词向量 ｘｉ 作为模型的输入，
一般来说，输入 ｘｉ 是经前馈神经网络训练后的词向

量［１３］。 因此，这种方式解决了 ｏｎｅ－ｈｏｔ 编码的词向

量过于稀疏的问题。 当输入 ｘｉ 进入 Ｅｎｃｏｄｅｒ 时，首
先会经过 ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ 层的计算，对单词进行编码

得到 ｚｉ。 ｚｉ 将输入序列中所有单词信息编码进每一

个单词中，通过模型的深入提炼，可以关注到词与词

之间的关联程度，然后将 ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ 层的输出传

入一个前馈神经网络中得到 ｒｉ。 为了对单词进行

非结构化编码，每一个前馈神经网络的参数都是相

同的。
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图 ２　 Ｅｎｃｏｄｅｒ 结构图

Ｆｉｇ． ２　 Ｅｎｃｏｄｅｒ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 Ｄｅｃｏｄｅｒ 的结构与 Ｅｎｃｏｄｅｒ 相似，但在 ｔｒａｎｓｆｏｒｍｅｒ
中 ｄｅｃｏｄｅｒ 只是比 Ｅｎｃｏｄｅｒ 多了 Ｅｎｃｏｄｅｒ － Ｄｅｃｏｄｅｒ
Ａｔｔｅｎｔｉｏｎ 层。 Ｔｒａｎｓｆｏｒｍｅｒ 在为模型的输入进行初始

化时，还加入了词的绝对位置信息，来解决词序的问

题。
ｘ′ ＝ ｘ ＋ ｔ．

　 　 其中， ｔ 用来表示词的绝对位置编码，通过人为

设定。 位置编码是利用 ５１２ 维的向量表示，值的大

小在－１ ～ １ 之间。 自注意力机制中的计算过程如

下：
Ｉｎｐｕｔ： ｘｉＷＱ ＷＫ ＷＶｄｋ Ｏｕｔｐｕｔ： ｚｉ
１： ＷＱ，ＷＫ，ＷＶ ＝ ｍｏｄｅｌＴｒａｉｎ（） ／ ／通过模型生成 ３ 个

权重向量 ＷＱ ， ＷＫ ， ＷＶ

２： ｑ ＝ ｘｉ·ＷＱ 　 　 ／ ／计算 查询词向量 ｑ ，关键词向

量 ｋ ，权重值向量 ｖ
３： ｋ ＝ ｘｉ·ＷＫ

４： ｖ ＝ ｘｉ·ＷＶ

５： ａｔｔｅｎｔｉｏｎＳｃｏｒｅ ＝ Ｑ × ＫＴ 　 　 ／ ／ Ｑ，Ｋ，Ｖ 是 ｑ ， ｋ ， ｖ
的矩阵表示

６： Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ ｓｏｆｔＭａｘ（ａｔｔｅｎｔｉｏｎＳｃｏｒｅ，Ｖ，
ｄｋ） ／ ／归一化并根据公式 １ 计算 Ａｔｔｅｎｔｉｏｎ
７： ｚｉ ＝ ｓｕｍ（Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ）） ／ ／计算 ｚｉ
　 　 ｚｉ 是输入另一种举证的表示形式。 每一个单词

对应行向量，列是词向量表示的一个维度。 ｓｅｌｆ －
ａｔｔｅｎｔｉｏｎ 的计算公式如下。

Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ ｓｏｆｔｍａｘ（Ｑ
× ＫＴ

ｄｋ

）·Ｖ （１）

其中， ｄｋ 为伸缩因子，起调节作用，目的是减

小 Ｑ 和 Ｋ 的内积值， Ｑ 、 Ｋ 、 Ｖ 是 ｑ 、 ｋ 、 ｖ 向量的矩

阵表示。
１．２　 多头注意力机制

虽然每个人都具有选择性注意意识，但是每个

人的注意点有所差别。 因此，将每个人的注意力点
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进行整合，就可以挖掘出因不同原因容易忽略掉的

信息。 语义的表达也类似，词与词之间的语义关系

比词的语义要复杂很多，单个注意力机制无法把词

与词之间的语义关系描述清楚，所以需要利用多个

注意力机制，来帮助模型深入理解文本。 这种描述

词与词之间语义关系的机制称为多头注意力机制

（Ｍｕｌｔｉ－ｈｅａｄ ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ） ［１４］。 在 Ｍｕｌｔｉ－ｈｅａｄ ｓｅｌｆ－
ａｔｔｅｎｔｉｏｎ 中，每个机制上的注意点都有不同的 Ｑ、Ｋ、
Ｖ 权重矩阵，并且每个注意力机制可以计算出具有

不同关联程度的 Ｚ 矩阵。 最后将多个 Ｚ 矩阵通过

拼接的方式，表达出更全面的关联程度。 计算过程

如图 ３ 所示。
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图 ３　 Ｍｕｌｔｉ－ｈｅａｄ ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ 计算过程

Ｆｉｇ． ３　 Ｍｕｌｔｉ－ｈｅａｄ ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ ｃａｌｃｕｌａｔｉｏｎ ｐｒｏｃｅｓｓ

１．３　 ＳＶＭ 分类模型

ＳＶＭ 是一种关于统计学习理论的机器学习方

法［１５］，是一种经典的二分类模型。 基本模型是线性

分类器，被定义在特征空间上，间隔最大化方式，使
其有别于感知机。 ＳＶＭ 所包含的核技巧，使其成为

实质上的非线性分类器。
ＳＶＭ 学习，能够正确分类训练数据集，并且几

何间隔最大化的分离超平面。 ω
→
·ｘ ＋ ｂ

→
＝ ０ 即为分离

超平面。 由此可知，超平面是受参数 ｗ
→

和 ｂ
→

影响。
样本到超平面的距离如公式（２）所示：

ｄ ＝ ω
→
·ｘ ＋ ｂ

→

‖ω‖
． （２）

　 　 距离超平面最近的样本被称为支持向量。 类别

不同的支持向量与超平面的距离表示为： γ ＝ ｍａｘ
２

‖ω‖２ 。 因此，需要最小化参数 ‖ω‖ 来得到最大

γ 值。
２　 基于自注意力机制的用户画像模型

在本算法的自注意力机制中，矩阵 Ｋ、Ｑ 和 Ｖ 是

相同的。 通过 Ｑ 与 Ｋ 相乘得到一个 ａｔｔｅｎｔｉｏｎ ｓｃｏｒｅ
矩阵。 利用不同的矩阵 Ｑ 和 Ｋ， 可以将单词映射到

不同空间上，提高 ａｔｔｅｎｔｉｏｎ ｓｃｏｒｅ 矩阵的泛化能力。
自注意力机制能够将一篇文本中的某个词对这篇文

本中其他词的关注程度表示出来。 例如：要理解

“我不吃苹果是因为其太甜了”这句话中的“其”指
代是“苹果”还是“我”，通过计算机来识别是非常困

难的。 但通过 ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ 查看“其”与文本中其它

词的关注程度，可以发现大部分的注意力都集中在

“苹果”上。
模型的输入类似于 Ｔｒａｎｓｆｏｒｍｅｒ 的输入，将词的

原始编码及其位置编码相加作为模型的输入。 自注

意力机制可以将输入序列中所有单词信息编码进每

一个单词中，所以文本向量不用将训练得到的每个

词向量相加来表示，只需将输入序列中第一个位置

设置成［ＣＬＳ］，模型训练结束后的输出向量即为文

本向量。 最后将文本向量作为用户特征放入分类模

型中，对用户属性进行分类。 基于自注意力机制的

用户画像的流程如图 ４ 所示。
　 　 基于自注意力机制的用户画像模型如图 ５ 所

示。 其算法实现步骤如下：
（１）对每一个输入序列的起始位置设置一个

［ＣＬＳ］。
（２）用 １０ 层 Ｅｎｃｏｄｅｒ 为输入序列中的单词进行

编码。
（３）编码器第一个位置的输出作为用户特征。
（４）使用 ＳＶＭ 分类算法对用户特征分类。
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支持向量机分类模型

分类结果

测试词向量 训练词向量

分词基于自注意力机制的
用户画像模型

文本预处理Test
Embeding

Train
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训练集

测试集

数据集

图 ４　 基于自注意力机制的用户画像流程

Ｆｉｇ． ４　 Ｕｓｅｒ ｐｏｒｔｒａｉｔ ｐｒｏｃｅｓｓ ｂａｓｅｄ ｏｎ ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

xnx0

Encoder(0)

Encoder(1)

Encoder(n)

classfier

r0 rn

图 ５　 基于自注意力机制的用户画像模型

Ｆｉｇ． ５ 　 Ｕｓｅｒ ｐｏｒｔｒａｉｔ ｍｏｄｅｌ ｄｉａｇｒａｍ ｂａｓｅｄ ｏｎ ｓｅｌｆ － ａｔｔｅｎｔｉｏｎ
ｍｅｃｈａｎｉｓｍ

３　 实验及结果分析

３．１　 数据集

实验数据集中包含了 １０ 万条用户数据和搜索

文本。 其中包括用户的学历、ＩＤ 编码、性别、年龄等

用户属性标签。 数据集取自于中国计算机学会

（ＣＣＦ）数据竞赛。 部分特征表示见表 １。
ＩＤ 是通过加密唯一表示。 在数据集中，人为把年

龄属性分为６ 类，由数字１－６ 表示；学历属性分为６ 类，
由数字 １－６ 表示；性别属性被分为 ２ 类，由数字 １－２ 表

示。 各类属性均用数字 ０ 表示未知。 本文最终实验结

果是将 １０ 万条数据进行 ５ 次五折交叉验证得到。 将

数据集划分成 ５ 份，其中 ４ 份作为训练集，１ 份作为测

试集，一共划分了 ５ 次数据集来进行实验，最后将 ５ 次

实验的结果取平均作为最终结果。
表 １　 实验数据集

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｄａｔａ ｓｅｔ

ＩＤ Ｇｅｎｄｅｒ Ａｇｅ Ｅｄｕｃａｔｉｏｎ Ｑｕｅｒｙｔｅｘｔ

Ａ３Ａ０Ｅ２５Ｃ１Ｄ６３ ２ １ ５ 你微笑如花是什么歌 　 高考体检

８ＡＢ７Ｄ１Ａ９Ｆ６８７ １ ３ ３ 伊苏树海拉比兔在哪 　 广州车展门票

Ｃ８５Ｃ８Ｃ２Ａ６Ｆ００ １ ４ ４ 木耳的功效与作用　 集成吊顶颜色怎么搭配

６９３１ＥＦＣ２６Ｄ２２９ ２ ４ ３ 野鸡蛋储存方法　 儿童舞蹈视频

３．２　 模型评估指标

将 ３ 种使用不同模型方法的查全率 Ｒ 、查准率

Ｐ 、和 Ｆ１ 的值作为评价标准［１６］。 分别计算用户的

年龄、学历、性别属性的分类召回率 Ｒ 、精确率 Ｐ 和

Ｆ１ 值。

Ｒ ＝ ＴＰ
ＴＰ ＋ ＦＮ

， （３）

Ｐ ＝ ＴＰ
ＴＰ ＋ ＦＰ

， （４）

Ｆ１ ＝ ２ × Ｐ × Ｒ
Ｐ ＋ Ｒ

． （５）

　 　 其中， ＴＰ 表示算法对某一类预测正确的个数；
ＦＰ 表示将其它类的数据错误预测为本类的个数；
ＦＮ 表示本类数据被错误预测的个数。

２５ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



３．３　 实验结果与分析

本文与使用 ＬＤＡ 模型和 Ｗｏｒｄ２Ｖｅｃ 模型的方法

进行对比分析。 每个算法统一使用 ＳＶＭ 分类器对

用户属性进行分类。 实验结果见表 ２。 ３ 种属性的

分类召回率均值、精确率均值和 Ｆ１ 均值如图 ６ 所

示。
表 ２　 不同算法的分类性能

Ｔａｂ． ２　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ

类别
ＬＤＡ

召回率 精准率 Ｆ１ 值

Ｗｏｒｄ２Ｖｅｃ

召回率 精准率 Ｆ１ 值

本文方法

召回率 精准率 Ｆ１ 值

性别 ０．７９２ ０．７９１ ０．８１３ ０．８３１ ０．８３０ ０．８３０ ０．８３６ ０．８３７ ０．８３２

年龄 ０．５６２ ０．５４２ ０．５５６ ０．６１２ ０．５８２ ０．６０１ ０．６３５ ０．６１２ ０．６３１

学历 ０．５９３ ０．５６５ ０．５７８ ０．６２８ ０．６０２ ０．６２５ ０．６４０ ０．６３２ ０．６４１

精确率均值
召回率均值
F1均值

0.72

0.70

0.68

0.66

0.64

0.62

0.60

0.58

0.56

指
标

值

LDA Word2Vec 本文算法

图 ６　 不同算法的实验结果对比

Ｆｉｇ． ６ 　 Ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｉｎ ｄｉｆｆｅｒｅｎｔ
ａｌｇｏｒｉｔｈｍｓ

　 　 从实验结果中可以看出，本文算法分类效果明

显优于其他两种算法。 本文方法的分类准确率均值

较使 用 ＬＤＡ 模 型 的 方 法 提 高 了 ９％， 较 使 用

Ｗｏｒｄ２Ｖｅｃ 模型的方法提高了 ２．１％；平均召回率较

使用 ＬＤＡ 模 型 的 方 法 提 高 了 ４． ９％， 较 使 用

Ｗｏｒｄ２Ｖｅｃ 模型的方法提高了 １．２％；Ｆ１ 均值较使用

ＬＤＡ 模型的方法提高了 １．５２％，较使用 Ｗｏｒｄ２Ｖｅｃ
模型的方法提高了 ０．９％。 因此，基于自注意力机制

的方法可以增强词与词之间的依赖关系，能够更好

的理解查询句的语义。
４　 结束语

本文研究了在搜索引擎上短文本用户画像的相

关问题。 通过实验将本文所提出的基于自注意力机

制模型的方法与 ＬＤＡ 模型、Ｗｏｒｄ２Ｖｅｃ 模型的方法，
在性别、年龄、学历 ３ 种属性的分类精准率均值、召
回率均值和 Ｆ１ 均值上进行了对比与分析。 实验结

果表明使用自注意力机制模型的方法对用户搜索文

本、进行文本表示时能得到更好的效果。 但在数据

集中还存在特征分布不平衡等问题。 例如，年龄分

布不均匀、学历分布也不均匀等。因此，进一步将通

过平衡数据的方法来提高分类精度。
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