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摘　 要： 为了充分利用用户历史行为数据的结构化特征，提高视频个性化推荐效果，本文提出了一种基于多模态特征融合的

视频个性化推荐方法。 通过 Ｗｏｒｄ２Ｖｅｃ 提取视频的词向量特征，并将视频数据从高维空间映射到低维稠密空间；提取视频图

像特征以及文本特征并与结构化特征进行融合，共同完成视频推荐任务。 通过融合 ＬｉｇｈｔＧＢＭ 和 ＤｅｅｐＦＭ 构建推荐模型，该
融合模型既具有在连续特征上的学习能力，也拥有高阶特征组合的泛化能力。 该方法能够更好的挖掘用户偏好，提高模型推

荐的准确性。
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０　 引　 言

随着移动互联网的快速发展以及智能终端的广

泛使用，用户可获取的视频数据和访问视频资源的

终端设备越来越多，在线视频平台的用户规模和视

频资源与日俱增。 为了给用户提供个性化的视频服

务，解决信息过载问题，视频推荐系统应运而生。 视

频推荐旨在为用户提供个性化、精准化的视频推荐

服务。 一个有效的推荐系统不仅能提高平台用户的

忠诚度，而且用户的转化和留存所带来的流量还可

以显著提高视频平台的收益。
目前的推荐系统能实现文字、图像、音频和视频

之间的推荐，预先对不同媒体文件进行标记，产生不

同的标签，然后通过搜索引擎搜索用户需求的内容。
但是随着视频平台的发展，用户个性化需求越来越

强烈，推荐场景也越来越复杂，对视频推荐的精准性

要求也越来越高。 传统的视频推荐方法主要包括基

于用 户 的 协 同 过 滤 （ Ｕｓｅｒ － ｂａｓｅｄ Ｃｏｌｌａｂｏｒａｔｉｖｅ
Ｆｉｌｔｅｒｉｎｇ， ＵＣＦ）、基于项目的协同过滤（ Ｉｔｅｍ－ｂａｓｅｄ
Ｃｏｌｌａｂｏｒａｔｉｖｅ Ｆｉｌｔｅｒｉｎｇ， ＩＣＦ）和基于模型的协同过滤

（Ｍｏｄｅｌ －ｂａｓｅｄ Ｃｏｌｌａｂｏｒａｔｉｖｅ Ｆｉｌｔｅｒｉｎｇ， ＭＣＦ）等。 但

是，由于协同过滤方法本身采用浅层模型，无法学习

到用户与视频之间的深层次特征，而且容易遇到冷

启动、数据稀疏和可扩展性难等问题。
为了解决协同过滤算法存在的这些问题，学者

们从多个方面进行了广泛且深入的研究，并呈现出

了诸多研究成果。 Ｓａｎｇ－Ｍｉｎ 等提出一种仅依靠电

影分类信息进行个性化推荐的方法［１］，该方法首先

通过计算得到电影类别间的相关性矩阵，然后根据



用户的历史行为计算用户对所有电影类别的偏好程

度，最后利用用户的类别偏好和目标电影类别评分

进行推荐；Ｅｌｋａｈｋｙ 等通过提取用户的浏览记录和搜

索记录来丰富用户的特征表示，并提出了一种多视

角深度神经网络模型［２］，该模型试图通过用户和视

频两种信息实体的语义匹配来实现用户的视频推

荐；Ｚａｒｚｏｕｒ 等提出了一种基于降维和聚类技术的协

同过滤算法，利用均值聚类（Ｋ－ｍｅａｎｓ ｃｌｕｓｔｅｒ）算法

对相似用户进行聚类，利用奇异值分解 （ Ｓｉｎｇｕｌａｒ
Ｖａｌｕｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ， ＳＶＤ） 对 相 似 用 户 进 行 降

维［３］。 这些方法分别从特征和模型两个方面对推

荐效果进行改进，但是忽略了用户随时间变化的行

为特征，难以捕捉用户的兴趣变化，无法实现个性化

推荐的目的。
针对个性化推荐的问题，赵楠等研究人员提出

了一种面向多维特征分析过滤的视频推荐方法［４］，
该方法从用户行为和视频标签等多个维度对视频进

行特征提取，然后进行相似性分析，利用改进的协同

过滤算法实现用户个性化视频推荐；王娜等人提出

了一种基于用户播放行为序列的个性化视频推荐方

法［５］，该方法通过提取用户观看视频的历史行为数

据，构造用户行为序列，利用词向量模型将高维序列

特征映射成低维稠密向量，提取视频的语义特征，并
通过聚类建模用户兴趣分布矩阵，结合用户兴趣偏

好和用户历史行为生成推荐列表。 这类方法能够充

分考虑用户的兴趣变化，从多个角度捕捉用户行为

与视频之间的内在关系，并利用改进的协同过滤算

法或深度学习算法实现个性化推荐。
在大数据背景下，在线视频平台可利用的数据

具有多模态、规模大、数据异构等特点，而且视频是

集文本、图像、音频为一体的综合体，用户点击视频

与否与视频的图像、标题、简介等非结构化数据有很

大关系，传统推荐方法很难从这种非结构化数据中

学习到有用的知识，进而影响推荐的准确性。 基于

此本文提出了一种多模态特征融合的个性化视频推

荐方法，该方法不仅考虑用户行为特征与视频标签

特征，还利用 Ｗｏｒｄ２Ｖｅｃ 分析用户点击行为数据，将
视频从高维空间映射到低维稠密空间，提取视频的

词向量特征。 同时，考虑用户点击视频的行为与视

频封面图像和简介之间有直接关系，故提取了视频

图像特征以及文本特征，与结构化特征进行融合，共
同训练完成视频推荐任务。 该方法充分利用不同模

态之间的差异性和相似性，增加模型对用户行为的

理解能力，提高了视频推荐的效果。

１　 数据描述与分析

１．１　 数据描述

本文采用由芒果 ＴＶ 提供的 ３０ 天线上 ｆｅｅｄ 流

产品用户行为数据集。 数据集包括：用户侧历史行

为数据、视频侧结构化数据、交互上下文数据以及媒

资原始封面和标题描述原始特征数据，总量接近一

亿条样本。
用户侧历史行为数据是由用户编号和用户观看

记录构成，每条样本表示该用户最近观看的视频及

观看时间的集合，反映了用户的历史偏好。
视频侧结构化数据是由视频编号、视频属性以

及交互当天视频的相关统计信息构成。
交互上下文数据是由用户与平台交互的时间信

息、设备信息、地点以及是否点击视频等信息构成。
媒资原始封面和标题数据是由视频编号、视频

封面和标题信息构成。 用户在点击视频之前，首先

关注的是视频封面和视频标题，符合用户兴趣的封

面和标题可以大大提高该视频的点击率，所以如何

正确利用这部分数据是提高平台推荐效果的关键。
１．２　 探索性数据分析

在推荐系统中，用户是最关键的因素，新老用户

的比例对推荐效果会有一定的影响。 如果老用户占

比大，则容易捕捉用户的兴趣偏好；反之，如果老用

户占比较小，则难以学习用户兴趣偏好，造成较大的

冷启动问题。
本文数据中用户访问次数分布如图 １ 所示。 从

图 １ 可以看出，用户 ３０ 天内平均访问次数较少，呈
现长尾分布。 且通过进一步分析发现，数据中包含

大量单次访问用户或访问次数很少的用户，对于这

类用户可通过其历史观看记录或视频实际属性确定

是否点击当前曝光的视频；而对于多次访问的用户，
可以通过统计学方法提取用户的实际偏好。
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图 １　 用户访问次数分布
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　 　 视频曝光率与点击率分布如图 ２、图 ３ 所示。
图 ２、图 ３ 分别描述了视频每天和每小时的曝光率

与点击率分布情况。 可以看出视频每天的曝光率差

异较大，点击率在第 １０ 天和第 ２０ 天出现加大起伏，
可能是由于特殊日期造成的这种现象。 视频在各个

小时的曝光率具有明显的潮汐现象，凌晨 ５ 点 ～晚

上 ２２ 点呈现整体上升趋势，晚上 ２３ 点 ～凌晨 ４ 点

呈现明显的下降趋势，这符合人们的正常作息。 特

别是在晚上 １９ 点～２２ 点上升趋势明显，可能是由于

晚间黄金档的原因造成曝光量剧增。 而点击率整体

趋于稳定，凌晨 ５ 点和晚上 ２０ 点出现上升趋势。 根

据视频曝光率和点击率在时间上的差异，可分别提

取用户和视频在时间维度上的统计特征表示其在时

间维度上的分布。
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图 ２　 视频每天的曝光率与点击率分布

Ｆｉｇ． ２　 Ｖｉｄｅｏ ｄａｉｌｙ ｅｘｐｏｓｕｒｅ ａｎｄ ｃｌｉｃｋ－ｔｈｒｏｕｇｈ ｒａｔｅ ｄｉｓｔｒｉｂｕｔｉｏｎ
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图 ３　 视频每小时的平均曝光率与点击率分布

Ｆｉｇ． ３ 　 Ｖｉｄｅｏ ｈｏｕｒｌｙ ａｖｅｒａｇｅ ｅｘｐｏｓｕｒｅ ａｎｄ ｃｌｉｃｋ － ｔｈｒｏｕｇｈ ｒａｔｅ
ｄｉｓｔｒｉｂｕｔｉｏｎ

２　 方法描述

２．１　 词频－逆文本频率

词频 － 逆文本频率 （ Ｔｅｒｍ Ｆｒｅｑｕｅｎｃｙ Ｉｎｖｅｒｓｅ
Ｄｏｃｕｍｅｎｔ Ｆｒｅｑｕｅｎｃｙ，ＴＦＩＤＦ）是一种用于咨讯检索

与咨讯探勘的加权技术，用以评估一个字词对于一

个文件集或一个语料库中的其中一份文件的重要程

度［６］。 词频（Ｔｅｒｍ ｆｒｅｑｕｅｎｃｙ，ＴＦ）指对于给定词语在

该文章中出现的次数，反映该词语对于文章主题的

重要程度。 但是一些通用词语对于文章主题预测并

没有太大作用，反而一些出现频率较少的词语更能

够表达文章主题，故提出利用逆文本频率（ Ｉｎｖｅｒｓｅ
ｄｏｃｕｍｅｎｔ ｆｒｅｑｕｅｎｃｙ， ＩＤＦ）对词语权重进行修正。 逆

文本频率的主要思想是如果给定词语在该文章中次

数较多，但是在整个语料库中出现次数较少，则说明

该词语具有很好的类别区分能力，逆文本频率越大。
ＴＦＩＤＦ 公式如式（１） ～ （３）所示。

ＴＦ ｉ，ｊ ＝
ｎｉ，ｊ

∑ ｋ
ｎｋ，ｊ

， （１）

ＩＤＦ ｉ ＝ ｌｏｇ Ｄ
｜ ｛ ｊ：ｔｉ ∈ ｄ ｊ｝ ｜

， （２）

ＴＦＩＤＦ ＝ ＴＦ × ＩＤＦ． （３）
　 　 其中， ｎｉ，ｊ 表示词语 ｉ在文章 ｊ中出现的次数；分
母表示文章 ｊ 中所有字词出现的次数之和； ｜ Ｄ ｜ 表

示语料库中所有文件的总数；分母表示包含词语 ｔｉ
的文件总数；式（３） 表示给定词语在该语料库中的

权重。 利用该方法，提取视频标题和简介的文本特

征。
２．２　 词向量

Ｗｏｒｄ２Ｖｅｃ 是 Ｇｏｏｇｌｅ 公司在 ２０１３ 年推出的一种用

于训练词向量的工具，因为其简单、高效而受到广泛关

注。 Ｗｏｒｄ２Ｖｅｃ 包含二种词向量学习模型： ＣＢＯＷ
（Ｃｏｎｔｉｎｕｅｓ Ｂａｇ ｏｆ Ｗｏｒｄｓ）模型和 Ｓｋｉｐ－ｇｒａｍ（Ｃｏｎｔｉｎｕｅｓ
Ｓｋｉｐ ｇｒａｍ）模型［７］。 模型结构如图 ４、图 ５ 所示。

Wt-2

Wt-1

Wt+1

Wt+2

Input Projection Output

图 ４　 ＣＢＯＷ 模型

Ｆｉｇ． ４　 ＣＢＯＷ ｍｏｄｅｌ

　 　 为 增 加 文 本 特 征 的 表 达 能 力， 本 文 利 用

Ｗｏｒｄ２Ｖｅｃ 提取视频标题和简介的文本特征。 同时，
为了能更好的捕捉用户历史行为的隐式特征，提取

用户历史观看记录，并将其转化为文本序列，利用

Ｗｏｒｄ２Ｖｅｃ 方法将高维视频特征映射成低维稠密向

量，与其它特征进行融合并嵌入到推荐模型中［８］。
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Input Projection Output

图 ５　 Ｓｋｉｐ－ｇｒａｍ 模型

Ｆｉｇ． ５　 Ｓｋｉｐ ｇｒａｍ ｍｏｄｅｌ

２．３　 视频推荐模型

本文采用 ＬｉｇｈｔＧＢＭ 和 ＤｅｅｐＦＭ 融合的方法，实
现视频 Ｔｏｐ Ｏｎｅ 推荐。 近年来，ＧＢＤＴ 在数据挖掘

中得到了广泛应用，通常被用于多分类、点击率预

估、搜索排序等任务。 主要思想是利用弱分类器进

行迭代训练以得到最优模型。 ＬｉｇｈｔＧＢＭ 是对 ＧＢＤＴ
的高效实现框架，解决了 ＧＢＤＴ 在面对海量数据时

出现训练速度慢，内存消耗大等缺点。
ＤｅｅｐＦＭ 也是一个被广泛应用在点击率预估中

的深度学习模型，由浅层模型 ＦＭ 和深层模型 ＤＮＮ
组成，二者分别用来提取低阶和高阶特征组合。 从本

文前面部分的数据分析可以发现，本文采用的数据较

为稀疏且维度较大，不同用户对视频有着不同的偏好

程度。 利用 ＦＭ 模型可以对稀疏特征进行稠密嵌入，
并使得每个特征的 Ｅｍｂｅｄｄｉｎｇ 非零，增加了模型的泛

化能力。 本文提出模型中的 ＤＮＮ 部分弥补了 ＦＭ 无

法构造高阶特征的缺点，使模型具备挖掘高阶组合特

征的能力，模型的具体结构如图 ６ 所示。

DNN层

输出

稀疏特征

稠密向量

FM层

图 ６　 ＤｅｅｐＦＭ 模型

Ｆｉｇ． ６　 ＤｅｅｐＦＭ ｍｏｄｅｌ

２．４　 多模态特征构造

多模态特征构造主要包括结构化特征、文本特

征以及图像特征。
结构化特征：利用用户与平台的交互记录统计每

个类别特征出现的频率作为该特征的分布。 例如，用

户观看过的视频类别数，视频所属集合类别数等统计

特征。 用户的历史观看记录能够隐式表达用户观看

视频的喜好，通过统计用户观看视频的平均时长、观
看视频的类别众数以及视频的点击率等特征表征用

户偏好。 在观看视频前，用户除了比较关注视频的类

别之外，视频由那些演员参演也是用户比较关注的焦

点。 如果一个用户比较关注某演员，则用户大概率会

点击有关该演员的相关视频。 根据该业务特点，本文

挖掘了有关视频演员列表的相关特征。 例如，用户点

击最多的演员，演员之间的相似度以及演员的 ＴＦＩＤＦ
等统计特征。 同时，由于用户行为与时间具有强相关

性，所以提取用户观看视频的时间特征表征用户行为

与时间的上下文关系，例如当前时间所对应的周几、
几点、是否为周末、是否为节假日等特征。

文本特征：主要对视频标题、视频简介以及用户

行为序列提取相应的文本特征。 在结构化特征中，
利用统计学方法提取视频演员列表特征。 但是，由
于文本数据的非结构化特点，统计特征无法表征语

料的隐式特征，故采用 Ｗｏｒｄ２Ｖｅｃ 将文本转化为词

向量，将词向量嵌入到原始特征中进行训练。 另外，
对于视频标题特征同样采用 ＴＦＩＤＦ 和 Ｗｏｒｄ２Ｖｅｃ 方

法进行特征提取。 为了更好地捕捉用户行为特征，
首先提取了用户行为记录，并将其转化为文本序列，
采用 Ｗｏｒｄ２Ｖｅｃ 方法将高维视频特征映射成低维稠

密向量，嵌入到原始特征中进行训练。
图像特征：媒资原始封面和标题数据中提供了

视频封面的原始特征向量，由于其维度较高，采用奇

异值分解方法（Ｓｉｎｇｕｌａｒ Ｖａｌｕｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ， ＳＶＤ）
和主成分分析方法（ Ｐｒｉｎｃｉｐａｌ Ｃｏｍｐｏｎｅｎｔ Ａｎａｌｙｓｉｓ，
ＰＣＡ）进行降维，生成最终的图像特征。
３　 实验结果分析

３．１　 实验数据

实验采用芒果 ＴＶ 提供的用户侧历史行为数

据、视频侧结构化数据、交互上下文数据以及媒资原

始封面和标题描述原始特征数据共九千万条样本，
利用前 ２９ 天的数据为训练集，第 ３０ 天的数据为测

试集。 训练集与测试集的统计信息见表 １。
表 １　 训练集与测试集统计信息

Ｔａｂ． １　 Ｓｔａｔｉｓｔｉｃｓ ｏｆ ｔｈｅ ｔｅｓｔ ｓｅｔ ａｎｄ ｔｒａｉｎ ｓｅｔ

数据集 样本数 特征数

训练集 ８８２７０９９８ ２５７

测试集 ３３２４５１３ ２５７

３．２　 评价指标

在机器学习算法中，ＡＵＣ 是最为常用的评价指
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标，反映了模型在整体样本间的排序能力，但是在某

些情况下，ＡＵＣ 并不能真正反映模型的好坏。 例如

本文实验中，视频 Ｔｏｐ１ 推荐属于点击率预估问题，
不同用户和视频之间的排序是个性化的，无法很好

的进行比较，实际需要衡量的是模型在不同用户对

不同视频的排序能力，这时全局 ＡＵＣ 并不能反映模

型的真实情况，故采用 Ｇｒｏｕｐ ＡＵＣ 作为模型的评价

指标。 Ｇｒｏｕｐ ＡＵＣ 首先计算的每个用户的 ＡＵＣ，然
后进行加权平均，这样能减少不同用户对不同视频

排序结果的影响。 评价指标如下所示：

ＧｒｏｕｐＡＵＣ ＝
∑ （ｕ，ｐ）

ｗ（ｕ，ｐ）∗ＡＵＣ（ｕ，ｐ）

∑ （ｕ，ｐ）
ｗ（ｕ，ｐ）

． （４）

式中， ＡＵＣ（ ｕ，ｐ ） 表示用户 ｕ的 ＡＵＣ值，ｗ（ｕ， ｐ） 表示

用户 ｕ 的权重。 在实际计算过程中，用户权重一般

为用户的点击次数，并且会忽略掉单个用户全是正

样本或负样本的情况。
３．３　 实验结果分析

为了验证本文方法的推荐精度，选取 Ｌｏｇｉｓｔｉｃｓ
Ｒｅｇｒｅｓｓｉｏｎ、Ｒａｎｄｏｍ Ｆｏｒｅｓｔ、 ＸＧＢｏｏｓｔ、 ＣａｔＢｏｏｓ、 单模

ＬｉｇｈｔＧＢＭ、单模 ＤｅｅｐＦＭ 与本文融合模型进行比较。
表 ２ 给出了不同模型之间的推荐效果，表 ３ 给出了

本文多模态特征融合方法对推荐效果的影响。
表 ２　 不同模型的推荐效果

Ｔａｂ． ２　 Ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｅｆｆｅｃｔ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

算法 ＡＵＣ ＧＡＵＣ
Ｌｏｇｉｓｔｉｃ Ｒｅｇｒｅｓｓｉｏｎ ０．６０３ ０．６００
Ｒａｎｄｏｍ Ｆｏｒｅｓｔ ０．７１０ ０．６７４

ＸＧＢｏｏｓｔ ０．７２１ ０．６８３
ＣａｔＢｏｏｓｔ ０．７９９ ０．６８３
ＬｉｇｈｔＧＢＭ ０．７６０ ０．６８５
ＤｅｅｐＦＭ ０．７５３ ０．６８４

ＬｉｇｈｔＧＢＭ＋ＤｅｅｐＦＭ ０．７６１ ０．６８６

　 　 由表 ２ 可知，单模 ＬｉｇｈｔＧＢＭ 和单模 ＤｅｅｐＦＭ 的

ＡＵＣ 指标虽然不如 ＣａｔＢｏｏｓｔ，但是在 ＧＡＵＣ 指标下

要优于其他单一模型。 与集成模型相比，Ｌｏｇｉｓｔｉｃ
Ｒｅｇｒｅｓｓｉｏｎ 效果较差，这符合预期，即集成学习模型

在高维数据中更具优势。 ＤｅｅｐＦＭ 虽然集成了 ＦＭ
和 ＤＮＮ 的优势，但是与 ＬｉｇｈｔＧＢＭ 相比结果稍差。
两模型融合之后，ＡＵＣ 和 ＧＡＵＣ 都分别提升了 ０．
２％，表明差异化模型之间进行融合有助于提高整体

的推荐效果，见表 ３。
　 　 由表 ３ 可知，通过构造用户行为序列提取视频

词向量特征与纯结构化特征相比提升了 ２．６％，融合

多模态特征后，模型提升了 ０．５％，这表明，本文提出

的方法可以有效提高推荐的准确性。

表 ３　 多模态特征融合对推荐效果的影响

Ｔａｂ． ３　 Ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ ｍｕｌｔｉ－ｍｏｄａｌ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｏｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ
ｅｆｆｅｃｔ

方法 ＡＵＣ ＧＡＵＣ

结构化特征 ０．７０２ ０．６５５
结构化特征＋行为序列特征 ０．７５２ ０．６８１
结构化特征＋行为序列特征＋

文本特征
０．７６０ ０．６８５

结构化特征＋行为序列特征＋
文本特征＋图像特征

０．７６１ ０．６８６

４　 结束语

针对当前在线视频平台推荐场景复杂化，用户

个性化需求越来越高的特点，本文提出了一种基于

多模态特征融合的个性化视频推荐方法。 为了能真

实反映实际业务中多模态数据的特点，该方法不仅

考虑用户历史行为的结构化特征，而且利用 Ｗｏｒｄ
Ｅｍｂｅｄｄｉｎｇ 捕捉用户行为的隐式特征，将视频从高维

空间映射到低维稠密空间，提取视频的词向量特征。
同时，考虑到用户点击视频的行为与视频封面图像和

简介之间有直接关系，故提取了视频图像特征以及文

本特征，从图像和文本中挖掘用户兴趣偏好，并与结

构化特征进行融合，共同训练完成视频推荐任务。 实

验证明，本文方法较其它方法提升了推荐准确度。
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