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摘　 要： 对手术器械的自动分割是微创手术机器人稳定运行的保障，目前的手术器械分割方法都由串联连接的，容易造成细

节丢失。 因此，本文提出了一种基于多头注意力机制的手术器械分割方法 （ＳＴ－ＨＲＮｅｔ），采用 ＨＲＮｅｔ 结构构建并行子网络直

接输出高分辨率特征图，防止细节丢失；还融合滑动窗口多头注意力机制来获取全局信息进一步提高分割精度。 在 Ｅｎ⁃
ｄｏｖｉｓ２０１７ 手术器械数据集和私有数据集上与 Ｕｎｅｔ、ＴｒａｎｓＵＮｅｔ、ＧＣｎｅｔ、ＨＲｎｅｔ 方法进行了对比实验，实验表明 ＳＴ－ＨＲＮｅｔ 方法

效果最佳。
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０　 引　 言

近年来，内窥镜微创手术机器人被广泛应用在

临床中，手术器械分割技术在机器人辅助手术中起

着至关重要的作用。 利用手术器械分割技术，临床

医生可以更精确地控制手术器械，从而缩短手术时

间，减少术中出血量，提高手术效率和准确性［１］。
然而，由于手术器械结构精密，工作姿态不断变化，

人体组织结构复杂等问题，手术器械的语义分割相

比医学中其他分割任务更加具有挑战性。
深度学习广泛应用于医学影像的辅助诊断

中［２］。 对于手术器械的分割，相关领域的研究人员

提出了许多方法，如：Ｚｈｅｎ 等［３］ 提出采用双重注意

力模块和金字塔上采样模块分别捕获联合语义信息

和全局上下文进行建模的金字塔注意力聚集网络。
为了突出手术器械区域，Ｙａｎｇ 等［４］ 提出一种 Ｕ－ｎｅｔ



变体网络，引入非局部注意块和双关注模块；Ｙｕ
等［５］提出一种采用密集上采样卷积代替反卷积进

行采样，并且在每个侧输出层上设置侧损失函数的

Ｕ 型变体网络。 但目前应用于手术器械分割的方法

通常由串联连接的高到低分辨率子网络组成，均有

一个低到高恢复高分辨率的过程，这个过程往往借

助插值法或者转置卷积实现，导致输出图片的精度

较低，丢失大量信息，无法保证有效的分割手术器械

尖端部位。
针对目前算法存在的一些局限性，本文基于

ＨＲｎｅｔ［６］网络框架，结合 Ｓｗｉｎ ｔｒａｎｓｆｏｒｍｅｒ［７］滑动窗口

自注意力模块，提出了一种基于多头注意力机制的

手术器械图像分割方法，命名为 ＳＴ－ＨＲＮｅｔ。 通过

对输入图像进行并行且密集的预测，直接输出高分

辨率图像，减少信息损失，对手术器械尖端的分割更

为准确。 在公开数据集 Ｅｎｄｏｖｉｓ２０１７ 和私有数据集

上进行了对比实验，得出的各项指标均为最高，证明

本文提出的方法的综合性能优于其他对比方法。

１　 方法理论

本文基于 ＨＲｎｅｔ 并行网络结构构建编码器提

取特征，进行重复的多尺度融合，输出高分辨率图

像，能够对细节特征进行提取；用 Ｓｗｉｎ－ｔｒａｎｓｆｏｒｍｅｒ
模块替换原始 ＨＲｎｅｔ 网络中大量使用的卷积层，利
用分层设计和移动窗口减少了计算复杂度，增强模

型的全局感受野，突出手术器械边缘特征。
１．１　 改进的 ＨＲｎｅｔ 网络模型结构

手术机器人中的手术器械尖端是非常重要的部

分，通常很微小且形状和尺寸变化剧烈，需要兼顾细

节的处理和全局特征的把握。 传统的对称性编解码

器网络往往先经过卷积池化得到低分辨率抽象特

征，再逐步上采样增加特征图的分辨率，还原图片尺

寸。 但是简单的上采样会丢失较多的全局信息，跳
跃连接逐级融合低层特征时又容易引入背景噪

声［８］。 ＨＲｎｅｔ 是一种高分辨率网络，从一个高分辨

率的子网络开始作为第一阶段，逐步增加高分辨率

到低分辨率的子网络，形成新的阶段，在每个阶段中

间对并行的多分辨率子网络进行尺度融合。 这种高

到低分辨率子网络并行的网络结构，不需要从低恢

复到高分辨率的过程，因此不会丢失太多细节特

征［９］。 此外，ＨＲｎｅｔ 模型执行重复的多尺度融合，利
用相同深度的中分辨率和低分辨率特征图以提高高

分辨率的表示，使高分辨率也有丰富的语义信息。
该网络的有效性在 ＣＯＣＯ 关键点检测数据集和

ＭＰＩＩ 人体姿势数据集上已经得到证明，但目前还未

用于内窥镜图像手术器械的分割研究中。
为了将 ＨＲｎｅｔ 网络模型更好地应用在内窥镜

下手术器械分割任务中，且考虑到医学图像分割的

数据集较少的现实，本文选取该网络结构体系的基

线网络 ＨＲＮｅｔ－Ｗ３２ 进行结构改进，本文提出的 ＳＴ－
ＨＲＮｅｔ 网络模型的结构，如图 １ 所示。 ＳＴ－ＨＲＮｅｔ
与 ＨＲｎｅｔ 具有相同的网络模型架构，将降采样拓展

分支之间的卷积过程称为一个阶段，共有 ４ 个阶段。
第一阶段由瓶颈模块组成，从第二阶段开始，除了第

一分支用原始的基本卷积模块，其余分支都替换成

Ｓｗｉｎ ｔｒａｎｓｆｏｒｍｅｒ 模块，增加模型的全局感受野，通过

不同注意力信息来提高模型表达能力。 网络中一共

有 ４ 个并行分支，各分支的分辨率分别为输入图像

的 １ ／ ２、１ ／ ４ 、１ ／ ８ 、１ ／ １６，为了避免分辨率下降造成

特征图的丢失，每个新增的低分辨率分支通道数增

加一倍。 Ｓｗｉｎ ｔｒａｎｓｆｏｒｍｅｒ 模块中包含了滑动窗口多

头注意力机制，随着通道数的增加，注意力头数也成

倍增加，在第四阶段的最后将所有分辨率的特征图

上采样到相同尺寸进行相加，再经过一次上采样得

到高质量分割图。 ＳＴ－ＨＲＮｅｔ 网络模型具体结构配

置见表 １，其中［１×１，６４］表示输出通道为 ６４ 的 １×１
的卷积；ＳＷ－ＳＭＡ 表示 Ｓｗｉｎ ｔｒａｎｓｆｏｒｍｅｒ 模块中的滑

动窗口多头自注意力机制，窗口大小默认为 ７； （Ｃ１，
Ｃ２，Ｃ３，Ｃ４）、（Ｈ１，Ｈ２，Ｈ３）、（Ｒ１，Ｒ２，Ｒ３） 表示不同分

辨率相关联的变换器块中的通道数、注意力头数、多
层感知机的扩展比，分别为（３０，６０，１２０，２４０）、（３，
６，１２）、（４，４，４）； （Ｍ１，Ｍ２，Ｍ３，Ｍ４） 和（Ｂ１，Ｂ２，Ｂ３，
Ｂ４） 表示每个阶段的模块数和每个阶段重复的次

数，分别为（４，４，４，４）和（１，１，４，２）。

第一阶段 第二阶段 第三阶段 第四阶段

256?256
128?128

64?6432?32
16?16

特征图Featuremaps
stridedconv

swin-trans
block

conv
block

upsample

256?256

图 １　 ＳＴ－ＨＲＮｅｔ 模型结构
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表 １　 ＳＴ－ＨＲＮｅｔ 模型的具体结构配置

Ｔａｂｌｅ １　 Ａｒｃｈｉｔｅｃｔｕｒｅ ｃｏｎｆｉｇｕｒａｔｉｏｎ ｏｆ ＳＴ－ＨＲＮｅｔ

模型结构 第一阶段 第二阶段 第三阶段 第四阶段

一分支

１ × １，６４
３ × ３，６４
１ × １，２５６
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ê
êê

ù
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ú
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× Ｍ１ × Ｂ１

３ × ３，Ｃ１

３ × ３，Ｃ１

é

ë
êê

ù

û
úú × Ｍ２ × Ｂ２

３ × ３，Ｃ１

３ × ３，Ｃ１

é

ë
êê

ù

û
úú × Ｍ３ × Ｂ３

３ × ３，Ｃ１

３ × ３，Ｃ１

é

ë
êê

ù

û
úú × Ｍ４ × Ｂ４

二分支
ＳＷ － ＭＳＡ，Ｈ１，Ｃ２

ＭＬＰ，Ｒ１

é

ë
êê

ù

û
úú × Ｍ２ × Ｂ２

ＳＷ － ＭＳＡ，Ｈ１，Ｃ２

ＭＬＰ，Ｒ１

é

ë
êê

ù

û
úú × Ｍ３ × Ｂ３

ＳＷ － ＭＳＡ，Ｈ１，Ｃ２

ＭＬＰ，Ｒ１

é

ë
êê

ù

û
úú × Ｍ４ × Ｂ４

三分支
ＳＷ － ＭＳＡ，Ｈ２，Ｃ３

ＭＬＰ，Ｒ２

é

ë
êê

ù

û
úú × Ｍ３ × Ｂ３

ＳＷ － ＭＳＡ，Ｈ２，Ｃ３

ＭＬＰ，Ｒ２

é

ë
êê

ù

û
úú × Ｍ４ × Ｂ４

四分支
ＳＷ － ＭＳＡ，Ｈ３，Ｃ４

ＭＬＰ，Ｒ３

é

ë
êê

ù

û
úú × Ｍ４ × Ｂ４

１．２　 融合 Ｓｗｉｎ ｂｌｏｃｋ 提高模型精度

随着 Ｔｒａｎｓｆｏｒｍｅｒ 模型在自然语言处理任务中

大获成功，各种融合 Ｔｒａｎｓｆｏｒｍｅｒ 模型的方法出现在

计算机视觉领域中［１０］。 ２０２０ 年 Ｄｏｓｏｖｉｔｓｋｉｙ 等［１１］提

出 ＶｉＴ（Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ）模型，首次使用一种完全

基于自注意力机制的 Ｔｒａｎｓｆｏｒｍｅｒ 模型用于图像分

类，之后越来越多的研究者提出许多 Ｔｒａｎｓｆｏｒｍｅｒ 的

变种模型用于图像视觉领域。 Ｓｗｉｎ ｔｒａｎｓｆｏｒｍｅｒｍ 模

型通过基于移位窗口的自注意力具有线性计算复杂

度，并在图像识别，密集预测任务，如对象检测和语

义分割中表现良好［７］。
与大多数基于 Ｔｒａｎｓｆｏｒｍｅｒ 的模型不同， Ｓｗｉｎ

ｔｒａｎｓｆｏｒｍｅｒ 是一种分层架构。 为了高效建模，Ｓｗｉｎ
ｔｒａｎｓｆｏｒｍｅｒ 模型提出了基于窗口的多头自注意力机

制（Ｗ－ＭＳＡ）和基于滑动窗口的多头注意力机制

（ＳＷ－ＭＳＡ）。 Ｓｗｉｎ Ｂｌｏｃｋ 是 Ｓｗｉｎ ｔｒａｎｓｆｏｒｍｅｒ 模型中

的核心部分，其结构如图 ２ 所示，Ｓｗｉｎ Ｂｌｏｃｋ 由 Ｗ－
ＭＳＡ、ＳＷ－ＭＳＡ 和多层感知机（ＭＬＰ）组成，Ｗ－ＭＳＡ
和 ＳＷ－ＭＳＡ 交替执行，并且在每个注意力模块和

ＭＬＰ 中间应用 ＬａｙｅｒＮｏｒｍ（ＬＮ）层。 在 Ｗ－ＭＳＡ 中，
输入要素将被划分为不重叠的窗口，每个窗口包含

Ｃ × Ｃ 个像素点（默认设置为 ７），Ｗ－ＭＳＡ 仅在本地

窗口内进行自注意力操作。 ＳＷ－ＭＳＡ 解决了 Ｗ－
ＭＳＡ 中窗口之间缺乏有效信息交互的问题，采用循

环位移的方式来将特征映射到多个相邻的子窗口

中，同时保持窗口的数目和规则划分相同，能在相邻

区域间建立空间依赖关系，提高模型表达能力。
　 　 图像的上下文信息对于提高语义分割准确性是

至关重要的，长过程的语义信息可以作为鉴别辅助，
从而允许模型不仅仅依赖于图像的局部信息。 由于

本文的数据集不是很大，且手术器械受环境影响容

易泛白、形状和尺寸变化剧烈，故提出使用 Ｓｗｉｎ

Ｂｌｏｃｋ 中滑动窗口多头自注意力模块代替 ＨＲＮｅｔ 中
原来的卷积层模块。

Zl

Zl+1Zl̂
^

ZlZl-1

LN

LNLN

LN

Zl+1

图 ２　 Ｓｗｉｎ Ｂｌｏｃｋ 的结构

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ Ｓｗｉｎ Ｂｌｏｃｋ

２　 实验

２．１　 数据集

为了验证本文所提出的基于多头注意力机制的

手术器械分割方法的有效性和鲁棒性，在公共数据

集 Ｅｎｄｏｖｉｓ２０１７ 和私有数据集上进行对比分割实

验。
Ｅｎｄｏｖｉｓ２０１７ 数据集：该数据集是来源于 ２０１７

年内窥镜视觉挑战赛的机器人仪器分割子挑战部

分，是手术器械分割领域最知名的数据集之一［１２］。
Ｅｎｄｏｖｉｓ２０１７ 数据集的图片包含 ７ 种大小不同的手

术器械，由 １ ８００ 张图像分辨率为 １ ２８０×１ ２０４ 的手

术图像组成，其中 １ ０８０ 张图片用于训练，３６０ 张用

于验证，３６０ 张用于测试。
私有数据集：是在消化内镜手术机器人平台收

集的，该平台基于国家重点研发计划资助项目

（２０１８ＹＦＢ１３０７７００）开发。 在做离体实验过程中，共
选取差异性比较大的 ２ ３４４ 帧，以便于更好的代表
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整个手术过程。 每一帧都包含电刀和电夹两种手术

器械，图片分辨率为 １ ３１２×１ ０２０，将采集的图片利

用标注工具（ｌａｂｅｌｍｅ 软件）进行注释。
本文基于 Ｕｂｕｎｔｕ２２．０４ 系统，使用深度学习框

架 Ｐｙｔｏｒｃｈ１．１２．０、Ｐｙｔｈｏｎ３．８ ｂ 版本以及高效便捷的

框架 Ｐｔｏｒｃｈ－Ｌｉｇｈｔｉｎｇ１．７．７ 进行实验。 每个模型在不

同的数据上训练 １００ 个 ｅｐｏｃｈ，每 ２ 个 ｅｐｏｃｈ 验证一

次，保存下 ５ 次最好的权重参数，再用这 ５ 次权重参

数分别来预测手术器械图片，得到各种指标取平均

数。 在训练过程中，改变学习率来防止过拟合。 本

实验的线程参数为 １６，初始学习速率为 ０．０００ １。 损

失函数使用 ＦｏｃａｌＬｏｓｓ，可以减少容易分类的样本的

权重，增加难以分类的样本的权重［１３］。 损失函数如

公式（１）：
ＦＬ ｐｔ( ) ＝ － αｔ （１ － ｐｔ） ｙ ｌｏｇ ｐｔ( ) （１）

　 　 其中， ｐ ∈ ［０，１］ 是模型对标记类的估计概率；
ｙ 是可调聚焦参数；α 是平衡参数。

本文将 ｙ 设为 ２，α 设为 ０．２５。
２．２　 评价指标

为了从多个角度检测本文所提出的基于多头注

意力机制的手术器械分割方法的各方面的性能，本
文使用语义分割中常用的评价指标即精确率

（Ｐｒｅｃｉｓｉｏｎ）、召回率（Ｒｅｃａｌｌ）、Ｆ１分数（Ｆ１ － Ｓｃｏｒｅ）、
平均交并比（ＭＩＯＵ）。

精确率表示模型识别为正的样本中，真正为正

类的样本所占的比例， 如公式（２）。 精确率越高说

明模型的效果越好。

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
（ＴＰ ＋ ＦＰ）

（２）

　 　 其中， ＴＰ表示真正类的类别数目，ＦＰ表示假正

性类别数目。
召回率表示模型正确识别出为正类的样本的数

量占总的正类样本数量的比值，如公式（３）。 召回

率越高，说明有更多的正类样本被模型预测正确，模
型的效果越好。

Ｒｅｃａｌｌ ＝ ＴＰ
（ＴＰ ＋ ＦＮ）

（３）

　 　 其中， ＦＮ 表示假负类类别数目。
Ｆ１ 分数被定义为精确率和召回率的调和平均

数，在尽可能的提高精确率和召回率的同时，降低两

者之间的差异，Ｆ１ － Ｓｃｏｒｅ 的计算公式（４）：

Ｆ１ － Ｓｃｏｒｅ ＝ ２ Ｐｒｅｃｉｓｉｏｎ × Ｒｅｃａｌｌ
Ｐｒｅｃｉｓｉｏｎ ＋ Ｒｅｃａｌｌ

＝ ２ＴＰ
２ＴＰ ＋ ＦＰ ＋ ＦＮ

（４）

　 　 平均交并比为数据集中的每一个类的真实掩码

和预测掩码的交集和并集之比的平均值，如公式

（５）：

ＭＩＯＵ ＝ １
ｋ ＋ １∑

ｋ

ｉ ＝ ０

ＴＰ
ＦＮ ＋ ＦＰ ＋ ＴＰ

（５）

　 　 其中， ｋ 表示分割结果的类别数。
２．３　 实验结果与分析

为了验证本文所提出的基于多头注意力机制的

手术 器 械 分 割 方 法 的 有 效 性， 在 公 共 数 据 集

Ｅｎｄｏｖｉｓ２０１７ 和私有数据集上进行实验与分析，包括

定量和定性分析，对比实验的方法有 Ｕｎｅｔ 方法［１４］、
ＴｒａｎｓＵＮｅｔ 方法［１５］、ＧＣＮｅｔ 方法［１６］、ＨＲｎｅｔ 方法。 定

量分析提供了客观的数据支持和结论验证，而定性

分析则能够帮助我们深入理解现象背后的意义和机

制，从而更好地解释和丰富定量分析的结果。
２．３．１　 定量分析

在公共数据集 Ｅｎｄｏｖｉｓ２０１７ 上的实验结果见表

２。 由表 ２ 可以看出，本文所提出的方法在综合性能

上表现最好。 与基线模型 ＨＲＮｅｔ 相比，平均交并比

提高了 ０．７３％，平均 Ｆ１ 分数提高了 ０．３５％，平均精

确率提高了 ０．１７％，平均召回率下降了０．２４％，对局

部特征图的有效处理，总体性能得到提升。 与其他

方法相比，ＳＴ－ＨＲＮｅｔ 方法在各项指标的数据均为

最高，分割性能最好。

表 ２　 Ｅｎｄｏｖｉｓ２０１７ 数据集上的性能比较

Ｔａｂｌｅ ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｎ Ｅｎｄｏｖｉｓ２０１７ ｄａｔａ ｓｅｔ

方法
平均

交并比 ／ ％
平均 Ｆ１
分数 ／ ％

平均

精确率 ／ ％
平均

召回率 ／ ％

Ｕｎｅｔ ９５．１１ ９７．４５ ９７．３４ ９７．５７

ＴｒａｎｓＵＮｅｔ ９４．８３ ９７．３０ ９７．３４ ９７．２６

ＧＣＮｅｔ ９４．２５ ９６．９８ ９６．１９ ９７．８１

ＨＲｎｅｔ ９５．１３ ９７．５１ ９７．４５ ９８．３４

ＳＴ－ＨＲＮｅｔ ９５．８６ ９７．８６ ９７．６２ ９８．１０

　 　 为了验证在不同组织环境和手术器械的场景中

ＳＴ－ＨＲＮｅｔ 方法是否具有较高的普适性，本文在私

有数据集上也做了对比实验，见表 ３。 由表 ３ 可知，
在私有数据集上 ＳＴ－ＨＲＮｅｔ 方法各项性能均为最

优，与经典医学分割方法 Ｕｎｅｔ 相比，平均交并比提

高了 ０．７２％，平均 Ｆ１ 分数提高了 ０．３７％，平均精确

率和召回率分别提高了 ０．５１％和 ０．２４％；与基线方

法 ＨＲＮｅｔ 相比，平均交并比提高了 ０．６７％，调和平

均值提高了 ０．３４％，平均精确率和召回率分别提高
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了 ０．５９％和 ０．２５％，说明本文所提出的方法具有鲁

棒性，能够在复杂的环境中有效的分割手术器械。
表 ３　 私有数据集上的性能比较

Ｔａｂｌｅ ３　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｎ ｐｒｉｖａｔｅ ｄａｔａ ｓｅｔ ％

方法
平均

交并比

平均

Ｆ１ 分数

平均

精确率

平均

召回率

Ｕｎｅｔ ９６．４５ ９８．１８ ９８．１１ ９８．２５

ＴｒａｎｓＵＮｅｔ ９３．７２ ９６．７０ ９７．１０ ９６．３５

ＧＣｎｅｔ ９５．２３ ９７．５２ ９７．８９ ９７．１７

ＨＲｎｅｔ ９６．５０ ９８．１９ ９８．０３ ９８．２４

ＳＴ－ＨＲＮｅｔ ９７．１７ ９８．５５ ９８．６２ ９８．４９

２．３．２　 定性分析

本文在 Ｅｎｄｏｖｉｓ２０１７ 数据集和私有手术器械数

据集的测试集中分别提取 ３ 张图片进行可视化结果

展示，可视化结果如图 ３ 和图 ４ 所示。
　 　 从可视化结果展示中可以看出，由于手术器械

移动造成了边缘界限模糊，本文所提方法能够完整

细致地分割出手术器械，而其余模型则对手术器械

分割较粗糙，或者对尖端分割不细致。 此外，在不同

照明和形状尺寸不一致的图片中可以看出，本文所

提方法对手术器械尖端的分割更为精确细致，且没

有噪音点。 与 ＧＣＮＮｅｔ 方法、ＨＲＮｅｔ 方法、ＴｒａｎｄＵｎｅｔ
方法、Ｕｎｅｔ 方法相比，本文所提出方法分割结果与

真实情况最为一致，符合临床手术场景的要求。

图 ３　 在公共 Ｅｎｄｏｖｉｓ２０１７ 数据集上做对比实验的可视化结果

Ｆｉｇ． ３　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｃｏｍｐａｒｉｓｏｎ ｅｘｐｅｒｉｍｅｎｔ ｏｎ ｔｈｅ ｐｕｂｌｉｃ Ｅｎｄｏｖｉｓ２０１７ ｄａｔａ ｓｅｔ

图 ４　 在私有数据集上做对比实验的可视化结果

Ｆｉｇ． ４　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｃｏｍｐａｒｉｓｏｎ ｅｘｐｅｒｉｍｅｎｔ ｏｎ ｔｈｅ ｐｒｉｖａｔｅ ｄａｔａ ｓｅｔ

　 　 通过定量和定性的分析基于多头注意力机制的

手术器械分割方法的有效性。

３　 结束语

针对手术器械分割领域中尖端部位分割不细致

等问题，本文基于 ＨＲＮｅｔ 网络结构进行改进，提出

了一种提高精度分割的有效方案。 基于 ＨＲＮｅｔ 结
构构建 ４ 条并行且分辨率不同的分支网络，将不同

分辨率特征图之间进行多尺度融合，使其高分辨率

特征图也具有丰富的语义信息，保证细节不被丢失；

９４１第 ７ 期 周梦雨， 等： 基于多头注意力机制的手术器械图像分割方法



对第二、三、四阶段的后 ３ 个分支的卷积层替换成

Ｓｗｉｎ Ｂｌｏｃｋ，采用滑动窗口多头注意力机制扩大感受

野，考虑全局信息，能够把形状和尺寸变化剧烈的手

术 器 械 进 行 完 整 地 分 割。 在 公 共 数 据 集

Ｅｎｄｏｖｉｓ２０１７ 和私有数据集上都做了验证，无论定量

和定性分析，皆验证了本文所提出方法的有效性，为
相关手术器械分割领域的研究奠定良好的基础。
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