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结合双向循环神经网络和注意力机制的微博文本情感分析
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摘　 要： 情感分析作为自然语言处理的一个重要分支，广泛应用于各个领域。 针对 ＣＮＮ 不能联系全文信息，ＲＮＮ 模型存在

时序依赖问题，对特征信息提取不充分，本文构建一种结合双向循环神经网络和注意力机制的情感分析模型。 首先，在文本

表示部分使用 Ｗｏｒｄ２Ｖｅｃ 模型获得词向量；其次，在训练模型部分构建双向循环神经网络连接注意力机制的组合模型，把双向

循环神经网络的输出做 ３ 种线性变化后输入 Ａｔｔｅｎｔｉｏｎ 机制，以此给隐层特征分配权重来整合文本信息；最后，在 ｓｉｍｐｌｉｆｙｗｅｉｂｏ＿
２＿ｐｏｌａｒｉｔｉｅｓ 数据集上验证模型的有效性。
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０　 引　 言

自然语言处理 （ Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ，
ＮＬＰ）是机器学习重要的研究方向之一，情感分析成

为自然语言处理领域的重要分支［１－２］。 自然语言处

理是利用计算机技术研究和处理语言的一门学科，
随着处理数据的规模越来越大，大部分的自然语言

处理任务，如文本分类、情感分析、中文分词、机器翻

译都很难通过经典机器学习算法完成。 针对现有模

型的缺点本文提出一种结合双向循环神经网络（Ｂｉ－
ｄｉｒｅｃｔｉｏｎａｌ Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＢｉＲＮＮ）和注意

力机制（Ａｔｔｅｎｔｉｏｎ Ｍｅｃｈａｎｉｓｍ）组合的 ＮＬＰ 模型，与

现有模型相比，该模型能更好地完成文本情感分析

任务。

１　 相关工作

情感分析可以按照实现方法分为基于规则法、
基于机器学习和基于深度学习的情感分析。

基于规则法的情感分析是通过构建情感词典和

匹配规则实现的， 不需要训练前标记数据［３］。
Ｔａｂｏａｄａ 等［４］提出了一种利用词典实现的语义倾向

计算模型，通过增强的情感词典配合强化词规则与

改进的否定词规则，综合判定文本的情感极性；王志

涛等［５］使用统计信息进行新词挖掘，生成了新的情



感词典；聂卉等［６］改进了情感词典匹配算法和经典

的互信息情感识别算法。 规则词典法的主要缺点是

对情感词典的质量过于依赖，且情感词典的构建费

时费力，对语言特征的提取不充分。
基于机器学习的情感分析是通过特征工程对文

本进行特征提取，再用机器学习模型作为分类器，完
成文本情感分析任务。 Ｐａｎｇ 等［７］ 最先在情感分析

任务中应用机器学习算法；谢丽星等［８］ 提出基于支

持线向量机（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ， ＳＶＭ）的层次

结构多策略方法；李婷婷等［９］通过结合 ＳＶＭ 和条件

随机场来进行情感分析任务，获得更好的结果；王伟

等［１０］基于潜在狄利克雷分布主题模型，结合情感词

典获得了更高的分类准确率。 基于机器学习的情感

分析存在着特征提取不充分、维度灾难和泛化能力

不足的问题。
基于深度学习的情感分析通过设计不同的网络

结构从文本中提取高层语义特征，不需要大量的人

工操作。 Ｈｉｎｔｏｎ 等［１１］提出神经网络，成为主流的情

感分析方法；Ｍｉｋｏｌｏｖ 等［１２］提出 Ｗｏｒｄ２Ｖｅｃ 工具中的

ＣＢＯＷ（Ｃｏｎｔｉｎｕｏｕｓ Ｂａｇ－ｏｆ－Ｗｏｒｄｓ）与 Ｓｋｉｐ－Ｇｒａｍ 模

型，可以快速地将单词映射到实数向量空间，为引入

各种 神 经 网 络 提 供 基 础； Ｖａｓｗａｎｉ 等［１３］ 提 出

Ｔｒａｎｓｆｏｒｍｅｒ 模型，该模型完全基于注意力机制；刘龙

飞等［１４］提出通过将字级别特征向量与词级别特征

向量分别作为句子的原始特征，再利用卷积神经网

络提取隐含的文本特征，从而实现情感分析任务；
Ｓｈａｒａｆ 等［１５］提出一种将深度神经网络与多头注意

力机制相结合的混合模型，提取位置不变的局部特

征；Ｌｉ 等［１６］提出一种双重图卷积网络模型，同时考虑

句法结构的互补性和语义相关性；梁燕等［１７］ 将 ＧＲＵ
（Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ）与 ３ 种注意力机制融合，提出

了一种针对文本中不同目标的情感分析方法；刘思琴

等［１８］提出了一种结合 ＢＥＲＴ （Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｅｎｃｏｄｅｒ
Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｒｏｍ Ｔｒａｎｓｆｏｒｍｅｒｓ）模型、双向长短时

记忆神经网络与注意力机制的情感分析模型；房京

珂［１９］用两种递归神经网络结构与 ＡＬＢＥＲＴ（Ａ Ｌｉｔｅ
ＢＥＲＴ）模型结合，在微博文本数据上的情感分析取

得更好的效果；李亦然［２０］利用情感分析技术对三孩

生育意愿进行研究， 通过对比发现， ＡＬＢＥＲＴ －
ＢｉＬＳＴＭ 模型表现最佳。

本文针对现有模型对文本高层特征提取不足的

问题，提出了结合双向递归神经网络和注意力机制

的情感分析模型（ＢＲＮＮ＿Ａｔｔ），并在 ｓｉｍｐｌｉｆｙｗｅｉｂｏ＿２＿
ｐｏｌａｒｉｔｉｅｓ 数据集上验证了模型的有效性。

２　 本文模型

本文提出的 ＢＲＮＮ＿Ａｔｔ 模型结构如图 １ 所示。
ＢＲＮＮ＿Ａｔｔ 模型由预输入层、编码层、 ＢｉＲＮＮ 层、
Ａｔｔｅｎｔｉｏｎ 层和输出层组成。
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预输入层

图 １　 ＢＲＮＮ＿Ａｔｔ 模型结构

Ｆｉｇ． １　 ＢＲＮＮ＿Ａｔｔ ｍｏｄｅｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 首先，在预输入层对得到的文本数据进行清洗，
包括停用词去除、特殊字符去除和文本分词；其次，
把数据输入到嵌入层，通过使用 Ｗｏｒｄ２Ｖｅｃ 模型把

所得数据转化为词向量；经过 ＢｉＲＮＮ 层的训练，通
过 ＢｉＲＮＮ 层提取文字信息的深层特征；在得到

ＢｉＲＮＮ 层的隐层输出，把该结果作为 Ａｔｔｅｎｔｉｏｎ 层的

输入；最后，在输出层归一化，使用 ｓｏｆｔｍａｘ 函数实现

文本情感二分类任务。
２．１　 预输入层

在预输入层对文本数据进行预清洗，处理步骤

为：去除重复文本、去除特殊字符、去除停用词、文本

分词。
停用词是指在文本中出现频率过高且信息密度

低的词，如“着”、“向”等，停用词的存在会增加数据

处理的复杂度，降低模型的效率，本文使用公开词表

来去除停用词；在中文文本的自然语言处理中，文本

分词是一个非常重要的步骤，文本分词的好坏直接

影响后续文本表示和建模的效果。 现阶段主要的分

词技术有 ４ 种：基于字典匹配的分词、基于统计信息

的分词、基于知识理解的分词和基于深度学习的分

词，考虑到现阶段基于字典匹配的分词方法十分成

熟，且实现简单高效，本文采用基于字典的分词。 经

过预输入层处理后得到文本数据表示为 Ｓ ＝ ｛ω１，
ω２，…，ωｎ｝。
２．２　 嵌入层

模型的嵌入层使用 Ｗｏｒｄ２Ｖｅｃ 模型，该模型是

目前被广泛使用的一款词向量训练工具包，其本质

上是一种无监督学习，通过 ＣＢＯＷ 模型或 Ｓｋｉｐ －
Ｇｒａｍ 模型快速地将词映射到实数向量空间。 基本
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原理是构建一个神经网络模型，根据单词的所处语

境，将每个单词的独热编码向量压缩成具有相同维

度的低维实数向量，向量中的数值可以是任何数字，
向量的维度在训练前人为指定。 ＣＢＯＷ 模型利用语

境上下文词来预测中心词，其目标函数如式（１）所

示：

Ｌ ＝ ∏
Ｔ

ｔ ＝ １
Ｐ（ｗｔ ｜ ｗ ｔ －ｍ，…，ｗ ｔ －１，ｗ ｔ ＋１…ｗ ｔ ＋ｍ） （１）

　 　 其中， Ｔ 为上下文窗口长度， ω ｔ 表示中心词向

量。
ＣＢＯＷ 模型结构如图 ２ 所示。

W(t-2) W(t-1) W(t+1) W(t+2)

W(t)

输入层

隐藏层

输出层

图 ２　 ＣＢＯＷ 模型结构

Ｆｉｇ． ２　 ＣＢＯＷ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

　 　 Ｓｋｉｐ－Ｇｒａｍ 模型的基本思想是使用中心词分别

预测其语境上下文出现的单词，通过训练得到输入

层与隐藏层之间的权值矩阵 Ｗ 作为词向量矩阵，其
目标函数如式（２）所示：

Ｌ ＝ ∏
Ｔ

ｔ ＝ １
∏

－ｍ≤ｊ≤ｍ， ｊ≠０
Ｐ（ｗ ｔ ＋ｊ ｜ ｗ ｔ） （２）

　 　 Ｓｋｉｐ－Ｇｒａｍ 模型结构图如图 ３ 所示。
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图 ３　 Ｓｋｉｐ－Ｇｒａｍ 模型结构图

Ｆｉｇ． ３　 Ｓｋｉｐ－Ｇｒａｍ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 使用 Ｗｏｒｄ２Ｖｅｃ 模型将每个单词映射到一个高

维的向量空间，设嵌入查找矩阵为 Ｅ∈ℝ Ｄ×｜Ｖ｜ ，其中

Ｄ 是词向量维数， ｜ Ｖ ｜ 是词汇表长度，经过编码层

处理后得到的词向量为 Ｘ ＝ ｛ｘ１，ｘ２，…，ｘｎ｝。
２．３　 ＢｉＲＮＮ 层

双向循环神经网络的结构如图 ４ 所示。
　 　 给定时间步长 ｔ、输入数据 Ｘ ｔ ∈Ｒｎ×ｄ，并令隐藏

层的激活函数为 ϕ， 在双向架构中，前向和反向隐

状态的更新如式（３）和式（４）所示：

Ｈ
→

ｔ ＝ ϕ（Ｘ ｔＷ（ ｆ）
ｘｈ ＋ Ｈ

→

ｔ －１Ｗ（ ｆ）
ｈｈ ＋ ｂ（ ｆ）

ｈ ） （３）

Ｈ
←

ｔ ＝ ϕ（Ｘ ｔＷ（ ｆ）
ｘｈ ＋ Ｈ

←

ｔ －１Ｗ（ ｆ）
ｈｈ ＋ ｂ（ ｆ）

ｈ ） （４）
　 　 其中， Ｗ（ ｆ）

ｘｈ 、Ｗ（ ｆ）
ｈｈ 都是模型隐层状态量， ｂ（ ｆ）

ｈ 表

示偏置项。

O1 O2 O3 Ot

H1 H2 H3 Ht
← ← ← ←

H1 H2 H3 Ht
→ → → →

X1 X2 X3 Xt

图 ４　 ＢｉＲＮＮ 网络结构图

Ｆｉｇ． ４　 ＢｉＲＮＮ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 将前向隐状态和反向隐状态连接起来获得送入

输出层的隐状态 Ｈｔ ∈ Ｒｎ×２ｈ， 最后输出层得到输出，
如式（５）所示：

Ｏｌ ＝ ＨｌＷｈｑ ＋ ｂｑ （５）
　 　 经过 ＢｉＲＮＮ 层的处理后，得到词的特征表示为

Ｏ ＝ ｛ｏ１，ｏ２，…，ｏｎ｝。
２．４　 Ａｔｔｅｎｔｉｏｎ 层

为了使模型在训练时更加关注中心词相关的情

感信息，用注意力机制来捕捉中心词和上下文词之

间的相互作用。 在序列到序列模型中文本的所有信

息被强制集中于一个语境向量中，而且循环神经网

络存在梯度消失问题，导致语境向量难以保留所有

的有效信息，编码器相当于对输入仅获取了大概信

息。 本文引入了 Ａｔｔｅｎｔｉｏｎ 机制，使编码器的输入根

据单词的不同赋予不同的权重，使目标词和上下文

词充分学习对方信息来提高情感分析建模的准确

率。 注意力机制的计算过程：根据式（６）、式（７）计
算注意力得分：

ｅｔｉ ＝ ｆ（ ｓｔ －１ｏｌ） （６）

ａｔｉ ＝ ∑
ｎ

ｋ ＝ １

ｅｘｐ（ｅｔｉ）
ｅｘｐ（ｅｉｋ）

（７）

　 　 其中， ｓｔ 为解码器中第 ｔ 步的隐藏单元状态， ｆ
为校验模型，本文采用的校验模型如式（８）所示：

ｅｉｊ ＝ ｔａｎｈ（Ｗａ·ｏｉ ＋ Ｕａ·Ｓｔ －１ ＋ ｂａ） （８）
　 　 其中， Ｗａ 和 Ｕａ 为权重矩阵， ｂａ 为偏置项。

综上可以计算出归一化的中心词注意力得分，
如式（９）所示：

ａｔｉ ＝
ｅｘｐ（ｔａｎｈ（Ｗａ·ｏｉ ＋ Ｕａ·Ｓｔ －１ ＋ ｂａ））

∑
ｎ

ｋ ＝ １
ｅｘｐ（ｔａｎｈ（Ｗａ·ｏｉ ＋ Ｕａ·Ｓｔ －１ ＋ ｂａ））

（９）

　 　 然后加权求和得到注意力层的输出，公式

８３２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



（１０）：

ｈｔ ＝ ∑
Ｔ

ｉ ＝ １
ａｔｉｏｉ （１０）

　 　 其中， ｈｉ ＝ ［ｈ
➝

ｉ，ｈ
←
］。

Ａｔｔｅｎｔｉｏｎ 机制的本质思想如图 ５ 所示。

Query AttentionValue

Value1 Value2 Value3

Key1 Key2 Key3

Source

图 ５　 注意力机制

Ｆｉｇ． ５　 Ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

　 　 Ｑｕｅｒｙ 为查询向量，将 Ｓｏｕｒｃｅ 中的构成元素抽

象为一系列键值对＜Ｋｅｙ， Ｖａｌｕｅ＞。 首先选定查询向

量，使用相似度函数计算其与各个键之间的相似度，
从而可以得到每个值的对应权值，最后进行加权求

和，得到注意力计算结果，如式（１１）所示：

Ａｔｔｅｎｔｉｏｎ（Ｑｕｅｒｙ，Ｓｏｕｒｓｅ）＝ ∑
Ｌ

ｊ ＝１
Ｓｉｍｉｌａｒｉｔｙ（Ｑｕｅｒｙ，Ｋｅｙｊ） ×

　 　 Ｖａｌｕｅｊ （１１）
　 　 其中， Ｌ 为 Ｓｏｕｒｃｅ 的元素数。

键与值相同，为输入句子中每个单词对应的特

征编码，查询向量为解码器中每一步的隐藏单元状

态。 经过 Ａｔｔｅｎｔｉｏｎ 层处理后得到词汇的特征表示

为 Ｈ ＝ ｛ｈ１，ｈ２，…，ｈｎ｝。
２．５　 输出层

在最后的输出层把经过 ＢｉＲＮＮ 层和 Ａｔｔｅｎｔｉｏｎ
层处理后的词向量作为最终的向量表示，将其归一

化，用 ｓｏｆｔｍａｘ 函数得到每个情感类别的概率。 取概

率最高的情感类别作为本文预测的情感类别，
ｓｏｆｔｍａｘ 函数的计算如公式（１２）所示：

ｙ ＝ ｓｏｆｔｍａｘ（Ｗｓｈ ＋ ｂｓ） （１２）
　 　 其中， Ｗｓ 和 ｂｓ ∈ℝ ｌ 为权重参数和偏置项， ｌ 为
情感类别，本文设置为 ２。

３　 实验与分析

３．１　 数据集

本文 所 使 用 的 数 据 集 为 ｓｉｍｐｌｉｆｙｗｅｉｂｏ ＿ ２ ＿
ｐｏｌａｒｉｔｉｅｓ 数据集，该数据集含有从网络收集的 ３６ 万

多条已经进行情感标注的新浪微博文本数据，初始

数据集中包含喜悦、愤怒、厌恶和低落 ４ 种情感类

别，分别用标签 １、２、３、４ 表示。 首先对该数据集进

行清洗，用 Ｐｋｕｓｅｇ 分词工具对文本进行分词，最后

把情感标签合并分为积极和消极两类，分别用标签

１、２ 表示。 划分的训练集、验证集和测试集数据量

见表 １。
表 １　 数据集规模

Ｔａｂｌｅ １　 Ｄａｔａｓｅｔ ｓｉｚｅ

数据集 数据条数

训练集 ２４４ ６８４

验证集 ３０ ４８１

测试集 ３０ ４８１

３．２　 数据集的文本表示

在文本表示阶段，本文使用 Ｐｙｔｈｏｎ 中的 Ｄｅｎｓｉｍ
包来实现预训练的 Ｗｏｒｄ２Ｖｅｃ 模型。 具体参数设

置：上下文窗口设置为 ５，词向量维度设置为 １５０，最
低词频数参数设置为 ８，负采样个数设置为 ５，学习

率初始化为 ０．０２。 通过该设置完成 Ｗｏｒｄ２Ｖｅｃ 模型

的训练，即可获得每个单词的词向量。
３．３　 评价指标

本文 使 用 准 确 率 （Ａｃｃｕｒａｃｙ）、Ｆ１ 值 （Ｆ１ －
ｓｃｏｒｅ） 作为模型的评价指标。 准确率是指模型正确

预测的样本数占总样本数的比例，可以有效评估模

型对分类任务的有效性，公式（１３）：

Ａｃｃｕｒａｃｙ ＝ Ｔ
Ｎ

（１３）

　 　 其中， Ｔ 表示预测正确的样本数，Ｎ 为样本总

数。
Ｆ１ 值是精度 （Ｐｒｅｃｉｓｉｏｎ） 和召回率（Ｒｅｃａｌｌ） 的调

和平均，综合考虑了模型的准确率和召回率，适用于评

价模型在不同类别上的平衡性，计算如公式（１４） ～ 公

式（１６）：

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（１４）

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（１５）

Ｆ１ ＝ ２ × ｐｒｅｃｉｓｉｏｎ × ｒｅｃａｌｌ
Ｐｒｅｃｉｓｉｏｎ ＋ Ｒｅｃａｌｌ

（１６）

　 　 其中， ＴＰ、ＦＮ、ＦＰ、ＴＮ 见表 ２。
表 ２　 混淆矩阵

Ｔａｂｌｅ ２　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

真实值

正例 负例

预测 正例 ＴＰ ＦＰ

负例 ＦＮ ＴＮ

３．４　 实验结果

保持文本预处理、文本表示技术和模型参数一

致， 以 Ｗｏｒｄ２Ｖｅｃ ＋ ＣＮＮ、 Ｗｏｒｄ２Ｖｅｃ ＋ ＲＮＮ 和
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Ｗｏｒｄ２Ｖｅｃ＋ＬＳＴＭ 为基线模型，与 ＢＲＮＮ＿Ａｔｔ 模型在

ｓｉｍｐｌｉｆｙｗｅｉｂｏ＿２＿ｐｏｌａｒｉｔｉｅｓ 数据集上做实验对比，其
实验结果见表 ３。

表 ３　 模型结果对比

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｏｄｅｌ ｒｅｓｕｌｔｓ

模型 准确率 Ｆ１ 值

Ｗｏｒｄ２Ｖｅｃ＋ＣＮＮ ０．７１３ ８ ０．８０４ ９

Ｗｏｒｄ２Ｖｅｃ＋ＲＮＮ ０．７３０ ５ ０．８０５ １

Ｗｏｒｄ２Ｖｅｃ＋ＬＳＴＭ ０．７２３ ４ ０．８０４ ２

ＢＲＮＮ＿Ａｔｔ ０．７５４ ３ ０．８３２ ４

　 　 由表 ３ 可知，本文提出的 ＢＲＮＮ＿Ａｔｔ 模型在处理

情感分析任务上存在一定的优势，对比 Ｗｏｒｄ２Ｖｅｃ＋
ＣＮＮ、Ｗｏｒｄ２Ｖｅｃ＋ＲＮＮ 和 Ｗｏｒｄ２Ｖｅｃ＋ＬＳＴＭ 在准确率

上的提升分别是 ０．０４０ ５、０．０２３ ８ 和 ０．０３０ ９，在 Ｆ１
上的提升分别是 ０．０２７ ５、０．０２７ ３ 和 ０．０２８ ２，验证了

模型的有效性。

４　 结束语

本文针对 ＣＮＮ 不能联系全文信息、ＲＮＮ 模型

存在时序依赖问题以及对特征信息提取不充分的缺

点，构建一种结合双向循环神经网络和注意力机制

的情感分析模型，并在 ｓｉｍｐｌｉｆｙｗｅｉｂｏ＿２＿ｐｏｌａｒｉｔｉｅｓ 数

据集上与 ３ 个基线模型进行对比实验，验证了本文

模型的有效性。
由于计算设备、实验时间和自身水平的限制，本

文的研究工作还存在着一些不足，未来可以从两点

进一步优化：
（１） ｓｉｍｐｌｉｆｙｗｅｉｂｏ＿２＿ｐｏｌａｒｉｔｉｅｓ 数据集可以进行

细粒度分析，本文所用的数据集虽然经过清洗，但是

在时效性、规模和分类准确度上还存在着提升空间；
（２）本文构建的情感分析模型效果还不是很理

想，未来可以尝试多种注意力机制组合设计模型，以
提升模型精度。
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