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基于自编码器的零样本扣件检测

申瑞超，柴晓冬， 李立明， 孙　 睿， 钟倩文

（上海工程技术大学 城市轨道交通学院， 上海 ２０１６２０）

摘　 要： 基于深度学习的扣件检测需要大量人工标注的扣件图像数据集驱动，然而铁路扣件图像中负样本偏少，不均衡的数

据集会使得深度学习模型的泛化能力较差，达不到检测扣件状态的效果。 针对该问题，本文提出了一种基于自编码器的零样

本扣件检测。 首先，使用欠完备自编码器、栈式自编码器和卷积自编码器提取扣件正样本图像特征；然后，通过正样本特征向

量与基向量的余弦相似度推断出负样本的分布空间；在检测时将各自编码器算法得出的结果利用多数投票法确定样本属性。
实验证明，使用本文方法，在只使用正样本训练的情况下，可以有效地检测出扣件图像的负样本，准确率为 ９５．５９％，实现了零

样本扣件检测。
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０　 引　 言

铁路运输是一种能源集约式的陆地交通运输，
因其运输量大、速度较快、受环境因素影响较小、安
全性强等特点受到国家重点发展，截至 ２０２０ 年 ７ 月

底，中国铁路运输总营业里程已超过 １４ 万千米［１］。
在铁路运输中安全尤为重要，扣件作为钢轨与枕木

的连接部件，扣件状态的检测在铁路运输安全中扮

演着重要角色。 扣件处于缺失、位移、断裂等失效状

态时，可能会造成列车脱轨等重大安全事故。 人工

巡检是常用的扣件状态检测手段之一，但绵长的铁

路线路和复杂的环境，耗费了巨大的人力和财力，工
作人员的安全也得不到保障，利用机器视觉技术检

测铁路扣件状态已成为趋势。 如 ２０ 世纪 ９０ 年代，
美国的 ＶＩＳ 综合系统使用人工和计算机结合的方式

对扣件、钢轨和道床等进行检测［２］；２０１６ 年，中国自

主研发的综合铁路巡检车在昆明铁路局试用，实现

了自动化检测钢轨表面和扣件，其对扣件状态检测

的准确率达 ９６％［３］。 为了提高准确率，机器学习和

深度学习应用到扣件检测中，如 Ｋｈａｎ Ｒ Ａ［４］等结合

脚点检测和模板匹配检测扣件；王强等［５］ 利用改进

的 ＬＢＰ 特征对扣件进行检测，提高了在不同环境下

的检测的正确率；林菲等［６］采用深度学习网络 ＶＧＧ
自动提取扣件特征，使得扣件检测的精度提升，达
９７．１４％。然而，机器视觉算法的有效性是建立在数

据分布大致均衡的假设基础上［７］，采集到的现场扣



件图像正负样本往往不均衡［８］，这样的数据训练出

的模型就会造成将负样本检测为正样本的情况。 如

Ｇｉｂｅｒｔ［９］和李永波［１０］在利用机器视觉算法检测扣件

时，正负样本失衡，虽然在其各自提出的算法中做了

验证，但是负样本较小的情况下的算法指标不能代

表模型的泛化能力［１１］，在现实应用中可能会造成漏

报率较高的情况。 为解决机器学习中样本不均衡问

题，Ｎｅｋｏｏｅｉｍｅｈｒ［１２］ 等提出了一种加权训练方式，通
过对少数样本的采样次数和权重进行自适应，实现

不均衡样本的机器学习［１２］。 本文提出了一种基于

自编码器的零样本扣件检测，只需要提供正样本，就
可以达到检测扣件状态的目的。

算法流程如图 １ 所示。 首先，使用欠完备自编

码器、栈式自编码器和卷积自编码器提取扣件正样

本图像特征；通过正样本特征向量与基向量的余弦

相似度推断出负样本的分布空间；在检测时将各自

编码器算法得出的结果利用多数投票法确定样本属

性。 实验证明，使用本文方法，在只使用正样本训练

的情况下，可以有效地检测出扣件图像的负样本，实
现了零样本扣件检测。
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图 １　 算法流程图

Ｆｉｇ． １　 Ａｌｇｏｒｉｔｈｍ ｆｌｏｗ ｃｈａｒｔ

１　 自编码器

自编码器是前馈非循环神经网络，不需要借助

事先标注的标签，通过无监督学习，学习到数据的高

效表示［１３］，具有非常好的提取数据特征的能力，在
图像重构、聚类、机器翻译等方面有着广泛应用。 自

编码器的通用结构如图 ２ 所示，有输入层、隐含层和

输出层，可以分为编码器部分和解码器部分［１４］。 假

设自编码器的输入层输入为 ｖ，隐含层的输出为 ｙ，
输出层的输出为 ｓ，则 ｖ 和 ｓ 有相同的维度，在训练

时，通过调整自编器内部的参数，尽可能的让 ｖ 和 ｓ
的值相同，训练完成后，移除解码器，新的数据经过

编码器前馈运算输出的值就是编码结果。

输入层 隐含层 输出层

编码器 解码器

wv+b w'v+b'

V y s

图 ２　 自编码器通用结构

Ｆｉｇ． ２　 Ｇｅｎｅｒａｌ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ Ａｕｔｏｅｎｃｏｄｅｒ

　 　 编码器通过式（１）将 ｖ 映射为 ｙ，实现了原始数

据的编码，解码器通过式（２） 将编码数据 ｙ 重构为

ｓ，实现数据解码。

ｙ ＝ ｆ（ｖ） ＝ ξ１（ｗ１ｖ ＋ ｂ１） （１）
ｓ ＝ ｇ（ｖ） ＝ ξ２（ｗ２ｙ ＋ ｂ２） （２）

　 　 其中， ｗ１ 和 ｂ１ 是编码器的参数矩阵和偏置量，
ｗ２ 和 ｂ２ 为解码器的参数矩阵和偏置量，通过对 ｗ１、
ｂ１、ｗ２ 和 ｂ２ 的调整，使 ｖ和 ｓ 相同；ξ １ 和 ξ ２ 为映射函

数。 本文使用 ３ 种自编码器：欠完备自编码器、栈式

自编码器和稀疏自编码器。
１．１　 欠完备自编码器

欠完备自编码器的隐含层神经元数少于输入

层， 即 ｓ 的维度小于 ｖ 的维度。 初始状态时，ｗ１、ｂ１、
ｗ２ 和 ｂ２ 都是随机初始化，通过最小化损失函数 Ｌ 实

现 ｓ 与 ｖ 的值相同。 假设 ｖ 和 ｓ 的维度为 ｎ， 本文欠

完备自编码器使用的均方误差（Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ，
ＭＳＥ）损失函数的表达式为：

Ｌ（ｖ，ｓ） ＝ １
ｎ∑

ｎ

ｉ
（ ｓｉ － ｖｉ） ２ （３）

　 　 其中， ｓｉ 表示输入图像的第 ｉ 个像素值， ｖｉ 表示

解码器的第 ｉ 个输出值。 自编码器的参数用 ｗ 表

示，参数的更新如式（４）：

ｗ ＝ ｗ － η ∂Ｌ
∂ｗ

（４）

　 　 其中， η 是学习率，通过链式求导法则更新自

编码器中的每个参数使 Ｌ（ｖ，ｓ） 趋近于 ０，此时 ｙ 就

是 ｖ 的低维度表示。
　 　 本文使用的欠完备自编码器如图 ３ 所示，隐含

层使用 ４９ 个神经元，输出层与图像维度相同，使用
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式（５） ＲｅＬｕ 作为映射函数。

ｆ（ｘ） ＝
ｘ，ｘ ≥ ０
０，ｘ ＜ ０{ （５）

　 　 在训练时将扣件图像的每个像素依次排列，拉
伸为２１１ ６００维的向量作为自编码器的输入，将输出

值带入式（３）求得损失，并通过式（４）更新自编码器

参数。

460*460

211600 211600
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图 ３　 欠完备自编码器

Ｆｉｇ． ３　 Ｕｎｄｅｒｃｏｍｐｌｅｔｅ Ａｕｔｏｅｎｃｏｄｅｒ

１．２　 栈式自编码器

栈式自编码是一个由多层自编码器堆叠组成的

神经网络，其前一层自编码器的输出作为其后一层

自编码器的输入。 对于一个 ｋ 层栈式自编码的编码

过程就是按照从前向后的顺序执行每一层自编码器

的编码步骤。 假设 Ｈｉ 表示栈式自编码器的第 ｉ层（０
≤ ｉ≤ ｋ）， 自编码器的隐含层 Ｈｉ 会作为 Ｈｉ ＋１ 层的输

入层，第一个输入层就是整个神经网络的输入层，利
用贪心算法训练每一层的步骤如下 ：
　 　 （１）首先采用自编码网络，训练从输入层到 Ｈ１

层的参数，训练完毕后，去除解码层，只留下从输入

层到隐藏层的编码阶段；
（２）接着训练从 Ｈ１ 到 Ｈ２ 的参数，把无标签数据

的 Ｈ１ 层神经元的输出值作为 Ｈ２ 层的输入，然后再

进行自编码训练，训练完毕后，再去除 Ｈ２ 层的解码

层；

　 　 （３）对所有层重复（１）和（２），即移除前面自编

码器的输出层，用另一个自编码器代替，再用反向传

播进行训练，直到栈式自编码器的层数达到 ｋ。
　 　 本文所用栈式自编码器结构如图 ４ 所示。 编码

器部分神经元采用递减式结构，减少了重要信息的

丢失；输出层的维度为 ４９；在解码器部分，各层神经

元数与解码器对称，使用式（５）作为映射函数。

460*460

211600

512512
256 49 256

512
211600

512

图 ４　 栈式自编码器

Ｆｉｇ． ４　 Ｓｔａｃｋ Ａｕｔｏｅｎｃｏｄｅｒ

１．３　 卷积自编码器

含有卷积操作层（Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒｓ）的自编

码器称为卷积自编码器。 卷积层含有一系列滤波

器，在特征图上按照一定的步长滑动，将卷积核参数

与像素值对应相乘后相加输出。 卷积层作用于图像

的局部区域进而获得图像的局部特征，多层卷积层

的应用，可以扩大这个局部区域的范围，使提取到的

特征更具备空间特性，因此卷积操作更适合用于图

像领域［１５］。
　 　 本文使用的卷积自编码器结构如图 ５ 所示。 在

编码器部分，卷积层数量为 ３，每层卷积核数量递

增，卷积核的大小为 ３×３，步长为 ３；在输出层与卷

积层之间有一个全连接层作为过渡；输出层维度为

４９；在解码器部分有与编码器部分对称的全连接层

和反卷积层，使用式（５）作为映射函数。
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Channel=32
Padding=1

FilterSize=3*3
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FilterSize=3*3
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460*460154*154*6
52*52*1618*18*3210368

49
1036818*18*3252*52*16154*154*6460*460

图 ５　 卷积自编码器

Ｆｉｇ． ５　 Ｃｏｎｖｏｌｕｔｉｏｎ Ａｕｔｏｅｎｃｏｄｅｒ

２　 余弦相似度和多数投票法

扣件图像经自编码器提取的特征都为 ４９ 维的

高维特征，本文使用余弦相似度作为度量这些高维

特征之间相似度的尺度。 余弦相似度是用空间中两

个向量的夹角来判断这两个向量的相似程度，两个

向量夹角越大，距离越远，最大距离就是两个向量夹

角 １８０°；夹角越小，距离越近，最小距离就是两个向

量夹角 ０°，完全重合。 假设有 Ａ、Ｂ两个 ｎ维向量，余
弦相似度用式（６） 求解。
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其中， Ａｉ 和 Ｂｉ 代表向量的第 ｉ 维的值。 使用 ３

种自编码器对扣件图像特征进行编码，并通过余弦

相似度确定扣件状态，当 ３ 种方法识别的扣件状态

不一致时，使用多数投票法确定结果。 假设扣件的

正常状态用 １ 表示，异常状态用 ０ 表示，其真值见

表 １。
表 １　 投票法真值表

Ｔａｂ． １　 Ｔｒｕｔｈ ｔａｂｌｅ ｏｆ ｖｏｔｉｎｇ ｍｅｔｈｏｄ

欠完备自编码器 栈式自编码器 卷积自编码器 最终结果

０ ０ ０ ０

０ ０ １ ０

０ １ ０ ０

０ １ １ １

１ ０ ０ ０

１ ０ １ １

１ １ ０ １

１ １ １ １

　 　 在多数投票法中通过统计 ３ 种检测结果中的扣

件状态，选择结果中的多数作为最终结果。 表 １ 为

３ 种自编码器可能的预测值和最终结果，预测时通

查真值表确定扣件最终状态。

３　 实验结果与分析

本文实验涉及的软硬件平台及版本信息见

表 ２。
表 ２　 实验软硬件平台及版本信息

Ｔａｂ． ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｓｏｆｔｗａｒｅ ａｎｄ ｈａｒｄｗａｒｅ ｐｌａｔｆｏｒｍ ａｎｄ ｖｅｒｓｉｏｎ
ｉｎｆｏｒｍａｔｉｏｎ

软件或硬件平台 类型或版本

ＧＰＵ Ｑｕａｄｒｏ Ｐ５０００

ＣＰＵ Ｉｎｔｅｌ（Ｒ） Ｘｅｏｎ（Ｒ） Ｗ－２１２５

ＲＡＭ １２８ＧＢ

Ｐｙｔｈｏｎ ３．５

Ｕｂｕｎｔｕ １６．０４

Ｔｅｎｓｏｒｆｌｏｗ １．４０

Ｋｅｒａｓ ２．１．３

　 　 以下实验都基于相同的软硬件条件。 本文将扣

件分为正常状态和异常状态两类，如图 ６ 所示。 异

常状态扣件包括断裂、弹出等情况。 数据集中图像

共 ６００ 张，其中正常状态扣件 ４３０ 张，异常状态扣件

１７０ 张。 随机选取 ２６０ 张正常图像作为训练集，３４０
张作为测试集。 测试集中正常状态扣件 １７０ 张，异
常状态扣件 １７０ 张。

正
常
状
态

异
常
状
态

弹条偏移 弹条断裂

图 ６　 扣件状态

Ｆｉｇ． ６　 Ｔｈｅ ｓｔａｔｅ ｏｆ ｔｈｅ ｆａｓｔｅｎｅｒ

　 　 本文用向量余弦值作为扣件状态的判定标准。
在训练集中，任意选取一个图像作为参照，经过自编

码器得到的特征 Ｔ 定义为基向量，训练集中其余图

像经过自编码器得到的向量与基向量求余弦值，该
余弦值为两张图像的相似度，范围为－１ ～ １，相似度

越接近 １，向量代表的图像与基向量越相关。 在不

同算法中特征向量的提取不尽相同，对 ３ 个自编码

器进行上述操作，得到的相似度最小值见表 ３。
表 ３　 各算法的最小相似度

Ｔａｂ． ３　 Ｍｉｎｉｍｕｍ ｓｉｍｉｌａｒｉｔｙ ｏｆ ｅａｃｈ ａｌｇｏｒｉｔｈｍ

算法 相似度最小值

栈式自编码器 ０．９７５ ６

卷积自编码器 ０．９８３ ５

欠完备自编码器 ０．９７６ １

　 　 本文将测试图像的相似度阈值设置为训练集中

相似度的最小值，即测试图像的自编码向量在相似

度最小值和 １ 之间时扣件为正样本，否则测试图像

中的扣件为负样本。 为进一步提高算法的正确率，
本文使用投票法对 ３ 种算法给出的结果使用多数投

票法进行投票。 各个算法实验结果见表 ４。
表 ４　 自编码器实验结果

Ｔａｂ． ４　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ Ａｕｔｏｅｎｃｏｄｅｒ

算法
实验结果

正样本检出数量 负样本检出数量

栈式自编码器 １４３ １５８

卷积自编码器 １４７ １６２

欠完备自编码器 １３５ １６４

多数投票法 １５９ １６６

　 　 实验证明，自编码器可以有效地提取扣件特征，
将扣件图像信息映射到高维空间中，利用特征之间

的相似度实现了在只训练正样本的情况下检测扣件

状态。 从负样本的检出数量来看，因为卷积自编码

器的卷积操作能更好地提取到扣件的空间特征，使
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得 ３ 种自编码器中，卷积自编码器表现最好。 使用

多数投票法后，正样本的检出数量和负样本的检出

数量都有所增加。
代先星使用 ＶＧＧ 深度学习网络对扣件进行分

类［８］，李永波使用 ＨＯＧ 特征提取与 ＳＶＭ 分类器结

合方式检测扣件［１０］，这两种算法的指标在各自的数

据集中都较为优秀，为证明本文算法的优越性，在相

同的软硬件条件和数据集下将本文方法与以上两种

算法对比，并使用总体精度（Ｏｖｅｒａｌｌ Ａｃｃｕｒａｃｙ，ＯＡ）、
精确率（Ｐｒｅｃｉｓｉｏｎ）、虚警率（Ｆａｌｓｅ ａｌａｒｍ，ＦＰＲ）和漏

警率（Ｍｉｓｓｉｎｇ ａｌａｒｍ，ＦＮＲ）评估扣件状态检测算法，
式（７） ～ （１０）。

ＯＡ ＝ ＴＰ
Ｎ

× １００％ （７）

Ｐｒｅｃｉｓｉｏｎ ＝
ＮＴＰ

ＮＴＰ ＋ ＮＦＰ

× １００％ （８）

ＦＰＲ ＝
ＮＦＰ

ＮＴＮ ＋ ＮＦＰ

× １００％ （９）

ＦＮＲ ＝
ＮＦＮ

ＮＴＰ ＋ ＮＦＮ

× １００％ （１０）

　 　 其中， ＴＰ 表示算法被正确分类的个数； Ｎ 代表

所有测试集的数量； ＮＴＰ 表示数据集中正样本数量；
ＮＦＰ 表示负样本被检测为正样本的数量； ＮＴＮ 表示数

据集中负样本的数量； ＮＦＮ 表示正样本被检测为负

样本的数量。
因为扣件状态的检测关乎铁路安全，所以在保

证整体精度的情况下，虚警率越低越好，算法分类实

验结果见表 ５。 由实验数据可知，传统的机器学习

在没有负样本时，整体表现较差，不能达到扣件状态

检测的效果；基于深度学习的 ＶＧＧ 网络只通过学习

正样本数据，总体精度不够，虚警率过高，不适用于

扣件检测这种负样本较少的情况；本文方法不管是

在总体精度还是虚警率方面比前两种方法都大有改

观，综合各个评价指标，本文提出的扣件检测算法最

好，实现了零样本检测铁路扣件状态。
表 ５　 算法分类实验结果

Ｔａｂ． ５　 Ａｌｇｏｒｉｔｈｍ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ％

算法
评价指标

总体精度 精确度 ＦＰＲ ＦＰＮ

ＨＯＧ＋ＳＶＭ［１１］ ５９．７１ ６６．９３ ３３．０７ ２３．７７

ＶＧＧ［８］ ７２．６５ ６４．６３ ３５．３６ ０

本文方法 ９５．５９ ９７．７０ ２．３０ ６．４７

４　 结束语

本文提出了一种基于卷积自编码器的零样本扣

件检测方法，首先通过欠完备自编码器、栈式自编码

器和卷积自编码器分别对扣件提取特征，再通过特

征与基向量的相似度判定扣件的状态，最后通过多

数投票法最终确定扣件状态，为铁路扣件检测提供

了一种新的解决思路。 本文算法在测试集中的整体

精度为 ９５．５９％，精确度为 ９７．７０％， ＦＰＲ 为 ２．３０％，
ＦＰＮ 为 ６．４７％，比传统方法和深度学习方法在评价

指标方面有所提升，本文方法解决了利用机器视觉

算法检测扣件状态时数据集不均衡的问题。
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