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基于对称百分误差的线性回归与印染工业应用

宋丛威， 张晓明

（北京雁栖湖应用数学研究院， 北京 １０１４０８）

摘　 要： 印染工业现存的问题，是如何用染料在样品试验中的浓度预测真实面料中的浓度。 理想情况下，染出相同颜色的染

料浓度，无论在样品中还是真实面料中应该是等同的，或者至少呈现线性关系。 虽然普通线性回归可以基本解决该问题，但
其为最小化绝对误差的平方和，而工业上要求用百分误差，此时不能用代数方法求解线性模型。 本文选用对称百分误差，并
为对应的损失函数构造了梯度下降算法，其解优于用普通线性回归算法，从而提高预测性能。
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０　 引　 言

目前印染工业面临的问题，是根据已知的颜色，
给出染料浓度配比，使得布料染出所需颜色［ １］。 文

献［１］中已经建立了一个高效的线性模型用于预测

染料浓度，本文则讨论另一种预测浓度的方案。 工

人通常会在正式染色前，对样品进行试验性的染色，
得到一组浓度配比。 这本身也是目前印染业标准生

产流程的环节。 理想情况下，样品试验得到的是正

式染色的浓度配比。 但在实际效果上却总是存在一

定的误差。 为了利用样品试验数据来预测正式染色

时的染料浓度配比，提出了线性模型［２－３］：

ｙ ～ ｙ^（ｘ） ＝ ａ·ｘ ＋ ｂ
　 　 其中， ｘ、 ｙ 分别是样品浓度配比和正式染色的

浓度配比。
注意：ｘ是向量，代表样品试验浓度配比，而 ｙ是

数量，代表正式染色的浓度配比的一个分量。 即使

ｙ 是向量，也假定各分量是独立的，则分别研究每个

分量即可。
为了便于理论分析，把所有参数整合成一个向

量 θ ＝ （ａ， ｂ），并把线性模型表示为［４］：

ｙ^（ｘ） ＝ θ·φ（ｘ） （１）
　 　 其中， Ｃφ（ｘ） 表示由 ｘ 决定的一组基。 在本文

中由 ｘ 的分量和 １ 构成。 考虑到下述对数线性模

型：

ｙ^（ｘ） ＝ ｅθ·φ（ｘ） （２）
　 　 相当于对 ｙ 做对数化预处理。 由于 ｘ、ｙ 有相同

的物理意义，ｘ 也会做对数化预处理。
设 θ 为 ｐ 维向量，对于 Ｎ 个样本，则有：

ｙ^（ｘ） ＝ Φ（ｘ）θ （３）

　 　 其中， ｙ^（ｘ） ＝ （ ｙ^１（ｘ）， ｙ^２（ｘ），…， ｙ^Ｎ（ｘ）） Ｔ 为Ｎ
维列向量，Φ（ｘ） ＝ （ｘｉｊ） 为 Ｎ × ｐ 的设计矩阵，习惯



上最后一列为 １。
传统的线性回归采用均方误差，本质上是最小

化绝对误差 ｜ ｙ － ｙ^ ｜ 。 但在现实生产活动中认为，对
于较小的数值要求更高的精度，也就是样本的 ｜ ｙ ｜

值越小权重越大。 相对误差 ｜ （ｙ － ｙ^） ／ ｙ ｜ 更为合

适，也称为百分误差［５－８］。
本文对相对误差做一些改良。 此时，最小二乘

法的代数方法不再适用，需用梯度下降法（ＧＤ）进行

优化。 这就是本文要解决的技术问题。 最后的数值

实验说明，在该误差下，本文方法优于普通的线性回

归。

本文做如下符号约定。 ｙ^ 表示 ｙ 的估计。 没有

歧义，不写出求和符号 Σ
ｉ
的求和范围。 本文用下指

标给样本编号，如 ｙｉ。 梯度∇是对每个函数的每个变

量求偏导数得到的列向量。 ｙ ～ ｆ（ｙ） 表示 ｙ服从概

率密度函数为 ｆ的分布，通常不是常用分布。 Ｃ总是

代表某个不必写明的次要常数。

１　 百分误差与损失函数

百分误差 ｜ （ｙ － ｙ^） ／ ｙ ｜ 已经被广泛讨论和应

用。 但本文选择其近似的对称百分误差［９］，并讨论

如何改造误差函数，最终导出回归模型的损失函

数。
１．１　 矩阵分析

考虑到 ｙ、 ｙ^ 都不一定能单独决定样本权重，方
案选用对称百分误差：

􀆠（ｙ，ｙ^） ＝
２ ｙ^ － ｙ

ｙ^ ＋ ｙ
＝ ２ １ － ｙ ／ ｙ^

１ ＋ ｙ ／ ｙ^
， 　 ｙ ∈≠ ｙ^

０， 　 　 　 　 　 　 　 　 　 ｙ ＝ ｙ^

ì

î

í

ï
ï

ï
ï

（４）

　 　 其中，系数 ２ 起到归一化的作用，在某些场合下

可以省略，并不影响分析。 限定 ｙ^≥ ０，模型输出 ｙ^＜
０ 时，会被强制取 ０。 因此，实际的线性模型为：

ｙ^（ｘ） ＝ ｍａｘ（θ·φ（ｘ）， ０） （５）

　 　 如果延拓定义域到 ｙ^ ＜ ０，则可直接取 ε ＝ １。
对于不同 ｙ， 误差曲线变化规律是不同的。 图 １ 反

映了该误差曲线的“不对称性”。
如此定义相对误差的好处，就是对异常值不敏

感。 不对误差取绝对值，是为了更准确地反映误差

的分布。
　 　 数值计算中，小数除法会导致溢出，必要时改造

为：

ｙ^ － ｙ

ｍａｘ（ ｙ^ ＋ ｙ） ／ ２，Ｃ
或

ｙ^ － ｙ

（ ｙ^ ＋ ｙ） ／ ２ ＋ Ｃ
　 　 其中， Ｃ ＞ ０ 是一个合理的常数，在程序实现时

考虑这一点。
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图 １　 不同 ｙ 值产生的误差绝对值

Ｆｉｇ． １　 Ｔｈｅ ａｂｓｏｌｕｔｅ ｖａｌｕｅ ｏｆ ｅｒｒｏｒｓ ｐｒｏｄｕｃｅｄ ｂｙ ｄｉｆｆｅｒｅｎｔ ｙ

　 　 一般情况下 ｙ － ｙ^都很小，因此可以根据近似关

系构造误差函数：ε（ｙ，ｙ^） ～ ｌｎ ｙ^ － ｌｎ ｙ，即数据对数

化处理后的绝对误差和原数据的相对误差近

似［１０］。
对于多维情形 ｙ ＝ （ｙ（１），…，ｙ（ｎ）），对每个分量

计 算 误 差 􀆠（ｙ，ｙ^） ＝ （􀆠（ｙ（１）， ｙ^（１）），…，􀆠（ｙ（ｎ），

ｙ^（ｎ））），或直接用其 ２ 范数平方根取代：

􀆠（ｙ，ｙ^） ＝ １
ｎ∑ｊ

􀆠（ｙ（ ｊ）， ｙ^（ ｊ）） ２ （６）

　 　 注：本文用下指标给样本编号，用上指标表示分

量。
１．２　 损失函数

在定义误差之后， 问题转化为最小化误差期望

Ｌ（θ） ＝ Ｅ ε（ｙ， ｙ^（θ）） ２。 其由经验误差近似计算。
对于一组独立同分布的样本（ｘｉ， ｙｉ）， ｉ ＝ １，…，Ｎ来

说，最终的损失函数为：

Ｌ（θ） ＝ １
Ｎ∑ｉ

􀆠（ｙｉ， ｙ^ｉ（θ）） ２ （７）

　 　 这个损失函数被称为 （对称） 均方百分误差。
用代数方法可以求解绝对误差下的损失函数最

小化问题，但不能求解损失函数（７）的最小化问题。
相反，本文采用一种常用的梯度下降法（ＧＤ）———
Ａｄａｍ 算法［１１－１２］，预测可以得到比最小二乘法更好

的解。
利用 ＧＤ 的关键，是计算损失函数的梯度。

ε（ｙ，ｙ^） ２ 关于参数 θ 的梯度为：
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（ ｙ^ － ｙ）∇ｙ^（θ）

ｙ
ｍ３， Ｍ ＞ Ｃ

２
Ｃ
， ｍ ≤ Ｃ

ì

î

í

ï
ïï

ï
ï

　 　 其中： ｍ ＝ ｙ ＋ ｙ^
２

对线性模型 ｙ ～ θ·ｘ 来说，

∇ｙ^（θ） ＝ ｘ；而对对数线性模型来说，∇ｙ^（θ） ＝ ｙ^（θ）ｘ
（不要忘记对 ｘ 进行预处理）。 故有：

∇Ｌ（θ） ＝ １
Ｎ∑ｉ

（ ｙ^ｉ － ｙｉ）∇ｙ^ｉ（θ）

ｙｉ

ｍｉ
３， ｍｉ ＞ Ｃ

２
Ｃ２， ｍｉ ≤ Ｃ

ì

î

í

ï
ïï

ï
ïï

（８）

　 　 其中 ｍｉ ＝
ｙｉ ＋ ｙ^ｉ

２
。

注：导数中可能出现小数的三次方除法，故在程

序设计时需考虑溢出和梯度值异常。

上述损失函数等价于， 在 ｙ 服从以 ｙ^ ＞ ０ 为中

心，取值于［０， ∞ ） 偏态分布假设下的极大似然估

计：

ｙ ～ ｅ －Ｃ
ｙ^ －ｙ

ｙ^ ＋ｙ( ) ２

　 　 式中省略了归一化参数， Ｃ大致为方差的倒数，
这个值基本决定了置信度。 该分布形状类似于逆

Ｇａｍｍａ分布，如图２所示（因为归一化因素的存在，ｙ
轴不必显示刻度）。 令相对误差 ε服从“紧支撑的正

态分布”ε ～ ｅｘｐ｛ － Ｃε２｝， － １ ≤ ε ≤ １，而绝对误

差变成了偏态的。
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图 ２　 不同估值下 ｙ 的分布

Ｆｉｇ． ２　 Ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｙ ｗｉｔｈ ｒｅｓｐｅｃｔ ｔｏ ｄｉｆｆｅｒｅｎｔ ｅｓｔｉｍａｔ

　 　 偏态分布比正态分布更符合基本要求，即当 ｙ^
较小时，应该比较大时更接近 ｙ 的准确值。

最后，损失函数的多维形式为：

Ｌ（θ） ＝ １
ｎＮ∑ｉｊ

􀆠（ｙｉ
（ ｉ）， ｙ^ｉ

（ ｊ）（θ）） ２

　 　 就本文的线性模型而言，多维输出不是本质的。
因为每个分量均独立，所以只需单独对每个分量应

用 ＧＤ，然后对其对应的损失函数值求平均即可。
１．３　 损失函数其它形式

损失函数：

Ｌ（θ） ＝ Ｅ ｜ ε（ｙ， ｙ^（θ）） ｜

～ １
Ｎ∑ｉ

｜ 􀆠（ｙｉ，ｙ^ｉ（θ） ｜ （９）

　 　 称为 （对称） 平均绝对值百分误差［１３］。 此时，
梯度为（已省略次要系数）：

～ ∑
ｉ
ｓｇｎ（ ｙ^ｉ － ｙｉ）∇ｙ^ｉ（θ）

ｙｉ

ｍｉ
２， ｍｉ ＞ Ｃ

１，　 ｍｉ ≤ Ｃ

ì

î

í

ï
ï

ïï

　 　 其中，符号函数：

ｓｇｎ（ ｔ） ＝
１， ｔ ＞ ０
－ １，ｔ ＜ ０
０，　 ｔ ＝ ０

ì

î

í

ïï

ïï

　 　 等价于，假定 ｙ 服从下述分布的极大似然估计。

ｙ ～ ｅ －Ｃ
ｙ^ －ｙ

ｙ^ ＋ｙ

　 　 通常可以考虑：

Ｌ（θ） ＝ Ｅ ｜ ε（ｙ， ｙ^（θ）） ｜ ｐ， ｐ ＞ ０ （１０）
　 　 不过对 ＧＤ 而言， ｐ ＝ ２ 依然是首选。

２　 算法与实验

本文算法利用 Ｐｙｔｈｏｎ３．８ 实现， 运行于 ＭａｃＯＳ１０．１５
上，程序设计遵从 ｓｃｉｋｉｔ－ｌｅａｒｎ 的 ＡＰＩ 设计规范［１４－１５］。
已在 Ｇｉｔｅｅ 上公开了所用数据、源代码和运行结果，
网址为 ｈｔｔｐｓ： ／ ／ ｇｉｔｅｅ．ｃｏｍ ／ ｗｉｌｌｉａｍｚｊｃ ／ ｒｅｌｉｎｅａｒ。
２．１　 算法

在此，虽然最小二乘法不再适用，但可以用来初

始化参数。 对于可微性较好的相对误差，采用梯度

下降法；对于可微性较差的相对误差，采用遗传算法

等智能算法。
算法设计采用 Ａｄａｍ 算法优化误差函数。 基本

处理过程概括如下：
（１）输入 ｘ、ｙ。
（２）可用最小二乘法初始化 θ 或随机初始化。
（３）根据式（８）计算梯度 ，并用 Ａｄａｍ 算法优化

Ｌ（θ），得到最终的 θ。
（４）预测测试数据。 本算法还具有增量学习功

能。 学习未来产生的数据时， 可以从当前存储的 θ
开始迭代，无需初始化。
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２．２　 实验

实验数据来自绍兴的一家印染工厂。 输入变量

Ｘ 是样品在小缸中进行实验的染料浓度，输出变量

Ｙ 是正式染色时的染料浓度。 两者维度为 ３，因此包

含 ３ 个线性模型，每个模型有 ４ 个参数，总共 １３４ 条

数据。
数据被随机分成训练数据（８０％） 和测试数据

（２０％）。 损失函数选用式（７）来计算。 将本文算法

和多种常用的线性模型相关算法进行比较，测试重

复进行 ５０ 次，产生 ５０ 份实验数据。 最后取这 ５０ 份

实验数据的中位数作为最终的结果，并保留 ４ 位有

效数字，实验结果见表 １。
表 １　 数值实验报告

Ｔａｂ． １　 Ｒｅｐｏｒｔ ｏｎ ｎｕｍｅｒｉｃａｌ ｅｘｐｅｒｉｍｅｎｔｓ

算法 ／ 模型 测试误差 训练误差 训练耗时 ／ ｍｓ

本文算法

线性回归

０．０２７ １４
０．３１０ １

０．０２６ ４１
０．２９２ ９

～５００
２．９８

脊回归 ０．２５７ ６ ０．２２４ ２ ３．０４７

Ｂａｙｅｓ 脊回归 ０．３０２ ３ ０．２９４ ３ ７．７９６

Ｈｕｂｅｒ 回归 ０．０９５ ４４ ０．０８９ ４４ ７０．９８

Ｔｈｅｉｌ－Ｓｅｎ 回归 ０．２３１ ７ ０．２２２ ６ ＞１ ０００

　 　 对数线性模型测试结果见表 ２。
表 ２　 对数线性模型的数值实验报告

Ｔａｂ． ２　 Ｒｅｐｏｒｔ ｏｎ ｎｕｍｅｒｉｃａｌ ｅｘｐｅｒｉｍｅｎｔｓ ｆｏｒ ｌｏｇ－ｌｉｎｅａｒ ｍｏｄｅｌｓ

算法 ／ 模型 测试误差 训练误差 训练耗时 ／ ｍｓ

本文算法

线性回归

０．００９ ４９４
０．００９ ５３９

０．００７ ８
０．００７ ８

＞１ ０００
３．４４８

脊回归 ０．００９ ７７９ ０．００７ ９６ ３．４８９

Ｂａｙｅｓ 脊回归 ０．００９ ５４３ ０．００７ ８ ８．９０４

Ｈｕｂｅｒ 回归 ０．００９ ６６８ ０．００８ ４０７ ５８．９４

Ｔｈｅｉｌ－Ｓｅｎ 回归 ０．０４２ １８ ０．０３４ ７１ ＞１ ０００

　 　 实验验证了本文算法的有效性。 在线性模型

中，其表现显著超越所有算法。 但在对数化模型中，
所有算法整体上表现相当，其中本文算法的训练误

差稍优于其它算法。 就本问题而言，对数化处理似

乎非常有效，以至于一定程度上掩盖了本文算法的

作用。 为了降低误差，设置较高的迭代次数，同时也

增加了训练时间。

３　 结束语

在工业生产中，损失函数通常有实际意义，比如

ｙ 值越小样本权重越大。 本文最终选择式 （４） 和式

（７） 作为误差函数和损失函数。 对称百分误差导出

的偏态分布一定程度上接近真实数据的分布情况。
本文算法的核心是通过 ＧＤ 优化误差函数，通

过实验充分证实了本文算法的有效性，可应用于工

业领域。 在精度方面显著高于其它算法，但是效率

较低，有待提高。
未来工作主要寻找并研究其它可行的损失函

数。 损失函数与误差的分布是联系在一起的。 因

此，构造合理的误差分布也将是未来的任务之一。
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