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分布式潜在狄利克雷分配研究综述
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摘　 要： 作为主题模型中最重要的机器学习模型，潜在狄利克雷分配问题在包括自然语言处理和信息检索等各领域展现出不

可替代的地位。 求解潜在狄利克雷分配问题主要采用变分推断和马尔科夫链蒙特卡洛两类算法。 目前，数据的增长速度早

已远超硬件能力的增长速度，因此在大数据时代，分布式平台的使用成为大数据训练的主流解决方案。 利用分布式系统加速

对潜在狄利克雷的训练和推断，成为相关研究领域的热门问题。 本文对分布式潜在狄利克雷分配算法的相关工作进行分类

整理和评估，对未来该领域的研究方向具有引导作用。
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０　 引　 言

主题模型（Ｔｏｐｉｃ Ｍｏｄｅｌｉｎｇ） 是一类重要的机器

学习（Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ） 算法，可以从已有的文档

集合中发现潜在的混合主题，这是其成为用来推断

知识的无监督学习工具［１］。 潜在狄利克雷分配

（Ｌａｔｅｎｔ Ｄｉｒｉｃｈｌｅｔ Ａｌｌｏｃａｔｉｏｎ）作为最重要的主题模型

的问题设定，在过去十年的实践中已经显示其不可

或缺的作用［２］。 其假设每个潜在主题是由字典中

多个单词混合组成的，而每个文档是由多个主题混

合组成的，基于这两个假设，可以通过生成模型生成

文档集。
潜在狄利克雷分配已被广泛应用于机器学习的

多个不同领域，包括信息检索、文本分析、数据可视

化、在线广告、推荐系统和网络分析［３］。 这些领域

不断收集待处理的数据，引发了大数据时代的到来，
目前数据的增长速度早已远超硬件能力的增长速

度，因此分布式平台的使用成为大数据训练的主流

解决方案。 现有相关综述汇总的潜在狄利克雷分配

的算法研究，停留在解决应用数学问题的阶段。 分

布式潜在狄利克雷算法的设计包含系统工程问题，
如设计数据和模型的划分与聚合、算法复杂性、通信

计算平衡性等许多方面，需要对相关研究依据不同

方法进行分类综述。
潜在狄利克雷分配可以通过两大类算法来求

解，分别是马尔科夫链蒙特卡洛（ＭＣＭＣ）和变分推

断（ＶＩ）。 ＭＣＭＣ 算法对一个马尔可夫链进行采样，
并用链上的样本来逼近后验概率的分布，该样本是

渐近精确的。 ＶＩ 算法试图找到一个分布族中能够

最小化估计后验概率和精确后验概率之间的 ＫＬ 距

离的分布，将原来的推理问题转化为优化问题。 使

用 ＭＣＭＣ 或者 ＶＩ 在大数据上进行训练时，每轮对

模型的更新都需要对整个数据集进行完整的读写和

推断，虽然这种全批策略适合于较小的数据集，但是



由于每轮迭代太耗时，性能随着数据集大小的增长

而显著降低。 因此，如何利用分布式系统实现快速

训练和推断，成为当前重要研究方向。
尽管利用随机变分推断算法解决小型和静态数

据集上的问题已被广泛和深入的研究。 但在实际情

况下，数据集通常非常庞大，并且是以流的形式收集

的。 在现实世界中，在海量流数据上运行机器学习算

法，面临 ３ 个挑战：模型演化、数据动荡和实时推断。
一系列相关研究阐述了如何分别应对这些新的挑战。

本文旨在将当前针对分布式系统中高效运行潜

在狄利克雷分配算法这一研究方向的现有成果进行

归纳整理。

１　 潜在狄利克雷分配问题

潜在狄利克雷分配（ＬＤＡ）是针对文档的概率

生成模型。 给定输入文档集合 Ｄ 和主题数量 Ｋ，
ＬＤＡ 旨在将每个文档 ｄ 表示为主题的混合分布，并
将每个主题建模为字典 Ｖ 上的混合分布。 此外，
ＬＤＡ 还推断每个文档中每个单词的主题分布。

ＬＤＡ 假设了主题和文档的生成过程。 β 代表 Ｋ
个主题中词的混合比例，是一个大小为 Ｋ × Ｖ 的矩

阵。 其中，第ｋ行对应表示了主题Ｋ上词的分布，βｋ ～
Ｄｉｒｉｃｈｌｅｔ η( ) ，表示每一个 βｋ 是从拥有对称参数 η 的

狄利克雷分布中抽取到的。 θ 是文档的主题混合比

例，是一个大小为 Ｄ × Ｋ的矩阵。 第 ｄ 行的 θｄ 对应表

示文档 ｄ 的主题混合比例， θｄ ～ Ｄｉｒｉｃｈｌｅｔ（α）， 表示

每一个 θｄ 是从拥有对称参数 α 的狄利克雷分布中

抽取到。 在生成文档 ｄ 中的第 ｎ 个单词时， 首先根

据该文档的主题分布 θｄ ，抽取一个主题作为该词对

应的主题，主题的编号 ｚｄｎ ～ Ｍｕｌｔｉｎｏｍｉａｌ θｄ( ) 。 再

根据该主题的词的分布 βｚｄｎ ，抽取了这个词 ｗｄｎ ，
ｗｄｎ ～ Ｍｕｌｔｉｎｏｍｉａｌ βｚｄｎ

( ) 。 整个文档可以通过重复

多次后生成，而整个语料库可以在重复多次抽取文

档后生成，变量之间的关系在图 １ 中用水平箭头表

示。

DataStep TopicStep
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图 １　 潜在狄利克雷分配的生成图模型

Ｆｉｇ． １　 Ｇｅｎｅｒａｔｉｖｅ ｇｒａｐｈｉｃａｌ ｍｏｄｅｌ ｏｆ ｌａｔｅｎｔ Ｄｉｒｉｃｈｌｅｔ ａｌｌｏｃａｔｉｏｎ

２　 变分推断及其分布式算法

２．１　 变分推断

求解 ＬＤＡ 问题的目标是对已给定的文档集合

ｗ 检验后验条件概率分布 ｐ β，θ，ｚ( ｗ） 。 由于后验

分布的精确推断是难以解决的，Ｂｌｅｉ 等人建议使用

变分推断（ＶＩ）来找到近似的后验条件概率分布［４］。
ＶＩ 引入了一个简单的可以被完全因子化的分

布 ｑ β，θ，ｚ( λ，γ，φ） 。 引入新添加的变分参数： λ，
γ，φ 后， ｑ 成为了精确后验条件概率分布的新的近

似表示。 在图 １ 中，水平箭头之间的依赖关系复杂，
而新填入的变分参数，带来的纵向箭头代表的

依赖关系之间相互独立，替换了原来复杂的依赖关

系。
ｑ βｋ ｜ λｋ( ) 是主题 ｋ 对应的变分概率分布，是主

题级别的变分概率分布， ｑ βｋ ｜ λｋ( ) ～ Ｄｉｒｉｃｈｌｅｔ λｋ( ) 。
不需要直接推断真实的分布 ｐ βｋ ｜ ｗ，η( ) ，ＶＩ 选择了

一个分布族 ｑ βｋ ｜ λｋ( ) ，选择其中与之距离最近的一

个，作为其近似分布。 类似地，文档级别的变分参数 γｄ

和 φｄ ， ｑ θｄ ｜ γｄ( ) ～ Ｄｉｒｉｃｈｌｅｔ γｄ( ) ，并且 ｑ（ｚｄｎ ｜ φｄｎ）
～ Ｍｕｌｔｉｎｏｍｉａｌ（φｄｎ）。

ＶＩ 的目标是最小化实际分布与近似分布之间的

ＫＬ 距离，这等价于最大化 ＥＬＢＯ。 ＥＬＢＯ 可以通过 ３
个变分参数来表示自变量，优化 ＥＬＢＯ 的过程就是选

择最佳的 λ，γ，φ， 使之最大化的过程如下：

ＥＬＢＯ ＝ ∑
ｄ

｛Ｅｑ［ｌｏｇ ｐ（β，θｄ， ｚｄ，ｗｄ ｜ α，η）］ －

Ｅｑ［ｌｏｇ ｑ（β，θｄ，ｚｄ ｜ λ，γｄ，φｄ）］｝
２．２　 随机变分推断

尽管变分推断在模型质量和收敛速度两方面优

于马尔科夫链蒙特卡洛，但在处理大规模数据集时

仍然暴露出一些不足之处。 使用变分推断进行训练

时，每轮对模型的更新都需要对整个数据集进行完

整的读取和推断，称作全批量处理（ ｆｕｌｌ－ｂａｔｃｈ），这
种全批量策略仅适合于较小的数据集。 由于每轮

迭代太耗时，算法性能随着数据集的增长而显著降

低。
随机变分推断算法，在计算海量数据时具有很

好的扩展性［５］。 随机变分推断的主要思想是在每

轮迭代时，不利用整体数据集，而是通过采集数据点

作为样本，在样本上求得有噪声的梯度，用以对整个

数据集的梯度进行无偏的估计。 Ｏｎｌｉｎｅ－ＬＤＡ 使用

随机自然梯度上升的优化方式，每轮迭代中，都在 Ｄ
中采样生成小样本集合，用来优化主题级别参数 λ，
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而文档级别的参数（γ，ϕ） 依然采用坐标上升法进

行优化。
主题级别参数和文档级别参数之间有着紧密的

关系，互相依赖。 λ 包含了来自数据集合中文档级

别参数的信息，其质量直接决定了对文档推断结果

的质量。 当使用已经收敛到较优值的 λ 推断文档

级别的参数时，才能得到更加合理的推断结果。
Ｏｎｌｉｎｅ－ＬＤＡ 与 ＶＩ－ＬＤＡ 相比，其优势来源于更

频繁地更新 λ。 频繁地利用具有正反馈含义的文

档级别参数，会使 λ 收敛地更快，反之会收敛更慢

或最终发散，无法收敛。 基于随机优化的思想，
Ｏｎｌｉｎｅ－ＬＤＡ 可以快速处理小批量（ｍｉｎｉ－ｂａｔｃｈ）文

档，以此来近似估计整体数据集的信息。 虽然小批

量文档包含一定的数据集信息，但是会存在噪声。
所以小批量的大小有一个折中的选择，过小的小批

量具有较少的语料信息，较大的噪声，导致模型收敛

过慢甚至发散；而过大的小批量减缓了更新的频率，
产生较弱的正反馈，收敛速率较低。 在每一次迭代

中采集小批量的文档作为样本，而不是单一文档作

为样本时，Ｏｎｌｉｎｅ－ＬＤＡ 可以在单机环境中快速收

敛，比基于变分推断的潜在狄利克雷分配算法收敛

快数倍。
２．３　 分布式变分推断类算法的工作

ＶＩ－ＬＤＡ 是解决潜在狄利克雷分配问题的第一

个变分推断算法［２］。 在每轮迭代中，其都会为每个

文档和文档中的每个词推断其参数。 通过划分文

档，可以对 ＶＩ－ＬＤＡ 算法中文档级别计算过程实现

并行计算［６］，在共享内存的多处理器和多核系统中

可以实现这一思想；在Ｍａｐ－Ｒｅｄｕｃｅ 框架中扩展 ＶＩ－
ＬＤＡ 的算法为 Ｍｒ．ＬＤＡ［７］。 在分布式计算框架结构

中，Ｍｒ． ＬＤＡ 设计 Ｍａｐｐｅｒｓ 划分文档级别的计算，
Ｒｅｄｕｃｅｒ 划分主题级别的计算。 在共享内存的系统

中，并行实现 ＶＩ－ＬＤＡ 算法可以使用块矩阵划分策

略［８］，其避免了内存访问的冲突，减少了多线程之

间的互锁时间，提供了基于剩余资源的动态调度。
然而，随着数据集大小的不断增加，上述 ３ 个工作的

内存需求也在增大。 Ｏｎｌｉｎｅ－ＬＤＡ 用随机优化方法

解决了这个问题；ＤｏＬＤＡ 在 ＭａｐＲｅｄｕｃｅ 框架中提出

了一种具有文档级任务划分的分布式 Ｏｎｌｉｎｅ－ＬＤＡ，
利用了有限内存和并行计算的优势［９］；Ｓｐａｒｋ－ＭＬｌｉｂ
库选择使用 ＤｏＬＤＡ 作为求解潜在狄利克雷分配问

题的主要算法，并且对其算法的实现进行了系列优

化，提供了当前性能最优的分布式 Ｏｎｌｉｎｅ － ＬＤＡ。
Ｏｎｌｉｎｅ－ＬＤＡ 理论上同样可以在参数服务器上实现，

但目前对其研究仍是空白。

３　 马尔科夫链蒙特卡洛及其分布式算法

３．１　 马尔科夫链蒙特卡洛

除了变分推断以外，潜在狄利克雷分配可以通

过另一大类方法来求解，即马尔科夫链蒙特卡洛

（ＭｏｎｔｅＣａｒｌｏＭａｒｋｏｖＣｈａｉｎ）。 马尔科夫链蒙特卡洛对

一个马尔可夫链进行采样，并用链上的样本来逼近

后验概率的分布，该样本是渐近精确的。 而变分推

断试图找到一个分布族中能够最小化估计后验概率

和精确后验概率之间的 ＫＬ－距离的分布，这将原来

的推理问题转化为优化问题。
马尔科夫链蒙特卡洛与变分推断相比有两个缺

点：
（１）虽然马尔科夫链蒙特卡洛和变分推断在理

论上可以渐近地达到相似优秀的损失函数，但在经

验上马尔科夫链蒙特卡洛的模型质量并不令人满

意［１０］。 因为潜在狄利克雷分配假设一个词属于多

个主题，是一个混合模型，但是马尔科夫链蒙特卡洛

技术通常将分配仅仅集中在单一主题上［１１］，因此其

在海量数据集和复杂模型上表现不佳，变分推断已

被证明更适合于混合模型［４］。
（２）最近的研究工作中多次表明，马尔科夫链

蒙特 卡 洛 收 敛 得 比 变 分 推 断 慢［１２］。 例 如， 在

ＰｕｂｌｉｃＭｅｄｉｃｉｎｅ 数据集上，马尔科夫链蒙特卡洛的收

敛需要对整体数据集进行成百上千轮训练，而变分

推断只需要数十轮访问整体数据集来迭代优化模

型。 因此，马尔科夫链蒙特卡洛的整体性能比变分

推断慢了一个数量级，特别是在较大的数据集上劣

势更为明显［４］。
３．２　 分布式马尔科夫链蒙特卡洛算法的工作

用吉布斯采样的方法，可以解决潜在狄利克雷

分配问题，但采样器运行代价过高［１３］。 在此基础

上，另一些工作提出各类采样器设计方法以简化计

算；利用分布偏斜的特性，仅计算每个采样计算主题

概率的一小部分［１４］；利用稀疏结构来实现较低的采

样算法复杂性［１５］；减少了子采样操作的内部迭代所

花费的时间［１６］；上述方案的混合策略，成为当前运

行最快的采样器［１２］。 另一方面，在异步系统与参数

服务器中对文档级别的计数矩阵进行划分，同样是

比较流行的方案。 ＹａｈｏｏＬＤＡ 建立了一个基于原则

和利用潜在狄利克雷分配固有稀疏性的系统［１７］；可
以对文件进行分区，并允许每个采样器与分布式系

统中的中央服务器不断的通信，这里每个采样器将
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差分发送给中央服务器，并从其接收最新的全局变

量值［１８］；可以采用非对称结构来降低通信代价，并
采用偏斜的划分策略来平衡不同服务器的负载［１２］。
另一些工作在系统中同时并行划分文档级计数矩阵

和分区级计数矩阵，由于调度复杂和分区数量庞大，
Ｐｅａｃｏｃｋ 的吞吐量通常低于仅仅划分数据的系

统［１９］；Ｆ＋ＬＤＡ 提出了一种游牧分配方案，并利用芬

威克树进行抽样［８］；在 ＬｉｇｈｔＬＤＡ 中进一步改进其分

配方案的同时，使用别名表优化采样［２０］；同时可以

采用随机版本吉布斯采样算法求解潜在狄利克雷分

配［２１］；可以在 ＧＰＵ 计算环境下实现吉布斯采样解

决潜在狄利克雷分配问题［２２］。
３．３　 分布式混合类算法的工作

混合类算法的主要思想是在主题级别推理中使

用变分推断的方法，在文档级别推理中使用马尔科

夫链蒙特卡洛的方法。 ＣＶＢ［２３］、 ＣＶＢ０［２４］ 和稀疏

ＳＶＢ［２５］用吉布斯采样来推断文档级别变量的分布，
但是在变分推断的设定中，条件概率的计算代价十

分昂贵，需要数轮的采样。 ＥＳＣＡ 存储文档级别变

量分布的充分统计量（ｓｕｆｆｉｃｉｅｎｔ ｓｔａｔｉｓｔｉｃｓ），使得内存

占用较小［１０］。 随机 ＣＶＢ、稀疏 ＳＶＢ 和 ＥＳＣＡ 是混合

类算法的随机版本，该类方法在面向主题级别的参

数时，同样可以设计出 Ｏｎｌｉｎｅ 版本的算法，与 Ｏｎｌｉｎｅ
－ＬＤＡ 类似。 同时，文档级别的划分方式也被用来

加快算法的速度。 最小化在 ＧＰＵ 上的冲突，可以实

现并行 ＣＶＢ［２６］。 分布式 ＣＶＢ 采用异步通信策

略［２７］，分布式 ＥＳＣＡ 采用同步通信策略［１０］。

４　 面向流数据处理的相关工作

４．１　 数据贝叶斯

流变分贝叶斯（ Ｓｔｒｅａｍｉｎｇ Ｖａｒｉａｔｉｏｎａｌ Ｂａｙｅｓ）代

表了学习流数据中潜在变量的最新方法［２８］。 流变

分贝叶斯引入了贝叶斯更新，以避免在每轮迭代中

大量访问历史数据：给定已经训练过的模型作为先

验知识，以及新生成的、具有相同时间戳的文档作为

观测数据，就可以使用流变分贝叶斯算法计算出近

似的后验知识；同时，后验知识对应的矩阵成为当前

最新模型。 但是，用随机变分推断求解潜在狄利克

雷分配问题时，需要假定主题分布和数据分布是相

对稳定的，这意味着其没有考虑数据动荡的情况，以
及如何保持动荡数据中的主题一致性。 当新生成数

据实例上的主题分布与拥有上一个时间戳的数据实

例上的主题分布明显不同时，利用流变分贝叶斯所

获得的先验知识更接近于被随机初始化。 在这种情

况下，每一轮的训练将不得不建立在非常模糊的草

图主题和一批无法预知其主题分布的数据实例上。
因此，流变分贝叶斯无法保持主题一致性，并且等待

训练和推断的延迟也非常高。
４．２　 通用流数据处理平台

为了在大量的流数据上进行实时推理，一些分布

式流处理系统将工作负载分为两个阶段：训练阶段和

推理阶段［２９］。 在这种框架中，训练阶段充当了预处

理步骤，延迟仅包括推断时间，因此可以通过分布式

计算来进一步加速推断。 该框架的主要局限性在于

推理结果完全取决于从历史数据中提取的主题，而忽

略了数据流上存在主题演变的事实。 为了获得高质

量的实时推理，主题演变意味着需要在数据流上进行

终身学习（持续学习）。 因此，现有的分布式流处理系

统中的潜在狄利克雷分配算法，不再是最优解。
４．３　 动态主题模型

另一方面，包括动态主题模型（ＤｙｎａｍｉｃＴＭ）在

内的一些已有工作，研究了如何在带有时间戳的小

型静态历史数据集上挖掘不断发展的主题的问

题［３０－３１］。 与经典的潜在狄利克雷分配相比，其通过

修改潜在变量之间的因果关系，设计了衍生的主题

模型公式。 类比经典潜在狄利克雷分配算法的求解

推导过程，针对动态主题模型推导类似的更新函数，
用来训练动态主题模型。 但是，这些算法无法轻量

级的部署在真实的流数据场景中，因为处理整个数

据集的训练过程是非常耗时的［３１］，并且当数据增加

时，该类算法对存储的需求非常昂贵［３０］。
４．４　 动态数据集

在动荡的数据流上，新数据实例上的主题分布

与从整个流中采样获得的数据实例上的主题分布是

不同的。 在这种情况下，已有研究针对流数据上的

潜在狄利克雷分配提出了种群变异贝叶斯（ ＰＰ －
ＬＤＡ） ［３２］和信任区域（ＴＲ－ＬＤＡ） ［３３］，以应对数据动

荡的情况。 ＰＰ－ＬＤＡ 定义了流数据的总体后验，需
要存储所有见到过的数据在所有特征上的分布，在
实践中，当数据量和特征数量增加时，这个记录的大

小会成比例增长；ＴＲ－ＬＤＡ 使用信任区域优化思想更

新模型，该算法要求从整个历史数据中无偏采集样本

数据实例来迭代优化，因此采样代价会随着数据流的

增长而增加。 尽管 ＰＰ－ＬＤＡ 和 ＴＲ－ＬＤＡ 具有一定的

理论保证，但其都需要昂贵的存储空间来存储大量历

史记录，并且每轮采样都需要昂贵的读写代价。 因此

都不适合应用在大规模流数据集上。
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５　 分布式机器学习平台

５．１　 参数服务器

通常可以将参数服务器视为一种架构，该架构

使用分布式内存来维护机器学习中的模型，并支持

保持节点间一致性的灵活的通信控制，提供了诸如

ｐｕｌｌ 和 ｐｕｓｈ 之类的原语，使用户能够使用自定义的

一致性控制器如：ＢＳＰ、ＳＳＰ 和 ＡＳＰ 同步或异步更新

模型的一部分。 自提出参数服务器概念以来，其灵

活和卓越的性能使其变得非常流行，例如：Ｌｉ 等提

出在参数服务器上执行小批量随机梯度下降算法

（ｍｉｎｉ－ｂａｔｃｈＳＧＤ） ［１８］，Ｐｅｔｕｕｍ 是使用参数服务器架

构的通用机器学习系统［３４］；也有使用参数服务器实

现求解潜在狄利克雷分配算法的工作， 例如：
ＹａｈｏｏＬＤＡ 在参数服务器之间划分数据对应的矩

阵；ＬｉｇｈｔＬＤＡ 使用参数服务器划分并存储部分主题

矩阵。 上述系统均属于基于马尔科夫链蒙特卡洛思

想求解潜在狄利克雷分配的算法。
５．２　 ＭａｐＲｅｄｕｃｅ

Ｓｐａｒｋ 原生机器学习库 ＭＬｌｉｂ，基于变分推断实

现 ＶＩ－ＬＤＡ 算法［３５］。 为了在大数据集上实现快速

收敛， ＭＬｌｉｂ 提供了基于随机变分推断实现的

ＯｎｌｉｎｅＬＤＡ 算法，优于 ＶＩ－ＬＤＡ。 同时，Ｋａｏｕｄｉ 构建

了一个基于代价的优化器，以针对给定的工作量选

择最佳的计划［３６］；Ａｎｄｅｒｓｏｎ 将 ＭＰＩ 集成到 Ｓｐａｒｋ
中，并将工作负载转移到 ＭＰＩ 环境中［３７］。 将数据从

Ｓｐａｒｋ 传输到 ＭＰＩ 环境，使用高性能 ＭＰＩ 二进制文

件进行计算，最后将结果复制回分布式文件系统中

以供进一步使用。
５．３　 计算和通信的平衡

为了平衡计算和通信，有以下几方面工作。 首

先，在给定分布式工作任务的情况下确定要使用的

计算节点数量，使用过多的计算节点会增加通信代

价，而使用过少的计算节点会增加每个节点的计算

代价。 按照这一思路，ＭｃＳｈｅｒｒｙ 认为，分布式计算的

性能至少应优于单节点上最优实现的性能［３８］；
Ｈｕａｎｇ 使用尽可能少的机器来确保性能和效率［３９］。
其次，有许多工作建议通过尽可能多地执行本地计

算来降低通信代价。 例如，Ｇｒａｐｅ 是当前最优的分

布式图形处理系统，其试图在一台机器上进行尽可

能多的计算，并减少分布式图形处理中的迭代次

数［４０］；Ｇａｉａ 是使用参数服务器的地理分布式机器学

习系统，试图尽可能使用局域网间通信而非广域网

间通信来降低通信代价［４１］；也有一些工作通过对工

作负载进行划分，以实现更好的负载平衡，从而降低

通信代价［４２］。

６　 结束语

本文首先介绍了狄利克雷分配问题，然后简要

阐述了求解该问题的两个主流方法：变分推断和马

尔科夫链蒙特卡洛。 并且，围绕两个方法的经典单

机算法，从数据划分、任务划分等思路，介绍将其转

化为分布式算法的相关工作。 综合基于变分推断、
基于马尔科夫蒙特卡洛、基于两者混合算法的并行

工作，可以得出如下结论： 第一，针对马尔科夫链蒙

特卡洛类算法的研究丰富，针对变分推断算法的研

究仍为起步阶段，而从理论和实践两方面表明，变分

推断算法优于马尔科夫链蒙特卡洛类算法，更值得

被关注和进一步研究。 第二，现有研究多集中于共

享内存的并行算法设计，而针对不共享内存的分布

式计算环境，如何提升基于随机思想的变分推断算

法效率问题，具有重要的研究意义。
紧接着，面对流数据处理带来的新挑战，本文汇

总了分别应对这些挑战的代表性算法。 现有研究开

始设计解决方案，以同时应对实时推断、主题演变、
数据动荡 ３ 方面挑战［４３］。

最后，从分布式系统角度，对系统框架设计方

案、计算与通信平衡设计方案进行了更深入的讨论。
将更多计算任务本地化，是减少通信代价的重要思

想。 参数服务器与 Ｓｐａｒｋ 相比，通信模式具有优势。
利用上述两点特性，提升 Ｓｐａｒｋ 的性能，是值得研究

的方向［４４］。
综上所述，分布式潜在狄利克雷分配算法的训

练效率和推断效果均有提高，但与此同时依然存在

着更大的提升空间。
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