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大规模知识图谱的多查询优化问题研究

郭欣彤， 高　 宏

（哈尔滨工业大学 计算机科学与技术学院， 哈尔滨 １５０００１）

摘　 要： 多查询优化问题是从一组查询中找出公共子结构，将其结果缓存起来，每个查询可以利用缓存结果构建自己的结果。
由于知识图谱上的多查询优化是 ＮＰ－ｈａｒｄ 问题，现有方法无法在大量查询同时到达时高效地查找公共子结构，也无法保证优

化后查询时间一定减少。 因此，本文提出了一个新的分布式，基于内存的 ＲＤＦ 查询引擎 Ｌｅｏｎ 来处理多查询优化问题。 Ｌｅｏｎ
使用了基于特征集合的索引和划分方法，具有简单高效、空间占用小的特点。 针对现有检测查询之间公共子结构检测算法时

间复杂度高的特点，本文提出了一个新颖的多查询优化算法：利用特征集合快速过滤没必要优化的查询，在剩下来的查询中

精确、高效地查找公共子结构。 实验结果证明：引入多查询优化情形下，时间是基准方法的 １ ／ １０。
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０　 引　 言

知识图谱将客观世界中的海量信息以结构化的

形式描述，提供了强大的组织、 管理和理解互联网

海量信息的能力。 知识图谱不仅给搜索引擎带来了

新的活力，同时也在智能决策中显示出强大威力，是
人工智能的重要基石。 随着知识图谱被广泛应用于

各个领域，在真实 ＳＰＡＲＱＬ 查询历史中发现很多相

似查询。 如果一定时间段内的相似查询可以一起处

理，就能减少冗余计算，从而大大降低查询响应时

间，提高吞吐量。 因此，本文研究在知识图谱上的多

查询优化问题。
关系数据库上的多查询优化问题是 ＮＰ－ｈａｒｄ，

由于 ＳＱＬ 与 ＳＰＡＲＱＬ 二者之间有等价关系，因此

ＲＤＦ ／ ＳＰＡＲＱＬ 上的多查询优化问题也是 ＮＰ－ｈａｒｄ。
ＭＱＯ 是关系数据和半结构化数据上的一个经典问

题，有很多方法取得了很好的效果。 一个很直观的

想法是把已有方法推广到 ＲＤＦ 数据上，但现有的方

法并不能无缝的集成在已有的 ＲＤＦ 查询引擎上，主
要原因有：

（１）关系数据上的 ＳＱＬ 查询通常可以转换成一

棵抽象语法树，在树上检测同构的子树较为简单，而
ＳＰＡＲＱＬ 查询通常表示成图结构，因此公共子结构

检测更难；
（２）ＲＤＦ 的物理存储和索引并没有固定的模

式，每个系统选用的方法都不同，例如 ＲＤＦ－３Ｘ 中

使用全索引结构［１］，Ｊｅｎａ 使用属性表［２］，还有最近

很多系统采用的垂直划分方法，这些多样的存储模

式和索引选择，使得代价估算不准确，某些情形下优

化后的响应时间并不总是小于未优化的；
（３）真实世界中的 ＳＰＡＲＱＬ 查询远比关系数据

库上的 ＳＱＬ 语句复杂，连接更多，这可以通过比较

ＴＰＣ 测试集和一些 ＲＤＦ 测试集得出结论。 随着连

接个数的增加，代价估计的准确性大幅下降。 在查



询处理时，代价估计是非常重要的，错误的代价估计

有时反而会使查询效率下降［３］。
从图的角度也有很多针对多查询优化的解法，大

多数都需要找出最大公共子图（Ｍａｘｉｍｕｍ Ｃｏｍｍｏｎ
Ｓｕｂｇｒａｐｈ， ＭＣＳ）。 由于 ＭＣＳ 检索是 ＮＰ－ｃｏｍｐｌｅｔｅ 问

题，很多查询同时到达时，时间开销难以承受。
除了多查询优化问题本身的复杂度，随着知识

图谱数据集规模的不断增大， ＲＤＦ 查询引擎的可扩

展性变得尤为重要，需要一个分布式的 ＲＤＦ 查询引

擎提高查询处理时的并行性，从而减少响应时间，此
时数据划分变得尤为重要。 众所周知，图划分问题

是 ＮＰ－ｃｏｍｐｌｅｔｅ 的，现有系统大多都基于启发式方

法，一些系统使用简单的哈希方法，但这种方法导致

很少查询能够无通信的并行计算；一些系统使用了

较为复杂的划分算法，这类方法局限于很高的预处

理代价和较高的复制系数。
为了解决现有方法不足，本文提出了一个新的

分布式，基于内存的 ＲＤＦ 查询引擎 Ｌｅｏｎ，能够解决

多查询优化问题。 Ｌｅｏｎ 使用一个基于特征集合的

平衡划分算法，具有时间复杂度低，有利于星型查询

等特点。 对之后的多查询优化也有很多好处，本文

提出了一个新颖的多查询优化算法。 首先，利用特

征集合快速过滤没有优化前景的查询；其次，利用

ｔｒｉｐｌｅｔ 进一步过滤，只保留十分相似的查询；最后，
在剩下来的查询中精确、高效地查找公共子结构。
实验结果表明，在多查询负载下，时间是无优化时的

１ ／ １０。

１　 算法框架

１．１　 特征集合

ＲＤＦ 图中的主体都有一系列谓词，同一实体类

型的主体拥有的谓词也十分相似。 真实世界中的

ＲＤＦ 数据集即使包含的三元组个数很多，谓词集合

也很少。 例 如，对于一个拥有超过 ８ 亿三元组的

ＵｎｉＰｒｏｔ 数据集来说，谓词集合只有 ６１５ 个；ＤＢＬＰ 数

据集包含 １７６．６３Ｍ 条元组，谓词集合只有 ９５ 个。 许

多其它数据集也观察到这种现象，例如：ＹＡＧＯ、
ＬｉｂｒａｒｙＴｈｉｎｇｓ、Ｂａｒｔｏｎ 等。 Ｎｅｕｍａｎｎ 和 Ｍｏｅｒｋｏｔｔ 由此

提出了特征集合的概念［４］。
给定一个 ＲＤＦ 数据图 Ｇ（Ｖ，Ｅ，Ｌ），ｓ 是一个主

体，ｓ 的特征集合 Ｓ（ ｓ） 定义为式（１）：
Ｓ ｓ( ) ＝ ｛ｐ ｜ ∃ｏ： ＜ ｓ，ｐ，ｏ ＞∈ Ｇ｝ （１）

　 　 图 Ｇ 中所有特征集合可以表示为式（２）：
Ｓ Ｇ( ) ＝ ｛Ｓ（ ｓ） ｜ ∃ｐ，ｏ： ＜ ｓ，ｐ，ｏ ＞∈ Ｇ｝ （２）

　 　 基于以上两个定义，定义特征集合块，特征集合

为 Ｓｉ 的主体对应的所有三元组，形成了一个特征集

合块 Ｂ ｉ ，式（３）：
Ｂ ｉ ＝ ｛ ＜ ｓ，ｐ，ｏ ＞ ｜ Ｓ ｓ( ) ＝ Ｓｉ｝ （３）

　 　 图中所有特征集合块可以表示为式（４）：
Ｂ（Ｇ） ＝ ｛Ｂ ｉ ｜ Ｓｉ ∈ Ｓ（Ｇ）｝ （４）

　 　 显然， Ｂ（Ｇ） 是 ＲＤＦ 数据图以主体为中心的一

个划分，特征集合Ｓｉ 和特征集合块 Ｂ ｉ 之间是一一对

应的。
将 ＲＤＦ 图中的三元组根据特征集合编码，使用

基于特征集合的平衡划分算法将特征集合块发送到

从节点中。 为了使各个节点上的工作量较为平均，
保持每台机器上的三元组个数接近。 假设划分计划

表示为 Ｐ ＝ ｛Ｐ１，Ｐ２，…，Ｐｋ｝。 将 ｜ Ｅ ｜ 条三元组平均

分配到 ｋ 个节点上，那么每台机器上的数量应为 ｜ Ｅ
｜ ／ ｋ 个。 根据每个特征集合块内三元组数量从大到

小排序，将排序后的特征集合块贪心地放入剩余容

量最多的节点。
１．２　 公共子结构检测

多查询优化算法的核心是公共子结构检测，主
要分为 ３ 个步骤：

（１） 将 ＳＰＡＲＱＬ 查询根据特征集合进行分解，
根据包含的特征集合，将查询划分成几个粗粒度的

聚类；
（２）使用 ｔｒｉｐｌｅｔ 进一步精细聚类，只保留非常相

似的查询进行优化；
（３） 找出查询间准确的公共子结构。
到达的 ＳＰＡＲＱＬ 查询会被分解成一系列不相

交的星型的子查询，称为 ｆｏｒｋ。 ｆｏｒｋ 中的三元组模

式有相同的主体连接变量，根据谓词每个 ｆｏｒｋ 都能

映射到 ０ 个或多个特征集合，相应的特征集合块一

定含有这个 ｆｏｒｋ 的结果。
要筛选出哪些查询可以一起优化，因此使用 ｋ－

ｍｅａｎｓ 聚类算法粗粒度地对查询集合聚类。 ｋ －
ｍｅａｎｓ 聚类算法使用基于特征集合的 Ｊａｃｃａｒｄ 系数

作为度量，使用特征集合对查询粗聚类是高效且准

确的，特征集合中不仅包含了查询的谓词信息，也反

映了结构信息。 如果两个查询包含的特征集合都相

同，那么其有很大可能结构也相似，相比已有方法只

使用谓词进行聚类更加准确。
粗聚类后，在每个簇上进一步筛选可以共同优

化的查询。 将每个查询 ｑ 分解成一系列 ｔｒｉｐｌｅｔ，所谓

ｔｒｉｐｌｅｔ 就是相连的两条边组成的三元组。 表 １ 就是

图 １ 的 ｔｒｉｐｌｅｔ 分解结果。
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图 １　 一组查询

Ｆｉｇ． １　 Ａ ｓｅｔ ｏｆ ｑｕｅｒｉｅｓ
表 １　 Ｔｒｉｐｌｅｔｓ

Ｔａｂ． １　 Ｔｒｉｐｌｅｔｓ

triplet,实例个数查询

m
m

　 　 如果两个查询有很多公共的 ｔｒｉｐｌｅｔ，那么其很

可能有很大的公共子结构，计算两两查询的亲密度，
式（５）：

ＡＦ ｑｉ，ｑ ｊ( ) ＝
｜ ＣＴＬ（ｑｉ，ｑ ｊ） ｜

ｍｉｎ ｛ ＴＬ ｑｉ( ) ， ｜ ＴＬ（ｑ ｊ） ｜ ｝
（５）

亲密度越高，说明两个查询公共子结构越大。
只有当两个查询之间的亲密度高于一个阈值 β 时，
才会被考虑一起优化。 将不相似查询过滤出去后，
在剩下的查询上运行最大公共子结构发现算法，找
到的公共子结构如图 ２ 所示。
１．３　 查询重写

给定一组查询 Ｑ ＝ ｛ｑ１，ｑ２，…，ｑｎ｝ ，假设 ｑｃ 是其

公共子结构，将每个查询改写如式（６）和式（７）：
ｑ＇
ｉ ＝ ｑｉ ＼ ｑｃ （６）

ＱＯＰＴ ＝ ｛ｑｃ，ｑ＇
１，ｑ＇

ｉ × ｑｃ，…｝ （７）
　 　 为 ＱＯＰＴ 生成查询计划，进行查询处理。
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图 ２　 查询的公共子结构

Ｆｉｇ． ２　 Ｍａｘｉｍａｌ ｃｏｍｍｏｎ ｓｕｂｓｔｒｕｃｔｕｒｅ

２　 实验结果

使用两个数据集进行实验。 ＬＵＢＭ 是一个广为

人知的 ＲＤＦ 测试基准，其优点是数据集中的度量值

随着数据集大小线性增长，结构简单的数据集，只含

有 １１ 个特征集合，本文使用 ＬＵＢＭ 数据生成器生

成 ＬＵＢＭ１ｋ 数据集；ＷａｔＤｉｖ 也是一个人工数据集，
其可以测试不同查询负载情况下 ＲＤＦ 系统的性能，
本文生成了一个超过 １０ 亿条三元组的 ＷａｔＤｉｖ１Ｂ 数

据集。 将 Ｌｅｏｎ 与目前最先进的 ＡｄＰａｒｔ［５］ 系统进行

对比，ＡｄＰａｒｔ 使用主体上哈希的划分算法，并能根

据负载进行数据复制。
为 ＬＵＢＭ１ｋ 和 ＷａｔＤｉｖ１Ｂ 数据集分别生成包含

１０ｋ 个查询的查询负载，比较 ４ 个算法 ＡｄＰａｒｔ －
ｒａｎｄｏｍ、ＡｄＰａｒｔ－ｓｅｑ、Ｌｅｏｎ 和 Ｌｅｏｎ－ｎｏｎ（无优化），其
中“ＡｄＰａｒｔ－ｓｅｑ”表明相似的查询同时到达，“ＡｄＰａｒｔ－
ｒａｎｄｏｍ”代表相似查询随机到达，做这样的区分是因

为 ＡｄＰａｒｔ 是通过一段时间内重复出现的查询进行

复制的。
图 ３ 给出了 ＬＵＢＭ１ｋ 负载上的查询表现，横轴

代表查询个数，纵轴代表累积处理时间。 对于

ＡｄＰａｒｔ－ｒａｎｄｏｍ，由于相似查询随机到达，并没有检

测到很多公共子结构，因此累积处理时间迅速增长；
而 ＡｄＰａｒｔ－ｓｅｑ 识别到了连续到来的相似查询，并将

公共子查询的结果在集群中复制，因此时间远远小

于 ＡｄＰａｒｔ－ｒａｎｄｏｍ。 相比之下，Ｌｅｏｎ 将所有查询看

成一个整体，对不同的查询聚簇分别优化，运行时间

比 ＡｄＰａｒｔ－ｓｅｑ 减少了大约 ４０％，这是因为最大程度

的共享了公共部分的计算，而且选择了正确的公共

子结构进行重写；Ｌｅｏｎ－ｎｏｎ 比 ＡｄＰａｒｔ－ｒａｎｄｏｍ 花费

时间少大约 ３２％，这是因为基于特征集合的划分方

法减少了查询处理时间。 Ｌｅｏｎ 的运行时间大约是

Ｌｅｏｎ－ｎｏｎ 的 １ ／ １０，说明引入多查询优化可以大大提

高查询响应时间。
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图 ３　 ＬＵＢＭ 负载表现

Ｆｉｇ． ３　 ＬＵＢＭ ｗｏｒｋｌｏａｄ ｐｅｒｆｏｒｍａｎｃｅ

　 　 图 ４ 表明在 ＷａｔＤｉｖ 负载上各个系统的查询表

现也有相同的变化趋势。 由于 ＷａｔＤｉｖ 的查询模板

更复杂，因此特征集合的剪枝能力发挥了巨大的作

用。 此外，基于特征集合的基数估计更准确，使得生

成的查询计划更优。 Ｌｅｏｎ 比 ＡｄＰａｒｔ － ｓｅｑ 节约了

２５％ 的时间，Ｌｅｏｎ 比 Ｌｅｏｎ－ｎｏｎ 节约了 ９１％的时间。
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图 ４　 ＷａｔＤｉｖ１Ｂ 负载表现

Ｆｉｇ． ４　 ＷａｔＤｉｖ１Ｂ ｗｏｒｋｌｏａｄ ｐｅｒｆｏｒｍａｎｃｅ

３　 结束语

本文探讨大规模知识图谱上的多查询优化问

题，提出了一个基于内存的，分布式 ＲＤＦ 处理引擎

Ｌｅｏｎ。 Ｌｅｏｎ 基于特征集合对 ＲＤＦ 数据进行划分，大
大减少了连接个数，从而减少了计算时间。 同时本

文也提出了一个高效的提取公共子结构的算法，利
用特征集合和 ｔｒｉｐｌｅｔ 两次筛选，逐渐缩小搜索空间。
实验证明，Ｌｅｏｎ 在单查询性能上与目前最好的 ＲＤＦ
查询引擎相当；在多查询优化上，响应时间是无优化

的版本的 １ ／ １０。
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