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融合知识图谱和深度学习的学术论文推荐算法

吴舒展

（湖北工程学院 数学与统计学院， 湖北 孝感 ４３２０００）

摘　 要： 由于传统学术论文推荐方法存在推荐效果差的问题，导致推荐结果不能满足用户的检索需求，为此融合知识图谱和

深度学习算法，实现对学术论文推荐方法的优化设计。 收集学术论文数据，并构建相应的知识图谱。 分析用户的行为偏好和

检索需求。 提取学术论文资源特征，利用深度学习算法实现对学术论文的分类处理。 通过构建查询向量、度量相似性、生成

资源推荐列表三个步骤实现学术论文推荐。 通过实验对比得出结论：设计的推荐方法的召回率提高了 ４．５３％，且推荐结果的

命中率得到明显提升。
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０　 引　 言

随着科学技术的迅速发展，各个行业领域和学

科产生的研究成果也在大幅增长，海量学术成果的

涌现在为学者提供丰富学术论文的同时，也对论文

的检索工作带来了困难和挑战。 在科研人员进行相

关科学研究的过程中，需要查询和引用相应的学术

论文，并在前人的研究基础上开展进一步研究和优

化，从而有效保证研究成果的价值和可行性。 然而

在实际的检索过程中，用户很难在短时间内精准地

获得最具参考价值的学术论文［１］。 为了解决学术

论文的检索和查询问题，提出了学术论文推荐方法。
学术论文推荐方法的提出与应用，不仅提高了

用户检索目标论文的速度，同时也解决了网络环境

中信息过载以及信息迷航的问题。 现阶段，国内外

学术论文推荐方法大体可分为协同过滤方法和内容

过滤方法［２］。 然而上述传统的论文推荐方法主要

针对的是静态的、存储在固态数据库中的学术论文，
由于在线学术论文处于动态变化的状态，因此使用

传统的论文推荐方法会出现推荐效果差、推荐速度

慢等问题。
以解决传统学术论文推荐方法存在的问题为目

的，融合知识图谱和深度学习算法，对在线学术论文

推荐方法进行优化设计。 将知识图谱引入到推荐方

法中，可以实现论文实体之间的连接，并以此来表示

不同语义论文的扩展潜在因子模型。 在以往的研究

工作中，基于深度学习的论文推荐方法虽提升了推

荐性能，但只考虑了用户对论文的评分数据，削弱了

推荐效果。 融合知识图谱和深度学习算法并将其应

用到学术论文推荐方法的设计工作中，以期在保证

推荐性能的同时，提升推荐效果，满足用户的论文查

询需求。 首先通过构建论文中实体间的三元组关系

表达式，构建学术论文知识图谱，再通过知识图谱嵌

入式分析知识图谱中的论文的特征，并转化为低维

的连续向量，结合用户的兴趣，利用深度学习的循环

神经网络进行训练，根据论文的相似度实现学术论

文的精准推荐。



１　 学术论文推荐方法设计

学术论文推荐方法的设计目标是预测用户需求

与学术论文之间的匹配程度，根据匹配结果生成用

户的推荐列表。 在实际的设计与运行过程中，以深

度学习算法为基础迭代算法，知识图谱以嵌入式的

方式与深度学习算法融合［３］。 知识图谱模块构建

的三元组表达式为：
ｋ ＝ Ｅ，Ｒ，Ｓ( ) （１）

　 　 其中， Ｅ、Ｒ和 Ｓ分别表示实体、关系和属性三元

组集合。
１．１　 构建学术论文知识图谱

按照公式（１）表示的结构，构建学术论文的知

识图谱，具体的构建过程如图 １ 所示。

学术知识图谱

非结构化数据 半结构化数据 结构化数据学术知识获取

正文抽取
自然语言处理

包装器

实体抽取 关系抽取 属性抽取学术知识抽取

学术知识融合
实体消歧

共指消解

外部知识库

关系数据库

本体构建 知识推理 质量评估学术知识加工

图 １　 学术论文知识图谱构建流程图

Ｆｉｇ． １　 Ａｃａｄｅｍｉｃ ｐａｐｅｒｓ ｋｎｏｗｌｅｄｇｅ ｇｒａｐｈ ｃｏｎｓｔｒｕｃｔｉｏｎ ｆｌｏｗ ｃｈａｒｔ

　 　 从图 １ 中可以看出，采用自底向上的方式进行

知识图谱的搭建，分别抽取学术论文中的实体知识

和关系知识，根据实体之间的关系对其进行连接，并
通过知识融合和加工，得出最终的图谱构建结

果［４］。 论文实体的抽取就是从文本数据集合中识

别论文的命名实体，建立知识图谱中的节点。 根据

特定需求可以将实体分为时间类、数字类和实体类

三种类型，选择合适的实体抽取目标并按照词性进

行标签编辑，通过分析各个标签之间的搭配关系，实
现对实体的抽取，进而创建实体模型。 实体模型中，
令 Ｍｒ、Ｃ ｔ 分别为学术论文模型和论文类型，则学术

论文模型结构可以表示为：

Ｍｒ ＝

作者

论文

主体

关键词

ＡＡ ＡＰ ＡＴ ＡＷ
ＰＡ ＰＰ ＰＴ ＰＷ
ＴＡ ＴＰ ＴＴ ＴＷ
ＷＡ ＷＰ ＷＴ ＷＷ

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

（２）

　 　 公式（２）中的任意一个子矩阵代表知识图谱中

的任意 ２ 种论文之间的关系，例如 ＡＡ 表示学术论

文作者与论文之间的从属关系， ＰＰ 为论文引用关

系和相似关系。 关联提取是在一句话中识别出实体

对的语义关系和实体对应的属性，两者之间是相互

联系的语义纽带［５］。 将关系抽取结果代入到公式

（２）中，实现对实体的连接。 另外，在学术论文知识

图谱中，定义关键词的权重为 ω ｒｉ， 其计算公式为：

ω ｒｉ ＝
ｔｆ ｒ，ｉ( ) × ｌｇ Ｚ

ｌ
＋ ０．０２æ

è
ç

ö

ø
÷

∑
ｒ

ｉ ＝ １
ｔｆ ｒ，ｉ( ) × ｌｇ Ｚ

ｌ
＋ ０．０２æ

è
ç

ö

ø
÷

æ

è
ç

ö

ø
÷

２
（３）

其中， ｔｆ ｒ，ｉ( ) 表示第 ｉ个关键词在论文 ｒ中出现

的频度；Ｚ表示学术论文总数；ｌ表示包含关键词 ｉ的
论文数量［６］。

知识合并主要是针对结构化数据的整合，在进

行了知识抽取和知识融合后，得到了一系列的事实

表达，需要进行知识加工，才能最终形成结构化、网
络化的知识系统。 知识点中心度参数计算方法如

下：

Ｉｉ ＝ αδ ｉ ＋ γ∑
ｊ∈π１π

δ ｊ ＋ γ ２∑
ｊ∈π２π

δ ｊ ＋ … ＋ γｍ∑
ｊ∈πｍπ

δ ｊ （４）

其中， δ 表示知识点的贡献量； α 和 γ 分别表示

知识点自身及其各阶邻居知识点的贡献程度； ∑
ｊ∈πｍπ

δ ｊ

表示知识点 ｉ 的 ｍ 阶邻居知识点及对知识点 ｉ 中心

度的总贡献量。 通过构建学术论文知识图谱， 深度

挖掘论文的特征，并突出了论文之间的关联性。
１．２　 分析用户需求和兴趣

用户需求的分析可以通过用户输入的检索或查

询词条直接读出，根据用户的基本信息和输入的检

索词在学术论文中进行匹配［７］。 而用户兴趣是在

用户使用学术论文平台一段时间后，通过对用户的

历史行为数据进行分析，得到用户兴趣。 用户兴趣

由主题偏好、学科偏好和关键词偏好三个部分组成，
其中用户 ｕｉ 对某个主题 ｔｋ 的兴趣值可以表示为：

Ｐｕｉｔｋ
＝ ∑

Ｊ

ｊ ＝ １
ＡｉｊＴ ｊｋ （５）

　 　 其中， Ａｉｊ 表示的是在知识图谱环境下，用户对

论文产生操作行为对应边的权值，而 Ｔ ｊｋ 为论文属于

主题 ｔｋ 设定阈值的权值［８］。 同理可以得出用户对
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关键词和学科兴趣的量化分析结果。
１．３　 提取学术论文特征

为了提升用户检索词条与学术论文匹配任务的

处理速度，提取学术论文的特征，并以特征向量的形

式输出。 这里，词频特征也就是某一个给定的词语

在学术论文中出现的次数，其表达式为：

ＴＦｃ ＝
Ｔｃ

Ｔ
（６）

　 　 其中， Ｔ 和 Ｔｃ 分别为学术论文中的总词数和单

词 ｃ 在学术论文中出现的次数。 由于学术论文数据

量较多，因此在词频特征提取过程中可能会出现提

取偏差，为此引入了逆文档词频的概念，在逆文档词

频特征的提取过程中，认为一个单词在一篇学术论

文中出现的频率越高，则该词在所有论文中出现的

频率越低，表明该单词在指定学术论文中的主题突

出性［９］。 融合词频和逆文本频率指数，可以反映出

整个资源库中单词特征的大众化程度，从而过滤出

论文中的关键词特征。 除了关键词外，学术论文的

权威度、引用量、时新度、论文质量等也能够在一定

程度上反映论文特征，其特征向量表达式为：

Ａｕｔｈｏｒｉｔｙ ＝ １
２
Ｌｅｖｅｌ ＋ １

２
Ｃｉｔｅ

Ｃｉｔｅ ＝ Ｃｉｔｅｓ
ｍａｘ Ｃｉｔｅ

Ｒｅｃｅｎｔｎｅｓｓ ＝ １２ × Ｙ －ｍｉｎ Ｙ( ) ＋ Ｍ －ｍｉｎＭ( )

１２ × ｍａｘ Ｙ －ｍｉｎＹ( ) ＋ ｍａｘ Ｍ －ｍｉｎ Ｍ( )

Ｑｕａｌｉｔｙ ＝ １
３
Ａｕｔｈｏｒｉｔｙ ＋ １

３
Ｐｏｐｕｌａｒｉｔｙ ＋ １

３
Ｒｅｃｅｎｔｎｅｓｓ

ì

î

í

ï
ï
ï
ï
ï

ï
ï
ï
ï
ï

（７）
其中， Ｌｅｖｅｌ 和 Ｃｉｔｅ分别为学术论文的发刊级别

和被引量的量化结果； Ｃｉｔｅｓ 和 ｍａｘ Ｃｉｔｅ 对应的是论

文被引量和论文来源数据库中最大的被引量；
Ｒｅｃｅｎｔｎｅｓｓ 为论文发表时间距离最早发表时间和最

晚发表时间的月份数的比值； Ｙ 和 Ｍ 表示年份和月

份［１０］。 另外，变量 Ｐｏｐｕｌａｒｉｔｙ 表示的是学术论文的

热度。 使用相同的方式对特征向量进行提取与融

合，最终得出学术论文的综合特征提取结果。
１．４　 利用深度学习算法划分学术论文类型

利用深度学习算法中的循环神经网络，实现学

术论文的分类处理。 循环神经网络的学习迭代原理

如图 ２ 所示。
　 　 在实际的论文分类处理过程中，将提取的特征

向量作为输入项在 ｔ 时刻输入到循环神经网络中，
经过隐藏层处理后输出为 ｓｔ， 在输出层输出 ｏｔ

［１１］。

那么隐藏层和输出层的学习处理函数如下：
ｓｔ ＝ ｆ Ｕｘｔ ＋ Ｗｓｔ －１ ＋ ｂ( )

ｏｔ ＝ ｇ Ｖｓｔ ＋ ｃ( ){ （８）

　 　 其中， ｘｔ 为循环神经网络的输入项； ｆ 和 ｇ 为激

活函数；ｂ 和 ｃ 是隐藏层和输出层的偏置量，取值为

常数； Ｕ、Ｗ和Ｖ为神经网络不同层级之间的权重矩

阵。

O

Ot-1

WV
s

x
u

Ot Ot+1

st-1

W W W
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xt-1 xt xt+1

unfold

图 ２　 循环神经网络学习原理图

Ｆｉｇ． ２　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｌｅａｒｎｉｎｇ

１．５　 实现学术论文推荐

１．５．１　 构建查询向量

由于用户的查询检索需求不同，因此通过知识

图谱构建并结合深度学习训练而生成的查询向量也

存在差别，用户输入的查询词条类型包括：学术论文

作者、名称、主题和关键词。 在知识图谱嵌入层，构
建的查询元素由上述 ４ 个部分信息共同组成，并转

化为向量表达，其表达式为：
ｑ ＝ ｑａ，ｑｐ，ｑｔ，ｑｗ[ ] （９）

　 　 查询矢量 ｑ 是由不具有完整语义信息的不同单

词组成的，在实际的查询过程中只要求一个向量值

不为空即可，将构建的查询向量作为学术论文推荐

的输入词条，输入到推荐运行程序中［１２］。
１．５．２　 度量论文的相似性

提取的知识图谱中论文特征向量用 μ 来表示，
在论文类型划分环境下，从 ２ 个方面进行论文相似

性度量，一个是知识图谱中查询向量与学术论文的

相似性，另一个则是知识图谱中用户兴趣与学术论

文的相似性。 则相似度的度量结果为：

Ｓｉｍ μ，θ( ) ＝
∑

ｎ

ｉ ＝ １
μ ｉ·θ ｉ

∑
ｎ

ｉ ＝ １
μ ２

ｉ · ∑
ｎ

ｉ ＝ １
θ ２
ｉ

（１０）

其中， θ 为输入的知识图谱中查询向量或用户

兴趣分析向量。
１．５．３　 生成学术论文推荐列表

生成的学术论文推荐列表中，约束前 ２０ 个推荐

论文必须与输入的知识图谱中的查询向量有关，且
相似度不得低于 ７０％。 按照相似性度量结果由大

２６ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



到小的顺序进行论文排列，得出学术论文的最终推

荐结果。

２　 推荐效果测试实验分析

２．１　 搭建实验环境

实验采用 ＦｌｏｙＨｕｂ 作为训练和推荐效果测试平

台，测试环境中包含一台服务器和多台计算机设备，
实验环境配置见表 １。
　 　 研究指出，由于设计的学术论文推荐方法应用

了知识图谱和深度学习算法，因此需要在实验环境

的基础上嵌入相应的运行程序插件，保证 ２ 种技术

的协同运行。
２．２　 准备学术论文数据样本

实验所采用的论文数据样本可由多所高等院校

图书馆提供，而且还可以利用网络爬虫，在多个学术

与教学网络中获取学术论文、学术会议等类型的论

文样本数据。 本文实验所用的学术论文数据样本是

由本地 ２ 所高校图书馆提供，准备的论文数据样本

包含中文、英文等多种语言，通过解析与统一化操作

后，得出实验数据样本见表 ２。

表 １　 实验环境参数配置表

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｅｎｖｉｒｏｎｍｅｎｔ ｐａｒａｍｅｔｅｒｓ ｃｏｎｆｉｇｕｒａｔｉｏｎ ｔａｂｌｅ

设备名称 硬件配置 软件程序 操作系统

计算机 ＣＰＵ：Ｉｎｔｅｌ 酷睿 ｍ３－７Ｙ３０，１．００ ＧＨｚ
内存：４ ＧＢ

Ｐｙｔｈｏｎ ３．５．２
Ａｎａｃｏｎｄａ ５．０．０

Ｗｉｎｄｏｗｓ ＸＰ ６４ 位

服务器 ＣＰＵ：Ｉｎｔｅｌ 酷睿 ｉ７－６７００ＨＱ，２６０ ＧＨｚ
内存：１６ ＧＢ
ＧＰＵ：ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＧＴＸ ９６０ Ｍ
显存：２ ＧＢ

Ｐｙｔｈｏｎ ３．５．２
Ａｎａｃｏｎｄａ ５．０．０
数据库：ＭｙＳＱＬ

Ｃｏｍｍｕｎｉｔｙ　 Ｓｅｒｖｅｒ ５．７．２５

Ｕｂｕｎｔｕ　 １６．０４ ＬＴＳ

表 ２　 学术论文数据样本

Ｔａｂ． ２　 Ａｃａｄｅｍｉｃ ｐａｐｅｒｓ ｄａｔａ ｓａｍｐｌｅｓ

资源类型 中英文样本数量 实验选择样本数量 涉及作者数量 被引论文数量 引用关系 时间跨度 更新模式

图书 ７ ００４ ５２８ ３２５ ２４４ ５７４ ５６２ １１ ４３９ ９４ ９７３ ２０１５～２０２０ 每周更新 １ 次

专利 ６２１ ７９２ ３６４ ３７２ ４６８ ７５４ １５ ６２６ １５ ９５７ ２０１７～２０２０ 每周更新 ２ 次

会议论文 ４３ ６６０ １２ ５６６ ２５ ４９７ ９ ７６５ ８ ２５４ ２０１４～２０２０ 每天更新 ２ 次

学术论文 ７ ８４６ ９８５ ３５４ ０５６ ４３５ ７６２ ２１３ ７６５ １６２ ３８１ ２００９～２０２１ 实时更新

学术新闻 １１０ ５２０ ２７ ４８０ ３５７ ５６８ １５２ ４７８ ７８５ ６２４ ２０１５～２０２１ 实时更新

　 　 另外，根据高校图书馆的学术论文的历史评论

记录和查询行为等条目，在实验环境中导入 １００ ４５８
条评论记录和行为记录。 将准备的所有论文数据样

本上传到实验环境中，上传界面如图 ３ 所示。

图 ３　 论文数据样本上传界面

Ｆｉｇ． ３　 Ｔｈｅｓｉｓ ｄａｔａ ｓａｍｐｌｅｓ ｕｐｌｏａｄ ｉｎｔｅｒｆａｃｅ
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２．３　 设置推荐效果评价指标

实验设置命中率和召回率作为实验的评价指

标，命中率越高的推荐列表，证明推荐方法的推荐效

果更好。 召回率为被引用的论文在前 Ｎ 个推荐论

文中占比。 计算方式分别为：

ＨＲ＠ ｋ ＝ ＮｕｍｂｅｒｏｆＨｉｔｓ＠ ｋ
ＧＴ

Ｒｅｃａｌｌ＠ ｋ ＝
Ｒｐ ∩ Ｒｑ

Ｒｑ

ì

î

í

ï
ïï

ï
ï

（１１）

　 　 其中， ＮｕｍｂｅｒｏｆＨｉｔｓ 和 ＧＴ 分别为用户在推

荐列表中的点击次数和测试集合；参数 Ｒｐ 表示实际

被引用的论文集合； Ｒｑ 表示推荐学术论文集合。
２．４　 描述推荐效果测试过程

为了形成实验对比，分别设置传统的推荐方法

和文献［９］推荐方法作为实验的 ２ 个对比方法，并
将所有的推荐方法以程序代码的形式导入到实验环

境中。 按照用户的需求输入目标检索词，为了保证

实验结果的可信度，输入的多个检索词形成实验的

多个组别，并通过计算评价指标的平均值得出最终

推荐效果的仿真测试结果。 研究中，论文设计推荐

方法的输出推荐结果如图 ４ 所示。

图 ４　 学术论文推荐页面

Ｆｉｇ． ４　 Ａｃａｄｅｍｉｃ ｐａｐｅｒｓ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｐａｇｅ

２．５　 测试实验结果对比分析

利用相关数据的记录与统计，运算得出推荐召

回率的量化测试结果见表 ３。
　 　 通过对表 ３ 中数据的处理，进一步得出 ３ 种推

荐方法的平均召回率分别为 ９１． ５７％、９３． １８％ 和

９６．１０％。由此可见，设计方法的召回率更高，即实际

引用结果在推荐结果中的占比较高。 同时，还给出

了推荐结果命中率指标测试结果，如图 ５ 所示。

表 ３　 学术论文推荐召回率测试结果

Ｔａｂ． ３　 Ａｃａｄｅｍｉｃ ｐａｐｅｒｓ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｒｅｃａｌｌ ｔｅｓｔ ｒｅｓｕｌｔｓ

方法 测试指标

用户输入检索词

机械

制造

网络

调度

图像

处理

通信

传输

设备

控制

传统 Ｒｐ １ ７４０ １ ８５４ ２ ９０３ ２ ８１５ ２ ２７４

推荐 Ｒｐ ∩ Ｒｑ １ １４６ １ ３２３ ２ １６４ ２ ２７１ １ ９８５

方法 Ｒｑ １ ３５９ １ ４０４ ２ ５１８ ２ ４０５ ２ ００７

文献［９］ Ｒｐ １ ７４０ １ ８５４ ２ ９０３ ２ ８１５ ２ ２７４

提出推 Ｒｐ ∩ Ｒｑ １ ２０１ １ ３７７ ２ ３８４ ２ ３９１ ２ ００３

荐方法 Ｒｑ １ ３８２ １ ４５９ ２ ５７７ ２ ５１５ ２ ０６４

设计 Ｒｐ １ ７４０ １ ８５４ ２ ９０３ ２ ８１５ ２ ２７４

推荐 Ｒｐ ∩ Ｒｑ １ ３７９ １ ４６２ ２ ５７３ ２ ４８０ ２ ０１５

方法 Ｒｑ １ ４０３ １ ５２８ ２ ６４７ ２ ６５２ ２ １０３
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文献[9]提出资源推荐方法
设计在线学术资源推荐方法

图 ５　 推荐结果命中率对比曲线

Ｆｉｇ． ５　 Ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｒｅｓｕｌｔｓ ｈｉｔ ｒａｔｅ ｃｏｍｐａｒｉｓｏｎ ｃｕｒｖｅ

　 　 从图 ５ 中可以直观地看出，应用设计方法得出

推荐结果的命中率更高，即用户的满意度较高。

３　 结束语

目前学术界对基于关键词的学术论文推荐的研

究，多是从词义层面上进行优化，并没有考虑到不同

文章中不同词义类型的差异。 通过知识图谱和深度

学习算法的应用，直接提升学术论文的推荐效果，并
在一定程度上间接地满足用户对学术论文的需求，
有助于提高科研人员的科研效率，拓宽科研视野，把
握相关研究的新趋势。
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