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摘　 要： 针对 ＳＶＭ 等传统机器学习算法准确率低和当前使用 ＣＮＮ 处理家庭领域哭声识别在不同婴儿间出现泛化能力差的

问题，提出了一种基于 Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ 和迁移学习的婴儿哭声音频分类算法。 首先，为实现数据集样本的扩增，采用了包

括梅尔频谱转换和数据增强的数据预处理技术，进而达到了增强模型鲁棒性的目的。 而后，在微调后的 Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ 模
型上进行迁移学习训练，同时，训练过程中利用了 ＬｏｏｋＡｈｅａｄ 优化器来不断调整模型参数以避免过拟合，最终实验实现了对

婴儿哭声音频的自动分类。 实验结果表明，本实验模型相比其他深度学习模型具有更高的精确率和更快的收敛速度，同时还

能有效地学习到婴儿哭声中更具区分性的特征。 可以在新生儿监护、听力筛查和异常检测等领域中发挥重要作用。
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０　 引　 言

随着科技的不断发展，人们对于保护婴儿的健

康和安全越来越关注。 在婴儿表达需求与不适时，
哭声是一种主要的沟通方式。 通常，婴儿哭声识别

的方法包括对其信号进行端点检测和预处理，提取

特征参数序列，并通过匹配算法来确定是否与已有

模板序列相匹配。
文献［１］和文献［２］都探究了婴儿哭声识别的

方案，并在理想情况下均获得了较高的正确率。 其

中，文献［１］使用 ＭＦＣＣ 参数作为特征提取方式，并
采用 ＤＴＷ 匹配算法进行哭声识别；而文献［２］则利

用线性预测系数（ＬＰＣ）作为特征提取方式，并同样

运用 ＤＴＷ 匹配算法进行分类。 但是这类方法对于



信号长度的变化和背景噪声的影响比较敏感，缺乏

自适应学习和泛化能力，需要手动选择特定的特征

和参数。 因此，如何设计一种时间效率高、同时能够

处理在不同婴儿个体之间存在信号长度变化的情

况，实现准确识别并具有良好鲁棒性的婴儿哭声识

别算法，已成为哭声识别领域的一个新问题。
针对上述问题，本实验采用了梅尔频谱图作为

输入数据，梅尔频谱图是一种常用的音频表示方法，
通过对音频信号进行傅里叶变换和滤波处理，将音

频信号转化为在梅尔频率上的能量分布，从而提取

出音频的特征信息。 在模型设计方面，本实验使用

了一种新的模型—Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ（ＶｉＴ） ［３］，是一

种完全基于注意力机制的图像分类模型，并且已经

在其他图像分类任务上取得了优异的性能表现。 因

此，将之作为本实验中迁移学习策略的预训练的模

型，这可以有效提高模型的泛化能力，加快训练速度

并提高分类精度，为婴儿哭声在实际复杂场景下的

分类提供新方案。

１　 方法介绍

传统的分类方法主要依赖于手动提取特征和分

类器的构建，但这种方法往往受到特征提取的限制，
未能取得令人满意的分类效果。 近年来，深度学习技

术的发展为音频分类研发任务处理提供了新的可能。
目前在音频分类领域，卷积神经网络（ＣＮＮ）和

循环神经网络（ＲＮＮ）是主流的模型，但是这些模型

都需要大量的计算资源和训练时间。 随着 ＶｉＴ 模型

的提出，该模型在图像领域的表现已经超过了传统

的卷积神经网络，并且可以处理变长序列数据。 因

此，本文将探索 ＶｉＴ 在音频分类任务中的应用潜力。
同时，由于训练一个深度神经网络需要大量的数据

和计算资源，迁移学习成为提高模型性能的常用策

略之一。 本文基于迁移学习的思想，在预训练的

ＶｉＴ 模型上进行微调，并采用预处理技术来减少数

据噪声和增加数据样本的多样性，提高模型的泛化

能力。
１．１　 模型搭建

１．１．１　 Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ 网络

Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ（ＶｉＴ）是一种新型的图像分

类模型，与传统的卷积神经网络不同的是，ＶｉＴ 采用

了 Ｔｒａｎｓｆｏｒｍｅｒ［４－５］ 中的自注意力机制。 在 ＶｉＴ 中，
输入的是一组图像块（Ｐａｔｃｈ），而不是整张图像，这
些图像块被转换成向量表示并通过多层 Ｔｒａｎｓｆｏｒｍｅｒ
编码器（Ｅｎｃｏｄｅｒ）进行处理。 ＶｉＴ 的输出是一个表

示整张图像的向量，可以被用于分类任务。 与传统

的卷积神经网络相比，ＶｉＴ 能够更好地捕捉图像中

的特征，具有更好的性能。 Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍａｒ 模型

设计如图 １ 所示。 由图 １ 可知，模型由 ３ 个模块组

成，分别是： Ｌｉｎｅａｒ Ｐｒｏｊｅｃｔｉｏｎ ｏｆ Ｆｌａｔｔｅｎｅｄ Ｐａｔｃｈｅｓ
（Ｅｍｂｅｄｄｉｎｇ 层）、Ｔｒａｎｓｆｏｒｍｅｒ Ｅｎｃｏｄｅｒ 和 ＭＬＰ Ｈｅａｄ。
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图 １　 Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ 模型

Ｆｉｇ． １　 Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ ｍｏｄｅｌ
１．１．２　 Ｅｍｂｅｄｄｉｎｇ 层

对于图像数据而言，其数据格式为 ［Ｈ， Ｗ， Ｃ］
的三维矩阵、而这却不是 Ｔｒａｎｓｆｏｒｍｅｒ 想要的。 所以

就要通过一个 Ｅｍｂｅｄｄｉｎｇ 层来对数据进行变换。
Ｅｍｂｅｄｄｉｎｇ 层的设计如图 ２ 所示。 图 ２ 中，首先将

一张图片按给定大小分成一堆 Ｐａｔｃｈｅｓ。 以 ＶｉＴ－Ｂ ／

１６ 为例，将输入图片（２２４×２２４）按照 １６×１６ 大小的

Ｐａｔｃｈ 进行划分，划分后会得到（ ２２４ ／ １６ ） ２ ＝ １９６ 个

Ｐａｔｃｈｅｓ。 接着通过线性映射将每个 Ｐａｔｃｈ 映射到一

维向量中，以 ＶｉＴ－Ｂ ／ １６ 为例，每个 Ｐａｔｃｈｅ 数据结构

为［１６， １６， ３］，通过映射得到一个长度为 ７６８ 的向

量。
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图 ２　 Ｅｍｂｅｄｄｉｎｇ 层
Ｆｉｇ． ２　 Ｅｍｂｅｄｄｉｎｇ ｌａｙｅｒ

１．１．３　 Ｔｒａｎｓｆｏｒｍｅｒ Ｅｎｃｏｄｅｒ
Ｔｒａｎｓｆｏｒｍｅｒ Ｅｎｃｏｄｅｒ 是重复堆叠 Ｅｎｃｏｄｅｒ Ｂｌｏｃｋ

Ｌ 次， 如图 ３ 所示。 由图 ３ 可看到，Ｅｎｃｏｄｅｒ Ｂｌｏｃｋ 的

组成可做阐释分述如下。
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图 ３　 Ｔｒａｎｓｆｏｒｍｅｒ Ｅｎｃｏｄｅｒ
Ｆｉｇ． ３　 Ｔｒａｎｓｆｏｒｍｅｒ Ｅｎｃｏｄｅｒ

　 　 （１）Ｌａｙｅｒ Ｎｏｒｍ。 是指对每个样本的所有特征

在其维度上进行标准化，使得每个特征的均值为 ０，
方差为 １。 这有助于网络在训练时更加稳定，因为

不同样本的特征分布不同，标准化可以使得每个样

本的特征都有相同的重要性，从而提高模型的泛化

能力；
（２）Ｍｕｌｔｉ－Ｈｅａｄ Ａｔｔｅｎｔｉｏｎ。 Ｍｕｌｔｉ－Ｈｅａｄ Ａｔｔｅｎｔｉｏｎ

是一种机制，用于处理输入数据。 能使用多个不同

的线性变换来映射输入数据到多个不同的向量空间

中。 然后，针对每个向量空间，计算一组注意力权

重，以捕捉输入数据的不同方面之间的相关性。 最

后，将这些注意力加权的向量拼接起来，作为最终的

输出表示。 这种机制可以帮助模型更好地理解输入

数据的多个方面，并捕捉数据间的复杂关系；
（３） Ｄｒｏｐｏｕｔ ／ ＤｒｏｐＰａｔｈ。 Ｄｒｏｐｏｕｔ 和 ＤｒｏｐＰａｔｈ 是

２ 种防止过拟合的技术，都可以通过随机断开神经

元的连接来防止网络过度拟合训练数据。 其中，
Ｄｒｏｐｏｕｔ 是指在训练时随机删除一部分神经元，而
ＤｒｏｐＰａｔｈ 则是在训练时随机删除一部分连接；

（４）ＭＬＰ Ｂｌｏｃｋ。 是指由 ２ 个全连接层组成的

模块，其中第一个全连接层的输出通过一个非线性

激活函数进行处理，再传递给第二个全连接层。
１．１．４　 ＭＬＰ Ｈｅａｄ

ＭＬＰ Ｈｅａｄ 是指 Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ 模型中的最

后一层，设计结构如图 ４ 所示。 该层的输入为

Ｔｒａｎｓｆｏｒｍｅｒ Ｅｎｃｏｄｅｒ 的输出特征向量，其维度通常较

高，为了减少计算复杂度和过拟合的风险，通常会对

其进行一些降维操作。 降维完成后，特征向量会被

送入 ＭＬＰ 中，经过一层或多层全连接的神经元，每
个神经元都会对输入特征进行加权、非线性变换和

偏置操作，从而将特征向量转化为具有不同类别的

概率分布或连续值的预测结果。

TransformerEncoder

Class
Cry
Else

MLPHead

图 ４　 ＭＬＰ Ｈｅａｄ
Ｆｉｇ． ４　 ＭＬＰ Ｈｅａｄ

１．２　 梅尔频谱图

机器学习的第一步都是要提取出相应的特征

（Ｆｅａｔｕｒｅ），如果输入数据是图片，例如 ２８∗２８ 的图

片，那么只需要把每个像素（Ｐｉｘｅｌ）作为特征，对应

的像素值大小（代表颜色的强度）作为特征值即可。
在音频、语音信号处理领域中，语谱图（Ｓｐｅｃｔｒｏｇｒａｍ）
是一种将信号在时域和频域上进行可视化的方法。
具体是将信号在时间轴上分段，每段信号进行傅里

叶变换得到对应的频域信息，然后将频域信息以颜
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色或灰度值的形式表示出来，构成一个二维矩阵。
这个二维矩阵中，横轴表示时间，纵轴表示频率，而
矩阵中的每个元素则表示在对应的时间和频率上的

信号强度，从而提供了一种直观的方式来展示信号

的频率、时间和能量信息。
人类的听觉系统对声音频率的感知是基于对数

刻度的模型。 因此，语谱图中使用对数刻度来表示

频率，以更好地模拟人类听觉系统的感知特性。 这

种方式使得研究时对低频的变化更加敏感，对高频

的变化则相对迟钝。
研究表明，人类对频率的感知并不是线性的，并

且对低频信号的感知要比高频信号更敏感。 例如，
人们可以比较容易地发现 ５００ Ｈｚ 和１ ０００ Ｈｚ的区

别，却很难发现７ ５００ Ｈｚ 和８ ０００ Ｈｚ的区别。 这时，
梅尔标度（ｔｈｅ Ｍｅｌ Ｓｃａｌｅ）被提出，这是赫兹的非线性

变换，对于以 Ｍｅｌ ｓｃａｌｅ 为单位的信号，可以做到使得

人们对于相同频率差别的信号的感知能力几乎相同。
所以线性分布的语谱图显然在特征提取上会出

现“特征不够有用的情况”，因此梅尔频谱图应运而

生。 梅尔频谱图［６］ 的纵轴频率和原频率可由式

（１）、式（２）来做互换：

ｍ ＝ ２ ５９５ｌｏｇ１０（１ ＋ ｆ
７００

） （１）

ｆ ＝ ７００（１００ｍ／ ２ ５９５ － １） （２）
　 　 梅尔频谱图（Ｍｅｌ－ｓｐｅｃｔｒｏｇｒａｍ）是一种用于音频

信号分析的可视化表示方法，将音频信号转换为时

频域的矩阵表示。 Ｍｅｌ－ｓｐｅｃｔｒｏｇｒａｍ 提取流程如图 ５
所示。 梅尔频谱图的获得方法具体如下。

获取音频
信号

信号
预加重 分帧 加窗

获取
功率谱梅尔滤波器组

Mel-spectrogram
feature

图 ５　 Ｍｅｌ－ｓｐｅｃｔｒｏｇｒａｍ 提取流程

Ｆｉｇ． ５　 Ｍｅｌ－ｓｐｅｃｔｒｏｇｒａｍ ｅｘｔｒａｃｔｉｏｎ ｐｒｏｃｅｓｓ

１．３　 深度迁移学习

传统深度学习侧重在优化原有结构，专注于神经

网络结构上的突破。 迁移学习更趋向于在已有网络结

构的基础上的领域适应性问题的研究。 通常将源域

（Ｓｏｕｒｃｅ Ｄｏｍａｉｎ）与目标域（Ｔａｒｇｅｔ Ｄｏｍａｉｎ）分别表示

为 Ｄ 和 Ｔ； χ 与 ｙ 分别表示特征空间与标签空间；
Ｐ（Ｘ） 表示边际概率分布，其中 Ｘ ＝ ｛ｘ１，ｋ，ｘｎ｝ ∈ χ；
ｆ（·） 表示目标预测函数。 迁移学习即借助有标注

的 Ｄ 来学习 Ｔ 的知识，等同于如下形式：
Ｄ ＝ ｛χ， Ｐ（Ｘ）｝ （３）
Ｔ ＝ ｛ｙ， ｆ（·）｝ （４）

　 　 深度迁移学习的基本思想将一个已经在大规模

数据集上训练过的深度神经网络模型（源模型），应
用于另一个相关任务的学习过程。 这个过程中，源
模型的一些或全部层被保留下来，并被用于初始化

目标任务的新模型。 这种方法有助于解决许多实际

问题，尤其是当新任务的数据集非常小的时候。
使用深度迁移学习，目标任务可以从源模型中

学习到高级别的特征表示，这些特征通常是在源数

据集上学习到的。 通过保留这些层，新模型可以更

快地收敛，并且可能达到更好的性能。 这种方法通

常被应用于图像识别、自然语言处理、语音识别等任

务中，因为这些任务需要对大量的数据进行训练，并
且深度学习模型的复杂性很高。

本文的实验模型在 ＩｍａｇｅＮｅｔ［７］这样一个超大型

的数据集（包括约 １２０ 万自然图像和１ ０００个不同类

别）上进行预训练，将预训练得到的模型参数作为

网络的初始化参数，此后依据经验定制全连接层，以
此来增大感受野，进而学习到有婴儿哭声梅尔频谱

图像更高细粒度特征模板。
１．４　 ＬｏｏｋＡｈｅａｄ 优化器

ＬｏｏｋＡｈｅａｄ 优化器［８］ 是由 Ｚｈａｎｇ 等学者提出

的，其目的是通过加强优化器的全局搜索能力来提

高模型的泛化性能。 这是一种新型的优化器，结合

了快速和慢速两个优化器，并利用了预测梯度方向

的思想，可以在一定程度上提高模型训练的速度和

稳定性。 ＬｏｏｋＡｈｅａｄ 优化器的核心思想是，引入一

个“慢速”优化器，使其能够更好地探索搜索空间，
并保持对目标的预测方向。 具体来说，ＬｏｏｋＡｈｅａｄ
优化器包含 ２ 个部分：

（１）快速优化器。 即原始的优化器，例如 Ａｄａｍ
或 ＳＧＤ 等。 本实验所用的是 Ａｄａｍ；

（２）慢速优化器。 通过对快速优化器的参数进

行移动平均得到，相对于快速优化器而言移动速度

较慢。
ＬｏｏｋＡｈｅａｄ 优化器在每一次迭代中，先使用快

速优化器进行梯度下降更新，并使用慢速优化器来

探索一个更广的搜索空间。 在下一次迭代中，将快

速优化器的参数与慢速优化器的参数进行结合，得
到一个更好的参数估计。 使用 ＬｏｏｋＡｈｅａｄ 优化器可

以加速模型的训练过程，并且可以提高模型的鲁棒

性，避免在过拟合时出现局部最优解。
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２　 实验

２．１　 实验环境

本实验采用 Ｐｙｔｈｏｎ 编程语言，ＧＰＵ 处理器为

ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＧＴＸ ３０８０Ｔｉ，内存为 １６ ＧＢ，操作系

统为 Ｕｂｕｎｔｕ２０．０４，深度学习框架为 Ｐｙｔｏｒｃｈ。
２．２　 实验数据

数据集婴儿啼哭声样本来自 ＰａｄｄｌｅＰａｄｄｌｅ 上的

啼哭声数据集。 数据集来源见表 １。 数据集中，有
的音频时长不相等，通过脚本将音频时长裁剪至 ３ ｓ
左右。 通过裁剪后的音频得到 ３ ４０２ 条婴儿哭声音

频数据，然后采用 Ｕｒｂａｎｓｏｕｎｄ８ｋ［９］数据集中大约 ３ ｓ
的 ３ ４２９ 条非婴儿哭声音频数据。 进一步将音频转

换成梅尔频谱图，如图 ６ 所示。
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(a)哭声

(b)非哭声
图 ６　 婴儿哭声和非哭声图像样本

Ｆｉｇ． ６　 Ｓａｍｐｌｅｓ ｏｆ ｉｎｆａｎｔ ｃｒｙｉｎｇ ａｎｄ ｎｏｎ－ｃｒｙｉｎｇ ｉｍａｇｅｓ
表 １　 数据集来源

Ｔａｂｌｅ １　 Ｄａｔａ ｓｅｔ ｓｏｕｒｃｅｓ

Ｎａｍｅ Ａｕｄｉｏ ｄｕｒａｔｉｏｎ ／ ｓ Ｃｌａｓｓ Ａｕｄｉｏ ｑｕａｎｔｉｔｙ

Ｉｎｆａｎｔ ｃｒｙｉｎｇ ≤１５ ａｗａｋｅ １６０

Ｉｎｆａｎｔ ｃｒｙｉｎｇ ≤１５ ｄｉａｐｅｒ １３４

Ｉｎｆａｎｔ ｃｒｙｉｎｇ ≤２５ ｈｕｇ １６０

Ｉｎｆａｎｔ ｃｒｙｉｎｇ ≤２５ ｈｕｎｇｒｙ １６０

Ｉｎｆａｎｔ ｃｒｙｉｎｇ ≤２０ ｓｌｅｅｐ １４４

Ｉｎｆａｎｔ ｃｒｙｉｎｇ ≤２５ ｕｎｃｏｍｆｏｒｔａｂｌｅ １６０

Ｕｒｂａｎｓｏｕｎｄ８ｋ ≤４ Ａｉｒ ｃｏｎｄｉｔｉｏｎｅｒ １ ０００

Ｕｒｂａｎｓｏｕｎｄ８ｋ ≤４ Ｃａｒ ｗｈｉｓｔｌｅ ４２９

Ｕｒｂａｎｓｏｕｎｄ８ｋ ≤４ Ｂａｒｋ １０００

Ｕｒｂａｎｓｏｕｎｄ８ｋ ≤４ Ｃｈｉｌｄｒｅｎ Ｐｌａｙｉｎｇ １ ０００

２．３　 数据增强

音频数据增强是一种通过在训练数据上应用各

种变换来生成新的数据样本，以增加训练数据的数

量和多样性，从而提高深度学习模型的泛化能力的

方法。 数据集未增强和增强图像样本效果如图 ７ 所

示。 由图 ７ 可知，常用的音频数据增强技术包括：
（１）时间伸缩。 改变音频信号的时长，可以通

过线性插值或变换谱来实现。 例如，将一个音频信

号的时长拉长或缩短一定比例，可以生成新的数据

样本。 此实验将速度随机设置在 ０．１～１．３ 之间；
（２）噪声添加。 向原始音频信号中添加白噪

声、脉冲噪声、高斯噪声等，以模拟真实场景中的噪

声干扰。 例如，通过在婴儿哭声音频中添加噪声，可
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以增加模型对于噪声干扰的鲁棒性。 此实验将高斯

噪声的标准差设置为 ０．０５；
（３）音调变换。 音频数据增强中的音调变换

（Ｐｉｔｃｈ ｓｈｉｆｔ）是一种调整音频信号中所有频率的高

低程度的技术。 该技术可以用来模拟声音的高低变

化，例如婴儿的声音在不同情绪下可能会有高低不

同的音调。 此实验将音调随机设置在－３～３ 之间。
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图 ７　 数据集未增强和增强图像样本

Ｆｉｇ． ７　 Ｕｎｅｎｈａｎｃｅｄ ａｎｄ ｅｎｈａｎｃｅｄ ｉｍａｇｅ ｓａｍｐｌｅｓ ｏｆ ｔｈｅ ｄａｔａｓｅｔ

　 　 通过以上的数据增强技术，可以生成更多且多

样化的训练数据，从而提高深度学习模型的泛化能

力和性能。 同时，需要根据具体的任务场景和数据

特征，选取适合的数据增强技术来提升模型的表现。
２．４　 参数设置

选用 Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ 网络结构可以使得模型的

精度和效率达到最优效果，同时也不会过度消耗计算机

资源。 经多次实验后，得到了本模型的最优参数组合，设
置图像标准化 Ｎｏｒｍ＿ｓｉｚｅ 为 ２２４，批量大小 Ｂａｔｃｈ＿ｓｉｚｅ 为

１６，初始学习率为 ０．０００ １，共迭代了 ｅｐｏｃｈ ２０次。
２．５　 实验结果及分析

２．５．１　 实验结果

根据常用性能评价指标，准确率越高，模型识别

越准确，越能有效避免婴儿哭声未被识别出的情况；
损失越低，则说明模型鲁棒性的强大。 模型训练过程

中准确率和损失变化情况如图 ８ 所示。 实验结果表

明：本实验最终验证集准确率和损失率分别为０．９８７ ３
和０．０４２ ３。训练过程速度快，网络收敛性良好。
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　 　 　 　 （ａ） 准确率　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） 损失值

图 ８　 模型训练过程中准确率和损失变化情况

Ｆｉｇ． ８　 Ｃｈａｎｇｅｓ ｉｎ ａｃｃｕｒａｃｙ ａｎｄ ｌｏｓｓ ｄｕｒｉｎｇ ｍｏｄｅｌ ｔｒａｉｎｉｎｇ
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２．５．２　 结果分析

数据集中训练集、验证集和测试集已被分好，未
进行预处理前，训练集的数据量为 ５ ４６４ 张，验证集

的数据量为 １ ３６６ 张，测试集数据量为 ８００ 张。 为

了更准确地验看识别效果，对测试集上的图像进行

预测，并用混淆矩阵查看预测结果。
　 　 实验模型在测试集上的混淆矩阵如图 ９ 所示。
从图 ９ 中可以看出，在测试集上，对于哭声和非哭声

梅尔谱图图像，准确率均达到 ９８％左右， ｒｅｃａｌｌ 达到

０．９９０ ， ｆ１ 达到０．９８７ ５，可见本模型对于哭声梅尔频

谱图图像分类效果理想。
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图 ９　 实验模型在测试集上的混淆矩阵

Ｆｉｇ． ９　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｍｏｄｅｌ ｏｎ ｔｅｓｔ ｓｅｔ

　 　 在模型训练过程中，可以看出模型相较于轻量

级神经网络模型 ＥｆｆｉｃｉｅｎｔＮｅｔ［１０］，准确率更高；相较

于其他深度学习网络模型如 ＲｅｓＮｅｔ［１１］、ＶＧＧ１６［１２］，
准确率较高。 对比数据见表 ２。

表 ２　 数据集上深度学习分类模型的性能指标

Ｔａｂｌｅ ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｉｎｄｉｃａｔｏｒｓ ｏｆ ｔｈｅ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｃｌａｓｓｉｆｉｃａｔｉｏｎ
ｍｏｄｅｌ ｉｎ ｔｈｅ ｄａｔａ ｓｅｔ

模型 输入特征 Ａｃｃｕｒａｃｙ Ｌｏｓｓ Ｐａｒａｍ ／ ＭＢ

ＥｆｆｉｃｉｅｎｔＮｅｔＶ２－Ｂ２ Ｍｅｌ Ｓｐｅｃｔｒｏｇｒａｍ ０．９２６ １ ０．３３２ ８ ３２．０

ＶＧＧ１６ Ｍｅｌ Ｓｐｅｃｔｒｏｇｒａｍ ０．９５４ ２ ０．１４７ ２ ５９．５

ＲｅｓＮｅｔＶ２－５０ Ｍｅｌ Ｓｐｅｃｔｒｏｇｒａｍ ０．９６９ ２ ０．０６３ ７ ９４．８

Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ Ｍｅｌ Ｓｐｅｃｔｒｏｇｒａｍ ０．９８５ ０ ０．０４２ ３ ８５．３

ＥｆｆｉｃｉｅｎｔＮｅｔＶ２－Ｂ２ ＭＦＣＣ ０．９０３ ３ ０．２７３ ６ ３１．６

ＶＧＧ１６ ＭＦＣＣ ０．９５４ ４ ０．０５７ ０ ５８．９

ＲｅｓＮｅｔＶ２－５０ ＭＦＣＣ ０．９６７ ９ ０．０６０ １ ９４．６

　 　 本实验还将模型与传统的分类模型做实验对

比、如 ＳＶＭ［１３］，相较于传统分类模型有着更高的准

确率。 对比数据见表 ３。
表 ３　 数据集上传统分类模型的性能指标

Ｔａｂｌｅ ３　 Ｐｅｒｆｏｒｍａｎｃｅ ｉｎｄｉｃａｔｏｒｓ ｏｆ ｔｒａｄｉｔｉｏｎａｌ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｏｄｅｌｓ
ｏｎ ｔｈｅ ｄａｔａ ｓｅｔ

模型 输入特征 Ａｃｃｕｒａｃｙ

ＳＶＭ Ｍｅｌ Ｓｐｅｃｔｒｏｇｒａｍ ０．９１４ ６

ＳＶＭ ＭＦＣＣ ０．９０７ ５

Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ Ｍｅｌ Ｓｐｅｃｔｒｏｇｒａｍ ０．９８５ ０

　 　 此外，本实验通过与其他优化器（如 ＳＧＤ［１４］、
Ａｄａｍ［１５］）的对比实验来评估 ＬｏｏｋＡｈｅａｄ 优化器的

性能，在相同的训练周期，使用不同的优化器选择合

适的学习率并记录模型的最佳测试精度。 对比数据

见表 ４。
表 ４　 优化器在本模型的性能指标

Ｔａｂｌｅ ４　 Ｐｅｒｆｏｒｍａｎｃｅ ｉｎｄｉｃａｔｏｒｓ ｏｆ ｔｈｅ ｏｐｔｉｍｉｚｅｒ ｉｎ ｔｈｉｓ ｍｏｄｅｌ

模型 Ｏｐｔｉｍｉｚｅｒ Ｌｅａｒｎｉｎｇ ｒａｔｅ Ａｃｃｕｒａｃｙ Ｅｐｏｃｈ

Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ ＳＧＤ ０．０００ １ ０．８８０ ７ ２０

Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ Ａｄａｍ ０．０００ １ ０．９７８ ９ ２０

Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ ＬｏｏｋＡｈｅａｄ ０．０００ １ ０．９８５ ０ ２０

　 　 观察以上表中数据，可以明显看出，基于 Ｖｉｓｉｏｎ
Ｔｒａｎｓｆｏｒｍｅｒ 和迁移学习的婴儿哭声音频分类算法在

参数量和准确率上的优越性。

３　 结束语

随着人工智能技术的不断发展，音频分类已经

成为了一个热门的研究领域。 婴儿哭声是婴儿沟通

的一种方式，同时也是其表达需求和传达状态的重

要方式。 因此，基于婴儿哭声的识别能够辅助父母

更好地了解和照顾婴儿。 本文使用了一个经过预训

练的 Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ 模型，即 ＶｉＴ－Ｂ ／ １６［３］作为基

础模型，并通过在婴儿哭声数据集上进行微调，以实

现对婴儿哭声的有效分类。 同时，本文还采用了迁

移学习的方法，即将在其他任务中训练好的模型参

数应用到本任务中，以加速模型的训练和提高准确

率。 本实验采用了开源的婴儿哭声数据集，并将其

划分为训练集和测试集。 通过实验结果表明，本实

验的模型在测试集上达到了 ９８％左右的分类准确

率，优于其他常用的分类算法，例如卷积神经网络和

ＳＶＭ 等。 在优化算法方面，本文采用了一种基于梯

度的优化算法 ＬｏｏｋＡｈｅａｄ 来更新模型参数，并使用

了学习率调度策略以提高模型的训练效率和稳

定性。
总体而言，本文证明了利用 Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ

和迁移学习的方法可以实现对婴儿哭声的高精度分

５２１第 ６ 期 王汝旭， 等： 基于 Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ 和迁移学习的家庭领域哭声识别



类识别。 这一方法也可以应用于其他领域的音频分

类任务。 未来的工作将会继续完善婴儿哭声数据

集，以提高模型的分类性能，并考虑使用其他的优化

算法以进一步提高模型的训练效率。
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