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ＤＦＮｅｔ： 融合多尺度特征与自注意力的表情识别算法
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摘　 要： 为解决人脸表情识别时存在的特征表达能力不足以及识别率不高的问题，提出了一种新的融合多尺度特征与自注意

力的表情识别算法－ＤＦＮｅｔ。 进行多尺度特征融合时，通过采用空洞卷积以及通道降维的形式，在扩大感受野的同时，获得多

尺度信息；提出一种快自注意力机制，改进了传统的 Ｔｒａｎｓｆｏｒｍｅｒ ｂｌｏｃｋ，提升了模型的特征提取能力，进一步提高了模型性能。
实验结果表明，所提方法在 ＲＡＦ－ＤＢ 和 ＫＤＥＦ 表情数据集分别取得了 ８９．３１％和 ８９．０５％的准确率，证明了所提网络具有较强

的泛化性。
关键词： 人脸表情识别； 残差网络； 自注意力机制； 空洞卷积； 多尺度

中图分类号： ＴＰ３９１．４ 文献标志码： Ａ 文章编号： ２０９５－２１６３（２０２４）０６－００６４－０７

ＤＦＮｅｔ：Ｅｘｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ
ｆｕｓｉｏｎ ｏｆ ｍｕｌｔｉ－ｓｃａｌｅ ｆｅａｔｕｒｅｓ ａｎｄ ｓｅｌｆ ａｔｔｅｎｔｉｏｎ

ＬＩＮ Ｓｈｕａｉｎａｎ， ＺＨＡＮＧ Ｗｅｉ， ＨＵ Ｍｉｎ， ＺＨＡＯ Ｒｕｉ

（Ｃｏｌｌｅｇｅ ｏｆ Ｍａｔｈｅｍａｔｉｃｓ ａｎｄ Ｃｏｍｐｕｔｅｒ， Ｊｉｌｉｎ Ｎｏｒｍａｌ Ｕｎｉｖｅｒｓｉｔｙ， Ｓｉｐｉｎｇ １３６０００， Ｊｉｌｉｎ， Ｃｈｉｎａ）

Ａｂｓｔｒａｃｔ： Ｔｏ ａｄｄｒｅｓｓ ｔｈｅ ｐｒｏｂｌｅｍｓ ｏｆ ｌａｒｇｅ ｍｏｄｅｌ ｓｉｚｅ， ｈｉｇｈ ｃｏｍｐｕｔａｔｉｏｎａｌ ｃｏｍｐｌｅｘｉｔｙ， ａｎｄ ｌｏｗ ｒｅｃｏｇｎｉｔｉｏｎ ｒａｔｅ ｉｎ ｆａｃｉａｌ
ｅｘｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ， ａ ｎｅｗ ｅｘｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｆｕｓｉｏｎ ｏｆ ｍｕｌｔｉ － ｓｃａｌｅ ｆｅａｔｕｒｅｓ ａｎｄ ｓｅｌｆ ａｔｔｅｎｔｉｏｎ
ｍｅｃｈａｎｉｓｍ－ ＤＦＮｅｔ ｉｓ ｐｒｏｐｏｓｅｄ． Ｗｈｅｎ ｐｅｒｆｏｒｍｉｎｇ ｍｕｌｔｉ － ｓｃａｌｅ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ， ｂｙ ｕｓｉｎｇ ｄｉｌａｔｅｄ ｃｏｎｖｏｌｕｔｉｏｎ ａｎｄ ｃｈａｎｎｅｌ
ｄｉｍｅｎｓｉｏｎａｌｉｔｙ ｒｅｄｕｃｔｉｏｎ， ｍｕｌｔｉ－ｓｃａｌｅ ｉｎｆｏｒｍａｔｉｏｎ ｉｓ ｏｂｔａｉｎｅｄ ｗｈｉｌｅ ｅｘｐａｎｄｉｎｇ ｔｈｅ ｒｅｃｅｐｔｉｖｅ ｆｉｅｌｄ． Ａ ｆａｓｔ ｓｅｌｆ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｉｓ
ｐｒｏｐｏｓｅｄ ｔｈａｔ ｉｍｐｒｏｖｅｓ ｔｈｅ ｔｒａｄｉｔｉｏｎａｌ Ｔｒａｎｓｆｏｒｍｅｒ ｂｌｏｃｋ ａｎｄ ｒｅｄｕｃｅｓ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｐａｒａｍｅｔｅｒｓ， ｔｈｅｒｅｆｏｒｅ ｉｍｐｒｏｖｅｓ ｔｈｅ ｐｅｒｆｏｒｍａｎｃｅ
ｏｆ ｔｈｅ ｍｏｄｅｌ． Ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｓｈｏｗ ｔｈａｔ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ ａｃｈｉｅｖｅｓ ａｃｃｕｒａｃｙ ｏｆ ８９．３１％ ａｎｄ ８９．０５％ ｏｎ ｔｈｅ ＲＡＦ－ＤＢ
ａｎｄ ＫＤＥＦ ｅｘｐｒｅｓｓｉｏｎ ｄａｔａｓｅｔｓ， ｒｅｓｐｅｃｔｉｖｅｌｙ， ｐｒｏｖｉｎｇ ｔｈａｔ ｔｈｅ ｐｒｏｐｏｓｅｄ ｎｅｔｗｏｒｋ ｈａｓ ｓｔｒｏｎｇ ｇｅｎｅｒａｌｉｚａｔｉｏｎ ａｂｉｌｉｔｙ．
Ｋｅｙ ｗｏｒｄｓ： ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ； ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋ； ｓｅｌｆ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ； ｄｉｌａｔｅｄ ｃｏｎｖｏｌｕｔｉｏｎ； ｍｕｌｔｉ－ｓｃａｌｅ

�哈尔滨工业大学主办 学术研究与应用

基金项目： 吉林省科技厅科研项目（２０２３０１０１２４３ＪＣ）。

作者简介： 林帅男（２０００－），女，硕士研究生，主要研究方向：图像识别； 张　 伟（１９８１－），男，博士，副教授，主要研究方向：智能影像处理； 胡　

敏（１９９９－），女，硕士研究生，主要研究方向：图像识别。

通讯作者： 赵　 瑞（１９７５－），女，博士，教授，硕士生导师，主要研究方向：数值模拟，智慧教育。 Ｅｍａｉｌ：ｌｉｊｉａｔｏｎｇ＿ｚｒ＠ １６３．ｃｏｍ

收稿日期： ２０２３－１２－０６

０　 引　 言

人脸表情是人们在日常生活中进行交流的非语

言交往手段，是人们传达情感和意图的最基本方式。
随着人工智能算法的发展，表情识别技术也取得了

显著进步。 人脸表情识别主要分为人脸检测、图像

预处理、特征提取以及表情分类四个部分［１］。 其

中，特征提取在图像处理领域占据重要地位，是表情

识别的前提与基础。
早期的人脸表情识别主要是基于传统手工方

法［２］。 ２００６ 年，Ｈｉｎｔｏｎ 等学者［３］ 开启了深度学习的

研究进程。 与传统的特征提取方法相比，基于深度

学习网络的 ＦＥＲ 方法省去了人工提取特征的步骤，
在处理大量复杂数据时可以取得更好的效果，泛化

性更强，并且对不同光照条件、遮挡物和多姿态等人

脸表情图像的识别更加有效。 在图像识别方面，卷
积神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ，ＣＮＮ）得
到了广泛应用，通过采用卷积层、池化层以及全连接

层等多种层次相互连接的方式，从输入的图像数据

中进行信息过滤，提取出更高层次的特征表示，进而

提高模型识别性能。



Ｇａｏ 等学者［４］ 提出了一种新的 ＦＥＲ 方法，在
ＣＮＮ 中引入光谱和空间注意（ＳＳＡ）模块以及数据集

内持续学习（ ＩＣＬ）模块，有效解决了表情识别过程

中空间动作单元的相互作用、光谱表达语义信息的

不足以及数据分布不平衡的问题。 针对网络参数量

较大等问题，李嘉乾等学者［５］ 基于残差网络，通过

引入深度可分离卷积，在一定程度上改善了参数量

特征。 Ｈｏｓｓａｉｎ 等学者［６］ 则是将基本 ＣＮＮ 与双线性

ＣＮＮ 架构融合，这样在降低网络运算参数的同时，
增强了网络中表情特征的权重，提升了网络性能，但
上述方法仅在静态的面部动作表情识别上有良好表

现。 那么，为体现面部表情识别网络的实时性能，
Ｓｕｎ 等学者［７］ 提出了一种多模态层次融合策略，通
过将卷积神经网络（ＣＮＮ）与双边长短时记忆循环

神经网络（ＢｉＬＳＴＭ－ＲＮＮ）相结合，从视频中学习时

空层次特征。 Ｚｈｅｎｇ 等学者［８］ 提出了一种高效的全

局和局部感知集成网络，在实时状态下准确、快速提

取面部特征的同时，解决了人脸图像特征提取过程

中的信息不完全以及大规模数据集鲁棒性较弱的问

题。
本文针对人脸表情识别特征提取能力不足、精

确度低的问题，进行了 ２ 个方面的改进：
（１）融合多尺度特征时，利用空洞卷积、通道降

维的形式，增大感受野，获得多尺度信息；
（２ ） 提 出 一 种 快 自 注 意 力 机 制 （ Ｆａｓｔ Ｓｅｌｆ

Ａｔｔｅｎｔｉｏｎ，ＦＳＡ）， 提高网络中面部表情特征的权重，
从而进一步提升 ＦＥＲ 精度。

１　 表情识别网络模型

理论上来讲，随着网络层数的加深，网络的性能

会越来越好，但研究表明，过深的网络反而会出现梯

度爆炸和梯度消失的现象，从而导致网络性能的下

降。 对此，本文构建了一种基于残差网络（Ｒｅｓｉｄｕａｌ
Ｎｅｔｗｏｒｋ，ＲｅｓＮｅｔ）的 ＦＥＲ 方法，选用 ＲｅｓＮｅｔ５０ 作为

基准框架，提取基础图像特征，增强网络的表达能

力，模型结构如图 １ 所示。 图 １ 中，左图为 ＤＦ－Ｎｅｔ
整体结构； 中间图为各模块具体结构； 右图为

Ｂｏｔｔｌｅｎｅｃｋ 具体结构。
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图 １　 模型结构图

Ｆｉｇ． １　 Ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

１．１　 ＤＣＭ 模块

本文 提 出 的 空 洞 卷 积 － 多 尺 度 （ Ｄｉｌａｔｅｄ
Ｃｏｎｖｏｌｕｔｉｏｎ Ｍｕｌｔｉ－ｓｃａｌｅ，ＤＣＭ）模块，在进行多尺度

特征融合时，主要采用空洞卷积的形式，利用不同的

膨胀率，使用 ３×３ 的卷积替代 ５×５ 和 ７×７ 的卷积，
增大了感受野，同时采用了通道降维的形式，在一定

程度上提升模型的检测精度。 ＤＣＭ 结构如图 ２ 所

示。

　 　 输入 ７×７ 的特征图后，将并行经过 １ 次 １×１ 卷

积，１ 次 ３×３ 卷积，２ 次 ３×３ 卷积和 ３ 次 ３×３ 卷积的

数据进行 ｃｏｎｃａｔ 操作，也就是通道方面的叠加，通道

数由 Ｃ ／ ４ 变为 Ｃ。 接着在 ＢａｔｃｈＮｏｒｍ２ｄ 和 ＳＩＬＵ 层

进行激活，后利用 １×１ 的卷积实现通道降维。 为加

速提高网络的收敛速度和稳定性，并提高网络的泛

化能力，再次经过 ＢａｔｃｈＮｏｒｍ２ｄ 和 ＳＩＬＵ 层，激活完

成后对所有数据进行整合。
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图 ２　 ＤＣＭ 结构图

Ｆｉｇ． ２　 ＤＣＭ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 利用多尺度特征融合进行表情识别，可以在一

定程度上改进特征的表达能力。 与单一尺度的特征

相比，多尺度特征融合能够更加有效地捕捉表情的

特征信息，从而提高 ＦＥＲ 的精度与鲁棒性。
空洞卷积（Ｄｉｌａｔｅｄ Ｃｏｎｖｏｌｕｔｉｏｎ）也叫扩张卷积或

者膨胀卷积，也就是在卷积核元素之间填充一些空格

（０）来扩大卷积核的过程。 假设以一个变量 ｒ 来衡量

空洞卷积的扩张系数，则加入空洞后的实际卷积核尺

寸与原始卷积核尺寸之间的关系满足式（１）：
Ｋ ＝ ｋ ＋ ｋ － １( ) ｒ － １( ) （１）

　 　 其中， ｋ 为原始卷积核大小；ｒ 为空洞卷积扩张率

（ｄｉｌａｔｉｏｎ ｒａｔｅ）；Ｋ 为经过扩展后实际卷积核大小。
在进行多尺度特征融合时，使用空洞卷积有如

下好处：
（１）扩大感受野。 相对于池化来说，使用空洞

卷积可以在扩大感受野的同时不丢失分辨率，从而

获得更加密集的数据；
（２）获取多尺度上下文信息。 当多个带有不同

空洞卷积扩张率的空洞卷积核叠加时，不同的感受

野会带来多尺度信息。
１．２　 ＦＳＡ 模块

针对 Ａｔｔｅｎｔｉｏｎ 机制，目前核心思路可阐释分述

如下：
（１）对每个输入元素计算一个非负对归一化权重；
（２）将这些权重与对应成分的表示相乘；

（３）将得到的结果求和，产生一个固定长度的

表示。
那么，为了更好地建立神经网络对于多个相关

输入的相关性，主要使用自注意力机制来解决这个

问题，自注意力机制实际上是想让机器注意到整个

输入中不同部分之间的相关性。
本 文 提 出 的 快 自 注 意 力 机 制 （ Ｆａｓｔ Ｓｅｌｆ

Ａｔｔｅｎｔｉｏｎ，ＦＳＡ），通过降维、替换全连接等方式以较

低的计算量，提高模型对特征的提取能力，进而提升

模型性能。 ＦＳＡ 结构如图 ３ 所示。 图 ３ 中，左图为

ＦＳＡ 整体结构图，中间图为多头自注意力机制

（Ｍｕｌｔｉ－Ｈｅａｄｅｄ Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ， ＭＨＳＡ）模块，右图为

多层感知机（Ｍｕｌｔｉ Ｌａｙｅｒ Ｐｅｒｃｅｐｔｒｏｎ， ＭＬＰ）模块。
　 　 为避免因维度过高导致计算量增大、产生过拟

合现象，ＦＳＡ 主要通过 １×１ 卷积和维度的一些变换

来达到全连接的效果。 首先将上一层的输出作为

ＦＳＡ 模块的输入，输入的 ｔｅｎｓｏｒ 维度是 ｂａｔｃｈｓｉｚｅ ×
２ ０４８×７×７，输入通道数设为 ｃ。 随后，通过 １×１ 的

卷积实现降维操作，输出通道数是 ｃ × ｒ，ｒ 设为０．２５，
即把 ｃ 压缩成了原来的四分之一。 之后，为了让中

间层的数据分布稳定，便于训练，使用 ＬａｙｅｒＮｏｒｍ 层

进行层归一化。 将归一化后的数据输入到 ＭＨＳＡ
多头注意力模块， 随后生成一个残差， 再次在

ＬａｙｅｒＮｏｒｍ 层进行归一化，经过 ＭＬＰ 多层感知机后，
生成一个残差，最后经过 １×１ 卷积层升维后输出。
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图 ３　 ＦＳＡ 结构图

Ｆｉｇ． ３　 ＦＳＡ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 多头注意力（ＭＨＳＡ）是 Ｔｒａｎｓｆｏｒｍｅｒ 模型中的一

个重要组成部分，这种结构的设计可以均衡同一种

注意力机制可能产生的偏差，丰富特征子空间的多

样性，从而提升模型的训练效果。 Ｌｉｎｅａｒ 代表线性

变换，具体实现时使用卷积＋维度变换代替全连接

得到多头的 Ｑ（ｑｕｅｒｙ）、Ｋ（ｋｅｙ）、Ｖ（ｖａｌｕｅ），并行整合

每个头特征，分别求注意力后再连接起来。
ＭＬＰ 多层感知机中的 ２ 层 Ｌｉｎｅａｒ 也同样使用

卷积＋维度变换实现语义空间的转换。
１．３　 算法流程

本文提出的 ＦＥＲ 方法，算法流程如图 ４ 所示。
这里将对各流程步骤展开剖析论述如下。

结束

迭代完成?

训练

图像预处理

网络初始化

开始

是

否

图 ４　 算法流程图

Ｆｉｇ． ４　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ｔｈｅ ａｌｇｏｒｉｔｈｍ

　 　 （１） 网络初始化：本步骤完成网络的构建及初

始化；
（２） 图像预处理：在每次迭代训练前，需要对图

像进行预处理，预处理过程包括：
① 图像缩放至 ２２４×２２４；
② 图像归一化至［０， １］，可由式（２）来确定：

ｙ ＝
ｘｉｍｇ

２５５
（２）

　 　 其中， ｘｉｍｇ 表示图像矩阵。
　 　 ③ 白化处理：降低数据间的相关度，即降低不

同数据所含信息的重复性，从而提高网络的训练效

率，可由式（３）进行描述：

ｙ ＝
ｘｉｍｇ － ｍｅａｎ

ｓｔｄ
（３）

　 　 其 中， ｓｔｄ 为 数 据 集 标 准 差 ［０．２２９， ０．２２４，
０．２２５］；ｍｅａｎ 为数据集均值［０．４８５， ０．４５６， ０．４０６］。

④ 随机擦除：随机选择某个区域擦除该区域内

的图像信息，使得模型对遮挡更具有鲁棒性。 具体是

将该区域的像素值设置为 ０，执行该操作的概率为

０．５。
（３）训练：将预处理后的图像输入到 Ｂａｃｋｂｏｎｅ

中，接着输入到 ＤＣＭ 模块与 ＦＳＡ 模块，最终输入到

全连接层。 训练过程中，采用 Ａｄａｍ 优化器，初始学

习率为 ０．０００ １， ｅｐｏｃｈ 设为 ８０；
（４）判断训练是否完成：若完成（训练轮数达到

设置的 ｅｐｏｃｈｓ） 则退出；否则，返回至步骤（２）。

２　 实验

２．１　 实验准备

本文的实验操作系统是 Ｕｂｕｎｔｕ ２０．０４．３ ＬＴＳ，实
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验环境是采用了 Ｐｙｔｏｒｃｈ１．９．０ 框架搭建，硬件平台

ＣＰＵ 为 Ｉｎｔｅｌ（Ｒ） Ｘｅｏｎ（Ｒ） Ｇｏｌｄ ５２１８Ｒ，ＧＰＵ 为６ Ｇ
的 ＮＶＩＤＡ ＧｅＦｏｒｃｅ ＲＴＸ３０８０Ｔｉ。 采用了 Ａｄａｍ 优化

器，学习率设为 ０．０００ １，实 验 ｂａｔｃｈｓｉｚｅ 设置为 ３２，
训练 ｅｐｏｃｈ 为 ８０。
２．２　 数据集

分别使用 ＲＡＦ－ＤＢ 表情数据集和 ＫＤＥＦ 表情

数据集进行实验。
ＲＡＦ－ＤＢ 数据集［９］由２９ ６７２张真实世界图像组

成，提供了 ５ 个精确的人脸关键点，包含 ７ 种基本表

情以及 １２ 种复合表情。 为了验证本文提出方法的

有效性，本次实验中选取了 ７ 种基本表情图像中的

１２ ２７１张图像作为训练样本，３ ０６８ 张图像作为测试

样本。 图像原始尺寸为 １００×１００，经过处理后输入

到模型的尺寸２２４ × ２２４ 。图５为ＲＡＦ－ＤＢ数据集

样本分布。 ＲＡＦ－ＤＢ 数据集中的 ７ 种表情样例图像

如图 ６ 所示。
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图 ５　 ＲＡＦ－ＤＢ 数据集各类表情分布

Ｆｉｇ． ５　 Ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｖａｒｉｏｕｓ ｅｘｐｒｅｓｓｉｏｎｓ ｉｎ ｔｈｅ ＲＡＦ－ＤＢ

Anger Disgust Fear Happiness Neutral Sadness Surprise

图 ６　 ＲＡＦ－ＤＢ 表情库部分图像

Ｆｉｇ． ６　 Ｐａｒｔｉａｌ ｉｍａｇｅｓ ｏｆ ＲＡＦ－ＤＢ ｅｍｏｔｉｏｎ ｌｉｂｒａｒｙ

　 　 ＫＤＥＦ 数据集［１０］ 是在光照比较柔和的情况下

采集的，被采集者没有胡须、耳环或眼镜，因此不会

受到这些因素的遮挡影响。 该数据集包括 ７ 种不同

的表情，每个表情有 ５ 个角度，共有 ４ ９００ 张彩色

图。 在本实验中，选取其中的３ ９１１张图像作为训练

样本，９７７ 张图像作为测试样本，图像原始尺寸为

５６２×７６２，经过处理后输入到模型的尺寸为 ２２４ ×
２２４。 图 ７ 为 ＫＤＥＦ 数据集样本分布。 ＫＤＥＦ 数据

集中的 ７ 种表情样例图像如图 ８ 所示。
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图 ７　 ＫＤＥＦ 数据集各类表情分布

Ｆｉｇ． ７　 Ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｖａｒｉｏｕｓ ｅｘｐｒｅｓｓｉｏｎｓ ｉｎ ｔｈｅ ＫＤＥＦ
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图 ８　 ＫＤＥＦ 表情库部分图像

Ｆｉｇ． ８　 Ｐａｒｔｉａｌ ｉｍａｇｅｓ ｏｆ ＫＤＥＦ ｅｍｏｔｉｏｎ ｌｉｂｒａｒｙ

２．３　 评价指标

为评估网络模型的有效性， 使用分类精度

（Ａｃｃｕｒａｃｙ） 来计算模型的平均识别率，即所有预测

对的数量 ／ 所有样本数量。 可由式（４） 来求得：

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＦＰ ＋ ＴＮ ＋ ＦＮ

（４）

　 　 其中， Ａｃｃｕｒａｃｙ 表示分类精度；ＴＰ、ＴＮ、ＦＰ、ＦＮ
分别表示真阳性、真阴性、假阳性以及假阴性。
２．４　 实验结果分析

混淆矩阵能够详细描述每种表情识别精度和被

误区分为其他表情的比例。 对本文的网络模型在 ２
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个数据集上进行了混淆矩阵测试实验，并通过图 ９
和图 １０ 展示了实验结果。 图 ９、图 １０ 中每行都代

表真实类别，每列都代表预测类别，对角线项表示每

个表情的识别精度。
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图 ９　 ＲＡＦ－ＤＢ 数据集混淆矩阵

Ｆｉｇ． ９　 ＲＡＦ－ＤＢ ｄａｔａｓｅｔ ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ
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图 １０　 ＫＤＥＦ 数据集混淆矩阵

Ｆｉｇ． １０　 ＫＤＥＦ ｄａｔａｓｅｔ ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

　 　 实验结果表明，本文的网络模型在 ＲＡＦ－ＤＢ 数

据集的实验中， 对 Ｈａｐｐｉｎｅｓｓ 类识别率较高， 对

Ｄｉｓｇｕｓｔ 和 Ｆｅａｒ 的识别率较低，可能的原因之一是数

据集中所选的大部分样本都是 Ｈａｐｐｉｎｅｓｓ，而 Ｆｅａｒ 与
Ｄｉｓｇｕｓｔ 样本相对较少，因此可能会因样本分布不平

衡对表情识别产生偏差；除此之外，几类表情之间存

在一定程度的混淆，导致提取到的特征相似度较高，
因 此 各 类 表 情 识 别 率 会 存 在 一 定 差 距。 因

Ｈａｐｐｉｎｅｓｓ 表情与其他表情相比较为独特，识别率最

高，但 Ｓａｄｎｅｓｓ 和 Ｄｉｓｇｕｓｔ 表情与其它表情存在相似

特征，容易出现分类错误，因此 Ｓａｄｎｅｓｓ 和 Ｄｉｓｇｕｓｔ 表
情的识别率相对较低。
　 　 相比之下，在 ＫＤＥＦ 数据集的实验中，各类表情

的样本分布较均匀，虽然各个表情存在轻微混淆，但
其特征较容易区分，因此所提网络模型对各类表情

均有较好识别。 由此可以说明，通过添加 ＤＣＭ 模块

与 ＦＳＡ 模块可以有效提高表情识别的鲁棒性。
为验证本文算法对人脸表情特征提取更具优

势，在 ＲＡＦ－ＤＢ 和 ＫＤＥＦ 公开表情数据集上，与近

年其他先进表情识别算法进行对比，对比实验结果

见表 １。 由表 １ 可知，本文构建的网络模型具有更

强的泛化性能。
表 １　 与其他方法对比结果

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｔａｂｌｅ ｗｉｔｈ ｏｔｈｅｒ ｍｅｔｈｏｄｓ

数据集 算法 识别率 ／ ％

ＲＡＦ－ＤＢ ｅＸｎｅｔ［１１］ ８６．３７

ＤＤＬ［１２］ ８７．７１

ＩＦ－ＧＡＮ［１３］ ８８．３３

ＦＴ－ＣＳＡＴ［１４］ ８８．６１

ＤＦＮｅｔ ８９．３１

ＫＤＥＦ ＤＭＬ－Ｎｅｔ［１５］ ８８．２０

Ｐ－ＰＣＡＮｅｔ［１６］ ８４．０８

ＳＡＦＥＰＡ［１７］ ８４．１９

ＳＳＡ－Ｎｅｔ［１８］ ８８．５０

ＤＦＮｅｔ ８９．０５

２．５　 消融实验

本文研究的主要改进重点在空洞卷积－多尺度

与自注意力机制这两部分，为了证明文中所提各模

块的有效性与必要性，本文采用了消融实验来进行

验证。 其中， ＲｅｓＮｅｔ 对应 Ｂａｓｅｌｉｎｅ 结果， ＲｅｓＮｅｔ ＋
ＤＣＭ 是只添加空洞卷积－多尺度的结果，ＲｅｓＮｅｔ ＋
ＦＳＡ 是只添加快自注意力机制的结果，ＲｅｓＮｅｔ＋ＤＣＭ＋
ＦＳＡ 是添加了空洞卷积－多尺度和快自注意力机制

的结果、 即本文网络。 实验结果见表 ２。
表 ２　 消融实验

Ｔａｂｌｅ ２　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ

ＲｅｓＮｅｔ ＤＣＭ ＦＳＡ
ＲＡＦ－ＤＢ
识别率 ／ ％

ＫＤＥＦ
识别率 ／ ％

Ｐａｒａｍｓ ／
Ｍ

√ ８８．４０ ８７．６１ ２３．５２

√ √ ８８．８２ ８８．０２ ５７．０９

√ √ ８８．６６ ８８．８４ ３２．９７

√ √ √ ８９．３１ ８９．０５ ６６．５３

　 　 由表 ２ 可以看出，随着 ｂａｓｅｌｉｎｅ 添加 ＤＣＭ 与

ＦＳＡ 模块，虽然参数量有所增加，但 ２ 个数据集上表

情识别率均有所提升。 在二者的共同作用下，相较

于基础网络，准确率分别提高了 ０．９１％和 １．４４％，且
相比添加单一模块，模型性能均有明显提升，表明两
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者在共同作用下效果更优，验证了本文所提网络的

有效性。

３　 结束语

本文提出一种新的表情识别方法、即添加 ＤＣＭ
模块，在增大感受野的同时，有效获得了多尺度信

息；融合了 ＦＳＡ 模块，提高了模型对特征的提取能

力，进而提高了表情识别效率。 在已公开的人脸表

情数据集 ＲＡＦ－ＤＢ 以及 ＫＤＥＦ 上做了对比实验来

进行模型评估。 实验结果显示，本文提出的表情识

别方法较现有模型来说有较高的识别准确率与泛化

性。 未来的研究中，在考虑降低模型参数的同时，要
考虑更多样本的人脸表情识别，实现由单目标到多

目标的识别。
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