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摘　 要： 本文提出了一种基于坐姿压力检测的人脑注意力状态分析方法，旨在深入分析和评估人类在外界环境认知过程中的

注意力状态。 研究显示，坐姿不仅能反映人体健康状况，还能揭示精神状态。 特别地，坐姿的变化往往与注意力的专注程度

密切相关。 为此，利用压力传感器采集受试者的坐姿压力数据，并借助 ＧＲＵ 模型对其进行深度分析，以揭示坐姿压力分布及

其变化，进而推断出用户的注意力集中程度。 为获得准确的注意力状态标签，结合基于脑电数据的注意力分类模型和 ＡＢＲ 检

测方程，通过提取脑电数据关键通道的特征数据，使用 ＫＮＮ 模型进行训练，并获得一个分类模型以进行注意力状态分类。 同

时，计算 ＡＢＲ 值以评估注意力专注程度。 在标签确定过程中，当分类模型的分类结果与 ＡＢＲ 检测方程的判断一致时，该结果

将作为最终的注意力标签；否则，相应数据将被舍弃。 这种双重验证确保了注意力标签的准确性和可靠性。 该方法在注意力

分析领域取得了显著成效，模型准确率可达 ９８％以上。 此方法不仅成本低廉、操作简便，还具备非侵入性特点，为注意力的相

关研究和应用提供了有力的支持。
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０　 引　 言

在科学技术高速发展的背景下，人类对脑部机

制的探索日益深入。 注意力作为认知过程的核心要

素，受到了广泛关注。 注意力，即个体将心智资源聚

焦于特定目标，排除无关干扰的心理过程［１］，对人

类的感知、思考、决策和行为具有深远影响。 因此，
无论是在学生在线学习的专注度研究［２］，还是注意



力缺陷患者的治疗领域［３］，对注意力的理解和研究

都具有重要价值。
目前，注意力研究主要集中在认知心理学和神

经科学领域，旨在揭示注意力的运作机制、调控过程

及其与认知功能的关系。 传统的注意力研究方法多

依赖于脑电设备和眼动设备。 脑电设备，特别是非

嵌入式设备，因其无需手术、易于操作且广泛适用于

脑机接口（ＢＣＩ）研究，已成为注意力分析的主流工

具［４］。 通过采集和分析脑电图（ＥＥＧ）数据，研究者

们能够洞察注意力的内在机制。 Ｐｅｎｇ 等学者［５］ 利

用 ＨＨＴ 方法分析单通道 ＥＥＧ 数据，使用 ＳＶＭ 对波

段功率和谱熵特征分类，成功区分了注意和放松状

态，平均分类准确率为 ８４．８０％。 Ｚａｉｎａｂ 等学者［６］提

出利用脑电信号来检测集中注意力和工作记忆的方

法，获得分类准确率分别为 ８４％和 ８１％。 另一方

面，因为不同的眼动模式往往与不同的注意力状态

紧密相关［７］。 所以眼动设备通过捕捉眼部或面部

的动态数据来分析注意力状态，也成为研究注意力

的重要手段。 Ｉｖｅｔａ 等学者［８］ 利用无线 ＳＭＩ 眼动追

踪眼镜评估飞行员的注意力水平，为飞行安全提供

了科学依据。 Ｔｓｅｎｇ 等学者［９］ 则基于学生面部特征

点位置的变化率，探索了学生的注意力水平，为教育

领域带来了创新的教学评估方法。
然而，这些方法在实际应用中存在一定的局限

性，如操作繁琐、成本高昂、携带不便等。 为了克服

这些局限性，研究者们开始探索更为便捷、更低成本

的注意力评估方法。 其中，Ｓｅｏ 等学者［１０］ 的研究揭

示了坐姿变化与注意力集中程度之间的潜在联系，
为通过坐姿评估注意力提供了新的思路。 本研究正

是在此基础上展开，致力于通过一种压力传感器获

取人体连续的坐姿压力数据，进而分析坐姿改变与

注意力状态之间的关系。 通过本研究，期望能够深

入理解坐姿与注意力之间的关系，为注意力评估和

干预提供新的视角和方法。

１　 总体方案设计

研究表明坐姿能够揭示出精神状态［１１］。 坐姿

发生变化往往伴随着注意力的专注程度的波动［１０］。
为了训练基于坐姿压力的注意力分析模型，实现对

个体注意力状态的评估，设计给出的研究方案如图

１ 所示，并征集了 １６ 位志愿者参与数据采集。 坐姿

压力特征数据是通过压力传感器实时收集受试志愿

者的坐姿压力数据，并经过一系列数据预处理步骤

后获得的。 状态标签则是利用 ＡＢＲ 检测方程结合

基于脑电数据的注意力分类模型，对脑电设备捕获

的脑电时序数据进行精准分类后得出的。 而注意力

分类模型的训练，依赖于受试者手动标记的注意力

状态以及与之相对应的脑电数据。
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图 １　 研究总体方案框图

Ｆｉｇ． １　 Ｂｌｏｃｋ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｏｖｅｒａｌｌ ｒｅｓｅａｒｃｈ ｐｌａｎ

２　 坐姿压力特征数据获取

２．１　 采集电路设计

本文通过设计一款坐姿压力采集电路，实现对

受试者坐姿压力数据序列的采集。 电路核心器件为

ＩＭＭ０００５７ 矩阵结构电阻式传感器，由 ４４ 行、５２ 列、

共计 ２ ２８８ 节点构成，节点输出电阻值随着在其表

面施加压力的增加而变小。 因此，测量节点阻值可

以计算出该节点承受的压力。 传感器感应区长

３６２ ｍｍ、宽 ３０６ ｍｍ，单节点最小感应压力为 ２０ ｇ，
单个节点压力量程典型值为 １ ｋｇ，其尺寸和典型量

程适合坐姿压力分布测试。
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采集电路还包括微处理器（ＥＳＰ３２）、模拟开关

等关键部件。 对节点的选择如图 ２（ａ）所示，微控制

器向行、列模拟开关分别发出的地址 ＡＤＤｈ、ＡＤＤｖ，
控制行、列模拟开关导通相应行列引线，使对应节点

被选中，得到的等效电路如图 ２（ｂ）所示。
　 　 分压公式见式（１）：

Ｖ０ ＝
Ｖｃｃ

Ｒ０ ＋ ＲＳ

× Ｒ０ （１）

　 　 其中， ＲＳ 表示传感器节点电阻； Ｒ０ 表示定值电

阻； Ｖ０ 表示电阻 Ｒ０ 分得的电压。
为获得准确的测量结果需选择恰当的电阻 Ｒ０，

使其分得电压 Ｖ０ 能落在 ＡＤ 转换器的线性区间内。
为此，使用 ＡＤ 转换器对输入 ０ ～ １ Ｖ 的电压进行测

量，结果如图 ３ 所示。
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图 ３　 真实电压与测量电压对比
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　 　 图 ３ 中，横坐标为输入电压，纵坐标为测量电

压。 实线为 ２ 个电压相等的理想情况，虚线为 ＡＤ
转换器的测量模式下测量电压值曲线。 由图 ３ 可

知，在 ０．３４～０．６６ Ｖ 范围内短横线更接近实线。 因

此，ＡＤ 转换器测量范围模式选择 ０～１．１ Ｖ。 由本次

研究可求得 Ｒ０ 范围约为 ６．７～１３．０ ｋΩ， Ｒ０ 阻值选择

１２ ｋΩ。
将分压结点连接微处理器 ＡＤＣ 引脚，使用内部

ＡＤ 转换器测量 Ｖ０， 再将 Ｖ０ 的测量值代入可得阻值

ＲＳ。 结合式（２）推得单个节点的压力－电导公式，接
着可得压力 Ｆ， 见式（３）：

Ｃ ＝ ０．０８４ ３Ｆ ＋ ０．００１ （２）

Ｆ ＝
１２ Ｖ０

ＶＣＣ － Ｖ０( ) Ｒ０

－ ０．００１ （３）

　 　 其中， Ｃ ＝ １
ＲＳ

为电导。

２．２　 数据采集与预处理

为了模拟课堂场景，采集时长为 ４５ ｍｉｎ。 采集座

椅铺有压力传感器，高度为受试者端坐在椅子上，双
脚平放在地面，大腿与小腿所成角度接近 ９０°［１２］。 采

集时受试者随意支配时间。 采集电路遍历所有节点

并完成 ＡＤ 转换、数据传输需要 １．２ ｓ。 最终，获得共

计 １６×（４５×６０） ／ １．２＝３６ ０００帧坐姿压力特征数据。
采集过程中，坐姿改变、电路转换误差以及电磁

干扰等都将导致原始数据出现数据缺失、异常和噪

声等问题。 如果不经过适当的处理，可能会对数据

分析的结果产生负面影响。
对于数据缺失和异常值，由于不同的坐姿导致

不同位置上节点的压力值有很大差别，但大致连续
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平滑。 所以实验采用局部插值的方式对数据缺失和

异常值进行修正，此处需用到的公式为：

ｇ ｘ０，ｙ０( ) ＝ １
Ｍ ∑

（ｘ，ｙ）∈Ｓ
ｆ（ｘ，ｙ） （４）

　 　 其 中， ｘ０，ｙ０( ) 为 需 插 值 的 坐 标， Ｓ 为

ｘ０，ｙ０( ) 的去心邻域； Ｍ 为 Ｓ 内像素总数。 实验采

用 ８ 邻域数据平均值插值。
对于数据中的噪声，选择使用标准差为 １ 的高

斯滤波方法进行平滑处理。 高斯滤波可以减少噪音

的影响，使数据易于分析和理解。

归一化是数据预处理的一种常见方法。 将数据

的范围缩放到一个特定尺度，以达到提高模型精度、
加速训练过程、改善收敛性的目的。 实验选择的

Ｍｉｎ－Ｍａｘ 归一化方法将数值调整到 ０ ～ １ 之间，可用

式（５）表示为：

Ｘｎｏｒｍａｌｉｚｅｄ ＝
Ｘ － Ｘｍｉｎ

Ｘｍａｘ － Ｘｍｉｎ
（５）

　 　 图 ４ 给出清洗前后数据对比，质量上明显有所

提高，降低因数据缺失、异常和噪声对数据分析的结

果产生负面影响。
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　 （ａ） 原始图像　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） 过滤后结果　 　
图 ４　 数据清洗前后对比
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３　 状态标签获取

本文将注意力状态分为“专注”和“不专注”，在
研究过程中需要对坐姿压力数据进行标注。 但状态

标签的确定是很困难的，如果让受试者本人记录其

注意力状态，将会在一定程度上破坏其专注状态，造
成数据的不准确。 因此，本文采用基于脑电数据注

意力分类模型分类与使用 ＡＢＲ 检测方程判断相结

合的方式获得状态标签。
３．１　 脑电数据采集

脑电数据在实验中有 ２ 个用途。 一是用于训练

基于脑电数据的注意力分类模型，为便于表述称其

为“带标注脑电数据”；二是经过脑电数据注意力分

类模型分类结合 ＡＢＲ 检测方程形成注意力状态标

签，为便于表述称其为“标签脑电数据”。
考虑到脑电信号在短时间内是平稳的［１３］，带标

注脑电数据的采集以 ５ ｓ 为单位进行［１４］。 在采集

“专注”数据时，受试者从 １００ 开始进行倒序计数；

在采集“不专注”数据时，受试者保持放松状态。 然

后，舍弃前后各１ ｓ的数据以获得稳定的样本。 每位

受试者采集 ２ 类带标注脑电数据、各 ９０ 段，共计采

集２ ８８０个带标注脑电数据样本。
数据采集如图 ５ 所示，标签脑电数据采集需要

与坐姿压力数据的采集同时进行。 受试者头戴电极

帽，端坐在铺放传感器的椅子上 ４５ ｍｉｎ，并自由支配

这段时间。 为了保证数据样本一致，取以坐姿压力

数据时刻为中心的 ３ ｓ 标签脑电数据，即可获得

３６ ０００个标签脑电数据样本。

图 ５　 数据采集

Ｆｉｇ． ５　 Ｄａｔａ ａｃｑｕｉｓｉｔｉｏｎ
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３．２　 脑电数据预处理

本实验中脑电数据的预处理包括选择适用于注

意力分析的脑电数据信息，以及去除噪声和伪影对

脑电数据的污染［１５］。
在脑电数据采集过程中，电极帽的电极放置位

置遵循国际脑电学和脑磁学学会制定的 １０－１０ 标

准，如图 ６ 所示。 Ｆ７，Ｆ３，Ｐ７，Ｏ１，Ｏ２，Ｐ８ 和 Ｆｐ２ 等通

道常用于注意力分析［１６］。 所以，脑电数据中这 ７ 个

通道数据用于注意力研究。
　 　 ＥＥＧ 信号是以波形的形式表示的，通常不同频

率范围内的波动可以反映大脑不同的状态。 如 δ 波

（０．５～４．０ Ｈｚ）、 θ 波（４～８ Ｈｚ）、 α 波（８～１３ Ｈｚ）和 β
波（１３～３０ Ｈｚ）可以提供关于大脑活动的注意力水

平信息［１７］。 实验采用 ０．５－３０．０ Ｈｚ 的带通滤波器和

５０ Ｈｚ 的陷波滤波器对 ＥＥＧ 数据进行滤波，即选择

了 α、 β、 δ 和 θ 波的频域，又滤除交流电的干扰。

0 500 1000 1500 2000 2500

图 ６　 电极放置位置及选中的 ７ 通道 ＥＥＧ 数据

Ｆｉｇ． ６　 Ｅｌｅｃｔｒｏｄｅ ｐｌａｃｅｍｅｎｔ ａｎｄ ｓｅｌｅｃｔｅｄ ７－ｃｈａｎｎｅｌ ＥＥＧ ｄａｔａ

３．３　 获取注意力标签

３．３．１　 基于脑电数据的注意力分类模型

首先，对２ ８８０个带标注脑电数据样本进行预处

理，分别提取样本 ７ 个通道第１ ｓ和第２ ｓ［１４］ 的振幅

平均值作为特征数据，与受试者手动标注标签信息

一起，分别采用 Ｋ－近邻（ＫＮＮ）和 ５ 层神经网络两

种机器学习训练模型，获得模型情况见表 １。
表 １　 脑电模型参数与结果

Ｔａｂｌｅ １　 Ｐａｒａｍｅｔｅｒｓ ａｎｄ ｒｅｓｕｌｔｓ ｏｆ ＥＥＧ ｍｏｄｅｌ

方法 参数 准确率 ／ ％ 损失值　

ＫＮＮ Ｋ ＝ ４ ９６．１８ －

神经网络
ｏｐｔｉｍｉｚｅｒ ＝ ａｄａｍ
ｂａｔｃｈ＿ｓｉｚｅ ＝ ６４

９６．１０ ０．１６２ ８

　 　 由表 １ 可知，采用 ＫＮＮ 训练的模型准确率高于

神经网络模型，运行速度也明显快于神经网络。 在

比较 ２ 个模型的综合性能后，选择 ＫＮＮ 模型用于脑

电数据分析。
３．３．２　 ＡＢＲ 检测方程

由于 α 波对于注意力起到抑制作用［１８］，专注程

度越高其能量越低， β 波与注意力集中状态相关，专
注程度越高越活跃［１９］。 因此，二者能量比 ＡＢＲ
（Ａｌｐｈａ－Ｂｅｔａ Ｒａｔｉｏ）通常作为评估注意力集中程度

的一个重要指标［８］。 当 ＡＢＲ 越小表示专注力越高，
反之越低。 具体数学公式如下：

ＡＢＲ ＝
Ｅα

Ｅβ
（６）

　 　 其中， Ｅα 为 α 波能量，Ｅβ 为 β 波能量。

为了得到相应能量，将时域内的脑电信号 ｘ（ｎ）
利用快速傅里叶变换转换到频域进行分析。 可由式

（７）来确定：

Ｘ［ｋ］ ＝ ∑
Ｎ－１

ｎ ＝ ０
ｘ［ｎ］·ｅ － ｊ·２π·ｋ·ｎ

Ｎ （７）

　 　 使用 Ｗｅｌｃｈ 方法［２０］， 将信号分成 Ｋ 段，对 Ｋ 段

功率谱求和后求平均， 从而计算出功率谱密度。 其

数学公式如下：

Ｐｘ（ ｆ） ＝ １
Ｋ∑

Ｋ

ｋ ＝ １
Ｘｋ（ ｆ） ２ （８）

　 　 最后，计算 ｆｍａｘ 和 ｆｍｉｎ 是特定频段内的总功率。
计算公式如下：

Ｐ ＝ ∑
ｆｍａｘ

ｆ ＝ ｆｍｉｎ

Ｐｘ（ ｆ） （９）

　 　 为了能够通过 ＡＢＲ 值判断注意力状态，需要设

定一个阈值。 通过结合受试者手动标注标签确定该

阈值。 具体步骤如下：
（１）将每个 ＡＢＲ 值分别与标注的标签相对应，

构建一个数组。
（２）以 ＡＢＲ 值降序对该数组进行排序。
（３）按降序将 ＡＢＲ 值赋给 ＴＨ，ＴＨ 与数组所有

的 ＡＢＲ 比较， 当 ＡＢＲ ＞ ＴＨ 且其对应的标注为“不
专注”，或当 ＡＢＲ ＜ ＴＨ 且对应的标注为“专注”时，
Ｓｓａｍｅ ＋ １。 计算对应的匹配度，具体见式（１１）：

ＭＤ ＝
Ｓｓａｍｅ

Ｔｏｔａｌ
（１０）

　 　 （４）重复步骤（３），直至遍历数组。 求出最高匹
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配度时 ＴＨ 的范围，选择中位数作为阈值。 实验求

得阈值为 ４７，其匹配度为 ９４．４６％。 数据采集时未

按标注正确采集，或因设备受干扰导致数据存在错

误，都将导致不能完全匹配情况。
３．３．３　 注意力状态标签获取

为保证数据一致，提取标签脑电数据样本 ７ 个

通道第 １ ｓ 和第 ２ ｓ 的振幅平均值作为特征数据，分
别采用 ＡＢＲ 检测方程判断和基于脑电数据的注意

力分类模型分类，最后结合二者结果获取注意力状

态标签，规则见表 ２。
表 ２　 注意力标签的确定

Ｔａｂｌｅ ２　 Ｄｅｔｅｒｍｉｎａｔｉｏｎ ｏｆ ａｔｔｅｎｔｉｏｎ ｌａｂｅｌｓ

编号
选用的方法

ＡＢＲ 判断 模型分类
注意力标签

１ 专注 专注 专注

２ 专注 不专注 舍弃

３ 不专注 专注 舍弃

４ 不专注 不专注 不专注

　 　 基于脑电数据的注意力分类模型分类结果与

ＡＢＲ 检测方程判断一致，则注意力标签标注为该结

果；否则说明标签脑电数据存在问题需要舍弃。 与

其相对应的坐姿压力特征数据因没有注意力标签，
不能用于基于坐姿压力的注意力分类模型的训练与

测试。
３．４　 基于坐姿压力的注意力分类模型

注意力状态是连续的、随时间变化而变化的，单
一的一帧压力数据是无法有效地表现注意力状态

的。 因此，在训练基于坐姿压力的注意力分类模型

时考虑了时间因素。 数据为连续 ４５ ｍｉｎ 的坐姿压

力数据和标签脑电数据。 经过预处理，得到与时间

有关的坐姿压力序列特征以及注意力状态序列标

签。 在模型训练时，采用擅于处理时间序列的 ＧＲＵ

训练分类模型。
按照 ６ ∶ ２ 的比例将状态标签与坐垫数据构成

的数据集划分为训练集与测试集，采用具有隐藏大

小为 １２８ 的 ＧＲＵ 网络进行训练，其中特征维度为

２ ２８８，在模型之上堆叠了 ３ 个全连接层。 训练过程

中，共进行 １００ 个周期，每个批次包含 ３２ 个样本。
最终获得一个用于 ２ 分类任务的分类模型。

４　 结果与分析

４．１　 实验环境

实验采用 Ｗｉｎｄｏｗｓ １０ 操作系统，Ｐｙｔｈｏｎ ３．９ 作

为开发语言，Ｔｅｎｓｏｒｆｌｏｗ 为深度学习开发框架， 开发

工具为 Ｐｙｃｈａｒｍ。 硬件包括 １６ ＧＢ 内存、 Ｎｖｉｄｉａ
ＲＴＸ－３０６０显卡并配备 ＡＭＤ Ｒｙｚｅｎ ７ ５８００Ｈ ｗｉｔｈ
Ｒａｄｅｏｎ Ｇｒａｐｈｉｃｓ 处理器。
４．２　 实验结果

实验经过 １００ 个周期的训练，训练过程中模型

的准确率与损失函数曲线如图 ７ 所示。 当迭代次数

在 ８０ 次左右时，损失值和准确率几乎不再发生变

化。 分类模型性能结果对比见表 ３。 在表 ３ 中，从
准确率、精确率、召回率和 Ｆ１ 分数等几个常用指标

对最终获得分类模型性能进行评价。 与其他方法对

比结果见表 ４。 在表 ４ 中，将本实验中的方法与其

他实验用到的方法进行对比。
表 ３　 分类模型性能

Ｔａｂｌｅ ３　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ

评价指标 数值 ／ ％

准确率 ９８．２

精确率 ９８．１

召回率 ９８．２

Ｆ１ 分数 ９８．１
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图 ７　 模型的准确率与损失函数曲线
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表 ４　 与其他方法对比

Ｔａｂｌｅ ４　 Ｃｏｍｐａｒｉｓｏｎ ｗｉｔｈ ｏｔｈｅｒ ｍｅｔｈｏｄｓ

名称 方法 结果 ／ ％

ＨＵ Ｂｉｎ（２０１６） 基于相关性的特征选择和 ＫＮＮ 算法分类程序来识别注意力情况 ８０．８４（＋ ３．００）

Ｓｈｉｎｇｃｈｅｒｎ（２０２１） 采用 ＳＶＭ 和针对每个受试者单独训练的多层前馈网络，对 ＥＥＧ 信

号 α、 β、 γ 波段进行分类

８３．７０

Ｄｅｈｎａｖｉ（２０２１） 基于 ＰＣＡ 特征降维和机器学习算法的脑电信号分类方法，用于注

意力分类

９２．００

Ａｌ－Ｎａｆｊａｎ（２０２２） 使用快速傅里叶变换提取功率谱密度（ ＰＳＤ ）特征，计算了不同的

注意力指数，采用随机森林进行分类

９６．００

本研究 ９８．２０

５　 结束语

本研究提出了一种基于坐姿压力检测的人脑注

意力状态分析方法，该方法使用压力传感器采集的

坐姿压力数据作为特征数据，使用 ＫＮＮ 训练的基于

脑电数据的注意力分类模型以及 ＡＢＲ 检测方程，实
现了对人脑注意力状态的准确评估。 通过 ＧＲＵ 模

型对坐姿压力数据进行深度分析，并结合双重验证

机制，确保了注意力标签的准确性和可靠性。 实验

结果表明，本方法模型准确率高达 ９８％以上，不仅

成本低廉、操作简便，而且具备非侵入性特点，为注

意力分析领域提供了新的研究思路。
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