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基于自适应决策算子的鲸鱼优化算法

徐　 航， 张达敏， 王依柔， 宋婷婷， 樊　 英
（贵州大学 大数据与信息工程学院， 贵阳 ５５００２５）

摘　 要： 针对鲸鱼优化算法容易陷入早熟和收敛速度慢等缺陷，本文提出一种基于自适应决策算子的鲸鱼优化算法，考虑到

算法初始种群也是影响算法性能的关键因素，将混沌 Ｓｉｎｇｅｒ 映射用于优化算法初始阶段，生成的初始种群，使种群的分布更

加均匀，并且提出一个受个体适应度值影响的决策算子，通过决策算子来决定整个种群的搜索方向，一定程度上降低了最优

区域对领导者的吸引，同时加入了一个分段的自适应的权重来有效调节算法对最优解的勘探能力。 通过对 ８ 个基准函数进行

仿真实验，用 ＣＥＣ２０１４ 测试函数来评估改进后鲸鱼优化算法的性能。 实验结果表明，无论是求解低维函数还是高维函数，改
进鲸鱼优化算法都具备一定的有效性。
关键词： 鲸鱼优化算法； 混沌 Ｓｉｎｇｅｒ 映射； 决策算子； 权重

Ｗｈａｌｅ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ａｄａｐｔｉｖｅ ｄｅｃｉｓｉｏｎ ｏｐｅｒａｔｏｒ
ＸＵ Ｈａｎｇ， ＺＨＡＮＧ Ｄａｍｉｎ， ＷＡＮＧ Ｙｉｒｏｕ， ＳＯＮＧ Ｔｉｎｇｔｉｎｇ， ＦＡＮ Ｙｉｎｇ

（Ｃｏｌｌｅｇｅ ｏｆ Ｂｉｇ Ｄａｔａ ａｎｄ Ｉｎｆｏｒｍａｔｉｏｎ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｇｕｉｚｈｏｕ Ｕｎｉｖｅｒｓｉｔｙ， Ｇｕｉｙａｎｇ ５５００２５， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ａｉｍｉｎｇ ａｔ ｔｈｅ ｓｈｏｒｔｃｏｍｉｎｇｓ ｏｆ ｐｒｅｍａｔｕｒｅ ｗｈａｌｅ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ａｎｄ ｓｌｏｗ ｃｏｎｖｅｒｇｅｎｃｅ ｓｐｅｅｄ， ａ ｗｈａｌｅ
ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ａｄａｐｔｉｖｅ ｄｅｃｉｓｉｏｎ ｏｐｅｒａｔｏｒ ｉｓ ｐｒｏｐｏｓｅｄ． Ｃｏｎｓｉｄｅｒｉｎｇ ｔｈａｔ ｔｈｅ ｉｎｉｔｉａｌ ｐｏｐｕｌａｔｉｏｎ ｏｆ ｔｈｅ ａｌｇｏｒｉｔｈｍ ｉｓ ａｌｓｏ
ａ ｋｅｙ ｆａｃｔｏｒ ａｆｆｅｃｔｉｎｇ ｔｈｅ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｔｈｅ ａｌｇｏｒｉｔｈｍ， ｔｈｅ ｃｈａｏｔｉｃ Ｓｉｎｇｅｒ ｍａｐ ｉｓ ｕｓｅｄ ｔｏ ｏｐｔｉｍｉｚｅ ｔｈｅ ｉｎｉｔｉａｌ ａｌｇｏｒｉｔｈｍ， ｗｈｉｃｈ
ｍａｋｅｓ ｔｈｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｔｈｅ ｐｏｐｕｌａｔｉｏｎ ｍｏｒｅ ｅｖｅｎ． Ａｎｄ ａ ｄｅｃｉｓｉｏｎ ｏｐｅｒａｔｏｒ ｔｈａｔ ｉｓ ａｆｆｅｃｔｅｄ ｂｙ ｔｈｅ ｉｎｄｉｖｉｄｕａｌ ｆｉｔｎｅｓｓ ｖａｌｕｅ ｉｓ
ｐｒｏｐｏｓｅｄ． Ｔｈｅ ｄｅｃｉｓｉｏｎ ｏｐｅｒａｔｏｒ ｄｅｔｅｒｍｉｎｅｓ ｔｈｅ ｓｅａｒｃｈ ｄｉｒｅｃｔｉｏｎ ｏｆ ｔｈｅ ｅｎｔｉｒｅ ｐｏｐｕｌａｔｉｏｎ， ｗｈｉｃｈ ｒｅｄｕｃｅｓ ｔｈｅ ｏｐｔｉｍａｌ ａｒｅａ ｔｏ ｔｈｅ ｌｅａｄｅｒ
ｔｏ ａ ｃｅｒｔａｉｎ ｅｘｔｅｎｔ． Ａｔ ｔｈｅ ｓａｍｅ ｔｉｍｅ， ａ ｓｅｇｍｅｎｔｅｄ ａｄａｐｔｉｖｅ ｗｅｉｇｈｔ ｉｓ ａｄｄｅｄ ｔｏ ｅｆｆｅｃｔｉｖｅｌｙ ａｄｊｕｓｔ ｔｈｅ ａｌｇｏｒｉｔｈｍ＇ｓ ａｂｉｌｉｔｙ ｔｏ ｅｘｐｌｏｒｅ ｔｈｅ
ｏｐｔｉｍａｌ ｓｏｌｕｔｉｏｎ． Ｔｈｒｏｕｇｈ ｓｉｍｕｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ ｏｎ ８ ｂｅｎｃｈｍａｒｋ ｆｕｎｃｔｉｏｎｓ， ＣＥＣ２０１４ ｔｅｓｔ ｆｕｎｃｔｉｏｎ ｉｓ ｕｓｅｄ ｔｏ ｅｖａｌｕａｔｅ ｔｈｅ
ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｔｈｅ ｉｍｐｒｏｖｅｄ ｗｈａｌｅ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ． Ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｓｈｏｗ ｔｈａｔ ｔｈｅ ｉｍｐｒｏｖｅｄ ｗｈａｌｅ ｏｐｔｉｍｉｚａｔｉｏｎ
ａｌｇｏｒｉｔｈｍ ｈａｓ ｃｅｒｔａｉｎ ｅｆｆｅｃｔｉｖｅｎｅｓｓ ｉｎ ｓｏｌｖｉｎｇ ｌｏｗ－ｄｉｍｅｎｓｉｏｎａｌ ｆｕｎｃｔｉｏｎｓ ａｎｄ ｈｉｇｈ－ｄｉｍｅｎｓｉｏｎａｌ ｆｕｎｃｔｉｏｎｓ．
【Ｋｅｙ ｗｏｒｄｓ】 ｗｈａｌｅ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ； ｃｈａｏｔｉｃ Ｓｉｎｇｅｒ ｍａｐ； ｄｅｃｉｓｉｏｎ ｏｐｅｒａｔｏｒ； ｗｅｉｇｈｔ

哈尔滨工业大学主办 学术研究与应用●

基金项目： 贵州省科学技术基金项目（黔科合基础［２０２０］１Ｙ２５４）。
作者简介： 徐　 航（１９９５－），男，硕士研究生，主要研究方向：认知无线电、智能优化算法； 张达敏（１９６７－），男，博士，教授，主要研究方向：计算

机应用技术、智能算法、信号与信息处理等； 王依柔（１９９４－），女，硕士研究生，主要研究方向：认知无线电、智能优化算法； 宋婷婷

（１９９５－），女，硕士研究生，主要研究方向：认知无线电、智能优化算法；樊　 英（１９９５－），女，硕士研究生，主要研究方向：计算机应用

技术、优化计算。
通讯作者： 张达敏　 　 Ｅｍａｉｌ：１２０３８１３３６２＠ ｑｑ．ｃｏｍ
收稿日期： ２０２０－０７－０１

０　 引　 言

群体智能优化算法是通过模拟自然界中生物的

群体规律来实现寻优的元启发式算法，许多自然启

发算法越来越受工程应用问题的青睐，其实现过程

简单且易于执行，而且这些算法也具有一定绕过局部

最优区域的能力［１］，其中具有代表性的是源于座头鲸

捕猎 行 为 的 鲸 鱼 优 化 算 法 （Ｗｈａｌｅ Ｏｐｔｉｍｉｚａｔｉｏｎ
Ａｌｇｏｒｉｔｈｍ， ＷＯＡ） ［２］。 由于 ＷＯＡ 拥有出色的性能，
被成功应用于许多优化问题中［３］，但和大多数启发

式算法一样，ＷＯＡ 也是从一个随机的种群开始进行

搜索，由于寻优过程的随机性，在勘探和开发之间保

持适当的平衡是极其困难的，而且在算法的搜索过

程中不断改变领导者的位置，导致算法在求解优化

问题时可能会迅速收敛到局部最优解而不是全局最

优解，最终导致解决方案的质量下降。 为了提升该

算法的性能，有学者已经对 ＷＯＡ 进行了改进研究，
提出了一种基于自适应权重和柯西变异的鲸鱼优化

算法，且表现出较高的寻优精度和稳定性［４］；提出

了混合遗传鲸鱼优化算法来优化频谱利用率和对抗

恶意用户模拟授权用户的攻击行为，结果表明该算

法比现有的检测算法具有更高的性能［５］。
为了进一步深入研究 ＷＯＡ，笔者分别采用混沌

思想、决策算子等方法对 ＷＯＡ 进行改进，并提出一

种 改 进 鲸 鱼 算 法 （ Ｉｍｐｒｏｖｅｄ Ｗｈａｌｅ Ｏｐｔｉｍｉｚａｔｉｏｎ
Ａｌｇｏｒｉｔｈｍ， ＩＷＯＡ），首先利用混沌理论的特点优化

算法初始种群位置，最大限度使初始种群分布均匀，



并在算法中加入一个决策算子，通过对领导者的位

置进行优化，增加算法跳出局部最优区域的概率，进
而增加算法的寻优精度，同时结合文中提出的自适

应权重，使勘探和开发之间保持适当的平衡。 在实

验分析部分，通过对 １０ 个基准测试函数进行反复求

解，并利用 Ｗｉｌｃｏｘｏｎ 检验、ＭＡＥ 等方法证明了改进

算法的有效性。
１　 鲸鱼优化算法

ＷＯＡ 是基于座头鲸捕食机理的元启发式优化

算法，它模拟了座头鲸的捕猎模式，通过利用搜索种

群在搜索空间中移动，针对适应度值大小选择候选

解。 一般来说，增加搜索种群的大小和迭代次数可

以寻找到更好的解，但是会耗费算法的执行时间，在
ＷＯＡ 中通过模拟鲸鱼群包围捕食过程、螺旋行进过

程和搜寻猎物过程进行数学建模。 具体描述如下：
（１）包围捕食过程。 在 ＷＯＡ 初始阶段，由于鲸

鱼群暂时无法获得猎物的方位，所以通过每个个体

的初始位置开始搜索，认为当前的最佳候选解就是

已获得的最优解，通过不断交流，引导整个种群向着

距离最优解最近的个体移动，而距离最优解最近的

个体不断向最优解靠近，达到寻优的目的。 在分配

了最佳解决方案之后，其它代理尝试向最佳搜索代

理更新其它代理的位置，通过不断的搜索，座头鲸会

将猎物包围起来。 包围猎物的过程可以用数学公式

（１）和（２）表示：
Ｘ（ ｔ ＋ １） ＝ Ｘ∗（ ｔ） － Ａ·Ｄ， （１）
Ｄ ＝ Ｃ·Ｘ∗ ｔ( ) － Ｘ（ ｔ） ． （２）

　 　 其中， Ｄ ＝｜ Ｃ∙Ｘ∗（ ｔ） － Ｘ（ ｔ） ｜ ； Ｘ（ ｔ） 为个体

的当前位置； Ｘ∗（ ｔ） 为当前最优位置向量； ｔ为当前

迭代次数，Ａ、Ｃ 定义为式（３） 和式（４）：
Ａ ＝ ２ａｒ１ － ａ， （３）

Ｃ ＝ ２ｒ２ ． （４）
　 　 其中， ｒ１ 和 ｒ２ 为［０，１］ 的随机数； ａ为随迭代次

数增加由 ２ 递减到 ０ 的参数； Ｔｍａｘ 为最大迭代次

数。
（２）螺旋行进过程。 根据座头鲸捕猎的方式，

ＷＯＡ 中将泡泡网捕食的方式建模为收缩包围机制

和螺旋行进策略，通过模仿座头鲸发现猎物的捕食

过程，不断以旋转的方式靠近猎物。
值得注意的是收缩包围机制是通过在迭代过程

中将 ａ的值从 ２线性降低到 ０来实现的，此时的 Ａ是

在［ － ａ，ａ］ 之间随机取值的，当 ｜ Ａ ｜ ≤１ 时，可得更

新后的位置是在向最优位置移动的，通过改变算法

参数的方式实现了对猎物的收缩包围。 其中螺旋方

程（５） 表示如下：
Ｘ（ ｔ ＋ １） ＝ Ｄ＇·ｅｂｌ·ｃｏｓ（２πｌ） ＋ Ｘ∗（ ｔ）， （５）

　 　 其中， Ｄ＇ ＝｜ Ｘ∗（ ｔ） － Ｘ（ ｔ） ｜ ，表示鲸鱼与猎物

之间的距离；ｂ是螺旋行进方程的常量，本文 ｂ ＝ １； ｌ
为［ － １，１］ 之间的随机数。 由于鲸鱼的螺旋捕食者

不仅在外环上移动，而且还缩小了包围圈，因此数学

模型中有一半的概率会选择收缩包围方式和螺旋模

型行进来更新鲸鱼的位置。 数学公式（６） 表示如

下：

Ｘ（ ｔ ＋ １） ＝
Ｘ∗（ ｔ） － Ａ·Ｄ，　 　 　 　 　 　 ｐ ＜ ０．５；
Ｄ＇·ｅｂｌ·ｃｏｓ（２πｌ） ＋ Ｘ∗（ ｔ）， ｐ ≥ ０．５．{

（６）
　 　 其中， ｐ 为［０，１］ 之间随机生成的随机数。

（３）搜索猎物过程。 在搜索猎物的过程中，当
参数 Ａ 满足 ｜ Ａ ｜ ＞１ 时，鲸鱼会通过当前自身的位置

随机寻找猎物，利用这种位置更新方式，鲸鱼群可以

离开自身当前所在区域，一定程度上提高了 ＷＯＡ
的优化性能。 数学公式（７）和（８）表示如下：

Ｄｒａｎｄ ＝｜ Ｃ·Ｘｒａｎｄ（ ｔ） － Ｘ（ ｔ） ｜ ， （７）
Ｘ（ ｔ ＋ １） ＝ Ｘｒａｎｄ（ ｔ） － Ａ·Ｄ． （８）

　 　 其中， Ｘｒａｎｄ 表示从群体中随机选择鲸鱼的位置

向量。
２　 自适应决策鲸鱼优化算法

２．１　 混沌初始化种群

近几年出现的大多数生物启发算法都是基于随

机种群的算法，鲸鱼优化算法也一样，通过概率分布

来实现算法种群的随机分布，这种产生初始种群的

方式则会导致种群多样性低，往往使寻优的位置不

够广泛，利用混沌特性来提高 ＷＯＡ 的收敛速度和

搜索精度具有重要意义［６］，目前优化领域中有多种

类型混沌映射，在大部分的研究中使用 Ｔｅｎｔ 映射和

Ｌｏｇｉｓｔｉｃ 映射等来进行种群初始化，Ｓｉｎｇｅｒ 映射能产

生相对均匀的混沌序列。 因此，本文采用 Ｓｉｎｇｅｒ 映

射来优化算法初始种群，数学公式描述为式（９）：
ｘｉ ＋１ ＝ Ｐ·（７．８６ｘｉ － ２３．３１ｘｉ

２ ＋ ２８．７５ｘｉ
３ －

１３．３０２ ８７５ｘｉ
４） ． （９）

　 　 其中， Ｐ ∈ （０．９，１．０８），本文取 ０．９８。
在算法初始阶段，通过混沌映射生成位置分布

较为合理的个体，扩大了算法中个体在空间中的勘

探范围，一定程度上降低了空间中种群被局部极值

吸引的可能性，从而提高了算法的性能。
２．２　 决策算子

在 ＷＯＡ 搜索方程中，种群的搜索方向对领导

者有很大依赖关系，领先的鲸鱼有时会在局部解决

７第 ９ 期 徐航， 等： 基于自适应决策算子的鲸鱼优化算法



方案中陷入停滞，特别是在存在多峰的多模态问题

中，在局部极值处的停滞是过早收敛的主要原因。
鲸鱼个体之间的协作和信息交换机制有助于缓解这

一问题，为了增强算法避免早熟能力，本文在算法中

加入一个决策算子，将个体的适应度和位置加入到

算法的搜索机制中，通过对领 ８ 导者的位置进行处

理，加强种群之间的信息交流，进而提高算法的寻优

性能，具体策略如式（１０） ～ （１２）：
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　 　 其中， Ｘ ｔｒ１、Ｘ ｔｒ２、Ｘ ｔｒ３ 表示随机选择的第 ｔ 代的 ３
个个体位置； Ｘ ｉｇｂｅｓｔ 表示全局最优位置，Ｘ１

ｔ、Ｘ２
ｔ、Ｘ３

ｔ

表示第 ｔ代适应度值最好的前 ３ 个个体位置； ｋ表示

（０，１） 之间的随机数。 ＤＰ 表示受个体适应度值影

响决策概率，表示为式（１３）：

ＤＰ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
Ｃ（ ｔ）， （１３）

　 　 其中， Ｎ 表示种群个体，Ｃ（ ｔ） 表示第 ｔ 代优化成

功的个体数，表示为式（１４）：

Ｃ（ ｔ） ＝
１， 　 ｉｆ ｆｉｔｉ，ｔ ＜ ｆｉｔｉ，ｔ －１
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　 　 考虑到在鲸鱼优化算法中，每次迭代时将适应

度值最好的位置赋值给鲸鱼领导者，这样的方式导

致种群个体汇聚在局部最优区域，往往导致寻优精

度较低，为了降低这种缺陷对算法的影响，本文将个

体的适应度值纳入影响决策算子的因素中，加入决

策算子后的算法领导者不是直接进行下一次迭代过

程，而是记录每个个体的适应度值和位置，通过判断

决策概率的大小选择筛选公式，通过比较适应度值

的大小挑选出一个新的领导者位置，最后引入贪婪

机制，比较两个领导者之间的适应度值大小，更新全

局最优位置及适应度值，再进入到下一次的迭代过

程，通过对最优位置的不断选择，对提高了算法的搜

索精度和收敛速度具有重要意义。
２．３　 分段自适应权重

ＷＯＡ 与当前大多数元启发式算法一样，惯性权

重对算法性能具有很明显的影响，在粒子群算法中

已经证明，惯性权重反映的是后一个追随者摆脱前

一个位置束缚的能力，较大的惯性权重会使算法拥

有较好的全局搜索能力，反之，较小的惯性权重会使

算法拥有较好的局部开发能力［７］。 通常情况下，较
大的权重会使算法快速抵达最优区域附近，而在算

法迭代后期，应该适当减小相邻两代之间的联系，此
时权重应该较小，因此，本文在改进算法中提出分段

自适应的惯性权重，式（１５）和式（１６）：
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Ｔｍａｘ
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（１５）
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（１６）
　 　 其中， ωｍａｘ 表示最大惯性权重；ωｍｉｎ 表示最小惯

性权重，当 ω 在［０．４，０．９］ 之间变化时，算法具有最

佳的寻优性能；ＤＰ 表示算法中个体优化的成功率，
ｒａｎｋ（ ｒ） 表示随机一个个体的秩序数；Ｎ 表示种群大

小。 因此，在迭代的前半部分，权重受群体的优化成

功率影响。 随着迭代的进行，惯性权重在 ０．４ ～ ０．９
之间动态变化，使算法的全局搜索和局部开发得到

较好的平衡。 在迭代的后半部分，随着种群的聚集，
继续使用优化成功率将导致权重无法更新，于是采

用随机个体的秩序数来更新权值，使迭代后期鲸鱼

群也拥有较大的搜索步长，一定程度上增加了算法

跳出局部最优区域的概率。 当 ｔ ／ Ｔｍａｘ ＜ ０．５时，加入

权值的位置更新公式表示为（１７） ～ （１９）（同理可

得 ｔ ／ Ｔｍａｘ ≥ ０．５ 时的位置更新公式）：
Ｘ（ ｔ ＋ １） ＝ Ｘ∗（ ｔ） － ω１·Ａ·Ｄ　 Ａ ＜ １， ｐ ＜ ０．５，

（１７）
Ｘ（ ｔ ＋ １） ＝ Ｘｒａｎｄ － ω１·Ａ·Ｄｒａｎｄ 　 Ａ ≥１， ｐ ＜ ０．５，

（１８）
Ｘ（ｔ ＋ １） ＝ Ｄ＇·ｅｂｌ·ｃｏｓ（２πｌ） ＋ ω１·Ｘ∗（ｔ）， ｐ ≥０．５．

（１９）
２．４　 ＩＷＯＡ 执行步骤

结合前文所述的改进策略，本文所提基于自适

应决策算子的鲸鱼优化算法步骤如下：
Ｓｔｅｐ １　 根据混沌 Ｓｉｎｇｅｒ 映射生成 Ｎ 个初始化

个体，Ｎ 为种群大小，设置最大迭代次数 Ｔｍａｘ、ωｍａｘ、
ωｍｉｎ；

Ｓｔｅｐ ２　 由目标函数 ｆ（ｘ） 计算出种群中每个

个体的目标函数值，并记录最优位置 Ｘ（ ｔ），根据适

应度值将Ｎ个个体排序，随机选择个体，记录其秩序

数 ｒａｎｋ（ ｒ），同时分别与领导者适应度进行比较，统
计 Ｃ（ ｔ），更新决策概率 ＤＰ；

Ｓｔｅｐ ３　 更新算法中 ｒ１、ｒ２、ｋ等参数，同时更新

ａ、Ａ、Ｃ、ｌ 等，通过（１５）（１６） 式更新参数 ω１、ω２；
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Ｓｔｅｐ ４　 如果迭代次数 ｔ ≤ ０．５Ｔｍａｘ，通过比较

｜ Ａ ｜ 的大小，用随机生成的 ｐ 值与 ０．５ 作比较，选择

相应的位置更新公式，若 ｐ ＜ ０．５且 ｜ Ａ ｜ ＜ １，则按照

（１７） 式更新当前个体位置；
Ｓｔｅｐ ５　 若 ｐ ＜ ０．５且 ｜ Ａ ｜ ≥１，则按照（１８） 式

搜索猎物；
Ｓｔｅｐ ６　 若 ｐ ≥ ０．５，按照（１９） 式更新当前位

置；
Ｓｔｅｐ ７　 将 ｒ３ 与决策概率进行比较选择决策公

式，同时选择种群中适应度值最好的 ３ 个位置和随

机的３个位置，将保存下来的最优位置Ｘ∗ 按照（１１）
或（１２） 式进行位置筛选操作，最后引入贪婪机制，
通过适应度值的大小筛选出一个新的领导者位置，
更新全局最优位置；

Ｓｔｅｐ ８　 若迭代次数 ｔ ＞ ０．５Ｔｍａｘ，将（１７） ～
（１９） 式中 ω１ 更新为 ω２，重复步骤 ４ ～ ７；

Ｓｔｅｐ ９　 判断算法是否满足停止条件，若达到

则停止迭代，并输出最优解和适应度值，反之，重复

执行步骤 ３～８。
３　 仿真测试和分析

在对算法进行改进的过程中发现，不同改进策

略对算法的影响各不相同。 为了分析本文提出的每

个改进方法的效果，将每个改进方法针对 ＷＯＡ 进

行改进，分别对应为基于混沌 Ｓｉｎｇｅｒ 映射的鲸鱼优

化算 法 （ Ｗｈａｌｅ Ｏｐｔｉｍｉｚａｔｉｏｎ Ａｌｇｏｒｉｔｈｍ Ｂａｓｅｄ ｏｎ
Ｃｈａｏｔｉｃ Ｓｉｎｇｅｒ Ｍａｐ，ＣＷＯＡ）、基于分段自适应权重

的鲸 鱼 优 化 算 法 （ Ｗｈａｌｅ Ｏｐｔｉｍｉｚａｔｉｏｎ Ａｌｇｏｒｉｔｈｍ
Ｂａｓｅｄ ｏｎ Ｐｉｅｃｅｗｉｓｅ Ａｄａｐｔｉｖｅ Ｗｅｉｇｈｔ， ＷＷＯＡ）和基于

决策 算 子 的 鲸 鱼 优 化 算 法 （ Ｗｈａｌｅ Ｏｐｔｉｍｉｚａｔｉｏｎ
Ａｌｇｏｒｉｔｈｍ Ｂａｓｅｄ ｏｎ Ｄｅｃｉｓｉｏｎ Ｏｐｅｒａｔｏｒ， ＤＷＯＡ）、并将

每一种改进算法与改进鲸鱼优化算法 （ Ｉｍｐｒｏｖｅｄ
Ｗｈａｌｅ Ｏｐｔｉｍｉｚａｔｉｏｎ Ａｌｇｏｒｉｔｈｍ， ＩＷＯＡ）、鲸鱼优化算

法（Ｗｈａｌｅ Ｏｐｔｉｍｉｚａｔｉｏｎ Ａｌｇｏｒｉｔｈｍ， ＷＯＡ）、和灰狼算

法（Ｇｒｅｙ ｗｏｌｆ ｏｐｔｉｍｉｚｅｒ， ＧＷＯ）同时在表 １ 所示的 １０
个基准测试函数下进行重复求解测试，记录最优值、
最差值、均值等评价指标。 考虑到维度是影响求解

性能的重要因素，所以将各个测试函数的维度随机

设置为 ２～２００ 维，从而验证算法求解低维和高维的

能力。
　 　 本文所有测试均在 Ｗｉｎｄｏｗ１０ 操作系统，Ｉｎｔｅｒ
（Ｒ） Ｃｏｒｅ（ＴＭ） ｉ５－９４００Ｆ、２．９ＧＨｚ 主频、１６Ｇ 内存的

计算机上实现，编程语言为 ＭＡＴＬＡＢＲ２０１４ｂ，实验

最大迭代次数 Ｔｍａｘ 设置为 １０００，种群大小 Ｎ 为 ３０，
实验次数为 ３０ 次，各算法的参数设置见表 ２。

表 １　 基准测试函数

Ｔａｂ． １　 Ｂｅｎｃｈｍａｒｋ ｆｕｎｃｔｉｏｎｓ

编号 函数名 维度 搜索区域 理论值

ｆ１ Ｓｐｈｅｒｅ １００ ［－１００，１００］ ０
ｆ２ Ｓｃｈｗｅｆｅｌ ２．２２ ５０ ［－１０，１０］ ０
ｆ３ Ｓｃｈｗｅｆｅｌ ２．２１ ３０ ［－１００，１００］ ０
ｆ４ Ｒｏｓｅｎｂｒｏｃｋ ６０ ［－３０，３０］ ０
ｆ５ Ｓｔｅｐ １０ ［－１００，１００］ ０
ｆ６ Ｑｕａｒｔｉｃ ４０ ［－１．２８，１．２８］ ０
ｆ７ Ｐｅｎａｌｉｚｅｄ１ １５０ ［－５０，５０］ ０
ｆ８ Ｐｅｎａｌｉｚｅｄ２ ７０ ［－５０，５０］ ０

表 ２　 算法主要参数

Ｔａｂ． ２　 Ｍａｉｎ ｐａｒａｍｅｔｅｒｓ ｏｆ ａｌｇｏｒｉｔｈｍ

算法 主要参数

ＷＯＡ ａｍａｘ ＝ ２，ａｍｉｎ ＝ ０
ＩＷＯＡ ωｍａｘ ＝ ０．９， ωｍｉｎ ＝ ０．４ ，ｋ ＝ ｒ３ ＝ ｒａｎｄ，Ｐ ＝ ０．９８
ＤＷＯＡ ｋ ＝ ｒ３ ＝ ｒａｎｄ，
ＷＷＯＡ ωｍａｘ ＝ ０．９， ωｍｉｎ ＝ ０．４
ＣＷＯＡ Ｐ ＝ ０．９８，ｘ（１） ＝ ０．７１
ＧＷＯ ａｍａｘ ＝ ２，ａｍｉｎ ＝ ０

　 　 首先，为了比较本文提出的几种改进策略是否对

ＷＯＡ 的性能有所提升，将 ＣＷＯＡ、ＤＷＯＡ、ＷＷＯＡ 中

的参数统一设置为 ＩＷＯＡ 对应的参数，分析表 ３ 中的

最优值、最差值和均值等实验结果可知，所提出的改

进方法相比于原始 ＷＯＡ 的寻优性能均有大幅度的

提升，但是每个改进策略对算法的影响存在差异，其
中基于分段自适应权重的改进方法对算法的影响程

度是最大的，说明原始算法中个体摆脱局部最优区域

的能力较弱，也证明了本文所引进权重的有效性；对
比加入权重的改进方法，基于决策算子的改进方法对

算法的影响程度较弱，但与原始算法相比，ＤＷＯＡ 寻

优精度均有很大程度的提升，说明鲸鱼个体之间的协

作和信息交换机制一定程度上缓解了算法早熟的问

题，使鲸鱼群可以在搜索空间中搜索更广阔的区域；
相比于其他二种改进方法，基于混沌理论的种群初始

化改进方法是最差的，当与原始算法相比，ＣＷＯＡ 也

有显著的改进效果，说明利用混沌特性对初始种群进

行优化使得个体在空间中分布更加均匀，从而搜索到

的解的质量也更好。 从整体来看，改进过程是以决策

算子和自适应权重为主导，以混沌 Ｓｉｎｇｅｒ 映射的种群

初始化为辅助进行的，所以融合 ３ 种改进策略的

ＩＷＯＡ 比每一个种改进策略的寻优效果都要好，
ＷＷＯＡ 在求解部分函数时也能达到和 ＩＷＯＡ 同样的

效果，说明此时该函数对权重更加敏感，而伴随着维

度的增加，大部分的函数评价指标均证明融合每个改

进策略的 ＩＷＯＡ 是更加优秀的。
其次，由于评价指标中的标准差常反映算法的

鲁棒性，分析表３中的标准差可以发现包含每个改
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表 ３　 测试函数结果对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｅｓｔ ｆｕｎｃｔｉｏｎ ｒｅｓｕｌｔｓ

算法 最优值 最差值 均值 标准差 耗时 ／ ｓ
ｆ１ ＷＯＡ ８．４７Ｅ－１６９ ７．４９Ｅ－１４６２．５０Ｅ－１４７ １．３７Ｅ－１４６ ２．８５１６

ＩＷＯＡ ０．００Ｅ＋００ ０．００Ｅ＋００ ０．００Ｅ＋００ ０．００Ｅ＋００ ５．２１２０
ＤＷＯＡ ６．２８Ｅ－１６５ ２．１４Ｅ＋０５ ８．７９Ｅ＋０３ ３．９８Ｅ＋０４ ４．８５６５
ＣＷＯＡ ３．４４Ｅ－１６６ ４．８９Ｅ－１５１３．６５Ｅ－１５２ ９．９７Ｅ－１５２ ３．２５６４
ＷＷＯＡ ０．００Ｅ＋００ ６．０９Ｅ－０３ ２．０３Ｅ－０４ １．１１Ｅ－０３ ４．９３８０
ＧＷＯ ３．１４Ｅ－３０ ２．１０Ｅ－２８ ２．６１Ｅ－２９ ４．０９Ｅ－２９ ０．６０２４

ｆ２ ＷＯＡ ２．６０Ｅ－１１５ １．７２Ｅ－１０１１．０１Ｅ－１０２ ３．７３Ｅ－１０２ １．５５１７
ＩＷＯＡ ０．００Ｅ＋００ ３．６０Ｅ－２９６１．６７Ｅ－２９７ ０．００Ｅ＋００ ２．８２１７
ＤＷＯＡ １．２４Ｅ－１１２ ７．０９Ｅ－１０３２．６３Ｅ－１０４ １．２９Ｅ－１０３ ２．５５６４
ＣＷＯＡ ４．１０Ｅ－１１６ ２．５０Ｅ－１０１９．１０Ｅ－１０３ ４．５６Ｅ－１０２ ２．１４３９
ＷＷＯＡ ０．００Ｅ＋００ ３．６０Ｅ－２８６１．６７Ｅ－２８７ ０．００Ｅ＋００ ２．５２２３
ＧＷＯ ７．７１Ｅ－２７ １．３３Ｅ－２５ ５．２５Ｅ－２６ ３．４０Ｅ－２６ ０．４０１９

ｆ３ ＷＯＡ ４．０１Ｅ－０１ ９．２７Ｅ＋０１ ３．４１Ｅ＋０１ ２．７０Ｅ＋０１ １．６３３１
ＩＷＯＡ ０．００Ｅ＋００ ０．００Ｅ＋００ ０．００Ｅ＋００ ０．００Ｅ＋００ ３．０４３３
ＤＷＯＡ ２．４２Ｅ－０４ ２．２８Ｅ－０１ ４．８３Ｅ－０１ ６．８６Ｅ－０１ １．６３５６
ＣＷＯＡ ５．９５Ｅ－０８ ３．９３Ｅ－０１ ３．４５Ｅ－０１ ８．０５Ｅ－０１ １．８２５０
ＷＷＯＡ ７．０６Ｅ－２７０ ４．１３Ｅ－２４０１．３８Ｅ－２４１ ０．００Ｅ＋００ １．８８１９
ＧＷＯ ７．２７Ｅ－１６ １．４４Ｅ－１３ ２．３１Ｅ－１４ ３．５０Ｅ－１４ ０．３３３４

ｆ４ ＷＯＡ ４．１９Ｅ－０７ ５．２４Ｅ－０６ ６．４１Ｅ－０６ １．８２Ｅ－０６ ０．３３６３
ＩＷＯＡ ８．４９Ｅ－１２ ２．５０Ｅ－０７ ２．０４Ｅ－０７ ２．１９Ｅ－０７ １．３２８０
ＤＷＯＡ ７．９６Ｅ－１０ ４．４１Ｅ－０６ ９．９０Ｅ－０７ １．０２Ｅ－０６ ０．７３８８
ＣＷＯＡ ２．５１Ｅ－１０ ４．９１Ｅ－０６ ２．１７Ｅ－０７ １．６３Ｅ－０６ ０．５１００
ＷＷＯＡ ４．６１Ｅ－１１ ４．５０Ｅ－０５ ９．７２Ｅ－０７ １．７８Ｅ－０７ ０．６３５３
ＧＷＯ ４．６５Ｅ－０９ ９．５９Ｅ－０７ ２．４４Ｅ－０７ ２．７０Ｅ－０７ ０．２６３９

ｆ５ ＷＯＡ １．４１Ｅ－０２ ２．７３Ｅ－０１ ７．２７Ｅ－０２ ５．４２Ｅ－０２ ０．４０９４
ＩＷＯＡ １．９０Ｅ－０６ １．８０Ｅ－０５ ６．４０Ｅ－０６ ３．２８Ｅ－０６ ０．９６４５
ＤＷＯＡ ７．９８Ｅ－０５ １．２９Ｅ－０４ ４．２９Ｅ－０４ ２．３５Ｅ－０４ ０．７１１０
ＣＷＯＡ ４．７２Ｅ－０３ １．４１Ｅ－０２ ２．６０Ｅ－０３ ３．２７Ｅ－０３ ０．７３５４
ＷＷＯＡ ３．１１Ｅ－０６ ４．１３Ｅ－０４ １．１３Ｅ－０４ ７．０６Ｅ－０４ ０．８９７４
ＧＷＯ ３．９０Ｅ－０２ ２．０２Ｅ－０１ ８．５２Ｅ－０２ ３．１１Ｅ－０２ ０．２８８４

ｆ６ ＷＯＡ ８．２０Ｅ－０３ ８．９９Ｅ－０１ １．６９Ｅ－０１ １．８８Ｅ－０１ １．１５８６
ＩＷＯＡ ８．１８Ｅ－０７ １．６８Ｅ－０６ ５．９０Ｅ－０６ ３．０５Ｅ－０６ ２．７５７０
ＤＷＯＡ ２．７５Ｅ－０５ ６．９１Ｅ－０３ ２．５０Ｅ－０４ １．２６Ｅ－０３ ２．３５１１
ＣＷＯＡ ３．６１Ｅ－０３ ６．９８Ｅ－０３ １．４２Ｅ－０３ １．８４Ｅ－０３ １．７０９５
ＷＷＯＡ ７．０８Ｅ－０６ ２．５１Ｅ－０４ ３．９９Ｅ－０５ ４．９９Ｅ－０５ ２．１３８６
ＧＷＯ ２．７３Ｅ－０２ ２．３２Ｅ－０１ ８．７２Ｅ－０１ ５．０１Ｅ－０１ ０．６２８４

ｆ７ ＷＯＡ ８．６０Ｅ－０２ ４．１６Ｅ－０１ ２．１５Ｅ－０１ ８．３０Ｅ－０１ ４．００７８
ＩＷＯＡ １．４３Ｅ－０４ ２．２２Ｅ－０３ １．２５Ｅ－０３ ４．４１Ｅ－０３ １５．７０２０
ＤＷＯＡ ３．７１Ｅ－０３ ７．６８Ｅ－０１ ２．１０Ｅ－０２ １．７４Ｅ－０２ ９．０１３６
ＣＷＯＡ ９．２９Ｅ－０３ ３．６３Ｅ－０１ ２．０６Ｅ－０２ ７．４７Ｅ－０２ ８．６７３１
ＷＷＯＡ １．６７Ｅ－０４ ４．３７Ｅ－０２ ４．１６Ｅ－０２ １．７９Ｅ－０２ １１．５０８８
ＧＷＯ ９．６９Ｅ－０１ ６．９０Ｅ－０１ ７．７２Ｅ－０１ ６．３７Ｅ－０１ ２．４１８３

ｆ８ ＷＯＡ １．７３Ｅ＋０１ １．３６Ｅ＋０１ ２．１７Ｅ＋０１ ３．１２Ｅ＋０１ １．４２９０
ＩＷＯＡ ９．１７Ｅ－０３ １．０８Ｅ－０１ ３．２９Ｅ－０１ ２．９３Ｅ－０１ ３．４７０９
ＤＷＯＡ ２．５４Ｅ－０２ ３．１１Ｅ－０１ １．０４Ｅ＋００ ５．６７Ｅ－０１ ２．４０３２
ＣＷＯＡ ２．３７Ｅ＋００ ２．８０Ｅ＋００ １．１６Ｅ＋００ ６．５４Ｅ＋００ ２．１１０３
ＷＷＯＡ ２．８３Ｅ－０１ １．８１Ｅ＋００ ４．０８Ｅ＋００ ３．９０Ｅ－０１ ２．６２７０
ＧＷＯ ２．７６Ｅ＋００ ４．１４Ｅ＋０１ ３．５３Ｅ＋０１ ３．３５Ｅ＋０１ １．３６１３

进策略的算法都比 ＷＯＡ 更稳定，而包含所有改进

方法的 ＩＷＯＡ 的标准差都比其他算法要好，从而说

明 ＩＷＯＡ 具有一定的稳定性。 从平均耗时来看，
ＧＷＯ 平均耗时最短，改进方法的 ＣＷＯＡ、ＤＷＯＡ 和

ＷＷＯＡ３ 种算法的平均耗时相对于 ＷＯＡ 有所增加，
因为 ３ 种算法都是在 ＷＯＡ 的基础上加入一种改进

策略，但总的来说，综合 ３ 种改进策略的 ＩＷＯＡ 耗时

是最长的，因为 ＩＷＯＡ 可以引导搜索更广阔的区域，
导致平均耗时有所增加。
　 　 再次，为了直观体现改进算法的优势，图 １ 为本

文选取的部分基准测试函数运行 ３０ 次的平均收敛

曲线，从收敛曲线可以看出，在 ８ 个测试函数的求解

过程中，ＩＷＯＡ 相比于参与对比的其他算法，具有更

快的收敛速度和收敛精度，而且可以发现 ＩＷＯＡ 可

以快速搜索到最优解，证明 ＩＷＯＡ 摆脱局部最优区

域的能力比其他算法更强。
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图 １　 测试函数平均收敛曲线
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　 　 为了进一步评估 ＷＯＡ 改进策略的鲁棒性和竞

争性，本文选取了 ＣＥＣ２０１４ 单目标优化函数中部分

单峰、多峰、混合和复合类型的函数进行重复求解，
选取的部分函数见表 ４，其中种群大小为 ３０，最大迭

代次数为 ３０００，维度为 ３０。
表 ５ 为部分 ＣＥＣ２０１４ 函数独立重复运行 ３０ 次

得到的平均值和标准差，分析选取的部分函数的实

验结果可知，相比于参与对比的其他几个算法，特别

是在求解复杂类型函数的时候，ＩＷＯＡ 表现出良好

的求解能力，证明 ＩＷＯＡ 具有一定跳出局部最优区

域的能力，而对于每一种改进方法，只有基于混沌

Ｓｉｎｇｅｒ 映射的改进算法表现较为平庸，但相比于

ＷＯＡ，都有较大程度的提升，其他每一个改进算法

均表现优异，从而进一步证明本文提出的改进策略

具有较好的寻优能力和鲁棒性。
表 ４　 ＣＥＣ２０１４ 基准函数

Ｔａｂ． ４　 ＣＥＣ ２０１４ ｂｅｎｃｈｍａｒｋ ｆｕｎｃｔｉｏｎ

函数 维度 特征 定义域 最优值

ＣＥＣ０３ ３０ ＵＮ ［－１００，１００］ ３００

ＣＥＣ０６ ３０ ＭＮ ［－１００，１００］ ６００

ＣＥＣ０１７ ３０ ＨＦ ［－１００，１００］ １７００

ＣＥＣ１９ ３０ ＨＦ ［－１００，１００］ １９００

ＣＥＣ２３ ３０ ＣＦ ［－１００，１００］ ２３００

ＣＥＣ２４ ３０ ＣＦ ［－１００，１００］ ２４００

表 ５　 ＣＥＣ２０１４ 优化结果对比

Ｔａｂ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｏｐｔｉｍｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＣＥＣ ２０１４

函数 指标 ＩＷＯＡ ＣＷＯＡ ＤＷＯＡ ＷＷＯＡ ＷＯＡ ＧＷＯ

ＣＥＣ０３ Ｍｅａｎ ４．４６６７Ｅ＋０２ ３．２３７４Ｅ＋０３ ９．２３７４Ｅ＋０２ ６．４６６７Ｅ＋０２ ３．２３７４Ｅ＋０４ ２．５２７７Ｅ＋０４

Ｓｔｄ １．８２３０Ｅ＋０２ ２．２６５７Ｅ＋０３ １．４６５７Ｅ＋０３ ４．８２３０Ｅ＋０２ ２．２６５７Ｅ＋０４ ７．５９６８Ｅ＋０３

ＣＥＣ０６ Ｍｅａｎ ６． ５１６５Ｅ＋０２ ４．２２６５Ｅ＋０２ ８．４１３８Ｅ＋０２ ５．１３９６Ｅ＋０２ ９．６２７９Ｅ＋０２ ５．８６４４Ｅ＋０２

Ｓｔｄ ３． ４５９６Ｅ＋０２ ８． ３５６１Ｅ＋０１ ７．５５９８Ｅ＋０２ ２．２５７０Ｅ＋０２ ３．３６８１Ｅ＋０１ ３．５８４３Ｅ＋００

ＣＥＣ１７ Ｍｅａｎ １．９６９０Ｅ＋０３ １．０９２８Ｅ＋０３ ２．６７５１Ｅ＋０３ １．３５４９Ｅ＋０３ ４．６８４３Ｅ＋０６ １．７０５９Ｅ＋０６

Ｓｔｄ ２．３０１４Ｅ＋０３ ８．２８６７Ｅ＋０２ ３．５４５６Ｅ＋０３ ９．２６０９Ｅ＋０２ ３．３５８３Ｅ＋０６ １．５５４５Ｅ＋０６

ＣＥＣ１９ Ｍｅａｎ ２．３５５１Ｅ＋０３ ３．５３７７Ｅ＋０３ ３．１２２６Ｅ＋０３ ２．９２８７Ｅ＋０３ ２．３７２９Ｅ＋０３ ２．３７７６Ｅ＋０３

Ｓｔｄ ３．５９４５Ｅ＋０３ ２．８４４３Ｅ＋０２ ４．６９８３Ｅ＋０３ ４．９３０２Ｅ＋０３ ３．６２９６Ｅ＋０１ １．３３０４Ｅ＋０１

ＣＥＣ２３ Ｍｅａｎ ３．１２１７Ｅ＋０３ ３．５５１０Ｅ＋０３ ４．０７３７Ｅ＋０３ ３．５８０３Ｅ＋０３ ４．４２８６Ｅ＋０３ ３．１４３６Ｅ＋０３

Ｓｔｄ ２．８５９６Ｅ＋０３ ３．７６８２Ｅ＋０３ １．４１８４Ｅ＋０３ ４．１１０２Ｅ＋０３ ６．４２２７Ｅ＋０１ ３． ３５６１Ｅ＋０１

ＣＥＣ２４ Ｍｅａｎ ３．３８２４Ｅ＋０３ ４．３１６８Ｅ＋０３ ５．１３０７Ｅ＋０３ ３．９４６４Ｅ＋０３ ３．１９４９Ｅ＋０３ ３．１９４９Ｅ＋０３

Ｓｔｄ ３．６５２８Ｅ＋０３ ６．８９５９Ｅ＋０２ ９．９６７２Ｅ＋０２ ３．４７０１Ｅ＋０３ ４．４４７９Ｅ＋００ ９．８７６４Ｅ－０１

４　 结束语

针对鲸鱼优化算法的不足，本文首先采用混沌

Ｓｉｎｇｅｒ 映射来优化算法中的初始种群，一定程度上

加快了算法的收敛速度；提出了一个决策算子，通过

对领导者位置的筛选，提高了算法的寻优精度；最
后，在算法中加入自适应惯性权重，平衡了算法的全

局搜索和局部开发能力。 经过部分基准测试函数的

求解实验，证明了改进算法具有优秀的寻优能力和

鲁棒性。
参考文献
［１］ ＲＡＪＡＢＩＯＵＮ Ｒ． Ｃｕｃｋｏｏ Ｏｐｔｉｍｉｚａｔｉｏｎ Ａｌｇｏｒｉｔｈｍ［Ｊ］ ． Ａｐｐｌｉｅｄ Ｓｏｆｔ

Ｃｏｍｐｕｔｉｎｇ， ２０１１， １１（８）： ５５０８－５５１８．
［２］ ＭＩＲＪＡＬＩＬＩ Ｓ， ＬＥＷＩＳ Ａ． Ｔｈｅ Ｗｈａｌｅ Ｏｐｔｉｍｉｚａｔｉｏｎ Ａｌｇｏｒｉ－ ｔｈｍ

［Ｊ］ ． Ａｄｖａｎｃｅｓ ｉｎ Ｅｎｇｉｎｅｅｒｉｎｇ Ｓｏｆｔｗａｒｅ， ２０１６， ９５（５）： ５１－６７．
［３］ ＳＡＲＡＴＨ Ｋ Ｓ， ＳＥＫＡＲ Ｓ． Ｍｏｄｅｌｉｎｇ ａｎｄ ｏｐｔｉｍａｌ ｄｅｓｉｇｎ ｏｆ ＬＬＣ

ｒｅｓｏｎａｎｔ ｃｏｎｖｅｒｔｅｒ ｕｓｉｎｇ ｗｈａｌｅ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ［ Ｊ ］ ．
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｕｒｎａｌ ｏｆ Ｍｏｄｅｌｉｎｇ， Ｓｉｍｕｌａｔｉｏｎ， ａｎｄ Ｓｃｉｅｎｔｉｆｉｃ
Ｃｏｍｐｕｔｉｎｇ， ２０１８， ０９（６）：３０７５－３０８６．

［４］ ＧＵＯ Ｚ Ｚ， ＷＡＮＧ Ｐ， ＭＡ Ｙ Ｆ， ｅｔ ａｌ． Ｗｈａｌｅ ｏｐｔｉｍｉｚａｔｉｏｎ
Ａｌｇｏｒｉｔｈｍ Ｂａｓｅｄ ｏｎ Ａｄａｐｔｉｖｅ Ｗｅｉｇｈｔ ａｎｄ Ｃａｕｃｈｙ Ｍｕｔａｔｉｏｎ ［ Ｊ］ ．
Ｍｉｃｒｏｅｌｅｃｔｒｏｎｉｃｓ ＆ Ｃｏｍｐｕｔｅｒ， ２０１７，３４（９）： ２０－２５．

［５］ ＥＬＧＨＡＭＲＡＷＹ Ｓ Ｍ， ＨＡＳＳＡＮＩＥＮ Ａ Ｅ． ＧＷＯＡ： ａ ｈｙｂｒｉｄ
ｇｅｎｅｔｉｃ ｗｈａｌｅ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｆｏｒ ｃｏｍｂａｔｉｎｇ ａｔｔａｃｋｓ ｉｎ
ｃｏｇｎｉｔｉｖｅ ｒａｄｉｏ ｎｅｔｗｏｒｋ［Ｊ］ ． Ａｍｂｉｅｎｔ ｉｎｔｅｌｌｉｇｅｎｃｅ， ２０１９， １０（１１）：
４３４５－４３６０．

［ ６ ］ ＡＲＯＲＡ Ｓ， ＡＮＡＮＤ Ｐ． Ｃｈａｏｔｉｃ ｇｒａｓｓｈｏｐｐｅｒ ｏｐｔｉｍｉｚａｔｉｏｎ
ａｌｇｏｒｉｔｈｍ ｆｏｒ ｇｌｏｂａｌ ｏｐｔｉｍｉｚａｔｉｏｎ ［ Ｊ ］ ． Ｎｅｕｒａｌ Ｃｏｍｐｕｔｉｎｇ ａｎｄ
Ａｐｐｌｉｃａｔｉｏｎｓ， ２０１９， ３１（８）： ４３８５－４４０５．

［７］ ＡＲＡＦＡ Ｄ， ＭＡＢＲＯＵＫ Ａ， ＳＡＩＤ Ｌ Ａ， ｅｔ ａｌ． Ｃｈａｏｔｉｃ Ｆｌｏｗｅｒ
Ｐｏｌｌｉｎａｔｉｏｎ ａｎｄ Ｇｒｅｙ Ｗｏｌｆ Ａｌｇｏｒｉｔｈｍｓ ｆｏｒ ｐａｒａｍｅｔｅｒ ｅｘｔｒａｃｔｉｏｎ ｏｆ
ｂｉｏ－ｉｍｐｅｄａｎｃｅ ｍｏｄｅｌｓ［Ｊ］ ． Ａｐｐｌｉｅｄ Ｓｏｆｔ Ｃｏｍ－ ｐｕｔｉｎｇ， ２０１９， ７５：
７５０－７７４．

１１第 ９ 期 徐航， 等： 基于自适应决策算子的鲸鱼优化算法


