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基于灰色神经网络的车轮多边形阶次预测

时敏栋， 许牧天， 朱文杰， 崔　 越， 张　 程

（上海工程技术大学 城市轨道交通学院， 上海 ２０１６２０）

摘　 要： 针对于车轮多边形阶次发展趋势，运用高精度车轮周向不平顺检测设备进行测量，整合检测到的历史数据，提出了一

种基于灰色神经网络的车轮多边形阶次预测模型。 该模型充分运用了灰色模型计算量小，不需要大量样本数据的特点以及

ＢＰ 神经网络较强的非线性映射能力，利用该模型对车轮周向每个采样点的不平顺数据进行预测，再通过离散傅里叶变换和滤

波处理得出该车轮各个阶次的粗糙度等级，以此来判断车轮多边形阶次的发展，较大程度上解决目前车轮镟修不及时等问

题。
关键词： 多边形阶次预测； 灰色理论； 神经网络预测
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０　 引　 言

车轮多边形主要遍布在车轮踏面上，是车轮不

圆形式中最普遍的一种，随着城市轨道交通在各个

城市的普及，车轮多边形化也变得越来越来普遍，大
多数都是以一阶偏心为主，并且随着车辆的运行时

长以及速度的提升，车轮磨耗也随着时间在不断地

累积，多边形化亦逐渐呈现出高阶的形态［１］。 车轮

多边形化会造成车轮与钢轨间的垂向作用力的不断

改变［２－３］，由于受力不均衡，就会直接导致车体产生

垂向上的振动，降低乘坐舒适性，而且会产生高频尖

锐的噪声污染［４－５］。
目前，列车车轮不平顺磨耗的预测只是针对最

大的不平顺值，并没有对每个采样点的不平顺点都

进行预测，从而推断车轮多边形的具体发展。 通用

的预测手段为：人工经验、算法预测和建立动力学仿

真模型。 Ｂｒａｇｈｉｎ 等人［６］ 根据多体动力学对列车磨

耗进行仿真，得到轮轨之间接触参数之后再通过

Ｄｅｒｂｙ 磨损指数理论指导对车轮磨损建立模型，精

确模拟了车轮的不平顺磨损。 Ｐａｓｃｕａｌ 等人［７］ 通过

分析运营列车中随机选取的 １ ０００ 多个车轮的磨损

统计数据，发现轮缘厚度越厚，其磨损速度越快。 李

滢等人［８］将灰色模型和指数平滑模型相结合，实现

了对车轮轮缘厚度的有效预测。
国内对车轮多边形阶次的预测研究大体上处于

一个缓慢的状态中，主要的判断方法多数集中在维

保人员的工作经验和建立磨耗预测模型来验证车轮

未来的一个工作状态。 这 ２ 种方法中，人工经验法

主观性强，基本满足不了高精度数据的预测，并且目

前对于车轮多边形以及形成机理的研究仍不多见，
由于各种原因都会导致车轮发生多边形磨耗，相关

维保部门不能及时地对相应的车轮进行镟修作业，
从而导致视情维修的问题尤为突出，这就使得车轮

的使用寿命大大减少，轨道交通运营与维修成本也

随之增加。 同时车轮多边形化严重影响列车运行安

全，综合前述原因，必须对如何精确地预测出车轮多

边形阶次的趋势进行研究。 本文将灰色理论与 ＢＰ
神经网络引入车轮多边形预测领域，提出了一种基



于灰色神经网络的车轮多边形阶次预测模型。 该模

型可根据少量的原始不平顺数据预测车轮滚动圆每

个测量点磨耗的发展，再进行粗糙度的评定，推断出

车轮多边形的阶次，便于制定车轮镟修计划。

１　 车轮多边形阶次相关概念

列车周向不平顺是指距离轮缘内侧 ７０ ｍｍ 处

车轮滚动圆半径的变化，在列车运行时，车轮踏面会

和钢轨产生滑动摩擦力，并且在运行过程中不断地

在加速以及制动中来回转换，这就会导致车轮半径

发生周期性变化，从而形成多边形磨耗。 目前，国内

城市轨道交通车辆车轮主要是以偏心磨损（一阶）
为主，如图 １ 所示，但随着列车的不断运行，慢慢会

出现椭圆（二阶）（见图 ２）、三角形（三阶）以及一些

高阶的状况。
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图 １　 一阶不圆
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图 ２　 二阶不圆

Ｆｉｇ． ２　 Ｔｈｅ ２ｎｄ ｏｒｄｅｒ ｉｓ ｎｏｔ ｃｉｒｃｕｌａｒ

　 　 本文采用激光位移传感器作为高精度测量传感

器，完成对车轮滚动圆直径的数据采集，如图 ３ 所

示，该设备采用的激光位移传感器重复精度达到了

１ μｍ，完全满足检测的精度要求。 车轮半径采用弓

高弦长测量方法来确定［９］，其测量原理如图 ４ 所示。

图 ３　 车轮不平顺磨耗现场采集

Ｆｉｇ． ３　 Ｏｎ－ｓｉｔｅ ｃｏｌｌｅｃｔｉｏｎ ｏｆ ｗｈｅｅｌ ｒｏｕｇｈｎｅｓｓ ｗｅａｒ
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图 ４　 车轮直径测量方法

Ｆｉｇ． ４　 Ｍｅａｓｕｒｉｎｇ ｍｅｔｈｏｄ ｏｆ ｗｈｅｅｌ ｄｉａｍｅｔｅｒ

　 　 由图 ４ 可知， ２个同步轮半径为 ｒ，２个同步轮之

间弦长距离为 ２Ｙ，激光传感器激光发射点与弦长的

距离为 Ｘ，ｘ 为激光传感器实测距车轮踏面的距离，
车轮半径为 Ｒ，通过和标准车轮半径做比较，即可得

出轮径差，其中 Ｙ、Ｘ、ｒ 的数值由机械结构设计确定，
根据勾股定理有：

Ｒ ＋ ｒ( ) ２ ＝ Ｙ２ ＋ Ｒ － Ｘ － ｘ( )[ ] ２ （１）
　 　 可得：

Ｒ ＝ Ｙ２ ＋ Ｘ － ｘ( ) ２ － ｒ２

２ ｒ ＋ Ｘ － ｘ( )
（２）
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２　 等时距 ＧＭ（１，１）预测模型的建立

从系统的角度看，车轮整体的多边形阶次的发

展是一个庞大的灰色系统，其中，车轮每个采样点的

不平顺值是已得到确定的测量值，但影响因素 “灰
色信息”，不能对所有的影响因素进行定量分析。
所以分析车轮多边形的发展趋势主要从时间序列角

度考虑，时间的变化是影响车轮多边形阶次变化的

重要因素。 基于此，将灰色系统理论应用于车轮多

边形阶次的预测，能够正确预测其发展趋势。 对于

ＧＭ（１，１） 模型的建立，这里将给出阐释论述如下。
每个采样点的不平顺数据组 Ｘ ０( ) 含有 ｎ 个数

据，即 Ｘ ０( ) ＝ ｘ ０( ) １( ) ，ｘ ０( ) ２( ) ，…，ｘ ０( ) ｎ( )[ ] ；
对这些随机的数据进行累加操作后得到的数据组

为：
Ｘ １( ) ＝ ｘ １( ) １( ) ，ｘ １( ) ２( ) ，…，ｘ １( ) ｎ( )[ ]

（３）

其中， ｘ １( ) ｋ( ) ＝ ∑
ｋ

ｉ ＝ １
ｘ ０( ) ｉ( ) ，ｋ ＝ １，２，…ｎ。

根据灰色系统理论， ＧＭ（１，１） 模型其实是一阶

微分方程模型，因而建立的灰色微分方程为：
ｄｘ １( )

ｄｔ
＋ ａｘ １( ) ＝ ｂ （４）

　 　 根据最小二乘法的基本原理，可计算得到式

（４）中的发展系数 ａ 和灰色作用量 ｂ，进行微分方程

求解后，即可得到灰色微分方程的时间响应式：

　 ｘ^ １( ) ｋ ＋ １( ) ＝ ｘ ０( ) １( ) － ｂ
ａ

é

ë
êê

ù

û
úú ｅ

－ａｋ ＋ ｂ
ａ
，

　 　 　 　 　 　 　 　 ｋ ＝ １，２，…，ｎ （５）

３　 不平顺数据预测残差修正与效果评价指标

３．１　 基于 ＢＰ 神经网络的预测残差修正

仅通过建立单一灰色模型对每个采样点进行预

测，车轮不平顺预测值存在较大的误差。 ＢＰ 神经网

络模型在训练的时候具有高度的自学习以及非线性

映射能力，而且能够解决许多模糊的、不具备线性特

征、包含多种复杂因素的问题，对于无规则、样本数

目巨大的残差序列，采用 ＢＰ 神经网络对其进行修

正会更加精确快捷。 对此拟展开研究分述如下。
（１）计算残差序列及归一化处理。 将实测的原

始车轮周向不平顺数据与灰色模型得到的预测值求

差，得到残差序列：

Δ ｔｋ( ) ＝ ｘ ０( ) ｔｋ( ) － ｘ^ ０( ) ｔｋ( ) （６）
　 　 （２）确定网络训练参数。 网络隐含层传递函数

为 Ｓｉｇｍｏｉｄ 函数，训练算法采用收敛速度快、运算次

数少的基于 Ｌｅｖｅｎｂｅｒｇ－Ｍａｒｑｕａｒｄｒ（ＬＭ）规则的训练

函数，预测模型训练误差精度为 ０．００１，迭代次数为

１ ０００。
（３）ＢＰ 神经网络的建立与仿真。 研究中，近似

使用 １ ～ ｎ（ｎ 为初始预测值序列个数）为网络输入

（ｉｎｐｕｔｓ），相应的预测值序列为输出（ｏｕｐｕｔｓ）对网络

进行训练，用 ｎ ＋ １ ～ ｎ ＋ ｍ（ｍ 为预测次数）作为预

测样本，利用 ｓｉｍ函数仿真得到ｍ次的预测值序列。
至此，对训练后的数据进行反归一化处理，即可得到

修正过后的残差序列。
（４）残差修正。 利用训练好的 ＢＰ 神经网络对

残差序列 Δ ｔｋ( ) 进行训练得到修正后的残差序列

Δ^ ｔｋ( ) ， 再与初步预测值 ｘ^ ０( ) ｔｋ( ) 相加，得到最终

车轮每个采样点的不平顺预测值：

ｘ ｔｋ( ) ＝ Δ^ ｔｋ( ) ＋ ｘ^ ０( ) ｔｋ( ) （７）
３．２　 预测效果评价指标

预测效果评价指标为：使用误差 Ｅ 来衡量单个

预测值的预测效果，使用平均绝对误差 （ＭＡＥ） 和

均方根误差 （ＲＭＳＥ） 来衡量整体预测效果，对其给

出的数学定义可写为如下形式：

Ｅ ＝ ｙｉ － ｙ^ｉ （８）

ＭＡＥ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
ｙｉ － ｙ^ｉ （９）

ＲＭＳＥ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
ｙｉ － ｙ^ｉ( ) ２ （１０）

　 　 其中， ｙｉ 为实际值； ｙ^ｉ 为预测值； Ｎ 为预测数据

个数。
平均绝对误差是将各个预测值误差取绝对值累

加之后再取其平均值，能客观反映预测模型的准确

性。 均方根误差将每个采样点预测值误差平方后，
再对其进行求和，继而进行开方，这是衡定测量模型

预测精度的常用指标。 该值越小，表明预测精度越

高。

４　 实例分析

本文实例分析数据来自使上海地铁车辆车轮的

历史周向不平顺数据序列，城市轨道交通车辆车轮

直径为 ８４０ ｍｍ，所以整个车轮的周长大概在 ２．６ ｍ
左右，采样间隔设置为 ２ ｍｍ，采样周期 ｄｔ ＝ ０．００２ ｓ，
则相应的采样频率 Ｆｓ ＝ １ ／ ｄｔ ＝ ５００ Ｈｚ，采集到的数

据点为 １ ３００ 个，每次采集数据的时间间隔为 ２ 周，
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通过激光位移传感器非接触测量得到的不平顺数据

如图 ５ 所示，经过滤波处理、离散傅里叶变换、再根

据粗糙度定义就能得到各个阶次的粗糙度值如图 ６
所示。 从图 ６ 中可以看出，一阶偏心在该车轮的磨

耗中占据主导地位，同时也存在一定的二阶椭圆化

的存在，其他一些阶次的粗糙度等级数值较小，所以

并没有在车轮周向上有显著的表现。
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图 ５　 车轮周向不平顺采样数据
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图 ６　 车轮各阶次粗糙度等级

Ｆｉｇ． ６　 Ｗｈｅｅｌ ｒｏｕｇｈｎｅｓｓ ｌｅｖｅｌｓ ｏｆ ｅａｃｈ ｏｒｄｅｒ

４．１　 灰色神经网络的实例预测

选取上海地铁某车辆实测得到的 ７ 组历史车轮

不平顺数据，对前 ６ 组数据建立的等时距灰色模型

进行预测分析，每组数据时间间隔为 ２ 周。 灰色模

型预测数据如图 ７ 所示。 由图 ７ 可见，预测 ２ 周后

的车轮周向不平顺预测值与实际值存在一定偏差，
得出绝对误差 ＭＡＥ ＝ ０．１１２，均方根误差 ＲＭＳＥ ＝
０．２１４，可见灰色模型可以得出车轮周向不平顺数值

的变化趋势，但一定存在较大的误差。 为此通过计

算两者的残差序列，通过一个 ３ 层 ＢＰ 神经网络对

残差序列进行修正，隐含层采用 １０ 个节点数，采用

Ｓｉｇｍｏｉｄ 函数为传递函数，最终预测结果如图 ８ 所

示。 由图 ８ 可见预测数据与实际测量数据基本上重

合，经过计算，可得绝对误差 ＭＡＥ ＝ ０．０４，均方根误

差 ＲＭＳＥ ＝ ０．１０１，２ 个数值都有大幅度的缩小，说明

在预测精度层面来说，灰色神经网络模型要远远好

于灰色模型，更能反映出车轮整体的不平顺状态。
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图 ７　 灰色模型预测数据

Ｆｉｇ． ７　 Ｇｒｅｙ ｍｏｄｅｌｓ ｐｒｅｄｉｃｔｅｄ ｄａｔａ
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图 ８　 极坐标下灰色神经网络模型预测

Ｆｉｇ． ８　 Ｇｒｅｙ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｏｄｅｌ ｐｒｅｄｉｃｔｉｏｎ ｉｎ ｐｏｌａｒ ｃｏｏｒｄｉｎａｔｅｓ

４．２　 预测数据的多边形阶次提取

每个波段的多边形阶次就是一段特定频率完整

的谐波，研究中把采集到的不平顺数据在频域上进

行分析，当某一段频率在频域中的能量最大，则说明

这段频率代表的多边形阶次在车轮踏面上表现得更

加显著或者说是处于主导地位。 假设测量的数据长

度为 １ 时，则 １～ ２０ 阶多边形对应的阶次频率就分

别为 １ Ｈｚ，２ Ｈｚ，…，１９ Ｈｚ，２０ Ｈｚ。 基于该理论，为
了得到车轮各个阶次的多边形粗糙度等级，首先得

对预测数据进行低通滤波处理，接着利用 ＦＦＴ 对滤

波后的不平顺值进行频域中的分析，再通过粗糙度

等级的定义对各个阶次的粗糙度进行计算，１０ μｍ
粗糙度的有效幅值对应 ２０ ｄＢ 的粗糙度等级。 通过

灰色神经网络利用已有的 ７ 组数据来建立预测模

型，得出 ２ 周之后的车轮不平顺数据，经过上述处理

后最终的结果如图 ９ 所示。 由图 ９ 的结果分析得
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知，虽然该车轮的一阶偏心还是最显著，但二、三、
四、五阶多边形的粗糙度等级也在不停增大，高阶多

边形数值虽然也有所增大，研究同时发现粗糙度等

级却并未显得非常突出，可见随着列车运行时间越

久，车轮多边形会从一开始的一阶偏心向更高的阶

次演变，最后的趋势就是往高阶多边形化发展。
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图 ９　 车轮各阶次粗糙度等级

Ｆｉｇ． ９　 Ｗｈｅｅｌ ｒｏｕｇｈｎｅｓｓ ｌｅｖｅｌｓ ｏｆ ｅａｃｈ ｏｒｄｅｒ

５　 结束语

本文根据历史车轮周向不平顺数据建立了一种

基于灰色神经网络的车轮多边形阶次组合预测模

型，主要利用等时距 ＧＭ（１，１） 对车轮每个采样点数

据建立不平顺预测模型，再通过 ＢＰ 神经网络对每

个采样点的预测数据的残差序列进行修正，解决车

轮周向不平顺发展趋势中不确定性问题，最后对预

测数据进行离散傅里叶变换以及低通滤波处理，根
据粗糙度的定义得到车轮各个阶次的粗糙度等级，
通过各个阶次粗糙度的数值大小来判断车轮多边形

阶次的发展趋势。 并且以上海地铁某车辆实测数据

展开了灰色神经网络模型的实例预测分析，结果显

示，这种组合预测模型预测效果的平均绝对误差与

均方根较单一的灰色预测模型均有所降低，模型预

测精度得到提高，证明了模型的有效性，并且可以从

最后的各个阶次的粗糙度等级得出，随着列车运行

时间的不断增加，车轮多边形也会不断向着高阶多

边形化发展，可为工务部门制定车轮镟修策略提供

重要指导意义。
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