
第 １２ 卷　 第 ５ 期

Ｖｏｌ．１２ Ｎｏ．５ 　
　

智　 能　 计　 算　 机　 与　 应　 用

Ｉｎｔｅｌｌｉｇｅｎｔ Ｃｏｍｐｕｔｅｒ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ
　

　 ２０２２ 年 ５ 月

　 Ｍａｙ ２０２２

　 　 　 　 　 　文章编号： ２０９５－２１６３（２０２２）０５－０００１－１０ 中图分类号： ＴＰ３９１ 文献标志码： Ａ

融合实例频率加权正则化和神经网络的概率矩阵分解模型

韦凯欣１， 宋　 燕２

（１ 上海理工大学 理学院， 上海 ２０００９３； ２ 上海理工大学 光电信息与计算机工程学院， 上海 ２０００９３）

摘　 要： 针对大规模稀疏数据集上基于概率矩阵分解（Ｐｒｏｂａｂｉｌｉｓｔｉｃ Ｍａｔｒｉｘ Ｆａｃｔｏｒｉｚａｔｉｏｎ， ＰＭＦ）模型的缺失数据估计方法容易

出现过拟合且迭代训练时间较长的问题，本文创新性地提出一种融合实例频率加权正则化（ Ｉｎｓｔａｎｃｅ－ｆｒｅｑｕｅｎｃｙ－ｗｅｉｇｈｔｅｄ Ｒｅｇ⁃
ｕｌａｒｉｚａｔｉｏｎ， ＩＲ）和神经网络（Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＮＮ）的概率矩阵分解（ ＩＲ－ＮＮＰＭＦ）模型。 一方面，充分考虑已知数据在数据集

中的不平衡分布现象，并根据潜在因子相关的实例频率对其正则化参数进行加权处理，从而提高模型的泛化能力和预测精

度；另一方面，引入神经网络来缓解模型迭代训练造成的时间消耗，提高模型预测精度的同时减少模型训练时间。 最后，在 ４
个真实数据集上的实验结果证明，和带标准 Ｌ２ 正则化和使用传统梯度下降训练算法的经典 ＰＭＦ 模型相比，本文提出的 ＩＲ－
ＮＮＰＭＦ 模型能够在提高预测精度的同时大大提高模型的训练速度。
关键词： 概率矩阵分解； 大规模稀疏数据； 不均衡分布； 正则化； 神经网络
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０　 引　 言

近年来，随着计算机技术的全面发展，信息呈现

爆炸式增长。 面对这些海量数据，如何通过数据挖

掘相关理论和技术手段挖掘出潜在的、有效的以及

可被解释和理解的信息，一直以来都是亟待解决的

问题［１－２］。 矩阵分解 （Ｍａｔｒｉｘ Ｆａｃｔｏｒｉｚａｔｉｏｎ， ＭＦ） 模

型， 特 别 是 概 率 矩 阵 分 解 （ Ｐｒｏｂａｂｉｌｉｓｔｉｃ Ｍａｔｒｉｘ
Ｆａｃｔｏｒｉｚａｔｉｏｎ， ＰＭＦ）模型由于其在大规模稀疏数据

集上的良好性能而被广泛应用。 通过将原始的高维

数据矩阵映射到低维的潜在因子空间，来挖掘隐藏

的有用信息［３－４］。 然而，由于天然的技术手段不足

或者后期存储设备故障等原因，数据缺失难以避免，
这就造成了原始数据矩阵的高维稀疏现象。 当面对

大规模、不均衡稀疏数据时，ＰＭＦ 模型往往会出现

过拟合和迭代训练时间复杂度高等问题。
在大规模、不均衡稀疏矩阵上进行矩阵分解，本

质上是一个不适定问题，难以找到唯一的或者全局最

优解。 正则化通常是解决上述问题，提高模型泛化能

力的有效方法之一［５－８］。 然而，目前大部分矩阵分解

的方法都采用了一般的正则化方法，如 Ｌ２ 正则

化［６，８－１１］。 但是，这些正则化方法通常是针对没有缺



失项的完整数据集的，高维稀疏数据集在稀疏度和数

据均衡度方面都存在很大的差异，直接使用这些传统

的正则化方法取得的效果可能事倍功半。 如何设计

出适用于不完整数据集的正则化方案，更加准确地刻

画原始矩阵，已然成为亟待解决的重要课题。
另外，时间复杂度也是判断一个模型性能好坏

的标准之一。 目前，大部分模型的求解方法，都依赖

于迭代求解， 如梯度下 降 法 （ Ｇｒａｄｉｅｎｔ Ｄｅｓｃｅｎｔ，
ＧＤ）。 其主要思想是沿着参数当前位置的负梯度方

向进行迭代更新，逐步达到最优解［１２－１４］。 然而，这
种训练方法，往往需要付出巨大的时间代价，而且随

着数据集的不断扩大，这种时间消耗更是难以忍受。
不同于这些传统的训练方法，基于神经网络的方法

通常仅需一次迭代，可以大大提升模型的训练效率。
因此，本文将神经网络引入到模型的训练过程当中。

综上所述，本文提出一种融合实例频率加权正则

化和神经网络的概率矩阵分解模型，在提高模型预测精

度的同时大大提升模型训练效率。 本文的主要贡献如

下：
（１）基于传统的 ＰＭＦ 模型，建立一种新的融合

数据不均衡分布信息和神经网络的概率矩阵分解模

型，即 ＩＲ－ＮＮＰＭＦ 模型。
（２）基于稀疏矩阵行列之间数据不均衡分布的

信息，通过引入实例频率加权的正则化方案，有效地

缓解模型过拟合问题。
（３）引入神经网络进行模型的参数训练，整个

训练过程当中，只需要进行一次迭代，大大提高了模

型的训练效率。
（４）在 ４ 个真实的工业应用数据集上的实验结

果证明，本文提出的 ＩＲ－ＮＮＰＭＦ 模型可以有效缓解

模型的过拟合问题，在提升预测精度的同时减少模

型的训练时间。

１　 相关工作

１．１　 概率矩阵分解模型

概率矩阵分解主要是通过 ２ 个低维潜在因子矩阵

相乘去近似原始的高维稀疏矩阵［９］。 假设原始的高维

稀疏矩阵为 Ｒ∈ ℝ Ｎ×Ｍ，得到的近似矩阵为 Ｒ^ ＝ ＵＶＴ，
其中Ｕ∈ ℝ Ｎ×Ｄ， Ｖ∈ ℝ Ｍ×Ｄ，并且Ｄ ＜＜ｍｉｎ Ｎ，Ｍ{ } 。

为了对模型进行学习，首先，假设已经观测到的

原始矩阵 Ｒ 服从以下高斯分布：

Ｐ Ｒ ｜ Ｕ，Ｖ，σ２( ) ＝ ∏
Ｎ

ｉ ＝１
∏
Ｍ

ｊ ＝１
Ｎ Ｒｉｊ ｜ Ｕｉ ＶＴ

ｊ ，σ２
Ｒ( )[ ] ＩＲｉｊ （１）

其中， Ｎ ｘ ｜ μ，σ ２( ) 是均值为 μ ，方差为 σ ２ 的

高斯分布的概率密度函数； Ｒ ｉｊ 表示位于矩阵 Ｒ中第

ｉ 行和第 ｊ 列的元素； Ｕｉ 表示位于矩阵 Ｕ 中第 ｉ 行的

行向量； Ｖ ｊ 表示位于矩阵 Ｖ中第 ｊ行的行向量； Ｉｉｊ 是
指示函数，如果 Ｒ ｉｊ 有数据，则为 １，否则为 ０。

为了防止过拟合，假设 ２ 个低秩矩阵的潜在因

子向量服从零均值的高斯先验分布：

Ｐ Ｕ ｜ σ２
Ｕ( ) ＝ ∏

Ｎ

ｉ ＝ １
Ｎ Ｕｉ ｜ ０，σ２

ＵＩ( ) （２）

Ｐ Ｖ ｜ σ２
Ｖ( ) ＝ ∏

Ｍ

ｊ ＝ １
Ｎ Ｖ ｊ ｜ ０，σ２

ＶＩ( ) （３）

　 　 根据贝叶斯公式，可得潜在因子向量的后验 ｌｏｇ
函数：

ｌｏｇ Ｕ，Ｖ ｜ Ｒ，σ２，σ２
Ｕ，σ２

Ｖ( ) ＝ － １
２ σ２∑

Ｎ

ｉ ＝ １
∑
Ｍ

ｊ ＝ １
ＩＲｉｊ（Ｒｉｊ －

　 Ｕｉ ＶＴ
ｊ ）２ － １

２ σ２
Ｕ
∑
Ｎ

ｉ ＝ １
Ｕｉ ＵＴ

ｉ － １
２ σ２

Ｖ
∑
Ｍ

ｊ ＝ １
Ｖｊ ＶＴ

ｊ －

　 １
２ ∑

Ｎ

ｉ ＝１
∑
Ｍ

ｊ ＝１
ＩＲｉｊ( ) ２( ) ｌｎ σ２ ＋ ＮＤｌｎ σ２

Ｕ ＋ＭＤｌｎ σ２
Ｖ( ) ＋ Ｃ

（４）
其中， Ｃ 是不依赖于任何参数的常量。
最大化 ｌｏｇ 函数等价于最小化式（５）中的目标

函数，即：

Ｊ ＝ １
２ ∑

Ｎ

ｉ ＝ １
∑
Ｍ

ｊ ＝ １
ＩＲｉｊ Ｒ ｉｊ － Ｕｉ ＶＴ

ｊ( ) ２ ＋
λＵ

２
Ｕｉ

２
Ｆｒｏ ＋

λ Ｖ

２
Ｖ ｊ

２
Ｆｒｏ （５）

其中， · ２
Ｆｒｏ 表示 Ｆｒｏｂｅｎｉｕｓ 范数； λＵ ＝

σ ２
Ｕ

σ ２ ；

λ Ｖ ＝
σ ２

Ｖ

σ ２。

１．２　 实例频率加权正则化方案

不均衡高维稀疏数据集上的不适定问题往往严

重依赖于最初的假设［ ６，８－１１］。 加入正则化是解决这

类问题的有效方法之一［６－８］，例如 Ｌ２ 正则化。 式

（５）的 Ｌ２ 正则化方案为：

Ｌ ＝
λＵ

２
Ｕｉ

２
Ｆｒｏ ＋

λＶ

２
Ｖ ｊ

２
Ｆｒｏ （６）

　 　 然而，这些传统的正则化方法通常适用于完整

的数据矩阵。 面对高维稀疏的数据矩阵，就需要根

据每行或每列不同的已知实例数，为其分配不同的

正则化系数。 因此，将式（６）改进为式（７）：

Ｌ Ｕ，Ｖ( ) ＝ γ
２ ∑

Ｎ

ｉ ＝ １
Λ Ｕｉ( ) β Ｕｉ

２
Ｆｒｏ ＋(
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　 　 ∑
Ｍ

ｊ ＝ １
Λ Ｖ ｊ( ) β Ｖ ｊ

２
Ｆｒｏ ) （７）

其中， Λ Ｕｉ( ) 表示行向量 Ｕｉ 中的已知实例的

个数； Λ Ｖ ｊ( ) 表示行向量 Ｖ ｊ 中已知实例的个数；
ｆ ｘ( ) ＝ ｘβ 表示底数为 ｘ ，指数为 β 的幂函数，用来实

现对正则化效果的细粒度控制。
１．３　 自编码神经网络

自编码神经网络模型作为一种无监督模型，通
过重构输入信号，提取出比原始无标注数据更好的

特征表述，从而取得更好的模型效果［１５］。 最简单的

自编码神经网络包括 ３ 层：输入层、隐藏层（也称编

码层）和输出层（也称解码层） ［１６－１７］。 具体的自编

码神经网络结构图如图 １ 所示。

x1

x2

x3

xm

y1

y2

y3

ym

X Y

编码 解码

x1

xi

xD

图 １　 自编码神经网络模型

Ｆｉｇ． １　 Ａｕｔｏｅｎｃｏｄｅｒ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ ｍｏｄｅｌ

　 　 假设输入层有 ｍ 个样本 ｘ１，ｘ２，…，ｘｍ， 隐藏层

有 Ｄ 个神经元，对应的输出层为 ｙ１，ｙ２，…，ｙｍ。 首

先，通过隐藏层将原始输入数据映射到更低维度的

空间，从而提取出重要特征。 此处需用到的数学公

式为：
ｈ ＝ ｆ ｗ１·ｘ ＋ ｂ１( ) （８）

　 　 其中， ｗ１ 是权重参数矩阵； ｂ１ 是偏置参数向

量； ｆ 是激活函数，例如 ｆ ｘ( ) ＝ １ ／ １ ＋ ｅｘｐ － ｘ( )( ) 。
其次，再通过输出层重构这些重要特征。 相应

的数学公式可表示为：
ｙ ＝ ｆ ｗ２·ｈ ＋ ｂ２( ) （９）

　 　 其中， ｗ２ 是权重参数矩阵； ｂ２ 是偏置参数向

量； ｆ 同样是激活函数。 为了能更好地表述原始数

据，输出层通常与输入层的维度一致。
　 　 最后，构建从输入层到输出层的代价函数，并最

小化代价函数得到最优特征表述。 由此推得的数学

公式为：

Ｃ ＝ １
２ ∑

ｎ

ｉ ＝ １
ｘｉ － ｙｉ

２
Ｆ （１０）

　 　 其中， ｎ 表示输入层样本的个数。

２　 主要结果

２．１　 ＩＲ－ＮＮＰＭＦ 模型

面对大规模稀疏数据集上的数据不均衡分布现

象，传统的正则化方法取得的效果并不理想。 因此，
本文创造性地提出一种融合实例频率加权正则化和

神经网络的 ＰＭＦ 模型，即 ＩＲ－ＮＮＰＭＦ 模型。 具体

的模型结构图如图 ２ 所示。
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图 ２　 ＩＲ－ＮＮＰＭＦ 模型结构图

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ａｎ ＩＲ－ＮＮＰＭＦ ｍｏｄｅｌ

　 　 本文将与潜在因子有关的实例频率融入到正则

化项当中，故对传统 ＰＭＦ 模型当中的潜在因子的先

验分布条件进行改进，具体如下所示：

Ｐ Ｕ ｜ σ ２
Ｕ( ) ＝ ∏

Ｎ

ｉ ＝ １
Ｎ Ｕｉ ｜ ０， Λ Ｕｉ( ) βσ ２

ＵＩ( ) （１１）

Ｐ Ｖ ｜ σ ２
Ｖ( ) ＝ ∏

Ｍ

ｊ ＝ １
Ｎ Ｖ ｊ ｜ ０， Λ Ｖ ｊ( ) β σ ２

ＶＩ( )

（１２）
潜在因子的对数后验分布函数如式（１３）所示：
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　 ｌｏｇ Ｕ，Ｖ ｜ Ｒ，σ２，σ２
Ｕ，σ２

Ｖ( ) ＝ － １
２ σ２∑

Ｎ

ｉ ＝ １
∑
Ｍ

ｊ ＝ １
ＩＲｉｊ Ｒｉｊ －(

　 　 　 Ｕｉ ＶＴ
ｊ ) ２ － １

２ σ ２
Ｕ
∑
Ｎ

ｉ ＝ １

１
Λ Ｕｉ( ) β Ｕｉ ＵＴ

ｉ －

　 　 　 １
２ σ ２

Ｖ
∑
Ｍ

ｊ ＝ １

１
Λ Ｖ ｊ( ) β Ｖ ｊ ＶＴ

ｊ ＋

　 　 　 ｌｎ ２π σ ２( ) －１ ／ ２ ∑
Ｎ

ｉ ＝ １
∑
Ｍ

ｊ ＝ １
ＩＲｉｊ( ) ＋

　 　 　 ∑
Ｎ

ｉ ＝ １
ｌｎ ２π σ ２

Ｕ Λ Ｕｉ( ) β( ) － １
２ ＋

　 　 　 ∑
Ｍ

ｊ ＝ １
ｌｎ ２π σ ２

Ｖ Λ Ｖ ｊ( ) β( ) － １
２ ＋ Ｃ （１３）

最终的目标函数可表示为：

ｍｉｎ Ｊ ＝ １
２ ∑

Ｎ

ｉ ＝ １
∑
Ｍ

ｊ ＝ １
ＩＲｉｊ Ｒ ｉｊ － Ｕｉ ＶＴ

ｊ( ) ２ ＋

　 　 　
λＵ

２ ∑
Ｎ

ｉ ＝ １
Λ Ｕｉ( ) －β Ｕｉ

２
Ｆｒｏ ＋

　 　 　
λ Ｖ

２
Λ Ｖ ｊ( ) －β Ｖ ｊ

２
Ｆｒｏ （１４）

２．２　 基于神经网络进行参数训练

本文引入神经网络进行参数训练，提高模型的

训练效率。 假设 ＩＲ－ＮＮＰＭＦ 模型包含 ｎ 层神经网

络，研究展开的模型训练过程为：
（１）当 ｎ ＝ １ 时，即模型包含一层神经网络。 将

矩阵 Ｒ 的每一行输入到输入层，并分别通过潜在因

子矩阵 Ｕ１ 和 Ｖ１ 对输入数据进行编码和解码。
（２）当 ｎ≥２ 时，即模型包含多层神经网络。 对

于第一层神经网络，其训练过程和单层神经网络模

型相同；在第 ２ 层及之后的训练过程中，将上一层输

出的潜在因子矩阵 Ｕｎ－１ 的每一行向量作为输入数

据，进行当前层的 Ｕｎ 的训练。
紧接着，将对模型参数 Ｕｎ 和 Ｖｎ 进行求解。
（１）当 ｎ ＝ １ 时。 研发求解过程如下。
首先，初始化潜在因子矩阵 Ｕ１ 。 将原始矩阵 Ｒ

进行输入，然后通过随机学习算法［１８－２０］ 得到权重矩

阵 ＷＤ×Ｍ 和偏置向量 ｂ１×Ｄ， 之后首次更新 Ｕ１：

Ｕ１ ＝

ｕ１
１

ｕ１
２

︙
ｕ１
Ｎ

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

＝
ｈ ｗ１ ＲＴ

１ ＋ ｂ１( ) … ｈ ｗＤ ＲＴ
１ ＋ ｂＤ( )

︙ ⋱ ︙
ｈ ｗ１ ＲＴ

Ｎ ＋ ｂ１( ) … ｈ ｗＤ ＲＴ
Ｎ ＋ ｂＤ( )

é

ë

ê
ê
ê
ê

ù

û

ú
ú
ú
ú

（１５）
其中，ｗ１，ｗ２，…，ｗＤ 表示权重矩阵ＷＤ×Ｍ 的每一行

元素； ｂ１，ｂ２，…，ｂＤ 表示偏置向量 ｂ１×Ｄ 的每一个元素。
其次，更新潜在因子矩阵 Ｖ１。 具体做法如下：

① 计算 Ｖ１ 中每一个行向量的偏导数：
∂Ｅ
∂Ｖ１

ｊ

＝ － ∑
Ｎ

ｉ ＝ １
ＩＲｉｊ Ｕ１

ｉ( ) Ｔ Ｒ ｉｊ － Ｕ１
ｉ Ｖ１

ｊ( ) Ｔ( ) ＋

　 　 λ Ｖ Λ Ｖ ｊ( ) －β Ｖ１
ｊ( ) Ｔ （１６）

② 令
∂Ｅ
∂ Ｖ１

ｊ

＝ ０，整理可得更新公式为：

Ｖ１
ｊ( ) Ｔ ＝ ∑

Ｎ

ｉ ＝ １
ＩＲｉｊ Ｕ１

ｉ( ) Ｔ Ｕ１
ｉ( ) ＋

λＶ Λ Ｖｊ( ) －βＥ

é

ë

ê
ê
êê

ù

û

ú
ú
úú

－１

∑
Ｎ

ｉ ＝ １
ＩＲｉｊ Ｕ１

ｉ( ) Ｔ Ｒｉｊ[ ]

（１７）
其中， Ｅ 表示一个维度为 Ｄ × Ｄ 的单位矩阵。
最后，再次更新潜在因子矩阵 Ｕ１。 首次更新的

Ｕ１ 是通过随机学习算法和神经网络得到的，具有一

定的随机性。 为了更好地近似矩阵 Ｒ， 根据更新过

的 Ｖ１， 再次更新 Ｕ１， 其方法与更新 Ｖ１ 类似：

Ｕ１
ｉ ＝ ∑

Ｍ

ｊ ＝ １
ＩＲｉｊ Ｒ ｉｊ Ｖ１

ｊ[ ]
∑
Ｍ

ｊ ＝ １
ＩＲｉｊ Ｖ１

ｊ( ) Ｔ Ｖ１
ｊ( ) ＋

λＵ Λ Ｕｉ( ) －βＥ

é

ë

ê
ê
êê

ù

û

ú
ú
úú

－１

（１８）

（２）当 ｎ≥２ 时。 从图 ２ 可以看出，与单层神经

网络最大的不同之处在于，模型当前层的输入数据

是上一层的潜在因子矩阵 Ｕｎ－１。 其训练过程与单

层神经网络类似，具体如下。
首先，初始化潜在因子矩阵 Ｕｎ。 研究后可得：

Ｕｎ ＝

ｕｎ
１

ｕｎ
２

︙
ｕｎ
Ｎ

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

＝

ｈ Ｃｎ
１ ｕｎ－１

１( ) Ｔ ＋ ｄｎ
１( ) … ｈ Ｃｎ

Ｄ ｕｎ－１
１( ) Ｔ ＋ ｄｎ

Ｄ( )

︙ ⋱ ︙
ｈ Ｃｎ

１ ｕｎ－１
Ｎ( ) Ｔ ＋ ｄｎ

１( ) … ｈ Ｃｎ
Ｄ ｕｎ－１

Ｎ( ) Ｔ ＋ ｄｎ
Ｄ( )

é

ë

ê
ê
ê
ê

ù

û

ú
ú
ú
ú

（１９）
其中， Ｃｎ

１，Ｃｎ
２，…，Ｃｎ

Ｄ 表示第 ｎ 层神经网络权重矩

阵 Ｃｎ ∈ ℝ Ｄ×Ｄ 中每一行元素； ｄｎ
１，ｄｎ

２，…，ｄｎ
Ｄ 表示第 ｎ

层神经网络偏置向量 ｄｎ ∈ ℝ １×Ｄ 中每一个元素。
其次，更新潜在因子矩阵 Ｖｎ。 研究后可得：

Ｖｎ
ｊ( ) Ｔ ＝ ∑

Ｎ

ｉ ＝ １
ＩＲｉｊ Ｕｎ

ｉ( ) Ｔ Ｕｎ
ｉ( ) ＋

λＶ Λ Ｖｊ( ) －βＥ

é

ë

ê
ê
êê

ù

û

ú
ú
úú

－１

∑
Ｎ

ｉ ＝ １
ＩＲｉｊ Ｕｎ

ｉ( ) Ｔ Ｒｉｊ[ ]

（２０）
最后，再次更新潜在因子矩阵 Ｕｎ。 研究后可

推得：
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Ｕｎ
ｉ ＝ ∑

Ｍ

ｊ ＝ １
ＩＲｉｊ Ｒ ｉｊ Ｖｎ

ｊ[ ]
∑
Ｍ

ｊ ＝ １
ＩＲｉｊ Ｖｎ

ｊ( ) Ｔ Ｖｎ
ｊ( ) ＋

λＵ Λ Ｕｉ( ) －βＥ

é

ë

ê
ê
êê

ù

û

ú
ú
úú

－１

（２１）
２．３　 算法设计和复杂度分析

针对 ２．２ 节中参数更新步骤，研究设计了 ＩＲ－
ＮＮＰＭＦ 模型的算法流程，算法代码详见如下。

算法　 ＩＲ－ＮＮＰＭＦ 模型算法

输入：已知数据集合 Λ，Ｄ，ｎ， 正则化系数 λＵ 和

λＶ

输出：因子矩阵 Ｕｎ，Ｖｎ

Ｓｔｅｐ １　 当 ｎ ＝ １ 时，根据式（１５）求解因子矩阵

Ｕ１， 当 ｎ ≥ ２ 时，根据式（１９）求解因子矩阵 Ｕｎ。
Ｓｔｅｐ ２　 根据式（２０）求解因子矩阵 Ｖｎ。
Ｓｔｅｐ ３　 根据式（２１）更新因子矩阵 Ｕｎ。
该算法的主要时间消耗是计算参数更新公式

（２０）、（２１）中的逆矩阵，其时间复杂度为 Θ Ｄ３( ) ，
其中 Ｄ 是潜在因子空间的维度。 也就是说， Ｄ 越

小，模型训练所花费的时间越少。 然而， Ｄ 过小的

话，不能很好地表述原来矩阵的特征。 因此，在实验

过程当中，往往需要取一个合适的 Ｄ 值来平衡模型

的特征表述和时间复杂度。
此外，神经网络层数 ｎ 的取值也至关重要。 ｎ 越

大，训练模型所需要的时间就越长； ｎ 过小，模型的

预测精度就达不到要求。 因此， ｎ 在实验过程当中

也需要设置一个合理的取值。

３　 实验结果与分析

３．１　 评估指标

本文使用均方根误差（Ｒｏｏｔ Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ，
ＲＭＳＥ） 和平均 绝 对 误 差 （ Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｅｒｒｏｒ，
ＭＡＥ） 作为实验评估标准［１３，２１－２３］，具体公式为：

ＲＭＳＥ ＝

　

∑ ｉ， ｊ( )
（Ｒ ｉｊ － Ｒ^ ｉｊ ） ２

Ｔ
（２２）

ＭＡＥ ＝
∑ ｉ， ｊ( )

Ｒ ｉｊ － Ｒ^ ｉｊ ａｂｓ

Ｔ
（２３）

其中， Ｔ 表示测试集； Ｔ 表示测试集上已知

元素的个数； Ｒ ｉｊ 表示原始矩阵上的真实值； Ｒ^ ｉｊ 表示

经过模型训练得到的预测值。 ＲＭＳＥ 和 ＭＡＥ 的值越

小，模型的预测精度越高。
３．２　 实验数据集及预处理

本文选取了 ４ 个真实工业应用数据集作为实验

数据集来验证所提出模型的性能。 数据集信息见

表 １。
表 １　 数据集信息

Ｔａｂ． １　 Ｉｎｆｏｒｍａｔｉｏｎ ｏｆ ｄａｔａｓｅｔｓ

数据集 用户 项目 评分 密度 ／ ％

Ｄ１： ＭｏｖｉｅＬｅｎｓ１００ ｋ ９４３ １ ６８２ １００ ０００ ６．３００

Ｄ２： Ｊｅｓｔｅｒ ７３ ４２１ １５０ ６ ５００ ０００ ４．２００
Ｄ３： Ａｍａｚｏｎ－Ｍａｇａｚｉｎｅ

Ｓｕｂｓｃｒｉｐｔｉｏｎｓ
２ ４２８ ７２ ０９８ ８９ ６８９ ０．０５０

Ｄ４： Ａｍａｚｏｎ－Ｇｉｆｔ Ｃａｒｄｓ １ ５４８ １２８ ８７７ １４７ １９４ ０．０７３

　 　 为了避免模型训练受到其他因素的影响，本文

将所有数据集进行归一化处理；并将所有数据集按

照 ８：２ 划分训练集和测试集，且在训练集上进行 ５
折交叉验证；最后进行 １０ 次独立重复实验，取其平

均值作为最终的实验结果。 以上所有实验都是用

Ｐｙｃｈａｒｍ 实现，在 Ｉｎｔｅｌ Ｃｏｒｅ ｉ５ ＣＰＵ １．４０ ＧＨｚ，８ ＧＢ
内存和 ＡＭＤ Ｒｙｚｅｎ ７ ３７００Ｘ ＣＰＵ ３．５８ ＧＨｚ，３２ ＧＢ
内存的计算机上运行。
３．３　 实验对比模型设置

为了体现本文提出模型的优越性，这里将与数

个模型进行对比。 各对比模型信息参见表 ２。

表 ２　 对比模型信息

Ｔａｂ． ２　 Ｉｎｆｏｒｍａｔｉｏｎ ｏｆ ｃｏｍｐａｒｅｄ ｍｏｄｅｌｓ

对比模型 正则化方法 模型训练方法

Ｍ１： ＰＭＦ ｗｉｔｈ ｔｒａｄｉｔｉｏｎａｌ Ｌ２ －ｒｅｇｕｌａｒｉｚａｔｉｏｎ 传统 Ｌ２ 正则化 随机梯度下降法

Ｍ２： ＰＭＦ ｗｉｔｈ ＩＲ 实例频率加权正则化 随机梯度下降法

Ｍ３： ＩＲ－ＮＮＰＭＦ（本文提出模型） 实例频率加权正则化 基于神经网络的方法

３．４　 模型参数设置

在进行对比实验前，需要对模型的参数进行灵

敏度测试，并设置最优参数。 为了减小模型的复杂

度，所有模型中的正则化系数 λＵ 和 λＶ 设置为 λＵ ＝

λＶ ＝ λ。 因此，这里需要对以下参数进行训练：正则

化系数 λ， 正则化实例频率加权指数 β， 潜在因子维

度 Ｄ ，神经网络层数 ｎ， 具体训练过程如图 ３ ～图 ７
所示。
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图 ３　 正则化系数 λ对 ＲＭＳＥ 的影响
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图 ４　 正则化实例权重指数 β 对 ＲＭＳＥ 的影响
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图 ５　 潜在因子维数 Ｄ 对 ＲＭＳＥ 的影响
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图 ６　 不同潜在因子维数 Ｄ 的时间花费
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图 ７　 不同神经网络层数 ｎ 的时间花费

Ｆｉｇ． ７　 Ｔｉｍｅ ｃｏｓｔｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｌａｙｅｒｓ ｏｆ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ

　 　 图 ３ 展示了正则化系数 λ 对模型性能的影响，
其中图 ３（ａ） ～ （ｄ）分别表示模型 Ｍ３ 在数据集 Ｄ１ ～
Ｄ４ 上的参数灵敏度测试结果。 可以发现，当正则化

实例频率加权指数 β和潜在因子维度 Ｄ固定的情况

下，不同数据集的最优正则化参数 λ 是不同的。 即

Ｄ１ ～ Ｄ４ 上的最优参数分别为 ０．２，０．０５，０．０１，０．５。
图 ４ 展示了正则化实例频率加权指数 β 对模型

性能的影响，其中图 ４（ａ） ～ （ｄ）分别表示模型 Ｍ３ 在

数据集Ｄ１ ～ Ｄ４ 上的参数灵敏度测试结果。 可以发

现，当正则化系数 λ 和潜在因子维度 Ｄ 固定的情况

下， Ｄ１ ～ Ｄ４ 数据集的最优正则化实例权重指数 β
分别为 １．０，０．６，０．８，１．０。

图 ５ 展示了不同神经网络层数下潜在因子维度

Ｄ 对模型性能的影响，其中图 ５（ａ） ～ （ｄ）分别表示

模型 Ｍ３ 在数据集 Ｄ１ ～ Ｄ４ 上的参数灵敏度测试结

果。 可以发现，不同数据集上最优的潜在因子维度

Ｄ 是不同的。 具体地，在 Ｄ１、Ｄ２ 和 Ｄ４ 上， 很容易得

出最优的 Ｄ 值为 １０，２０，１０；但是，在 Ｄ３ 上， Ｄ 从 ２０
增加到 １６０ 对模型精度的影响不明显。 当神经网络

层数 ｎ ＝ ６ 时，和 Ｄ ＝ ２０ 相比， Ｄ ＝ １６０ 时， ＲＭＳＥ 仅

降低了 ０．００５ ０２，考虑到 Ｄ 越大，时间复杂度越大，
这里选择 Ｄ ＝ ２０ 作为最优参数。

模型参数的设置，除了要对比预测精度外，还要

衡量不同参数下的模型训练时间。 图 ６、图 ７ 分别

展示了在不同潜在因子维度 Ｄ和神经网络层数 ｎ下

的时间消耗。 从图 ６、图 ７ 中可以看出，不管在哪个

数据集上，随着 Ｄ和 ｎ的增加，模型的训练时间都会

迅速增加。 例如，从图 ６（ｃ）中，可以看出在数据集

Ｄ３ 上， 当 Ｄ ＝ ２０ 时， 模 型 的 训 练 时 间 为

２１ ７４２．３２９ ８４ ｓ，而 Ｄ ＝ １６０ 时，模型的训练时间为

４１ ０３５．０４９ ２８ ｓ，增加了 ８８．７３％。 虽然随着 Ｄ 的增

加，模型的表征拟合能力会大大增加，但是所带来的

巨大的时间代价，也是难以忍受的。 因此选择合适

的 Ｄ 值是十分重要的。
同样地，从图 ７（ ｃ）中可以得到，在数据集 Ｄ３

上，当 ｎ ＝ ５ 时，训练时间为 ７ ２２２．４７１ ２０４ ｓ，而当

ｎ ＝１５ 时，训练时间迅速增加到 ２１ ６５６．３７５ ４５ ｓ。 虽

然，经过训练的神经网络层数越多，越能更好地拟合

原始数据矩阵，但是带来的时间消耗也是巨大的。
因此，选择合适的 ｎ 值也是十分必要的。
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经过上述分析，研究得到 ＩＲ－ＮＮＰＭＦ 模型在不

同数据集上的参数设置为：在 Ｄ１ 上， λ ＝ ０．２，β ＝
０．８，Ｄ ＝ １０， ｎ ＝ ２；在Ｄ２ 上，λ ＝ ０．０５，β ＝ ０．６，Ｄ ＝ ２０，
ｎ ＝ ４；在Ｄ３ 上，λ ＝ ０．０１，β ＝ ０．８，Ｄ ＝ ２０，ｎ ＝ ６；在Ｄ４

上，λ ＝ ０．５，β ＝ １．０，Ｄ ＝ １０，ｎ ＝ ４。
３．５　 实验结果分析

最后为了评估本文提出模型的有效性，对 ３．３
节中所提出的 ３ 个模型进行对比实验。 为了得到一

个无偏的结果， Ｍ１ 和 Ｍ２ 在 ４ 个数据集上参数设置

如下：
对于 Ｍ２ 模型，正则化系数 λ， 正则化实例频率

加权指数 β和潜在因子维度 Ｄ，分别与Ｍ３ 模型在各

个数据集上的取值相同，并在各个数据集上对学习

率 α 在 ［０．０００ １，０．００１，０．０１，０．０５，０．１，０．５，０．９］ 内

进行灵敏度测试，最终数据集 Ｄ１ ～ Ｄ４ 的最优参数

分别为：０．０００ １，０．０００ １，０．５，０．１。 对于模型 Ｍ１， 潜

在因子维度 Ｄ 和学习率 α， 分别与 Ｍ２ 在各个数据

集上的取值相同，并在各个数据集上对正则化系数

λ 在 ［０．０００ １，０．００１，０．０１，０．０５，０．１，０．５，０．９］ 内进

行参数灵敏度测试，最终数据集 Ｄ１ ～ Ｄ４ 的最优参

数分别为：０．０５，０．０５，０．００１，０．００１。
对比实验的最终结果见表 ３。 表 ３ 中，加粗的

数据表示该模型在某一指标下为最优值；括号里边

的每个数字代表该模型在某一个指标下的排名，其
中，１ 代表最优，３ 代表最差。 最终，每一个数据集上

的每一个模型都会有一个整体排名，例如，在数据集

Ｄ２ 上，模型 Ｍ１ 的排名分别为：３、１、３、１，那么其综合

排名为： ３ ＋ １ ＋ ３ ＋ １
４

＝ ２。 因此，可以得到的结论

有：
（１）模型 Ｍ３ 在数据集 Ｄ１ － Ｄ３ 上关于评价指标

ＲＭＳＥ和ＭＡＥ的性能都明显优于模型Ｍ１ 和Ｍ２。 例

如，在数据集 Ｄ３ 上，模型 Ｍ１ 和 Ｍ２ 取得的最小的

ＲＭＳＥ 分别为０．３５１ ８５ 和０．３５０ １９， 而模型 Ｍ３ 最小

的 ＲＭＳＥ 为０．３１２ ５９，分别提升了 １１．２％ 和１０．７％。
模型Ｍ２ 在数据集Ｄ１ ～ Ｄ４ 上关于评价指标ＲＭＳＥ的

性能均优于模型 Ｍ１，例如，在数据集 Ｄ１ 上模型 Ｍ１

取得的最小 ＲＭＳＥ 为０．３４５ ８２， 而模型 Ｍ２ 取得的最

小 ＲＭＳＥ 为０．３１４ ９７， 提升了 ８．９％。 这说明将数据

的不均衡分布信息引入到正则化当中，能有效提高

模型的预测精度。
（２） 模型 Ｍ３ 在所有数据集上的时间消耗都明

显小于模型 Ｍ２。 例如，在数据集 Ｄ３ 上，模型 Ｍ２ 取

得的最小的ＲＭＳＥ时所花费的时间为４ ７６７．３８９ ６ ｓ；
而模型 Ｍ３ 所取得最小 ＲＭＳＥ 时花费的时间为

２ １８７．６３６ ５ ｓ。 这说明引入神经网络能有效减少模

型迭代训练所造成的时间花费。
（３）模型 Ｍ３ 在所有数据集上的综合排名明显

优于其他对比模型，说明模型Ｍ３ 能够在保证训练时

间的同时大大提高预测精度。 综上，在同时考虑预

测精度和训练时间这 ２ 个评价指标的情况下，模型

Ｍ３ 的性能优于其他对比模型。
表 ３　 模型 Ｍ１ ～Ｍ３ 在 Ｄ１ ～Ｄ４ 的最小预测误差和相应时间开销

Ｔａｂ． ３　 Ｌｏｗｅｓｔ ｐｒｅｄｉｃｔｉｏｎ ｅｒｒｏｒ ａｃｈｉｅｖｅｄ ｂｙ ｍｏｄｅｌｓ Ｍ１ ～Ｍ３ ａｎｄ ｔｈｅ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｔｉｍｅ ｃｏｓｔｓ ｏｎ Ｄ１ ～Ｄ４

Ｄ１

ＲＭＳＥ Ｔｉｍｅ ＭＡＥ Ｔｉｍｅ
Ｍｅａｎ

Ｒａｎｋｉｎｇ

Ｄ２

ＲＭＳＥ Ｔｉｍｅ ＭＡＥ Ｔｉｍｅ
Ｍｅａｎ

Ｒａｎｋｉｎｇ

Ｍ１ ０．３４５ ８２（３） １８８．４８６ ２（３） ０．２８６ ８７（３） ４８．２７６ ４（３） ３ ０．３１０ ４６（３） ３．１４３ ２（１） ０．２４６ ８０（３） ３．１４３ ２（１） ２

Ｍ２ ０．３１４ ９７（２） １３９．６７９ １（２） ０．２６１ ５４（２） １３９．６７９ １（２） ２ ０．３０２ ３７（２） ５６．８２９ ５（３） ０．２３８ １２（２） ５０．３５９ ２（３） ２．５

Ｍ３ ０．２４０ １９（１） ４３．４９９ １（１） ０．１９３ ６１（１） ４３．４９９ １（１） １ ０．２４３ ５５（１） １４．５７０ ８（２） ０．１８７ １２（１） １４．５７０ ８（２） １．５

Ｄ３

ＲＭＳＥ Ｔｉｍｅ ＭＡＥ Ｔｉｍｅ
Ｍｅａｎ

Ｒａｎｋｉｎｇ

Ｄ４

ＲＭＳＥ Ｔｉｍｅ ＭＡＥ Ｔｉｍｅ
Ｍｅａｎ

Ｒａｎｋｉｎｇ

Ｍ１ ０．３５１ ８５（３） ２ １９６．７５１ ７（２） ０．１９８ ８３（２） ２ １９６．７５１ ７（２） ２．２５ ０．１９９ ９８（３） ８６５．６６１ ７６（１） ０．０９６ ５９（３） ５５９．９４５ ０（１） ２

Ｍ２ ０．３５０ １９（２） ４ ７６７．３８９ ６（３） ０．２０２ ３７（３） ４ ７６７．３８９ ６（３） ２．７５ ０．１９５ １７（２） ２ ２８４．４８２ ５（３） ０．０６５ ８３（１） ２ ２８４．４８１ ５（３） ２．２５

Ｍ３ ０．３１２ ５９（１） ２ １８７．６３６ ５（１） ０．１５６ ６６（１） ２ １８７．６３６ ５（１） １ ０．１２１ ４７（１） １ ４９１．００９ ０（２） ０．０９３ ２０（２） １ ４９１．００８ ９（２） １．７５

４　 结束语

如何有效进行缺失数据的估计一直以来就是数

据挖掘领域的研究热点。 本文着重考虑模型的预测

精度和训练时间两个指标，一方面将数据不均衡信

息引入到正则化当中，提高模型的泛化能力；另一方

９第 ５ 期 韦凯欣， 等： 融合实例频率加权正则化和神经网络的概率矩阵分解模型



面，引入神经网络进行模型参数的训练，加快了模型

的训练速度，并合理地设置模型的参数，在提高模型

预测精度的同时减少模型训练时间。 最后，在 ４ 个

真实数据集上的实验结果证明，本文提出的 ＩＲ －
ＮＮＰＭＦ 模型在大型稀疏数据集上的性能是优于其

他 ＰＭＦ 模型的。
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ａｎｄ ｃｏｎｔｅｘｔ ［ Ｊ ］ ． ＡＣＭ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｉｎｔｅｒａｃｔｉｖｅ Ｉｎｔｅｌｌｉｇｅｎｔ
Ｓｙｓｔｅｍｓ， ２０１５， ５（４）： １－１９．

０１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　


