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基于 ＬＳＴＭ 和新闻情感的股票价格预测方法

许　 丽， 张　 利， 李桂城， 肖一凡， 陈丽绵， 唐　 艳

（贵州大学 大数据与信息工程学院， 贵阳 ５５００２５）

摘　 要： 股票预测研究对于经济发展具有重要意义，也是困扰投资者的难题。 本文提出了一种基于 ＬＳＴＭ 和新闻股票情感分

析的组合优化模型 ＳＶＭ＿ＬＳＴＭ。 首先将 ＸＧＢｏｏｓｔ 和利用交叉验证优化的 ＬＳＴＭ 应用于预测中国银行、中国联通以及浦发银

行的每日收盘价上，通过对比二者的性能，选择较优的 ＬＳＴＭ 对中国银行股票历史价格进行最终的时序预测；然后，使用 ＳＶＭ
对中国银行的股票新闻进行情感倾向预测；最后，采用加权的方式将 ＳＶＭ 的预测结果与 ＬＳＴＭ 的预测的结果进行融合。 实

验结果表明：第一，利用交叉验证优化的 ＬＳＴＭ 较 ＸＧＢｏｏｓｔ 具有更优的评价指标，针对中国银行数据集， 其 ＲＳＥＭ、ＭＡＥ、ＭＳＥ
比 ＸＧＢｏｏｓｔ 分别减少了 ０．２３４、０．１７３、０．０１１；第二，采用加权的方式将 ＳＶＭ＿ＬＳＴＭ 的预测结果调和，实验结果较原 ＬＳＴＭ 而

言，评价指标 ＲＳＥＭ、ＭＡＥ、ＭＳＥ 分别减少了 ７．５％、６．４％、１０．８％。
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０　 引　 言

股票市场是国家经济市场的重要组成之一。 随

着中国经济的腾飞和大数据的发展，一方面，关心股

市问题的不再只有上市公司，越来越多的普通民众

将目光转向股票投资；另一方面，影响股票价格的因

素有经济、政治和公司自身的管理等，均使得股票价

格走势变得难以预测。 因此，众多研究者开始深入

研究影响股票价格的因素，并提出了许多经典模型。
文献［１］提出了一种 ＡＲＩＭＡ 和 ＳＶＭ 的组合预

测模型，首先使用 ＡＲＩＭＡ 模型对华泰证券一年的股

票价格进行线性预测，接着使用 ＳＶＭ 模型对其进行

非线性预测，实验表明，组合预测模型得到的综合结

果精度高于单一模型。 文献［２］改进了 ＸＧＢｏｏｓｔ 模
型，使用网格搜索算法对模型进行参数优化，基于原

ＸＧＢｏｏｓｔ、ＧＢＤＴ、ＳＶＭ 以及改进的 ＸＧＢｏｏｓｔ 模型对 ５
个短期数据集，如中国平安、中国建筑等进行预测，
实验结果表明，ＸＧＢｏｏｓｔ 表现出了最优的评价指标

和最好的拟合性能。 文献［３］提出了一种粒子群和

支持向量机的组合模型，传统的支持向量机在股票

预测中取得了较好的效果，但是根据人为经验选取

支持向量机的参数和核函数存在很大的弊端，而该

模型利用粒子群算法可以自动更新速度和位置且各

粒子之间共享信息的特性，对 ＳＶＭ 的参数进行优



化，实验结果显示，该算法在很大程度上提高了预测

结果，对比原始的 ＳＶＭ，准确率有所提高。 文献［４］
提出了 Ｂａｇｇｉｎｇ － ＳＶＭ 模型，算法的思想是利用

ｂａｇｇｉｎｇ 将数据集划分为若干的子训练集去训练传

统的 ＳＶＭ，最后通过对每一个子 ＳＶＭ 模型的预测结

果进行投票，票数最多的项即为最终的预测结果。
文献［５］在对输入数据进行预处理后，将其送入层

数不同的 ＬＳＴＭ 和层数相同、但神经元不同的网络

结构中，通过评价指标来选择合适的结果，并对苹果

公司的股价进行预测分析，验证了其精度可提高

３０％，证明了该方法的可行性。 文献［６］将 ＬＳＴＭ 网

络用于股票价格预测，通过对模型进行不断调优，获
得最优预测模型后将其预测结果与 ＢＰ 神经网络、
ＲＮＮ、ＣＮＮ，人工神经网络的预测结果进行对比，结
果表明，ＬＳＴＭ 评价指标最优且预测值和真实值的

曲线拟合得最好。 文献［７］提出了一种基于粒子群

算法改进的 ＬＳＴＭ 模型，传统 ＬＳＴＭ 网络常常根据

自身经验确定其中的重要参数，由于主观性极强无

法确定最优值，粒子群算法的提出解决了这一问题，
通过算法寻优构建了完善的预测模型，使得准确率

大大提高且获得了普遍的适用性。 文献［８］将不同

的输入特征送入 ＬＳＴＭ 模型来预测股票的收入，验
证了特征不同的输入对股票价格的影响。 文献［９］
提出了 Ａｄｖ－ＡＬＳＴＭ 模型，通过添加扰动来模拟价

格的随机性，以此来训练模型在干扰数据下的泛化

能力，实验表明，在训练模型阶段，采取对抗性网络

的方式大大提高了网络性能和拟合能力。 为了同时

满足捕获长时间依赖关系和选择相关驱动进行预测

的要求，文献［１０］提出了 ＤＡ－ＲＮＮ 网络，该网络是

一个 ２ 层 ＬＳＴＭ 结构，包含解码和编码环节，将该模

型应用在 ＳＭＬ２０１０ 数据上，结果表明该网络不仅可

以进行有效预测，而且具有很强的可解释性。 文献

［１１］提出了基于 ＴＣＮ 和文本情感分析方法的股票

价格预测方法，通过爬虫的方式获取相关数据集，使
用 ＬＳＴＭ 对新闻文本进行情感极性分析，并将其结

果与股票数据一同输入 ＴＣＮ 网络，改进后模型的评

价指标表现良好，验证了其可行性。
本文的结构大致如下：第一节综述了股票价格

预测的经典模型和算法；第二节介绍了本文使用的

一些相关算法机理；第三节概述了本文算法的原理；
第四节给出了本文网络在相关数据集上的评价指标

和拟合曲线的实验结果；第五节总结概括了该文章，
并提出该领域未来可能的发展方向。

１　 相关算法

１．１　 交叉验证

泛化能力是评价一个模型好坏的指标之一。 因

此，常常使用交叉验证来提高模型的泛化能力。 常

见的交叉验证有简单交叉验证、留一交叉验证以及

ｋ 折交叉验证。 其中，简单交叉验证仅仅需要将数

据集划分为 ２ 份，选取数据量小的一份作为验证集

来评价模型的好坏，该算法虽然可以用来评价模型，
但是划分的比率不同会产生较大的差异。 留一法，
顾名思义，将 ｎ 个样本划分为 ｎ 份，进行 ｎ 次训练，
每次只留一份为验证集，该方法在数据量小的时候

可以最大限度地利用每一个样本，其弊端在于如果

数据量很大时会造成欠拟合。 ｋ 折交叉验证把数据

集划分为 ｋ 份，每一份逐一作为验证集去评价模型，
基于此再取平均值作为最后的评价指标。 一般情况

下， ｋ 值越大则模型性能越好，但是有研究表明，其
范围在 ５～１０ 之间或能取得最佳效能，本文使用 １０
折交叉验证对 ＬＳＴＭ 模型进行训练。
１．２　 ＸＧＢｏｏｓｔ

ＸＧＢｏｏｓｔ 是梯度提升决策树算法（ＤＢＤＴ）的改

进版本。 由叶节点为分类变量的决策树和叶节点为

连续变量的回归树两种增强树组成。 ＤＢＤＴ 梯度提

升树的表达式如（１）所示：

ｙ^ｉ ＝ ∑
Ｋ

ｋ ＝ １
ｆｋ ｘｉ( ) ＝ ｙ^ｉ

ｔ －１( ) ＋ ｆｔ ｘｉ( ) （１）

　 　 为了避免正则化，通过在原网络的基础上增加

正则项来简化模型，ＸＧＢｏｏｓｔ 包括回归树和决策树，
并且采用了 ｂｌｏｃｋｓ 的存储结构，使得算法可并行，提
高了运算速度。 该算法的最终目标是优化函数

Ｏｂｊ ｔ( ) ， 其中包含损失函数 ｌ 和表示复杂度的正则

项 Ω。 网络在每一次迭代之后增加一棵树，来优化

Ｏｂｊ ｔ( ) 。 函数的数学定义可写为如下形式：

Ｏｂｊ ｔ( ) ＝ ∑
ｎ

ｉ ＝ １
ｌ ｙｉ，ｙ^ ｔ －１( )( ) ＋ ｆｔ ｘｉ( )( ) ＋ Ω ｆｔ( ) ＋ Ｃ

（２）

　 　 其中， ｙ^ ｔ －１( ) 表示保留前面 ｔ － １ 次的预测结

果。 将 ＤＢＤＴ 的表达式代入公式（２）的目标函数，
第 ｔ 次迭代的目标是为了使得目标函数最小。

损失函数在第 ｔ － １ 次迭代时获得的预测值的

一次偏导 ｇｉ 和二次偏导 ｈｉ， 如式（３）所示：

ｇｉ ＝ ∂ ｙ^ ｔ－１( ) ｌ ｙｉ，ｙ^ ｔ －１( )( ) ，ｈｉ ＝ ∂２
ｙ^ ｔ－１( ) ｌ ｙｉ，ｙ^ ｔ －１( )( )

（３）
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将目标函数按泰勒二阶公式展开，消除常数项

带来的影响。 二阶导数使得损失函数更加精确，并
将式（３）带入，得到新的目标函数如式（４）所示：

Ｏｂｊ ｔ( ) ≈∑
ｎ

ｉ ＝１
［ｌ ｙｉ，ｙ^ ｔ－１( )( ) ＋ ｇｉ ｆｔ ｘｉ( ) ＋ １

２
ｈｉ ｆｔ２ ｘｉ( ) ］ ＋

Ω ｆｔ( ) ＋ Ｃ （４）
进一步地，研究中可推得：

Ｇ ｊ ＝ ∑
ｉ∈Ｉ ｊ

ｇｉ， 　 Ｈ ｊ ＝ ∑
ｉ∈Ｉ ｊ

ｈ ｊ （５）

　 　 在训练目标函数时， ｆｔ ｘ( ) ＝ ｗ ｊ， 即把函数（树）
拆分为叶子的权重向量部分 ｗ 和树的结构部分 ｑ，
目标函数可以表示为：

Ｏｂｊ（ ｔ） ＝∑
ｔ

ｊ ＝ １
［ ∑

ｉ∈Ｉ ｊ

ｇｉ( ) ｗ ｊ ＋
１
２ ∑

ｉ∈Ｉ ｊ

ｈｉ ＋ λ( ) ｗ ｊ
２ ＋ λＴ］

（６）
将式（５）带入式（６）合并一次项系数和二次项

系数，得到最终的目标函数如式（７）所示：

Ｏｂｊ（ ｔ） ＝ ∑
ｔ

ｊ ＝ １
Ｇ ｊｗ ｊ ＋

１
２

Ｈ ｊ ＋ λ( ) ｗ ｊ
２é

ë
êê

ù

û
úú ＋ λＴ ＝

－ １
２ ∑

Ｔ

ｊ ＝ １

Ｇ ｊ
２

Ｈ ｊ ＋ λ
＋ γＴ （７）

目标函数又可称作打分函数，在一定范围和条

件下，目标函数的值最小，表明此时得到了最优解。
总而言之，ＸＧＢｏｏｓｔ 具有很多优点。 不仅可以减少

过拟合并且处理正则项，也可提升运算速度、可自定

义目标函数 Ｏｂｊ（ ｔ） 以及模型评价指标，具有高度灵

敏性。 除此之外，ＸＧＢｏｏｓｔ 具有自动处理数据集缺

失值的功能，允许在 ｂｏｏｓｔｉｎｇ 迭代中使用交叉验证。

２　 算法机理及流程

２．１　 ＳＶＭ＿ＬＳＴＭ 模型的搭建

随着人们生活水平的提高，在满足日常衣食住

行之余，已有很多人开始利用手中的闲钱来做投资，
由于股票的低投资以及高回报性，使其成为大众的

重要选择，基于此，如何选择最优股即已成为备受关

注的热点话题。 以往的研究者要么针对股票历史数

据进行时序预测，要么采取分类网络进行文本情感

分析，忽略了二者直接的内在联系。 在此背景下，本
文提出了 ＳＶＭ＿ＬＳＴＭ 网络。

在时序预测通道上，本文首先采用归一化的手

段处理股票数据，对股票数据进行归一化处理可以

削弱量纲带来的影响，将数据统一到一个相差不大

的范围，以此来减少较大数据和较小数据的影响，本
文采取的归一化公式具体如下：

ｘ′
ｉ ＝

ｘｉ － ｘ－

ｍａｘ（ｘｉ） － ｍｉｎ（ｘｉ）
（８）

　 　 其中， ｘｉ 表示第 ｉ 个变量，ｘ－ 表示均值。
其次，本文使用 １０ 折交叉验证划分经过预处理

的股票数据，来训练 ＬＳＴＭ 模型；最后，调用训练良

好的模型预测中国银行、中国联通、浦发银行的股票

数据。 ＬＳＴＭ 机理详见 ２．２ 节。
在文本预测通道上，对于中国银行股票新闻的

文本数据集，本文首先在百度智能云网站注册一个

ＡｉｐＮｌｐ 账号，这是自然语言处理的 Ｐｙｔｈｏｎ ＳＤＫ 客户

端，通过调用该网站可以对本文爬取的文本数据集

做一个初步的处理，由于使用该接口对新闻文本标

题预测得到的结果为每一条新闻词条对应的积极的

可能性和消极的可能性，本文在 Ｐｙｔｈｏｎ 中指定当积

极的可能性大于消极的可能性时，就将该新闻文本

标注为 １，代表利好，反之，将文本标注为 ０，表示利

空；随后采用处理好的文本数据集训练 ＳＶＭ 模型；
最后，调用 ＳＶＭ 预测文本新闻情感极性。 ＳＶＭ 原

理详见 ２．３ 节。
至此，研究中采用了加权的方式将 ＳＶＭ 的预测

结果与 ＬＳＴＭ 的预测结果进行融合。 其算法流程如

图 １ 所示。 图 １ 中，第 ｉ 天的股票最终预测价格

ｙ＿ｐｒｅｄｌａｓｔ 的计算方法如式（９）所示：
ｙ＿ ｐｒｅｄｌａｓｔ ＝ ｙ＿ ｐｒｅｄｉ － ｙ＿ ｐｒｅｄｉ∗ｗｅｉｇｈｔ （９）

　 　 其中， ｙ＿ ｐｒｅｄｉ 表示时序预测第 ｉ 天的结果。 在

本文中，由于在时序预测阶段，真实值与预测值在整

体走势上拟合得很好，只需要微小的调整就可以使

得预测值更接近于真实值， 故而本文将 ｗｅｉｇｈｔ 设置

为 ０．０１。

股票数据 新闻文本

归一化处理

交叉验证划分数据集

训练LSTM模型

调用LSTM预测股票闭盘价

计算最终的闭盘价格
并输出评价指标

调用SVM预测每一天
的新闻文本情感极性

自然语言处理标注文本极性

利好

利空

y_predi-y_predi*weight

y_predi+y_predi*weight

训练SVM模型

图 １　 算法流程图

Ｆｉｇ． １　 Ａｌｇｏｒｉｔｈｍ ｆｌｏｗ ｃｈａｒｔ
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２．２　 ＬＳＴＭ
循环神经网络 ＲＮＮ 能够处理时序数据，时序数

据、即数据之间具有时间先后性，数据整体呈现某种

趋势。 循环神经网络具有跨越时间节点的自连接

层，能够建立当前时刻与序列上一时刻的关系。 但

是随着网络层的加深，由于循环神经网络只会获取

上一节点的信息，无法储存距离当前时刻较远的网

络的输出，会造成梯度消失。 为了解决梯度消失和

梯度爆炸，最早由 Ｚｈａｏ 等人［１２］ 提出了 ＬＳＴＭ 网络，
在此后的一段时间里，该网络被广泛地应用在时序

预测邻域中。
ＬＳＴＭ 是对 ＲＮＮ 模型的改进，以达到解决梯度

消失的效果。 这一改进主要表现为：在 ＲＮＮ 隐藏层

中添加了长短期记忆单元；通过添加门控结构、 引

入 ｓｉｇｍｏｉｄ 激活函数结合 ＲＮＮ 原有的 ｔａｎｈ 激活函

数，来控制网络对历史信息的输入保存和输出；输入

信息由添加的细胞状态记忆。 综上所述可知，ＬＳＴＭ
解决了短期依赖和长距离依赖问题。

ＬＳＴＭ 的 ３ 个门控单元分别为输入层、隐藏层、
输出层，共同构成了模型的输入部分。 ＬＳＴＭ 网络

结构如图 ２ 所示。 由图 ２ 可知，该结构中各主体组

成部分的设计原理及数学表述详见如下。

Ct

ht

xt

ht-1

Ct-1

tanh

tanh

σ σ σ

ht

ft it ct′
ot

图 ２　 ＬＳＴＭ 网络结构

Ｆｉｇ． ２　 ＬＳＴＭ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 （１）输入层。 为全连接层，该网络首先对数据

进行预处理，以达到输入数据格式要求。 输入门的

值 ｉｔ 和输入细胞的候选状态值 Ｃ
～

ｔ 可由如下方式计

算得到：
ｉｔ ＝ δ Ｗｉ∗ Ｘｔ，ｈｔ －１( ) ＋ ｂｉ( ) （１０）

Ｃ
～

ｔ ＝ ｔａｎｈ Ｗｃ∗ Ｘｔ，ｈｔ －１( ) ＋ ｂｃ( ) （１１）
　 　 其中，Ｗ和Ｕ表示计算时的权重矩阵；ｂ表示偏

置向量；σ 表示激活函数 ｓｉｇｍｏｉｄ。
　 　 （２）隐藏层。 是包含多个 ＬＳＴＭ 神经元的循环

神经网络。 在该网络结构中，激活函数选取 σ 和

ｔａｎｈ， ｔ 时刻遗忘门的 ｓｉｇｍｏｉｄ 和当前时刻细胞的状

态的更新值的数学表达式可写为：
ｆｔ ＝ δ Ｗｆ∗ Ｘｔ，ｈｔ －１( ) ＋ ｂｆ( ) （１２）

Ｃｔ ＝ ｉｔ∗ Ｃ
～

ｔ ＋ ｆｔ∗ Ｃｔ －１ （１３）
　 　 （３）输出层。 将隐含层的多个输出结果映射到

全连接层来获得模型的最终输出。 在该层网络结构

中，计算得到的最终输出结果如下：
Ｏｔ ＝ δ ＷＯ∗ Ｘｔ，ｈｔ －１( ) ＋ ｂＯ( ) （１４）

ｈｔ ＝ Ｏｔ∗ｔａｎｈ Ｃｔ( ) （１５）
２．３　 ＳＶＭ

假设股票输入样本为 ｎ 维空间的一个点 Ｘ 为

（ｘ１，ｘ２，… ，ｘｎ），ｙ１ 和 ｙ２ 分别表示股票的涨跌，ＳＶＭ
的重点是建立一个超大平面的决策曲面，设超平面

ｇ ｘ( ) 为 ｗＴｘ ＋ ｂ ＝ ０。 当该值大于 ０ 时，分类为 ｙ１；
反之，分类为 ｙ２， 支持向量的平面范围值大小为

［－１，１］，落在这之间的样本点即为支持向量机。 从

而得到最大间隔 ｄ ＝ ２
‖ｗ‖

。 ＳＶＭ 分类原理则如图

３ 所示。

g(x)=wTx+b=0

g(x)=wTx+b=-1

g(x)=wTx+b=+1

图 ３　 ＳＶＭ 分类示意图

Ｆｉｇ． ３　 ＳＶＭ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｄｉａｇｒａｍ

　 　 利用拉格朗日优化最大间隔，最终得到决策函

数具体如下：

ｆ ｘ( ) ＝ ｓｇｎ ∑
Ｎ

ｉ ＝ １
ｙｉ αｉ( )·Ｋ ｘｉ ｘ ｊ( ) ＋ ｂ( ) （１６）

Ｎ ＝ ｙ１ ＋ ｙ２ （１７）
　 　 其中， Ｎ 表示分类总数。

二次规划问题，求解约束最优化的问题变成公

式（１８）：

Ｍａｘ∑
Ｎ

ｉ ＝ １
αｉ －

１
２ ∑

Ｎ

ｉ ＝ １
∑
Ｎ

ｊ ＝ １
αｉ α ｊ·ｙｉ ｙ ｊ·Ｋ ｘｉ·ｘ ｊ( )

（１８）
ｓ．ｔ． ０ ≤ αｉ ≤ Ｃ

∑
Ｎ

ｉ ＝ １
αｉ ｙｉ ＝ ０，ｉ ＝ １，２，…，Ｎ

　 　 其中， ｃ 为惩罚函数，该值与模型对噪声的容忍
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度成正比，与模型的泛化能力成反比。
常见的 ＳＶＭ 核函数有线性核函数、多项式核函

数、径向基核函数，对应的数学公式可顺次表示为：
Ｋ ｘｉ，ｘ ｊ( ) ＝ ｘｉ，ｘ ｊ( ) （１９）

Ｋ ｘｉ，ｘ ｊ( ) ＝ ｘｉ·ｘ ｊ ＋ １( ) ｄ （２０）
Ｋ ｘｉ，ｘ ｊ( ) ＝ ｅｘｐ － γ ‖ ｘｉ － ｘ ｊ‖２( ) （２１）

　 　 其中， ｄ 和 γ 是常数项。
核函数的选择决定了模型的预测效果，通过核

函数网络，ＳＶＭ 将输入的向量映射到高维特征的空

间，将原本的非线性问题变换为高维度特征空间的

线性可分问题。

３　 实验

３．１　 数据集介绍

本文通过 ｂａｏｓｔｏｃｋ 库爬取了中国银行、中国联

通、浦发银行三只股票从 ２０２０ 年 ８ 月 ３０ 号到 ２０２１
年 １０ 月 ２７ 号的相关数据，包括开盘价 ｏｐｅｎ，收盘价

ｃｌｏｓｅ，最高价 ｈｉｇｈ 以及最低价 ｌｏｗ。 收盘价表示股

票当天的最后成交价，一般将其作为股票价格预测

中唯一的因变量。 图 ４ 是中国银行的收盘价随时间

的变化曲线，横坐标表示不同的日期，纵坐标表示相

应日期对应的股票价格。 从图 ４ 中可以看到该时序

数据整体价格分布在 ２～４ 之间，某一天的闭盘价周

围一段时间内不会发生太大的突变；但是，图 ４ 中黄

色方框处股票急剧上升，在绿色方框处股票又突然

下降。
　 　 对于新闻文本数据集，本文利用 ｌｘｍｌ 库爬取了

“新浪财经网”和“金融界”网站中有关中国银行的

新闻文本。 ｌｘｍｌ 是 ＸＭＬ 和 ＨＴＭＬ 文件的解析器，还
可以用于 Ｗｅｂ 爬取。
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图 ４　 中国银行股票跌涨曲线

Ｆｉｇ． ４　 Ｓｔｏｃｋ ｄｅｃｌｉｎｅ ａｎｄ ｒｉｓｅ ｃｕｒｖｅ ｏｆ Ｂａｎｋ ｏｆ Ｃｈｉｎａ

３．２　 评价指标

本文采取均方根误差 （ＲＭＳＥ）、平均绝对误差

（ＭＡＥ） 以及均方误差（ＭＳＥ） 来衡量模型的性能。
各指标值的数学公式可表示如下：

ＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｙ ｉ( ) － ｙ^ ｉ( )( ) ２ （２２）

ＲＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｙ ｉ( ) － ｙ^ ｉ( )( ) ２ （２３）

ＭＡＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｙ ｉ( ) － ｙ^ ｉ( ) （２４）

　 　 其中， ｎ 是样本数；ｙ^ ｉ( ) 是模型预测值；ｙ ｉ( ) 是

真实值。
对于分类模型 ＳＶＭ，本文采取预测准确率

（Ａｃｃｕｒａｃｙ） 来衡量效果的好坏，研究后可推得的数

学公式如下：

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＦＰ ＋ ＴＮ ＋ ＦＮ

（２５）

　 　 其中，具体参数含义见表 １。
表 １　 预测与实际情况类型表

Ｔａｂ． １　 Ｆｏｒｅｃａｓｔ ｖｓ． ａｃｔｕａｌ ｔｙｐｅ ｔａｂｌｅ

实际 ／ 预测 积极（１） 消极（０）

上涨 ＴＰ ＦＮ

下跌 ＦＰ ＴＮ

３．３　 ＸＧＢｏｏｓｔ 和 ＬＳＴＭ 模型的预测结果

图 ５（ａ） ～图 ５（ｃ）中，左侧为 ＸＧＢｏｏｓｔ 模型的预

测值与真实值的拟合曲线，右侧为 ＬＳＴＭ 网络的预

测值与真实值拟合曲线。 本文中，如果不做特殊说

明，统一使用红色曲线表示预测曲线，蓝色曲线表示

真实值曲线。 可以看到：
（１）ＸＧＢｏｏｓｔ 模型拟合得到的预测值与真实值
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相比，其涨幅趋势大致相同，并且在第 Ｎ 天出现峰

值时也能够进行较好的预测，然而预测值曲线整体

处于真实值下方，说明对于数值的预测存在偏差，因
此该模型性能仍存有提升空间。

（２）ＬＳＴＭ 在保留了 ＸＧＢｏｏｓｔ 优点的同时，预测

值无限逼近真实值，并且与绝大部分的低谷值和峰

值完全吻合，针对中国银行数据集，表 ２ 显示了

ＬＳＴＭ 的评价指标 ＲＭＳＥ、ＭＡＥ 和 ＭＳＥ 较 ＸＧＢｏｏｓｔ
分别减少了 ０．２３４、０．１７３ 和 ０．０１１，说明了本文搭建

的模型预测精度更高。
（３）中国银行无论在曲线拟合程度、还是在评

价指标上，均优于中国联通和浦发银行，对于 ＬＳＴＭ
网络，各评价指标之间整体没有大致的差别，表明了

本文模型具有较好的泛化能力。
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图 ５　 ＸＧＢｏｏｓｔ 和 ＬＳＴＭ 模型的预测结果

Ｆｉｇ． ５　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＸＧＢｏｏｓｔ ａｎｄ ＬＳＴＭ ｍｏｄｅｌｓ
表 ２　 ＸＧＢｏｏｓｔ 和 ＬＳＴＭ 在各数据集上的评价指标

Ｔａｂ． ２ 　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｏｆ ＸＧＢｏｏｓｔ ａｎｄ ＬＳＴＭ ｉｎ ｅａｃｈ
ｄａｔａｓｅｔ

数据集 评价指标 ＸＧＢｏｏｓｔ ＬＳＴＭ

中国银行 ＲＭＳＥ ０．２３８ ０．００４
ＭＡＥ ０．２３５ ０．０６２
ＭＳＥ ０．０５７ ０．０４６

中国联通 ＲＭＳＥ ０．３９０ ０．０２３
ＭＡＥ ０．３７５ ０．１５２
ＭＳＥ ０．１５２ ０．１０５

浦发银行 ＲＭＳＥ ０．８２７ ０．０７９
ＭＡＥ ０．８１２ ０．２８０
ＭＳＥ ０．６８４ ０．２０２

３．４　 ＳＶＭ 实验结果

使用中国银行股票新闻数据集对 ＳＶＭ 模型进

行训练，该模型的准确率 （Ａｃｃｕｒａｃｙ） 达到了 ８１％，
高于文献［３］中 ＳＶＭ 模型所达到的 ７９．１１％，说明本

文模型的可行性。 表 ３ 展示了自 ２０２１ 年 ９ 月 １ 号

到 ２０２１ 年 １０ 月 ２５ 号的预测结果，其中 １ 代表利

好，０ 代表利空，分别对应了股票的上涨和下跌。 表

３ 中的新闻文本标题均为中国银行的个股资讯，由
于不是每天都有相关新闻消息，表中的日期并不连

续。 没有日期则对应的时序预测股票价格保持不

变。
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表 ３　 ＳＶＭ 预测结果

Ｔａｂ． ３　 ＳＶＭ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

日期 新闻标题 情感极性

１０．２５ 中国银行：刘秋万辞去首席信息官职务 １
１０．１８ 中国银行上海分行违法被罚 ５４０ 万：贷款资金用于购房等 ０
１０．１７ 中国银行南平分行违法被罚：贷前调查和贷后管理未尽职 ０
１０．０２ 中国银行莆田分行违法被罚：未按工程进度发放贷款等 ０
０９．３０ 中国银行（０３９８８．ＨＫ）：预计 １０ 亿元票据 ９ 月 ３０ 日上市 １
０９．２４ 中国银行：郑国雨因工作调动辞去副行长职务 １
０９．２４ 中国银行副行长郑国雨辞职：上半年公司净利 １１２８．１３ 亿 １
０９．２４ 中国银行：郑国雨因工作调动：辞去副行长职务 １
０９．１８ 首家！ 中国银行横琴粤澳深度合作区分行机构落地 １
０９．１７ 中国银行卡产业保持稳健发展，银行卡欺诈率连续四年下降 ０
０９．１４ 中国银行乌鲁木齐市分行被罚：未有效监督贷款资金用途 ０
０９．１０ 奥园美谷医美制造标杆获中国银行 １０ 亿授信 １
０９．０６ 中国银行吉林 ３ 分支被罚：未合理审查交易单证真实性等 ０
０９．０６ 中国银行业协会：２０２０ 年末银行业托管规模达 １６９．０４ 万亿元，同比增长 １０．２９％ １
０９．０１ ２０２１ 年度中国银行业发展报告：上半年银行业主要指标持续改善 １

３．５　 ＳＶＭ＿ＬＳＴＭ 模型实验结果

本文将中国银行的预测结果按照对应日期加权

（２．１ 节附有详细说明）到 ＬＳＴＭ 的预测结果上。 经

过计算，本文网络 ＳＶＭ＿ＬＳＴＭ 的最终结果见表 ４，显
然，各评价指标较原 ＬＳＴＭ 均明显减少， ＲＭＳＥ、
ＭＡＥ、ＭＳＥ 分别减少了 ７．５％、６．４％、１０．８％。

表 ４　 ＳＶＭ＿ＬＳＴＭ 评价指标

Ｔａｂ． ４　 ＳＶＭ＿ＬＳＴＭ ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ

网络 ＲＭＳＥ ＭＡＥ ＭＳＥ

ＬＳＴＭ ０．００４ ０ ０．０６２ ０．０４６
ＳＶＭ＿ＬＳＴＭ ０．００３ ７ ０．０５８ ０．０４１

４　 结束语

本文综合考虑了影响股票价格的双重因素，分
别是新闻文本和股票历史数据，通过 ＳＶＭ 和 ＬＳＴＭ
对 ２ 个通道的数据进行预测，再对其预测结果进行

加权融合，使得 ２ 种不同的数据类型相互补充，让最

终预测股价更接近于真实价格。 将本文模型应用于

中国移动股票的预测上，结果表明：
（１）利用交叉验证优化的 ＬＳＴＭ 虽然比 ＸＧＢｏｏｓｔ

模型具有更高的预测精度，曲线拟合程度也更优，但
是模型预测值和真实值之间仍然存在一定的差距。

（２）ＳＶＭ 模型预测准确率虽然达到了 ８１％，能
够给投资者提供大致的股票跌涨讯息，可是却不能

够获取实际闭盘价格。
（３） 本文采取加权融合的方式将 ＳＶＭ 以及

ＬＳＴＭ 的预测结果融合，使得评价指标 ＲＭＳＥ、ＭＡＥ、
ＭＳＥ 在原 ＬＳＴＭ 的基础上分别减少了 ７．５％、６．４％、
１０．８％，证明了 ＳＶＭ＿ＬＳＴＭ 网络的实用性，能够给投

资者带来一定的参考价值。

下一步工作将考虑使用爬虫获取更多与股票相

关的数据和文本讯息，进行多维度、深层次的分析，
同时考虑分别优化时序和文本预测网络，采取更科

学的举措归并两者的预测结果。
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