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基于改进条件生成对抗网络的分布式电源优化配置

胡　 攀， 邓　 坤

（贵州大学 电气工程学院， 贵阳 ５５００２５）

摘　 要： 分布式电源由于其出力存在不确定性的特点对配电网的规划有着明显的影响，为使规划结果更加合理，需对其出力

的不确定性进行建模。 首先利用改进的条件生成对抗网络模型对风电和光伏出力的不确定性进行建模，在模型中加入月份

标签信息以生成具有时序特性的风电和光伏出力场景，并通过 Ｋ－ｍｅａｎｓ 聚类方法对生成的大量场景进行聚类。 其次，建立了

以年综合费用最小为目标的分布式电源优化配置模型，通过二阶锥松弛方法将模型转换为混合整数二阶锥规划问题快速求

解。 最后，通过 ＩＥＥＥ ３３ 节点算例系统验证构建模型的有效性。
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０　 引　 言

在节能减排和环境保护的背景下，以风力发电

（ｗｉｎｄ ｔｕｒｂｉｎｅ，ＷＴ）和光伏发电（ｐｈｏｔｏｖｏｌｔａｉｃ，ＰＶ）为
代表的分布式电源（ｄｉｓｔｒｉｂｕｔｅｄ ｇｅｎｅｒａｔｉｏｎ，ＤＧ）因其

清洁环保、安装地点灵活、可提高供电可靠性等优点

得到了快速发展［１－２］。 然而，由于 ＷＴ 和 ＰＶ 的输出

功率存在较强的随机性，给配电网带来了一定影响，
成为 ＤＧ 在配电网中发展的主要障碍。 因此，科学

地对 ＤＧ 进行规划对配电网的安全经济运行具有重

要意义。
目前，ＤＧ 规划问题已经开展了许多研究。 文

献［３－４］在模型中考虑多种类型 ＤＧ 的时序特性并

在成本函数中充分考虑环境污染费用，搭建了 ＤＧ
社会年综合成本最小为目标的规划模型，利用智能

算法进行求解。 然而，上述模型中忽略了风、光和负

荷的不确定性，最终得到的 ＤＧ 优化配置结果存在

一定的不合理性。 为了降低不确定性的影响，一些

学者在进行优化配置时考虑源荷不确定性的影响。
文献［５］考虑待规划地区的风、光和负荷的不确定

性，采用拉丁超立方和快速向前选择法分别进行场

景生成和削减，构建了以年综合费用最少为目标的

ＤＧ 规划模型。 文献［６］采用概率密度建模的方法

构造风、光和负荷的典型日出力数据，以经济性和环

保性为目标，建立基于随机场景的 ＤＧ 多目标优化

模型，并采用改进的非劣排序遗传算法对模型进行

了求解。 文献［７］基于蒙特卡洛模拟抽样得到间歇

式新能源和负荷出力情况以解决间歇式新能源消纳

及功率波动问题。
尽管上述文献在 ＤＧ 容量随机优化配置问题上

取得了一定进展，但目前生成场景大多采用拉丁超

立方和蒙特卡洛等抽样方法，而使用这些抽样方法



之前需要事先假设数据服从特定的概率分布。 生成

对抗网络（ｇｅｎｅｒａｔｉｖｅ ａｄｖｅｒｓａｒｉａｌ ｎｅｔｗｏｒｋ，ＧＡＮ）提出

后受到广泛关注，ＧＡＮ 不需要事先假设数据服从特

定的概率分布，直接从数据中学习并生成新的数据

样本［８］。 文献［９］虽然研究了单种类型 ＤＧ 出力场

景生成问题，但忽略了在实际规划中存在不同类型

的 ＤＧ。 文献［１０］利用 ＧＡＮ 模拟大量风光出力场

景，再用 Ｋ－ｍｅｄｏｉｄｓ 聚类得到若干典型场景，构建微

电网容量随机优化配置模型，虽然考虑了 ＤＧ 的出

力不确定性，但却忽略了 ＤＧ 的时序出力特性。
针对上述研究现状，为了避免传统抽样方法中

假设的数据分布与真实数据分布不同而导致生成的

场景不合理，本文采用改进的条件生成对抗网络模

型无需事先假设原始数据分布，训练结束后即可生

成与实际数据分布相近的风光出力场景。 为了得到

有效的规划场景集，使用 Ｋ－ｍｅａｎｓ 聚类算法进行场

景聚类。 然后构造了以年综合费用最小为目标的分

布式电源优化配置模型，模型中充分考虑了政府补

贴及环境污染等费用。 由于模型中具有非线性项，
通过二阶锥松弛方法将模型转换为混合整数二阶锥

规划问题。 用 ＩＥＥＥ ３３ 节点系统验证所提出规划模

型的有效性。

１　 改进的条件生成对抗网络

１．１　 条件 ＧＡＮ 模型

ＧＡＮ 是 Ｇｏｏｄｆｅｌｌｏｗ 提出的一种深度学习模型，
由生成器和判别器两个部分组成。 其中，生成器通

过学习真实数据的概率分布来生成新的样本。 判别

器则判断输入的数据是否为真实数据，两者通过博

弈学习来提高生成样本的质量。 条件 ＧＡＮ 是在

ＧＡＮ 基础上进行改进的一种生成式网络，是将监督

学习和无监督学习相结合，并在模型的输入中添加

了标签信息，可用于指导数据的生成过程，对指定类

型数据样本的泛化有较好的效果，能够较好地适应

风电和光伏出力场景构建问题［１１］。 条件 ＧＡＮ 的基

本结构如图 １ 所示。
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图 １　 条件 ＧＡＮ 的基本结构

Ｆｉｇ． １　 Ｂａｓｉｃ ｓｔｒｕｃｔｕｒｅ ｏｆ ｃｏｎｄｉｔｉｏｎａｌ ＧＡＮ

　 　 由图 １ 可知，条件信息 ｃ 和噪声向量 ｚ 作为生

成器 Ｇ 的输入， 生成器 Ｇ 输出生成样本 ｘ′ ＝
Ｇ（ｚ ｃ）。 判别器Ｄ在判断生成样本分布 ｐ（ｘ′） 与真

实样本分布 ｐ（ｘ） 的相似程度的同时还判断生成样

本 ｘ′ 是否满足条件信息 ｃ。 条件 ＧＡＮ 中生成器与

判别器的损失函数如式（１） ～ （２）所示：

ＬｏｓｓＧ ＝ － Ｅｘ′ ～ ｐ（ｘ′）［Ｄ（ｘ′ ｃ）］ （１）
ＬｏｓｓＤ ＝ － Ｅｘ ～ ｐ（ｘ）［Ｄ（ｘ ｃ）］ ＋ Ｅｘ′ ～ ｐ（ｘ′）［Ｄ（ｘ′ ｃ）］

（２）
　 　 其中， Ｅ为对应分布的期望值，Ｄ（ ～ ） 为判别器

函数。
在条件 ＧＡＮ 训练的过程中，训练目标是带有条
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件的极小极大值博弈，如式（３）所示：
ｍｉｎ

Ｇ
ｍａｘ

Ｄ
Ｖ（Ｇ，Ｄ） ＝ Ｅｘ ～ ｐ（ｘ）［Ｄ（ｘ ｃ）］ －

　 Ｅｘ′ ～ ｐ（ｘ′）［Ｄ（ｘ′ ｃ）］ （３）
　 　 在训练结束后， 生成器 Ｇ 可学习到真实样本 ｘ
的概率分布特征，从而能在条件信息 ｃ 下生成服从

真实规律的数据。
１．２　 条件 ＷＧＡＮ－ＧＰ 模型

传统 ＧＡＮ 在训练过程中容易出现训练困难和

模式崩溃的问题，从而影响生成样本 ｘ′ 的准确性。
为了避免上述问题，用 Ｗａｓｓｅｒｓｔｅｉｎ 距离的损失函数

来替换传统 ＧＡＮ 中的 ＪＳ 散度，Ｗａｓｓｅｒｓｔｅｉｎ 距离可

衡量 ２ 个不同概率分布之间的相似程度［１２－１３］，其值

越小代表 ２ 个概率分布的相似程度更高，其定义如

式（４）所示：

Ｗ（ｐ（ｘ），ｐ（ｘ′）） ＝ ｉｎｆ
π（ｘ，ｘ′）∫ｄ（ｘ，ｘ′）π（ｄｘ，ｄｘ′）

（４）
　 　 其中， π（ｘ，ｘ′） 为满足 ｐ（ｘ） 与 ｐ（ｘ′） 边缘分布

的联合概率密度分布， ｄ（ｘ，ｘ′） 为场景间距离测度。
一般用 Ｋａｎｔｏｒｏｖｉｃｈ － Ｒｕｂｉｎｓｔｅｉｎ 对偶形式对

Ｗａｓｓｅｒｓｔｅｉｎ 距离进行求解［１４］， 当其应用于条件

ＷＧＡＮ 中时，如式（５）所示：
　 　 Ｗ（ｐｘ， ｐｘ′）

＝ ｓｕｐ
‖ｆＤ‖Ｌ≤１

Ｅｐ（ｘ）［Ｄ（ｘ ｃ）］ －

Ｅｐ（ｘ′）［Ｄ（ｘ′ ｃ）］ （５）
其中， ‖ｆＤ‖Ｌ ≤ １ 表示判别器 Ｄ 需满 １ －

Ｌｉｐｓｃｈｉｔｚ 连续。
本文通过修正判别器 Ｄ 的损失函数，在原有的

损失函数中添加梯度惩罚项来使其满足 １－Ｌｉｐｓｃｈｉｔｚ
条件限制［１５］，具体形式如式（６）所示：

ＧＰ ｘ^ ＝ λＥ ｘ^ ～ ｐ（ ｘ^）［（‖ Ñ ｘ^Ｄ（ ｘ^）‖ｐ － １） ２］ （６）
其中， ‖·‖ｐ 表示 ｐ范数；λ 表示正则项系数；

ｘ^ 是真实样本 ｘ 与生成样本 ｘ′ 间的连线上随机插值

采样获得， ｘ^ ＝ εｘ ＋ （１ － ε）ｘ′，ε 服从［０，１］上的均

匀分布。
综上所述，条件 ＷＧＡＮ－ＧＰ 的整体训练目标函

数为：
ｍｉｎ

Ｇ
ｍａｘ

Ｄ
Ｖ（Ｇ，Ｄ） ＝ Ｅｘ ～ ｐ（ｘ）［Ｄ（ｘ ｃ）］ －

Ｅｘ′ ～ ｐ（ｘ′）［Ｄ（ｘ′ ｃ）］ －

λＥ ｘ^ ～ ｐ（ ｘ^）［（‖ Ñｘ^Ｄ（ ｘ^ ｃ）‖ｐ － １） ２］ （７）
１．３　 条件 ＷＧＡＮ－ＧＰ 结构设计

本文采用卷积神经网络代替传统的多层感知器

来构建生成器和判别器，生成器和判别器为对称的

网络结构。 生成器共有 ４ 层，滤波器数量分别为

２５６、１２８、６４ 和 １。 第一层卷积核大小为 ５，后 ３ 层卷

积核大小为 ４。 前 ３ 层以 ＲｅＬＵ 作为激活函数，最后

一层以 Ｔａｎｈ 作为激活函数。 同时为了加快网络训

练速度，提高网络的鲁棒性，在前 ３ 个卷积层后面均

添加批量归一化（ｂａｔｃｈ ｎｏｒｍａｌｉｚａｔｉｏｎ，ＢＮ）层，考虑

到 ＢＮ 层会是输出规范化到 Ｎ（０，１） 的正态分布，因
此输出层后不添加 ＢＮ 层。 判别器也为 ４ 层，卷积

核大小为 ４，滤波器数量分别为 １６、３２、６４ 和 １。 前 ３
层以 ＬｅａｋｙＲｅＬＵ 作为激活函数，由于条件ＷＧＡＮ－
ＧＰ 模型的结构特点，最后一层不添加激活函数。 生

成器和判别器的网络结构及参数分别参见表 １ 和

表 ２。
表 １　 生成器结构

Ｔａｂ． １　 Ｓｔｒｕｃｔｕｒｅ ａｎｄ ｐａｒａｍｅｔｅｒｓ ｏｆ ｔｈｅ ｇｅｎｅｒａｔｏｒ

层数 名称 参数名称 参数

Ｌａｙｅｒ１ ２Ｄ 反卷积层 卷积核 ５ ´５
批归一化层 激活函数 ＲｅＬＵ

步长 ２
滤波器数量 ２５６

Ｌａｙｅｒ２ ２Ｄ 反卷积层 卷积核 ４ ´４
批归一化层 激活函数 ＲｅＬＵ

步长 ２
滤波器数量 １２８

Ｌａｙｅｒ３ ２Ｄ 反卷积层 卷积核 ４ ´４
批归一化层 激活函数 ＲｅＬＵ

步长 ２
滤波器数量 ６４

Ｌａｙｅｒ４ ２Ｄ 反卷积层 卷积核 ４ ´４
激活函数 ｔａｎｈ

步长 ２
滤波器数量 １

表 ２　 判别器结构

Ｔａｂ． ２　 Ｓｔｒｕｃｔｕｒｅ ａｎｄ ｐａｒａｍｅｔｅｒｓ ｏｆ ｔｈｅ ｄｉｓｃｒｉｍｉｎａｔｏｒ

层数 名称 参数名称 参数

Ｌａｙｅｒ１ ２Ｄ 卷积层 卷积核 ４ ´４
激活函数 ＬｅａｋｙＲｅＬＵ

步长 ２
滤波器数量 １６

Ｌａｙｅｒ２ ２Ｄ 卷积层 卷积核 ４ ´４
批归一化层 激活函数 ＬｅａｋｙＲｅＬＵ

步长 ２
滤波器数量 ３２

Ｌａｙｅｒ３ ２Ｄ 卷积层 卷积核 ４ ´４
批归一化层 激活函数 ＬｅａｋｙＲｅＬＵ

步长 ２
滤波器数量 ６４

Ｌａｙｅｒ４ ２Ｄ 卷积层 卷积核 ４ ´４
步长 ２

滤波器数量 １
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２　 基于 Ｋ－ｍｅａｎｓ 的风光时序出力场景削减

由于风电和光伏出力有较强的随机性和波动

性，随季节和天气的变化而变化，仅以某日数据值作

为规划参数，不能体现风电和光伏出力的特点，会导

致规划结果不合理。 本文基于条件 ＷＧＡＮ－ＧＰ 学

习风光历史数据的分布，生成大量 １ ～ １２ 月风光出

力场景集，但若利用全部数据进行大量的仿真计算，
都将由于运算量巨大而导致求解困难，对于规划人

员来说不可行、也无应用价值。 因此，有必要对生成

的大量风光出力场景进行聚类。
为了在减少计算量的同时充分考虑风光出力的

时序性和随机性，本文采用 Ｋ－ｍｅａｎｓ 聚类算法对生

成的风光出力场景进行聚类。 根据一年 ４ 个季节，
把不同季节下的风光出力场景聚类为晴、阴、雨三种

典型场景，故聚类后共有 １２ 个场景，Ｋ－ｍｅａｎｓ 聚类

削减步骤如下。
（１） 从原始风光出力场景集中随机选取 Ｋ 个场

景作 为 初 始 聚 类 中 心 Ｔ（０） ＝ （ψ（０）
１ ，ψ（０）

２ ，……，
ψ（０）

Ｋ ）。
（２）分别计算每个场景到聚类中心的欧氏距

离，并将每个场景划分到距离最近的聚类簇中。 每

个场景到聚类中心的欧氏距离的计算公式如下：

Ｄ（ψｉ，ψ ｊ） ＝ ∑
ｎ

ｋ ＝ １
（ψｉ（ｋ） － ψ ｊ（ｋ）） ２ （８）

其中， Ｄ（ψｉ，ψ ｊ） 为场景曲线间的距离， ψｉ（ｋ）
为第 ｉ 个场景的第 ｋ 维数据。

（３）分别计算 Ｋ 个聚类簇的中心点，更新聚类

中心 Ｔ（１） ＝ （ψ（１）
１ ，ψ（１）

２ ，……，ψ（１）
Ｋ ）。

（４）重复步骤（２）和（３），最终的聚类中心曲线

即对应 Ｋ 个典型场景 ξ１，ξ２，……，ξＫ{ } 。

３　 考虑不确定性的 ＤＧ 优化配置模型

３．１　 目标函数

本文以 ＷＴ、ＰＶ 和 ＭＴ 三种 ＤＧ 为研究对象，建
立了年综合费用最少的 ＤＧ 优化配置模型，费用包

括 ＤＧ 的建设投资费用、运行维护费用、网络损耗费

用、主网购电费用以及 ＤＧ 发电产生的环境效益，具
体形式如下：

ｍｉｎＣ ＝ ＣＩ ＋ ＣＯＭ ＋ ＣＬ ＋ ＣＰ － ＣＳ （９）
　 　 式（９）中，ＤＧ 的各种费用的数学表达形式如

下。
（１）折算到每年的 ＤＧ 建设投资费用 ＣＩ， 其值

可由如下数学公式计算得到：

ＣＩ ＝ Ａ（ｄ，ｙ）∑
Ｎｔｙｐｅ

ｋ ＝ １
∑
ｊ∈ΩＤＧｋ

（ｃＤＧｋＩ ＰＤＧｋ
ｒ， ｊ ） （１０）

　 　 其中， Ａ（ｄ，ｙ） ＝ ｄ （１ ＋ ｄ） ｙ ／ ［（（１ ＋ ｄ） ｙ － １）］
表示 ＤＧ 的现值转等年值系数， 这里 ｄ 为贴现率，ｙ
为规划年限；Ｎｔｙｐｅ 为 ＤＧ 的类型，用 １、２ 和 ３ 分别代

表 ＷＴ、ＰＶ 和 ＭＴ； ｊ 为 ＤＧ 安装的节点； ΩＤＧｋ 为第 ｋ
种 ＤＧ 安装的节点集合； ｃＤＧｋＩ 为安装在节点 ｊ 处的第

ｋ种 ＤＧ 的单位容量建设投资成本系数； ＰＤＧｋ
ｒ，ｊ 为安装

在节点 ｊ 处的第 ｋ 种 ＤＧ 的额定容量。
（２）ＤＧ 年运行维护费用 ＣＯＭ， 其值可由如下数

学公式计算得到：

ＣＯＭ ＝ ｔｄωｓ∑
Ｎｓ

ｓ ＝ １
∑
ｔ∈Ｔ

∑
Ｎｔｙｐｅ

ｋ ＝ １
∑
ｊ∈ΩＤＧｋ

ｃＤＧｋＯＭ ＰＤＧｋ
ｊ，ｓ，ｔ （１１）

　 　 其中， ｔｄ ＝ ３６５；ωｓ 为场景 ｓ 发生的概率； Ｎｓ 为
总场景数； ｃＤＧｋＯＭ 为安装在节点 ｊ 处的第 ｋ 种 ＤＧ 发出

单位电量所需的运行维护成本系数； ＰＤＧｋ
ｊ，ｓ，ｔ 为安装在

节点 ｊ 处的第 ｋ 种 ＤＧ 在 ｓ 场景 ｔ 时刻下发出的有功

功率。
（３）网络损耗费用 ＣＬ， 其值可由如下数学公式

计算得到：

ＣＬ ＝ ｔｄωｓ∑
Ｎｓ

ｓ ＝ １
∑
ｔ∈Ｔ

∑
ｉｊ∈ΩＧｒｉｄ

（ｃＬｏｓｓＩ２ｉｊ，ｓ，ｔｒｉｊ） （１２）

　 　 其中， ΩＧｒｉｄ 为所有节点集合； ｃＬｏｓｓ 为网损成本系

数； Ｉｉｊ，ｓ，ｔ 表示场景 ｓ在 ｔ时刻由节点 ｉ流向节点 ｊ的电

流； ｒｉｊ 表示节点 ｉ 和节点 ｊ 之间线路的电阻值。
（４）向上级电网购电费用 ＣＰ，其值可由如下数

学公式计算得到：

ＣＰ ＝ ｔｄωｓ∑
Ｎｓ

ｓ ＝ １
∑
ｔ∈Ｔ

∑
ｊ∈ΩＴＲ

（ｃＴＲＰＴＲ
ｊ，ｓ，ｔ） （１３）

　 　 其中， ΩＴＲ 为变压器节点集合； ｃＴＲ 为向主网购

电的单位购电成本系数； ＰＴＲ
ｊ，ｓ，ｔ 为主网购电量。

（５）ＤＧ 发电环境效益 ＣＳ。 环境效益包括 ２ 个

部分：环境污染费用和政府补贴。 这里，环境污染费

用是 ＭＴ 发电所产生的环境污染赔偿费用；政府补

贴是 ＤＧ 发电所产生的效益。 ＣＳ 值可由如下数学公

式计算得到：

ＣＳ ＝ ｔｄωｓ（∑
Ｎｓ

ｓ ＝ １
∑
ｔ∈Ｔ

（ ∑
ｊ∈ΩＭＴ

∑
ｎ

ｗ ＝ １
（Ｖｗ ＋ Ｆｗ）ＤｗＰＭＴ

ｊ，ｓ，ｔ －

∑
Ｎｔｙｐｅ

ｋ ＝ １
（ｃｆＰＤＧｋ

ｊ，ｓ，ｔ））） （１４）

其中， ΩＭＴ 为ＭＴ安装的节点集合；Ｖｗ 和Ｆｗ分别

为污染物的环境价值和所受罚款；Ｄｗ为污染物的排
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放量 ；ＰＭＴ
ｊ，ｓ，ｔ 为安装在节点 ｊ 处的 ＭＴ 在场景 ｓ 下 ｔ 时

刻发出的有功功率；ｃｆ 为政府补贴成本系数。
３．２　 约束条件

（１）潮流方程约束

∑
ｋ∈δ（ ｊ）

Ｐ ｊｋ，ｓ，ｔ － ∑
ｉ∈π（ ｊ）

（Ｐ ｉｊ，ｓ，ｔ － Ｉ２ｉｊ，ｓ，ｔｒｉｊ） ＝ ∑
ｊ∈ΩＴＲ

ＰＴＲ
ｊ，ｓ，ｔ ＋

　 　 ∑
Ｎｔｙｐｅ

ｋ ＝ １
∑
ｊ∈ΩＤＧｋ

ＰＤＧｋ
ｊ，ｓ，ｔ － ∑

ｊ∈ΩＧｒｉｄ
ＰＬｏａｄ

ｊ，ｓ，ｔ （１５）

∑
ｋ∈δ（ ｊ）

Ｑ ｊｋ，ｓ，ｔ － ∑
ｉ∈π（ ｊ）

（Ｑｉｊ，ｓ，ｔ － Ｉ２ｉｊ，ｓ，ｔｘｉｊ） ＝ ∑
ｊ∈ΩＴＲ

ＱＴＲ
ｊ，ｓ，ｔ ＋

　 　 　 　 ∑
Ｎｔｙｐｅ

ｋ ＝ １
∑
ｊ∈ΩＤＧｋ

ＱＤＧｋ
ｊ，ｓ，ｔ － ∑

ｊ∈ΩＬｏａｄ
ＱＬｏａｄ

ｊ，ｓ，ｔ （１６）

Ｕ２
ｊ，ｓ，ｔ ＝ Ｕ２

ｉ，ｓ，ｔ － ２（Ｐ ｉｊ，ｓ，ｔｒｉｊ ＋ Ｑｉｊ，ｓ，ｔｘｉｊ） ＋ Ｉ２ｉｊ，ｓ，ｔ（ ｒ２ｉｊ ＋ ｘ２
ｉｊ）

（１７）

　 　 　 　 Ｉ２ｉｊ，ｓ，ｔ ＝
Ｐ２

ｉｊ，ｓ，ｔ ＋ Ｑ２
ｉｊ，ｓ，ｔ

Ｕ２
ｊ，ｓ，ｔ

（１８）

其中， δ（ ｊ） 为终点集合； π（ ｊ） 为起点集合；
Ｐ ｉｊ，ｓ，ｔ 和 Ｑｉｊ，ｓ，ｔ 分别表示场景 ｓ 在 ｔ 时段从节点 ｉ 向节

点 ｊ流出的有功功率和无功功率； ｒｉｊ 和 ｘｉｊ 表示节点 ｉ
和节点 ｊ 间线路的电阻值和电抗值； ＱＴＲ

ｊ，ｓ，ｔ、ＱＤＧｋ
ｊ，ｓ，ｔ 分别

为 ｓ场景 ｔ时段下 ｊ节点所连接的变压器、第 ｋ 种 ＤＧ
的无功功率； ＰＬｏａｄ

ｊ，ｓ，ｔ 、ＱＬｏａｄ
ｊ，ｓ，ｔ 分别为 ｓ场景 ｔ时段下 ｊ节点

所连接的负荷有功、无功功率； Ｕ ｊ，ｓ，ｔ 和 Ｕｉ，ｓ，ｔ 分别为 ｓ
场景 ｔ 时段下节点 ｊ 和节点 ｉ 的电压幅值。

（２）节点电压约束

Ｕｍｉｎ ≤ Ｕ ｊ，ｓ，ｔ ≤ Ｕｍａｘ （１９）

　 　 其中， Ｕｍａｘ 和Ｕｍｉｎ 分别为节点 ｊ电压的上限和下

限。
（３）支路电流约束

０ ≤ Ｉｉｊ，ｓ，ｔ ≤ Ｉｍａｘ （２０）

　 　 其中， Ｉｍａｘ 为支路 ｊ 所允许的电流最大值。
（４）变压器节电功率约束

ＰＴＲ，ｍｉｎ
ｊ ≤ ＰＴＲ

ｊ，ｓ，ｔ ≤ ＰＴＲ，ｍａｘ
ｊ

ＱＴＲ，ｍｉｎ
ｊ ≤ ＱＴＲ

ｊ，ｓ，ｔ ≤ ＱＴＲ，ｍａｘ
ｊ

{ （２１）

　 　 其中， ＰＴＲ，ｍａｘ
ｊ 和 ＰＴＲ，ｍｉｎ

ｊ 分别为变压器有功功率

上限和下限； ＱＴＲ，ｍａｘ
ｊ 和 ＱＴＲ，ｍｉｎ

ｊ 分别为变压器无功功

率上限和下限。
（５）ＤＧ 相关约束

０ ≤ ＰＤＧｋ
ｊ， ｓ， ｔ ≤ ＰＤＧｋ，ｍａｘ

ｊ， ｓ， ｔ

０ ≤ ＱＤＧｋ
ｊ， ｓ， ｔ ≤ ＱＤＧｋ，ｍａｘ

ｊ， ｓ， ｔ

０ ≤ ＰＤＧｋ
ｒ， ｊ ≤ ＰＤＧｋ，ｍａｘ

ｒ， ｊ

∑
Ｎｔｙｐｅ

ｋ ＝ １
∑
ｊ∈ΩＤＧｋ

ＰＤＧｋ
ｒ， ｊ ≤ μＰＬｔｏｔａｌ

ì

î

í

ï
ï
ïï

ï
ï
ïï

（２２）

　 　 其中， ＰＤＧｋ，ｍａｘ
ｊ， ｓ， ｔ 为节点 ｊ 处安装的 ＤＧ 有功功率

出力的上限； ＱＤＧｋ，ｍａｘ
ｊ， ｓ， ｔ 为节点 ｊ 处安装的 ＤＧ 无功功

率出力的上限； ＰＤＧｋ，ｍａｘ
ｒ， ｊ 为节点 ｊ 处允许安装 ＤＧ 的

最大容量； μ 为渗透率； ＰＬｔｏｔａｌ 为配电网总有功负

荷。
３．３　 模型的二阶锥松弛处理

上述模型中，由于运行成本式（１２）、潮流约束

式（１５） ～式（１８）存在非线性项，目标函数不容易求

解，故需要将其线性化［１６］，令：

Ｉ
～

ｉｊ，ｓ，ｔ ＝ Ｉ２ｉｊ，ｓ，ｔ

Ｕ
～

ｊ，ｓ，ｔ ＝ Ｕ２
ｊ，ｓ，ｔ

Ｕ
～

ｉ，ｓ，ｔ ＝ Ｕ２
ｉ，ｓ，ｔ

ì

î

í

ï
ïï

ï
ïï

（２３）

　 　 将上式带入得：

ＣＬ ＝ ｔｄωｓ∑
Ｎｓ

ｓ ＝ １
∑
ｔ∈Ｔ

∑
ｉｊ∈ΩＧｒｉｄ

（ｃＬｏｓｓ Ｉ
～

ｉｊ，ｓ，ｔｒｉｊ） （２４）

∑
ｋ∈δ（ ｊ）

Ｐ ｊｋ，ｓ，ｔ － ∑
ｉ∈π（ ｊ）

（Ｐ ｉｊ，ｓ，ｔ － Ｉ
～

ｉｊ，ｓ，ｔｒｉｊ） ＝

　 　 ∑
ｊ∈ΩＴＲ

ＰＴＲ
ｊ，ｓ，ｔ ＋ ∑

Ｎｔｙｐｅ

ｋ ＝ １
∑
ｊ∈ΩＤＧｋ

ＰＤＧｋ
ｊ，ｓ，ｔ － ∑

ｊ∈ΩＧｒｉｄ
ＰＬｏａｄ

ｊ，ｓ，ｔ （２５）

∑
ｋ∈δ（ ｊ）

Ｑ ｊｋ，ｓ，ｔ － ∑
ｉ∈π（ ｊ）

（Ｑｉｊ，ｓ，ｔ － Ｉ
～

ｉｊ，ｓ，ｔｘｉｊ） ＝

　 　 ∑
ｊ∈ΩＴＲ

ＱＴＲ
ｊ，ｓ，ｔ ＋ ∑

Ｎｔｙｐｅ

ｋ ＝ １
∑
ｊ∈ΩＤＧｋ

ＱＤＧｋ
ｊ，ｓ，ｔ － ∑

ｊ∈ΩＧｒｉｄ
ＱＬｏａｄ

ｊ，ｓ，ｔ （２６）

　 Ｕ
～

ｊ，ｓ，ｔ ＝ Ｕ
～

ｊ，ｓ，ｔ － ２（Ｐ ｉｊ，ｓ，ｔｒｉｊ ＋ Ｑｉｊ，ｓ，ｔｘｉｊ） ＋ Ｉ
～

ｉｊ，ｓ，ｔ（ ｒ２ｉｊ ＋ ｘ２
ｉｊ）

（２７）

　 　 　 　 　 Ｉ
～

ｉｊ，ｓ，ｔ ＝
Ｐ２

ｉｊ，ｓ，ｔ ＋ Ｑ２
ｉｊ，ｓ，ｔ

Ｕ
～

ｊ，ｓ，ｔ

（２８）

经过处理后上式仍存在非线性项，需要进行松

弛处理，将其转化为如下所示的二阶锥形式：
２Ｐ ｉｊ，ｓ，ｔ

２Ｑｉｊ，ｓ，ｔ

Ｉ
～

ｉｊ，ｓ，ｔ － Ｕ
～

ｊ，ｓ，ｔ ２

≤ Ｉ
～

ｉｊ，ｓ，ｔ ＋ Ｕ
～

ｊ，ｓ，ｔ （２９）

　 　 综上所述，原始模型中由于其非线性项难以求

解，通过对非线性项进行二阶锥松弛后，转化为混合

整数二阶锥规划模型，此时可利用商业软件 ＣＰＬＥＸ
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快速求解。
求解 ＤＧ 优化配置规划模型流程如图 ２ 所示。

开始

结束

否

是

输出最优规划规划结果

是否满足最优规划条件?

调用CPLEX求解优化配置模型

对模型进行二阶锥松弛处理

搭建DG随机优化配置模型

K-means聚类削减场景

基于条件WGAN-GP的时序风光出力场景生成

图 ２　 ＣＰＬＥＸ 求解 ＤＧ 优化配置模型流程图

Ｆｉｇ． ２　 Ｓｏｌｕｔｉｏｎ ｆｌｏｗ ｏｆ ＤＧ ｏｐｔｉｍａｌ ａｌｌｏｃａｔｉｏｎ ｕｓｉｎｇ ＣＰＬＥＸ

４　 算例分析

４．１　 算例参数设置

本文通过 ＩＥＥＥ３３ 节点标准测试系统进行验

证，系统参数见文献［１７］。 ＩＥＥＥ３３ 节点配电网结

构如图 ３ 所示。

图 ３　 ＩＥＥＥ３３ 节点配电网结构

Ｆｉｇ． ３　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＩＥＥＥ ３３－ｂｕｓ ｄｉｓｔｒｉｂｕｔｉｏｎ ｎｅｔｗｏｒｋ

　 　 算例参数参见文献［１８－２０］。 本文以风电、光
伏和微型燃气轮机作为 ＤＧ 的代表。 风电的候选安

装节点为 ４、７、１７、２８，光伏的候选安装节点为 １３、
２０、２４、３２，微型燃气轮机的候选安装节点为 ２９、３０。
规划年限为 ２０ 年，贴现率为 ０．０６。 配电网向大电网

单位购电成本为 ０． ５ 元 ／ （ ｋＷｈ），ＤＧ 的渗透率为

３５％。 不同类型 ＤＧ 的建设投资成本、运行维护成

本和 ＤＧ 发电政府补贴见表 ３。 ＭＴ 的污染物排放

数据见表 ４。
表 ３　 ＤＧ 单位成本

Ｔａｂ． ３　 ＤＧ ｕｎｉｔ ｃｏｓｔ

ＤＧ 类型
建设投资成本 ／

（元·ｋＷ－１）

运行维护成本 ／

（元·（ｋＷｈ） －１）

政府补贴 ／

（元·（ｋＷｈ） －１）

ＷＴ １０ ０００ ０．３０ ０．２８
ＰＶ １３ ０００ ０．２０ ０．２８
ＭＴ ６ ５００ ０．３５ ０

表 ４　 ＭＴ 污染物排放数据

Ｔａｂ． ４　 ＭＴ ｐｏｌｌｕｔａｎｔ ｅｍｉｓｓｉｏｎｓ ｄａｔａ

排放量 ／

（ｇ·（ｋＷｈ） －１）

环境价值 ／

（元·ｋｇ－１）

罚款 ／

（元·ｋｇ－１）

ＮＯｘ ０．６１８ ８００ ６．５５０ ０ １．６４０ ０
ＣＯ２ １８４．０８２ ９００ ０．０１８ ８ ０．００８ ２
ＣＯ ０．１７０ ２００ ０．８２０ ０ ０．１３０ ０
ＳＯ２ ０．０００ ９２８ ４．９２０ ０ ０．８２０ ０

４．２　 条件 ＷＧＡＮ－ＧＰ 场景生成模型分析

本文基于 ＰｙＴｏｒｃｈ 深度学习框架搭建条件

ＷＧＡＮ－ＧＰ 模型，算例中风光出力数据来源于美国

的 ＮＲＥＬ 实验室。 图 ４ 和图 ５ 分别是条件 ＷＧＡＮ－
ＧＰ 训练过程中生成风电和光伏出力的效果图。

(a)迭代0次

(d)迭代300次(c)迭代200次

(b)迭代100次

图 ４　 基于条件 ＷＧＡＮ－ＧＰ 的风电出力效果图

Ｆｉｇ． ４ 　 Ｅｆｆｅｃｔ ｇｒａｐｈｓ ｏｆ ｗｉｎｄ ｐｏｗｅｒ ｏｕｔｐｕｔ ｂａｓｅｄ ｏｎ ｃｏｎｄｉｔｉｏｎａｌ
ＷＧＡＮ－ＧＰ

　 　 图 ５（ａ） ～图 ５（ｄ）分别是条件 ＷＧＡＮ－ＧＰ 训练

过程中迭代 ０、１００、２００、３００ 次的效果图。 迭代次数

为 ０ 时，由于还未开始训练，尚未学习到原始数据的

分布特征，生成的风光出力曲线为随机波动的白噪

声。 随着迭代次数的增加，生成器不断地学习，进而

生成的风光出力数据质量逐渐地增高，达到 １００ 次

和 ２００ 次时，从图 ５（ｂ）和图 ５（ｃ）可以看出，生成的

数据已经具有了一些风光出力周期性变化的特征，
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而且明显可以看出，由于图 ５（ｃ）迭代次数更多，生
成器学习到更多的风光出力特征，因此生成的数据

质量要比图 ５（ｂ）更高，但此时仍未充分捕获风光出

力数据的内在特性。 当迭代次数达到 ３００ 次时，生
成器与判别器达到动态平衡，此时生成的风光出力

曲线较平滑。 可以看出，本文使用的条件ＷＧＡＮ－
ＧＰ 模型能较好地学习到风光出力的特征，生成符合

真实规律的风光出力数据。

(a)迭代0次

(d)迭代300次(c)迭代200次

(b)迭代100次

图 ５　 基于条件 ＷＧＡＮ－ＧＰ 的光伏出力效果图

Ｆｉｇ． ５ 　 Ｅｆｆｅｃｔ ｇｒａｐｈｓ ｏｆ ｐｈｏｔｏｖｏｌｔａｉｃ ｐｏｗｅｒ ｏｕｔｐｕｔ ｂａｓｅｄ ｏｎ
ｃｏｎｄｉｔｉｏｎａｌ ＷＧＡＮ－ＧＰ

　 　 为进一步验证生成的风光出力数据的有效性，
通过绘制风光的真实数据与生成数据的累积概率分

布函数［２１］，如图 ６ 和图 ７ 所示。 从图 ６、图 ７ 中可以

看出，生成的数据的概率分布和实际数据的概率分

布十分接近，这表明了本文基于条件 ＷＧＡＮ－ＧＰ 生

成的风光出力数据是合理的。
1.0

0.8

0.6

0.4

0.2

0

累
积

概
率

功率/MW
0 4 8 12 16

真实数据
生成数据

图 ６　 风电生成数据和真实数据的概率分布比较

Ｆｉｇ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｏｂａｂｉｌｉｔｙ ｄｉｓｔｒｉｂｕｔｉｏｎ ｂｅｔｗｅｅｎ ｗｉｎｄ ｐｏｗｅｒ

ｇｅｎｅｒａｔｉｏｎ ｄａｔａ ａｎｄ ｒｅａｌ ｄａｔａ
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图 ７　 光伏生成数据和真实数据的概率分布比较

Ｆｉｇ． ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｏｂａｂｉｌｉｔｙ ｄｉｓｔｒｉｂｕｔｉｏｎ ｂｅｔｗｅｅｎ ｐｈｏｔｏｖｏｌｔａｉｃ
ｐｏｗｅｒ ｇｅｎｅｒａｔｉｏｎ ｄａｔａ ａｎｄ ｒｅａｌ ｄａｔａ

４．３　 优化规划结果分析

本文设定了 ３ 种不同的方案进行比较，分述如下：
（１）方案 １。 为在本文所提出规划方案下安装ＤＧ。
（２）方案 ２。 为在负荷水平较高的节点多安装 ＤＧ，

但每个节点的ＤＧ接入容量不超过该节点 ８０％的负荷。
（３）方案 ３。 为不安装 ＤＧ，仅由上级电网向本

系统供电。
规划结果见表 ５，在风机、光伏和微型燃气轮机

配置结果中，括号外的数字代表 ＤＧ 的安装节点，括
号内的数字代表 ＤＧ 在此节点的安装数量。
　 　 通过分析表 ５，可以得出以下结论：

（１）从方案 ３ 的结果可以看出，配电网的网损

费用 ５４．３０ 万元，向上级电网购电费用为 １ ０７８．７４
万元，社会年综合成本为 １ １３３．０４ 万元，明显均高于

方案 １ 和方案 ２。 这表明 ＤＧ 接入配电网能提升配

电网运行的经济性。
（２）与方案 ２ 和方案 ３ 相比，采用本文所提出

规划方法的方案 １ 网损费用最低，这是由于通过在

配电网中合理配置 ＤＧ，减少了配电网中潮流的流

动，有效地降低了网损。
（３）从方案 １ 中 ＤＧ 的配置结果可看出，ＤＧ 更

多地安装在线路的末端。 这是因为当首端电压一定

时，线路末端电压水平难以维持在所允许水平内，而
接入 ＤＧ 后，能很大程度上提高线路末端电压水平，
减小线路首端和末端电压差，满足系统电压要求。

（４）考虑风光出力不确定性是合理的，相比于将

其视为确定性的方案，与实际情况更加贴近，可实现总

体运行成本最低，且可以较大地减少社会年综合费用。
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表 ５　 规划结果

Ｔａｂ． ５　 Ｐｌａｎｎｉｎｇ ｒｅｓｕｌｔｓ

风机配
置结果

光伏配
置结果

微型燃
气轮机

配置结果

ＤＧ 投资
费用 ／

（万元·年－１）

ＤＧ 运行维
护费用 ／

（万元·年－１）

网络损
耗费用 ／

（万元·年－１）

上级电网
购电费用 ／

（万元·年－１）

ＤＧ 年发电
补贴收益 ／

（万元·年－１）

社会年综合
成本 ／

（万元·年－１）

方案 １
４（２） ７（０）

１７（７） ２８（０）
１３（２） ２０（４）
２４（３） ３２（６）

２９（０）
３０（２）

１３１．２１ ８０．００ ２６．１８ ７３１．１４ ７７．５６ ８９０．９８

方案 ２
３（１） ６（３）

２４（６） ３１（３）
７（３） １３（１）
２３（３） ２８（１）

２９（３）
３０（２）

１１９．４４ ９５．６２ ２７．５３ ７４３．９２ ７２．４１ ９１４．１０

方案 ３ — — — ０ ０ ５４．３０ １ ０７８．７４ ０ １ １３３．０４

５　 结束语

本文采用多场景分析法对 ＤＧ 容量规划当中的

不确定因素进行处理，然后构造了以年综合费用最

小为目标的分布式电源优化配置模型。 利用

ＩＥＥＥ３３ 节点配电系统进行仿真验证，实验结果表明

所构建模型的有效型。 得到结论如下：
（１）提出使用条件 ＷＧＡＮ－ＧＰ 模型生成风光出

力场景集，用 Ｋ－ｍｅａｎｓ 聚类算法对场景进行削减。
简化了建模和计算的复杂度的同时，充分考虑风光

出力的时序性和随机性。
（２）算例结果表明，通过条件 ＷＧＡＮ－ＧＰ 模型

生成的风光出力数据的概率分布和真实数据的概率

分布十分接近，克服了传统抽样方法中假设的数据

分布与真实数据分布不同而导致生成的场景不合理

的问题。
（３）ＤＧ 优化配置结果表明，ＤＧ 接入配电网能

明显减少社会年综合费用。 与其他规划方案相比，
本文所提出方案成本最低且更为合理。 有利于未来

ＤＧ 进一步的推广和发展。
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