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摘　 要： 本文基于 Ｕ－ｎｅｔ＋＋基本网络结构，结合铆钉表面缺陷检测的特点，设计了一个语义分割网络模型。 首先，对标注数据

集进行模糊标签处理，增强了网络对缺陷的学习能力，有效解决了铆钉缺陷边界确定难的问题。 然后，考虑到铆钉语义层次

的特点，对原始网络结构进行剪枝，减少下采样的次数，以满足系统对实时性的要求。 最后，设计了复合损失函数，以促进小

样本缺陷的学习速度，解决了采用单一交叉熵损失函数在缺陷较小的数据集中收敛慢的问题。 在对比试验中，本文提出方法

均展现出较好的效果。
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０　 引　 言

铆钉作为一种紧固件，被广泛用于航空、船舶、
武器装备等安全关键行业。 为杜绝铆钉缺陷所致安

全隐患，铆钉缺陷检测是生产加工过程中必不可少

的一环。 目前，大多数缺陷检测方案是基于传统机

器视觉技术的。 如周永洪等人［１］ 采用阈值法去除

噪音对检测的影响，借助最小二乘法进行边缘拟合，
来提高铆钉缺陷检测的精度。 刘春辉等人［２］ 采用

了 Ｂｌｏｂ 算法、金字塔匹配等基于图像的缺陷判别方

法来检测铆钉缺陷。 但是，由于受生产环境的干扰，
人工提取到的缺陷特征往往不能完全表达缺陷的特

性。 所以，铆钉表面缺陷具有难以量化的特点，使得

基于规则的传统机器视觉检测方案效能不佳。
而基于深度学习的缺陷检测技术利用卷积神经

网络［３］针对原始输入图像，逐层抽取底层特征最终

得到抽象的高级语义，提取到的特征更加合理，避免

了人工提取特征且特征模型后续难以使用的问题。
深度学习的发展为产品表面缺陷检测提供了新的思

路和替代方案。
考虑到产业界只对铆钉是否存在缺陷、缺陷位

置和所占像素进行识别，而不关注其所属类别，因此

本文将铆钉缺陷检测问题定位为机器视觉中的语义

分割问题。 ＦＣＮ 网络［４－５］是一种典型的语义分割网



络，是将来自浅层的语义信息与深层的语义信息融

合，以产生更为准确的分割结果。
ＦＣＮ 虽然实现了端到端的卷积网络，但是其卷

积过程仍然丢失了很多细节信息，分割精度有待提

高。 此外，ＦＣＮ 缺乏空间一致性，分类过程是对独

立的像素进行的，忽略了像素之间的关系。 因此本

文采用了另外一种解码效果更好，更注重保留细节

信息的语义分割网络 Ｕ－ｎｅｔ［６］。 Ｕ－ｎｅｔ 是 ２０１５ 年被

提出用来解决医学中图像分割问题，由于其出色的

分割结果，现已广泛应用到不同的语义分割任务中。
２０１８ 年，针对 Ｕ－ｎｅｔ 网络中跳跃连接仅在编码器和

解码器的相同比例特征图上进行强制融合以及编解

码结构的深度因数据集而异的问题，Ｚｈｏｕ 等人［７］ 对

Ｕ－ｎｅｔ 原始网络进行了改进，提出了 Ｕ－ｎｅｔ＋＋。 Ｕ－
ｎｅｔ＋＋对固定深度的 Ｕ－ｎｅｔ 进行改进，引入了一个内

置的深度可变的 Ｕ－ｎｅｔ 集合，并重新设计了跳跃连

接方式，去除了 Ｕ－ｎｅｔ 需要相同比例特征图进行融

合的限制。 本文将 Ｕ－ｎｅｔ＋＋作为基础网络，结合铆

钉缺陷特点进行改进得到新网络 Ｕ－ｎｅｔ＋＋∗，用于

铆钉表面缺陷检测。

１　 Ｕ－ｎｅｔ＋＋网络介绍

为了更好地介绍 Ｕ－ｎｅｔ＋＋网络的结构，首先简

单介绍一下原始的 Ｕ－ｎｅｔ 网络。 Ｕ－ｎｅｔ 是经典的利

用全卷积网络进行语义分割的算法，整体网络结构

呈现一个“Ｕ”型结构［６］，左侧部分是网络的编码阶

段，右侧是解码部分，如图 １ 所示。 灰色矩形框代表

的是网络提取的特征图，在编码阶段，每进行一次下

采样，特征图尺寸都会减半，通道数加倍；目的是增

加图像抗干扰的能力，降低过拟合的风险，减少运算

量。 在解码阶段是为了将特征图还原至原始图像大

小。 在进行上采样前，网络先将特征图与编码阶段

生成的相同比例的特征图进行融合，用来增加浅层

网络提取的细节信息。 融合的方式是通过跳跃连接

实现的。 将编码器阶段的局部的细节特征与解码器

阶段全局的抽象特征进行融合， 使得网络更加有效

地抓取目标的细节特征。
　 　 Ｕ－ｎｅｔ＋＋网络是 Ｕ－ｎｅｔ 网络的改进版，在整体

设计上还是遵循编解码的“Ｕ”型结构，如图 ２ 所示。
Ｕ－ｎｅｔ＋＋与 Ｕ－ｎｅｔ 原始网络相比，相当于把不同深

度的 Ｕ－ｎｅｔ 进行了拼接，让网络自主学习，极大地丰

富了解码过程。 为了解决单纯的拼接导致 Ｕ－ｎｅｔ 网
络会存在中间隐藏层的输出没有与最终的输出相连

接，造成网络计算的损失无法通过反向传播的方式

更新中间隐藏层权重的问题，在保留原始长链接的

同时，为中间隐藏层每个卷积之间都增加了短链接。
长连接和短链接共同作用于网络，使得解码阶段特

征融合得更加灵活，还有助于还原下采样带来的信

息损失。 除此之外，网络还引入了深监督 （ Ｄｅｅｐ
Ｓｕｐｅｒｖｉｓｉｏｎ），为每一个隐藏层的输出增加了 １∗１
的卷积，来监督中间层的输出结果，不仅进一步解决

了中间隐藏层无法训练的问题，还加快了网络的收

敛速度。
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　 　 　 　 图 １　 Ｕ－ｎｅｔ 网络结构　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 图 ２　 Ｕ－ｎｅｔ＋＋网络结构

　 　 　 　 Ｆｉｇ． １　 Ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｕ－ｎｅｔ　 　 　 　 　 　 　 　 　 　 　 　 　 　 Ｆｉｇ． ２　 Ｕ－ｎｅｔ＋＋ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

２　 改进的缺陷检测模型 Ｕ－ｎｅｔ＋＋∗

Ｕ－ｎｅｔ＋＋原始网络是针对医学图像中的细胞分

割，虽然在医学图像上取得了很好的分割效果，但是

由于本文铆钉缺陷与医学细胞特征的差异性，使得

原始网络并不能完全适合本文的检测对象。 因此本

节从铆钉表面缺陷特点出发，分析 Ｕ－ｎｅｔ ＋ ＋网络

结构 并 对 其 改 进 得 到 用 于 缺 陷 检 测 的 模 型
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Ｕ－ｎｅｔ＋＋∗。
２．１　 Ｕ－ｎｅｔ＋＋网络结构的改进

在深度学习网络中，浅层网络是用来提取一些

具体的、局部的特征信息，随着网络层次的加深，所
提取到的特征逐渐变得复杂。 针对本文铆钉缺陷数

据集而言，缺陷特征多为局部特征，语义层次较低，
感受野不宜过大。 因此铆钉表面缺陷检测网络不需

要设计得过深。 其次，网络越深，网络参数会呈现直

线上升趋势，因此采用合理的网络结构是保证缺陷

检测精度和效率的关键。
为了确定更适合铆钉缺陷的网络深度，本文基

于 Ｕ－ｎｅｔ＋＋设计了 １～４ 层的网络结构，并在本文数

据集上进行了对比试验，实验结果如图 ３ 所示，其中

圆圈、矩形、三角形、五角星分别表示 １ ～ ４ 层的网

络。 随着网络深度的增加， ｍＩｏＵ 和推理时间都有

增加的趋势。 但是 ４ 层的网络结构相比于 ３ 层网络

结构， ｍＩｏＵ 提升 ０．３ 个百分点。 推理时间需要多

消耗１９．６ 个百分点，可见用时间消耗大幅增加换来

精度的微弱提升是不值得的，因此本文对原始网络

进行剪枝，采用 ３ 层下采样的网络结构，如图 ４ 所

示。
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图 ３　 不同深度网络对比图
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　 　 网络的整体结构还是遵循典型的全卷积网络结

构，编码阶段由 ３ 部分组成，每一部分包含 ２ 个 ３∗
３ 的卷积，每个卷积后有一个 ＲｅＬＵ 激活函数和一个

最大池化层。 其中，卷积采用 ｓａｍｅ 卷积。 避免了在

解码阶段时为了使不同尺寸的特征图进行融合而采

用的裁剪步骤。 解码阶段由 ６ 个基本单元组成，每
一部分包含一个 ２∗２ 的反卷积对特征图尺寸进行

加倍， ２ 个 ３ ∗ ３ 的卷积加一个 ＲｅＬＵ 激活函

数，最后通过一个 １∗１ 的卷积映射到二分类进行输

出。

LX0,1 X0,2 X0,3X0,0

X1,0 X1,1 X1,2

X2,0 X2,1

X3,0

图 ４　 剪枝后的网络结构
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２．２　 数据增强

工业中缺陷数据集的收集比较困难，而且铆钉

的缺陷种类繁多，形状各异，缺陷标注的工作量非常

大，标注过程中往往需要根据公司需求反复确认修

改标注。 因此本文最终共标注了 ３００ 张缺陷图像。
为了在小数据集上训练得到一个较好的模型，避免

训练过程的过拟合现象，本文除了使用常规的水平

翻转、垂直翻转等数据增强方式外，还针对铆钉缺陷

的特点设计了模糊标签的数据增强方式。
工业环境中缺陷产生的随机性导致缺陷并没有

一个标准的形状，对于那些位于缺陷中心的像素可

以很明确地认为是缺陷像素，但是对于缺陷边界处

的像素就难以界定。 同时，本文的缺陷检测是像素

级别的检测，每个像素的标签值对网络的学习结果

影响较大。 为此，本文提出了模糊标签的解决方案，
即在缺陷边缘区域像素的标签值不仅局限于是缺

陷、或不是缺陷这种非 ０ 即 １ 的情况，而是通过一个

较好的方式根据缺陷边缘像素不确定的程度赋予一

个对应的标签权重。 本文中标签模糊化是通过一个

３∗３ 的均值滤波来处理的。 均值滤波处理思路比

较简单，即将这个３∗３大小窗口内的像素根据式

（１）来计算平均值：

Ｆ ｘ，ｙ( ) ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
Ｖ ｘ，ｙ( ) （１）

　 　 此后，将窗口计算得到的均值设置为锚点上的

像素值。 均值滤波有个明显的特点，就是通过计算

均值的方式会使边缘信息模糊掉，而本文正是基于

此而将原本标签边界 ０ 到 ２５５ 的跳变通过均值滤波

处理成连续的像素值。
２．３　 损失函数改进

原始网络是针对医学图像细胞的分割，针对细

胞之间相互接触问题引入了带权重的交叉熵损失函

数，使得越靠近边缘的像素权重越大，从而使网络更
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好地学习边缘信息。 对于语义分割这种二分类的情

况，模型最终只需要输出 ２ 种结果，交叉熵损失函数

非常适合这种二分类问题。 假设每个类别中预测的

概率为 ｐ 和 １ － ｐ，那么交叉熵损失函数可以写成式

（２） 的形式：

Ｌｏｓｓ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
Ｌｏｓｓｉ ＝ －

１
Ｎ∑

Ｎ

ｉ ＝ １
［ｙｉ·ｌｏｇ ｐｉ ＋

（１ － ｙｉ）·ｌｏｇ（１ － ｐｉ）］ （２）
其中， ｙｉ 表示样本 ｉ的标签，前景为１，背景为０；

ｐｉ 表示样本 ｉ预测为正类的概率，在这里是归一化后

的概率值。 由于本文采用模糊标签增强数据，所以

就需要进行归一化处理，本文选择了更适合二分类

的 ｓｉｇｍｏｉｄ 激活函数如式（３） 所示：

ｓｉｇｍｏｉｄ ｈｉ( ) ＝ １
１ ＋ ｅ －ｚｉ

（３）

　 　 其中， ｚｉ ＝ ｗＴ
ｉ Ｘｉ ＋ ｃｉ，ｗＴ

ｉ 是权重矩阵的转置矩

阵。
但单一交叉熵损失函数在本文数据集中存在收

敛速度较慢的问题。 原因在于本文数据集中的缺陷

形状大小差别较大，有很多缺陷、如碰伤，所占像素

面积很小，但是深度较深仍需要检出，加上交叉熵损

失函数的竞争机制，使得损失函数关注于正确标签

预测概率的准确性。 如果网络把所有的样本都视为

无缺陷样本，准确率也可以达到一个很高的结果，因
此若只是用交叉熵损失函数，网络训练前期将长时

间学习不到缺陷样本。 为了提高网络的收敛速度，
本文引入了 ＩｏＵ损失函数［８］。 ＩｏＵ即交并比，可以很

好反映出预测区域和真实区域的预测效果。 ＩｏＵ 即

交集与并集的比值。 ＩｏＵ 值越大，说明预测值与真

实值越接近，损失函数值应该越小。 ＩｏＵ 损失函数

的定义如式（４） 所示：

ＩｏＵｌｏｓｓ ＝ － ｌｎ Ｉｎｔｅｒｓｅｃｔｉｏｎ（Ａ，Ｂ）
Ｕｎｉｏｎ（Ａ，Ｂ）

（４）

　 　 其中， Ａ 表示预测的像素区域；Ｂ 表示标注的像

素区域。 本文采用交叉熵损失函数和 ＩｏＵ 损失函数

相结合的复合损失函数方式，可以有效加快网络的

收敛速度。

３　 实验结果

３．１　 公开数据集上对比试验

鉴于本文所使用的铆钉表面缺陷数据集是未公

开数据集，为了证明本文网络模型改进方案的合理

性和有效性，故在公开数据集 Ｋｏｌｅｋｔｏｒ 对本文网络

模型与其它算法进行对比实验。 Ｋｏｌｅｋｔｏｒ 是由

Ｋｏｌｅｋｔｏｒ Ｇｒｏｕｐ 提供和标注的电子换向器表面缺陷

数据集。 图像数据在电子换向器 ８ 个不重叠的表面

进行采集，共采集了 ５０ 个有缺陷的电子换向器。 在

采集过程中保证一个缺陷仅在一张图像中可见。 数

据集共采集 ３９９ 张图像。 其中有缺陷图像 ５２ 张，无
缺陷图像 ３４７ 张，每张图像分辨率为 ５００∗１ ２６３。为
了适应本文网络训练，图片分辨率被调整为 ４８０∗
１ ２４８。在该公开数据集上评估了语义分割算法 Ｕ－
ｎｅｔ、ＤｅｅｐＬａｂｖ３ ＋ 以及文献 ［ ９］ 提出的改进算法

ＳｑｕｅｅｚｅＮｅｔ，与本文模型 Ｕ－ｎｅｔ＋＋∗的数据对比结果

如图 ５ 所示。
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图 ５　 网络模型精确度对比柱状图
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　 　 从图 ５ 可以看出，文献 ［９］ 采用的网络模型

ＳｑｕｅｅｚｅＮｅｔ 精确度最高，但是其网络模型并未对图

像进行全分辨率的像素级别的分割，输出图像的分

辨率降低了 ８ 倍，而本文网络模型输出结果是原比

例输出，仅比 ＳｑｕｅｅｚｅＮｅｔ 低了 １．８ 个百分点。 此外，
本文算法模型在该公开数据集上将缺陷样本识别为

无缺陷样本的概率降至 ０，其它对比算法中仍存在

将缺陷样本推理为无缺陷样本的情况。
　 　 图 ６ 是本文网络模型在 Ｋｏｌｅｋｔｏｒ 上的预测部分

结果展示，图 ６（ａ）是人工标注结果，图 ６（ｂ）是本文

模型推理结果。 图 ６（ｃ）是人工标注结果的对应放

大图，图 ６（ｄ）是本文算法推理结果的对应放大图。
该结果直观表明了本文网络模型在 Ｋｏｌｅｋｔｏｒ 数据集

上仍有较好的表现。
３．２　 损失函数的改进实验

为了验证 ＩｏＵ 损失函数，与交叉熵损失函数构

成复合损失共同作用于网络的训练过程，与只使用

单一的交叉熵损失函数的网络模型相比，可以加快

模型拟合的速度。 本文设计了单一交叉熵损失函数

和复合损失函数在本文数据集和公开数据集对比试
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验 Ｋｏｌｅｋｔｏｒ 上的对比结果。 实验数据如图 ７ 所示。
图 ７ 中，数据集 １ 是本文铆钉的表面缺陷数据，数据

集 ２ 是公开数据集 ＤＡＧＭ ２００７。 横坐标表示模型

训练的迭代次数，纵坐标 ｍＩｏＵ 用于观测模型训练

过程的拟合趋势，其值是训练数据集在当前迭代次

数训练得到的模型检测出缺陷面积与标注图像中缺

陷面积的比值。

（ａ） 人工标注结果

（ｂ） 本文模型推理结果

（ｃ） 人工标注结果的对应放大图

（ｄ） 本文模型推理结果的对应放大图

图 ６　 Ｕ－ｎｅｔ＋＋∗模型在 Ｋｏｌｅｋｔｏｒ 上的预测结果
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（b）数据集2的实验结果

图 ７　 有无 ＩｏＵ 损失函数对比曲线图
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　 　 从 ２ 组对比实验不难发现，复合损失函数在前

期迭代过程中，都不同程度上加快了网络的收敛速

度，分别在数据集 １ 上提升了 ２１．３％、数据集 ２ 上提

升了 ２４．９％。 实验表明，单一的交叉熵损失函数对

网络模型的优化方向较为单一，对于背景较多的数

据集而言，找到前景所消耗的时间较长。 交叉熵损

失函数配合 ＩｏＵ 损失函数后，可以促使优化方

向发生一定的跳动以加快寻求最好的优化结果的

速度。
３．３　 铆钉缺陷检测结果

图 ８ 展示的是本文模型 Ｕ－ｎｅｔ＋＋∗推理结果，可
以看到每一个缺陷都计算了其所占像素。 因为本文

在缺陷标注过程中，一些细微的缺陷仍然标注在内

使得模型将很小的缺陷也被标注出来，这往往会导

致最终的精确度会偏低，因为某部分存在一些狭小

缺陷但可以被认定为良品的铆钉被判定为了不良

品。 因此在系统做了根据缺陷所占像素进行筛选的

功能操作后，根据用户的需求，可以调高或者放低对

缺陷大小的要求，更符合铆钉的生产场景需求。
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图 ８　 模型推理检测结果

Ｆｉｇ． ８　 Ｍｏｄｅｌ ｉｎｆｅｒｅｎｃｅ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ

４　 结束语

目前，缺陷检测已经成为工业生产流水线中的

重要一环，随着对产品质量的要求越来越高，基于规

则的传统的机器视觉检测方案在一些难以量化的缺

陷面前表现不佳。 本文针对铆钉表面缺陷检测的特

点，设计了一种基于 Ｕ－Ｎｅｔ＋＋的语义分割网络模型

Ｕ－ｎｅｔ＋＋∗。首先针对铆钉缺陷语义层次的特点，
对 Ｕ－ｎｅｔ＋＋原始网络进行剪枝；此外针对数据集较

小、且缺陷边界难以界定的问题，提出了模糊标签的

数据增强方式；并针对单一的交叉熵损失函数在网

络训练中存在收敛过慢的问题， 本文增加了 ＩｏＵ 损

失函数与其构成复合损失函数共同作用于网络。
本文提出的铆钉表面缺陷检测模型 Ｕ－ｎｅｔ＋＋∗，是
在 Ｕ－Ｎｅｔ＋＋的基础上改进优化，满足工业实时性检

测需求的网络结构。
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