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摘　 要： 跨模态检索是人工智能领域的一个重要研究方向，在社会生活中应用广泛，有着巨大的应用价值和经济价值。 随着

深度学习的兴起，跨模态检索也取得了长足发展。 本文借鉴了分治思想和混合推荐的方法，在一个算法框架中构建两个检索

模型，分别负责粗匹配和精微匹配。 通过特征值取平均值的方式将两个检索模型整合在一起，通过同时使用两个检索模型的

检索能力来提升算法的检索效果，增强算法的抗干扰性。
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０　 引　 言

信息检索一直是信息时代推动社会发展的重要

引擎，信息检索可以使人们高效地获取需要的信息，
在日常生活和生产中有着重要的价值。 随着人工智

能的崛起，跨模态图文检索的研究也获得了快速发

展，由于其广阔的应用场景和巨大的社会价值，受到

越来越多的重视。 以往研究跨模态图文检索主要是

研究如何提升神经网络的学习能力，进而提高检索

的效果。 本文不同于以往的研究思路，从检索的整

体结构入手，借鉴分治思想，将特征信息中的粗粒度

信息和精微信息分开，分别独立学习和匹配。 在一

个算法框架中，实现两个检索模型，一个负责粗粒度

信息学习和检索匹配，即粗匹配；另一个负责精微信

息学习和检索匹配，即精微匹配。 借鉴混合推荐算

法，通过取平均值来整合多个推荐模型，将两个检索

模型（粗匹配和精微匹配）整合在一起。 粗匹配和

精微匹配相结合的检索方法，显著提升了图像检索

文本的效果，并且增强了算法在大规模检索中的抗

干扰性。 本文的主要贡献总结如下：
（１）将混合推荐方法带入检索，提出了粗匹配

和精微匹配相结合的跨模态检索方法。
（２）提升了图像检索文本的效果。
（３）增强了算法在大规模检索中的抗干扰性。

１　 相关工作

在多层神经网络方面，Ｄａｖｉｄ Ｒｕｍｅｌｈａｒｔ 等提出

了 ＢＰ 网络的误差反向后传 ＢＰ（Ｂａｃｋ ｐｒｏｐａｇａｔｉｏｎ）
学习算法；ＲＵＣＫ Ｄ Ｗ 等于 １９９０ 年提出了多层感知

机；Ｈｉｎｔｏｎ 等于 ２００６ 年提出了深度学习的概念。 在



损失函数方面，Ｆｌｏｒｉａｎ Ｓｃｈｒｏｆｆ 等提出了的 ｔｒｉｐｌｅ ｌｏｓｓ
损失函数并应用于人脸识别；Ｏｌｉｖｉｅｒ Ｃｈａｐｅｌｌｅ 等提

出了一种旨在直接优化一种流行测量指标的算法；
Ｊｕｎ Ｘｕ 等提出了基于排序指标直接优化的方法；
Ｆａｒｔａｓｈ Ｆａｇｈｒｉ 等提出了使用最难分辨的错误项的

ｔｒｉｐｌｅ ｒａｎｋｉｎｇ ｌｏｓｓ。 在跨模态检索方面，Ｊｉｕｘｉａｎｇ Ｇｕ
等提出了将文本生成和图像生成融合进特征嵌入的

方法，以学习到具体接地的表示；Ｋｕｎｐｅｎｇ Ｌｉ 等提出

了简单且可解释的推理模型，以通过区域关系推理

和全局语义推理生成增强的视觉表示方法；Ｓｉｊｉｎ
Ｗａｎｇ 等提出了基于 ｓｃｅｎｅ ｇｒａｐｈ 的对象匹配和关系

匹配的方法。
２　 算法详述

本文提出的 ＭＶＳＲＮ 算法是在 ＶＳＲＮ［１］ 的基础

上加入混合检索，算法流程如图 １ 所示。 算法是由

两个检索匹配任务和一个图像描述生成任务共 ３ 个

任务构成。 两个匹配任务分别是粗粒度信息的检索

匹配即粗匹配，和精微信息的检索匹配即精微匹配。

图 １　 ＭＶＳＲＮ 流程图

Ｆｉｇ． １　 Ｔｈｅ ｆｌｏｗ ｃｈａｒｔ ｏｆ ＭＶＳＲＮ

　 　 首先图像通过 Ｆａｓｔｅｒ Ｒ－ＣＮＮ 得到一组在图像

中选定的区域，对于每个选定的区域 ｉ，在平均池化

层之后提取特征，从而得出 ２０４８ 维的 ｆｉ ，使用全连

接将 ｆｉ 转换为 Ｄ 维空间中的特征向量（Ｄ 为 ２０４８）
如公式（１）所示。

ｖｉ ＝ Ｗｆ ｆｉ ＋ ｂｆ ． （１）
　 　 得到的是一组图像特征 Ｖ ＝ ｖ１，…，ｖｋ{ } ，ｖｉ ∈ＲＤ

表示，每个特征 ｖｉ 编码此图像中的一个对象或此图

像中的一个区域。 用图卷积对图像特征集合 Ｖ 中的

各个图像特征 ｖｉ 进行图卷积运算。 通过公式（２）来
构建特征空间中图像区域之间的成对亲和力。

Ｒ（ｖｉ，ｖｊ） ＝ φ （ｖｉ） Ｔφ（ｖｉ） ． （２）
　 　 φ（ｖｉ） ＝ Ｗφｖｉ 和 φ（ｖｊ） ＝ Ｗφｖｊ 是两个特征向量。
权重参数 Ｗφ 和 Ｗφ 可以通过反向传播来学习。 一

个全连接关系图 Ｇｒ ＝ （Ｖ，Ｅ） ，其中 Ｖ 是检测到的区

域的集合，而边缘集 Ｅ 由亲和力矩阵 Ｒ 描述。 Ｒ 是

通过使用公式（２）计算每对区域之间的亲和力而获

得的。 然后，在此全连接图上进行图卷积（ＧＣＮ），
将残余连接添加到原始 ＧＣＮ 上，如公式（３）所示。

Ｖ∗ ＝ Ｗｒ（ＲＶＷｇ） ＋ Ｖ． （３）
　 　 其中， Ｗｇ 代表尺寸为 Ｄ×Ｄ 的 ＧＣＮ 层权重矩

阵， Ｗｒ 代表残余结构的权重矩阵， Ｒ 代表形状为 ｋ×
ｋ 的亲和矩阵。 对亲和矩阵 Ｒ 进行逐行归一化，输
出的 Ｖ∗ ＝ ｖ∗１ ，…，ｖ∗ｋ{ } ，ｖ∗ｉ ∈ ＲＤ 是经过图卷积后的

各个图像特征。
通过将图像特征的序列 Ｖ∗ ＝ ｖ∗１ ，…，ｖ∗ｋ{ } ，ｖ∗ｉ

∈ ＲＤ 逐一放入 ＧＲＵ 中来对所有的图像特征进行融

合，得到整张图像的特征表示。 在输入第 ｉ 个图像

特征时，更新门 ｚｉ， 分析当前输入区域特征 ｖ∗ｉ 和最

后一步的 ｍｉ －１， 以决定该单元对其存储单元进行多

少更新。 更新门的计算方法如公式（４）所示。
ｚｉ ＝ σｚ（Ｗｚｖ∗ｉ ＋ Ｕｚｍｉ －１ ＋ ｂｚ） ． （４）

　 　 其中， Ｗｚ 代表权重参数， Ｕｚ 代表权重参数， σｚ

代表 ｓｉｇｍｏｉｄ 激活函数， ｂｚ 代表偏差。 用 ｖ∗ｉ 和 ｍｉ －１

计算得到重置门 ｒｉ， 用来决定要忘记的内容。 与更

新门类似地计算出 ｒｉ， 如公式（５）所示。
ｒｉ ＝ σｒ（Ｗｒｖ∗ｉ ＋ Ｕｒｍｉ －１ ＋ ｂｒ） ． （５）

　 　 生成候存储单元，候选存储单元 ｍ～ ｉ 中的信息用
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于更新存储单元 ｍｉ －１ 中的信息。 候选存储单元的

计算方式如公式（６）所示。

ｍ
～

ｉ ＝ σｍ（Ｗｍｖ∗ｉ ＋ Ｕｚ（ ｒｉ°ｍｉ －１） ＋ ｂｍ） ． （６）
　 　 其中 σｍ 表示 ｔａｎｈ 激活函数， ° 表示逐元素乘

法， ｒｉ 代表重置门。 然后，用当前的 ｍ～ ｉ 对上一步的

ｍｉ －１ 进行更新，得到当前的 ｍｉ 计算公式（７）所示。

ｍｉ ＝ （１ － ｚｉ） 􀳱 ｍｉ －１ ＋ ｚｉ 􀳱 ｍ
～

ｉ ． （７）
　 　 其中， 􀳱是逐元素乘法。 将序列 Ｖ∗ 末尾的存储

单元 ｍｋ 作为整个图像的最终表示 Ｉ１， 其中 ｋ 是 Ｖ∗

的长度。 这是混合检索中第一个检索模型（精微信

息学习和精微匹配）的图像处理过程。 第二个检索

模型（粗粒度信息学习和粗匹配）的图像处理是在

Ｆａｓｔｅｒ－ＲＣＮＮ 模型输出特征集合 Ｖ ＝ ｖ１，…，ｖｋ{ } ，ｖｉ
＝ ＲＤ 后，直接将其输入到 ＧＲＵ 中进行图像特征融

合，得到整张图像的特征表示 Ｉ２， 这里的 ＧＲＵ 和前

面的 ＧＲＵ 各自独立。
文本处理是先将文本转换为 ｏｎｅ－ｈｏｔ 编码，再

经过 ｗｏｒｄ－ｅｍｂｅｄｄｉｎｇ 变成高维特征向量，再使用基

于 ＧＲＵ 的文本编码器对文本特征进行融合，得到与

图像特征表示 Ｉ 相同的 Ｄ 维特征表示 Ｃ∈ ＲＤ （Ｄ 为

２０４８）， Ｃ 便是最终用于匹配的文本特征表示。
ＧＲＵ 可以学习到句子中的语义上下文。 在文本处

理部分，使用了两个独立的 ＧＲＵ，分别得到两个文

本特征表示 Ｃ１ 和 Ｃ２。 第一个检索模型（精微信息

学习和精微匹配）最终得到的文本特征表示是 Ｃ１，
第二个检索模型（粗粒度信息学习和粗匹配）最终

得到的文本特征表示是 Ｃ２。 用 Ｉ１ 和 Ｃ１， Ｉ２ 和 Ｃ２ 分

别实现两个检索模型的匹配任务。 匹配任务采用的

是基于铰链的三元组排名损失，使用最有挑战性的

错误项来计算损失，即最接近每个查询的错误项。
损失定义如公式（８）所示。

　 　 ＬＭ ＝ α － Ｓ（ Ｉ，Ｃ） ＋ Ｓ（ Ｉ，Ｃ^）[ ] ＋ ＋

［α － Ｓ（ Ｉ，Ｃ） ＋ Ｓ（ Ｉ^，Ｃ）］ ＋ ． （８）
其中， α 用作余量参数， ｘ[ ] ＋≡ ｍａｘ（ｘ，０） 。

此铰链损失包括两项，一项为 Ｉ，一项为 Ｃ。 Ｓ（·） 是

联合嵌入空间中的相似函数。 在实验中通常使用内

积作为相似函数的计算方式。 Ｉ
＾
＝ ａｒｇ ｍａｘ ｊ≠ＩＳ（ ｊ，Ｃ）

和 Ｃ
＾
＝ ａｒｇ ｍａｘｄ≠ＣＳ（ Ｉ，ｄ） 是与 （ Ｉ，Ｃ） 最接近的错误

项。 为了提高计算效率，在每个 ｂａｔｃｈ 中都找到 Ｉ
＾
和

Ｃ
＾
， 而不是在整个训练集中找到 Ｉ

＾
和 Ｃ

＾
。 这里的 Ｉ 可

以是 Ｉ１ 或 Ｉ２，Ｃ 可以是 Ｃ１ 或 Ｃ２。 Ｉ１ 和 Ｃ１ 的损失函

数表示为 ＬＭ１，Ｉ２ 和 Ｃ２ 的损失函数表示为 ＬＭ２。
对于文本生成部分，学习到的视觉表示还应该

具有生成接近真实字幕句子的能力。 具体来说，使
用具有注意机制的序列对模型即图 １ 中的 ｅｎｃｏｄｅｒ－
ｄｅｃｏｄｅｒ 模型来实现此目的，最大化预测生成句子的

对数似然性。 损失函数定义如公式（９）所示。

ＬＧ ＝ － Σ
ｌ

ｔ ＝ １
ｌｏｇｐ（ｙｔ ｜ ｙｔ －１，Ｖ∗；θ） ． （９）

　 　 其中， ｌ 是输出单词序列的长度 Ｙ ＝ （ｙ１，…，
ｙｌ），θ 是序列到序列模型的参数。 最终损失函数定

义如公式（１０）所示，以实现联合优化。
Ｌ ＝ ＬＭ１ ＋ ＬＭ２ ＋ ＬＧ ． （１０）

３　 实　 验

３．１　 数据集与评价指标

本文采用了和 ＶＳＲＮ［１］相同的数据集和评价指

标。 在 Ｍｉｃｒｏｓｏｆｔ ＣＯＣＯ 数据集［２］ 和 Ｆｌｉｃｋｒ３０Ｋ 数据

集［３］上评估本文的方法。 ＭＳ－ＣＯＣＯ 包括 １２３，２８７
张图 像， 每 张 图 像 带 有 ５ 个 文 本 描 述。 对 于

ＭＳＣＯＣＯ，本文采用了和 ＶＳＲＮ 相同的划分方法，其
中包含 １１３ ２８７ 张用于训练的图像，１ ０００ 张用于验

证的图像和 ５ ０００ 张用于测试的图像。 每个图像带

有 ５ 个字幕。 最终结果是通过对 ５ 倍的 １Ｋ 测试图

像的结果进行平均或在完整的 ５Ｋ 测试图像上进行

测试而获得的。 Ｆｌｉｃｋｒ３０Ｋ 包含从 Ｆｌｉｃｋｒ 网站收集

的 ３１７８３ 张图像。 每个图像都有 ５ 个带有人工注释

的文字说明。 本文使用标准的训练，验证和测试分

割［４］，分别包含 ２８ ０００ 张训练图像，１ ０００ 张验证图

像和 １ ０００ 张测试图像。 对于评估，通过在 Ｋ（Ｒ ＠
Ｋ）处的召回率来衡量性能，其定义为在距查询最近

的 Ｋ 点中检索到正确项的查询占所有查询的比例。
３．２　 实验参数设置

将单词嵌入大小设置为 ３００，将联合嵌入空间

的维度设置为 ２０４８。 同样采用与 ＶＳＲＮ 相同的设

置来设置视觉自下而上的注意模型。 基于 ＧＲＵ 的

全局语义推理的区域顺序由自下而上的注意力探测

器生成的类别检测置信度得分的降序确定。 本文使

用 Ａｄａｍ 优化器训练了 ３０ 个 ｅｐｏｃｈ，开始的 １５ 个

ｅｐｏｃｈ 以学习率 ０． ０００ ２ 进行训练，将其余 １５ 个

ｅｐｏｃｈ 的学习率降低到 ０．０００ ０２。 在等式中设置边

距 α 为 ０．２，使用的最小批量为 １２８。 对于测试集的

评估，通过选择在验证集上表现最佳的模型来解决

过度拟合问题。 根据验证集中的召回总和选择最佳

模型。 实验环境会对实验结果有很大影响，尤其是

ｐｙｔｈｏｎ、ｐｙｔｏｒｃｈ 和其它库的版本对实验结果影响很
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大。
３．３　 实验结果与分析

首先，用 ＶＳＲＮ 作者公布的代码，做了 ＶＳＲＮ 的

实验。 实验中采用了和作者一致的环境、数据集和

参数配置。 实验结果如表 １ 所示。 从表中可以看到

本文实际做出的结果和作者论文中发布的结果整体

差了 ３ 个百分点左右，作者给出的说明是在后期继

续研究过程中对代码做了改动，虽然算法一样，但具

体实现上有一些差异，导致了实验结果上有些许差

距。
表 １　 ＶＳＲＮ 实验结果

Ｔａｂ． １　 Ｔｈｅ ｒｅｓｕｌｔｓ ｏｆ ＶＳＲＮ

ｄａｔａ Ｍｅｔｈｏｄｓ
Ｉｍａｇｅ－ｔｏ－Ｔｅｘｔ

Ｒ＠ １ Ｒ＠ ５ Ｒ＠ １０

Ｔｅｘｔ－ｔｏ－Ｉｍａｇｅ

Ｒ＠ １ Ｒ＠ ５ Ｒ＠ １０

Ｆｌｉｃｋ３０ｋ ＶＳＲＮ ７１．３ ９０．６ ９６．０ ５４．７ ８１．８ ８８．２

ＶＳＲＮ（ｏｕｒｓ） ６８．１ ８８．９ ９３．７ ５２．１ ７８．７ ８６．１

ＣＯＣＯ（１ｋ） ＶＳＲＮ ７６．２ ９４．８ ９８．２ ６２．８ ８９．７ ９５．１

ＶＳＲＮ（ｏｕｒｓ） ７３．０ ９４．１ ９７．８ ６０．３ ８８．４ ９４．２

ＣＯＣＯ（５ｋ） ＶＳＲＮ ５３．０ ８１．１ ８９．４ ４０．５ ７０．６ ８１．１

ＶＳＲＮ（ｏｕｒｓ） ４８．９ ７８．０ ８７．４ ３７．２ ６８．０ ７９．２

　 　 本文的实验代码是在作者公布的代码上改进

的，实验环境和参数设置等都和作者的完全一样，只
修改了算法中对应的神经网络结构部分。 将

ＭＶＳＲＮ 的实验结果和用作者代码真实做出的实验

结果进行了对比分析。
首先，在 Ｆｌｉｃｋ３０ｋ 数据集上进行了 ＭＶＳＲＮ 的

实验，实验结果如表 ２ 所示。 从表 ２ 中的实验结果

可以看出，在 Ｆｌｉｃｋ３０ｋ 数据集上，ＭＶＳＲＮ 图像检索

文本的效果要明显好于 ＶＳＲＮ（ｏｕｒｓ），Ｒ＠ １ 提高了

３ 个百分点，Ｒ＠ ５ 提升了 ０．５ 个百分点，Ｒ＠ １０ 提升

了 １．２ 个百分点。 这说明混合检索可以明显提高图

像检索文本的效果。 这可能是因为文本部分得到的

两个文本特征差异不大，因为文本部分得到两个文

本特征所使用的神经网络结构是一样的，都是

ＧＲＵ，而且 ＧＲＵ 的输入是同一个 ｗｏｒｄ－ｅｍｂｅｄｄｉｎｇ，
这就使得其学到的两个文本特征差异不会很大，所
以文本特征从整体态势来看具有一定的一致性。

表 ２　 ＭＶＳＲＮ 在 Ｆｌｉｃｋ３０ｋ 上的实验结果

Ｔａｂ． ２　 Ｔｈｅ ｒｅｓｕｌｔｓ ｏｆ ＭＶＳＲＮ ｏｎ Ｆｌｉｃｋ３０ｋ

Ｍｅｔｈｏｄｓ
Ｉｍａｇｅ－ｔｏ－Ｔｅｘｔ

Ｒ＠ １ Ｒ＠ ５ Ｒ＠ １０

Ｔｅｘｔ－ｔｏ－Ｉｍａｇｅ

Ｒ＠ １ Ｒ＠ ５ Ｒ＠ １０

ＳＭｌｓｔｍＣＶＰＲ’１７
［８］ ４２．５ ７１．９ ８１．５ ３０．２ ６０．４ ７２．３

ＶＳＥ＋＋ＢＭＶＣ’１８
［５］ ５２．９ ７９．１ ８７．２ ３９．６ ６９．６ ７９．５

ＳＣＯＣＶＰＲ’１８
［７］ ５５．５ ８２．０ ８９．３ ４１．１ ７０．５ ８０．１

ＳＣＡＮＥＣＣＶ’１８
［６］ ６７．４ ９０．３ ９５．８ ４８．６ ７７．７ ８５．２

ＶＳＲＮ（ｏｕｒｓ） ６８．１ ８８．９ ９３．７ ５２．１ ７８．７ ８６．１

ＭＶＳＲＮ（ｏｕｒｓ） ７１．１ ９０．４ ９４．９ ４７．８ ７６．８ ８４．５

　 　 两种态势的叠加，由于一致性较好，因此会有态

势上的互相增强，使得取平均后得到的文本特征会

更加利于检索。 因此图像检索文本的效果会得到提

升。 但是文本检索图像的效果反而有所下降，这很

可能是因为 Ｆｌｉｃｋ３０ｋ 数据集上的数据存在主题性的

原因。 Ｆｌｉｃｋ３０ｋ 数据集中的数据来自 Ｆｌｉｃｋｅｒ 网站，
人们在 Ｆｌｉｃｋｅｒ 网站上分享个人日常生活信息，人们

分享的生活信息往往具有一定的主题性。 例如：饮
食、衣服、以及一些活动等等，这类话题往往是人们

分享最多的生活信息，也是人们谈论最多、最广泛的

内容。 由于数据集中的数据具有主题性，因此数据

集中会出现大量数据属于同一个主题的现象，同一

个主题的数据在内容上往往很接近。 ＭＶＳＲＮ 的图

像特征学习部分比 ＶＳＲＮ 多出了一个对象特征融合

的分支。 在 Ｆａｓｔｅｒ－ＲＣＮＮ 得到图像的对象特征后，
直接用对象特征进行融合，得到整张图片的特征表

示。 这个图像的整体特征表示是在对象特征的基础

上得到的，包含的都是图像中的内容信息。 由于同

５７２第 ６ 期 苏林， 等： 基于分治思想粗匹配和精微匹配相结合的跨模态检索算法



一主题下大量数据在内容上很接近，因此这一分支

得到的图像特征表示就很相似，在特征空间上距离

也很近，很难分辨。 当这个图像特征表示整合进入

最终用于检索的图像特征表示后，就导致了最终的

图像特征表示也比较相近，难以分辨。 因此文本检

索图像的效果就出现了下降的现象。
之后，又在 ｃｏｃｏ 数据集上进行了训练和测试，

实验结果如表 ３ 和表 ４ 所示。 从表 ３ 中的实验结果

可以看到，在 ｃｏｃｏ１ｋ（１ｋ 是指测试集的数据量）上相

比于 ＶＳＲＮ（ｏｕｒｓ）检索效果有了整体提升。 图像检

索文本任务上 Ｒ＠ １ 提升了 ０．８ 个百分点，Ｒ＠ ５ 提

升了 ０．３ 个百分点，Ｒ＠ １０ 提升了 ０．２ 个百分点。 其

中 Ｒ＠ １ 提升最多，这说明 ＭＶＳＲＮ 确实在图像检索

文本任务上实现了效果的提升。 在 ｃｏｃｏ１ｋ 上文本

检索图像也同样获得了效果的提升，Ｒ＠ １ 提升了

１．１个百分点，Ｒ＠ ５ 提升了 ０．５ 个百分点，Ｒ＠ １０ 提

升了 ０．４ 个百分点。 这是因为 ｃｏｃｏ 数据集中的数据

不存在明显的主题性，不会出现很多数据属于同一

主题非常接近的现象。 在 ｃｏｃｏ５ｋ 上，ＭＶＳＲＮ 的实

验结果同样整体好于 ＶＳＲＮ（ｏｕｒｓ），这说明 ＭＶＳＲＮ
混合检索通过将两个检索模型整合在一起，确实可

以提升检索的效果。 从表 ３ 和表 ４ 可以看出，
ＭＶＳＲＮ 在 ｃｏｃｏ５ｋ 上的提升幅度要高于在 ｃｏｃｏ１ｋ 上

的提升幅度。 可以看到从 ｃｏｃｏ１ｋ 到 ｃｏｃｏ５ｋ 的测试

结果都有一个明显的下降，这是因为测试集变大的

原因。 当测试集的数量变大时，在检索的时候面对

的检索对象就会变多，干扰项就会变多，因此检索效

果会出现下降的现象。 但是当用两个特征向量取平

均来进行检索时，用于检索的特征向量是由两个检

索模型共同产生的，是两个检索模型共同在起作用，
因此抗干扰能力就会更强。 当检索的数据量增大

时，对其产生的影响会更小，检索效果下降的就会更

少。 因此导致了 ＭＶＳＲＮ 在 ｃｏｃｏ５ｋ 上的提升幅度要

高于在 ｃｏｃｏ１ｋ 上的提升幅度。

表 ３　 ＭＶＳＲＮ 在 ｃｏｃｏ 上的实验结果

Ｔａｂ． ３　 Ｔｈｅ ｒｅｓｕｌｔｓ ｏｆ ＭＶＳＲＮ ｏｎ ｃｏｃｏ１ｋ

Ｍｅｔｈｏｄｓ
Ｉｍａｇｅ－ｔｏ－Ｔｅｘｔ

Ｒ＠ １ Ｒ＠ ５ Ｒ＠ １０

Ｔｅｘｔ－ｔｏ－Ｉｍａｇｅ

Ｒ＠ １ Ｒ＠ ５ Ｒ＠ １０

ＳＭｌｓｔｍＣＶＰＲ’１７
［８］ ５３．２ ８３．１ ９１．５ ４０．７ ７５．８ ８７．４

ＶＳＥ＋＋ＢＭＶＣ’１８
［５］ ６４．６ ８９．１ ９５．７ ５２．０ ８３．１ ９２．０

ＳＣＯＣＶＰＲ’１８
［７］ ６９．９ ９２．９ ９７．５ ５６．７ ８７．５ ９４．８

ＳＣＡＮＥＣＣＶ’１８
［６］ ７２．７ ９４．８ ９８．４ ５８．８ ８８．４ ９４．８

ＶＳＲＮ（ｏｕｒｓ） ７３．０ ９４．１ ９７．８ ６０．３ ８８．４ ９４．２

ＭＶＳＲＮ（ｏｕｒｓ） ７３．８ ９４．４ ９８．０ ６１．２ ８８．９ ９４．６

表 ４　 ＭＶＳＲＮ 在 ｃｏｃｏ 上的实验结果

Ｔａｂ． ４　 Ｔｈｅ ｒｅｓｕｌｔｓ ｏｆ ＭＶＳＲＮ ｏｎ ｃｏｃｏ５ｋ

Ｍｅｔｈｏｄｓ
Ｉｍａｇｅ－ｔｏ－Ｔｅｘｔ

Ｒ＠ １ Ｒ＠ ５ Ｒ＠ １０

Ｔｅｘｔ－ｔｏ－Ｉｍａｇｅ

Ｒ＠ １ Ｒ＠ ５ Ｒ＠ １０

ＶＳＥ＋＋ＢＭＶＣ’１８
［５］ ４１．３ ６９．２ ８１．２ ３０．３ ５９．１ ７２．４

ＳＣＯＣＶＰＲ’１８
［７］ ４２．８ ７２．３ ８３．０ ３３．１ ６２．９ ７５．５

ＳＣＡＮＥＣＣＶ’１８
［６］ ５０．４ ８２．２ ９０．０ ３８．６ ６９．３ ８０．４

ＶＳＲＮ（ｏｕｒｓ） ４８．９ ７８．０ ８７．４ ３７．２ ６８．０ ７９．２

ＭＶＳＲＮ（ｏｕｒｓ） ５０．１ ７９．５ ８８．４ ３８．２ ６９．４ ８０．２

４　 结束语

本文中从整体结构的角度来进行跨模态检索研

究，借鉴分治思想将粗粒度信息学习和精微信息学

习分开独立进行，并且各自进行检索匹配即粗匹配

和精微匹配。 将混合推荐的方法带入到检索中，在
一个算法中同时构建了两个检索模型，分别负责粗

粒度信息的学习和粗匹配以及精微信息的学习和精

微匹配。 通过特征值取平均的方式将两个检索模型

整合在一起，将粗匹配和精微匹配相结合。 借助两

个检索模型的检索能力在图像检索文本任务上显著

提升了检索效果，并且增强了算法在大规模检索中

的抗干扰性。 （下转第 ２８４ 页）
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