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基于迁移学习的中文阅读理解
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摘　 要： 深度学习在解决自然语言处理中的机器阅读理解任务方面引起了越来越多的关注。 尽管已经取得了巨大的成功，但
典型的深度学习方法依赖大量的标记数据，在解决许多实际的问题中通常是不可用的。 最近，针对这种情况探索了一种知识

转移范式，其目的是利用源问题域的丰富训练数据，帮助模型在目标域中更有效地解决问题。 本文重点研究基于渐进神经网

络用迁移学习的方式解决中文机器阅读理解任务，提出了一种渐进式学习模型，该模型通过使用交叉注意适配器改进渐进神

经网络，进而使其具有在异构输入之间传递知识的能力。 通过在中国高考阅读理解数据集进行实验，结果表明本文所提出的

模型优于所有的基线模型。
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０　 引　 言

近年来，机器阅读理解任务引起了学界越来越

多的关注，其旨在验证机器以类似于人的方式理解

文档的能力。 基于神经网络的模型在机器阅读理解

任务上大获成功，但大多数都是针对大量数据的数

据集而设计的，例如：ＣＮＮ，Ｓｑｕａｄ，ＮｅｗｓＱＡ等。 本文

要研究的中文高考阅读理解任务，由于其数据量较

小，主流的神经网络模型在其上容易收敛失败。
为了解决数据稀缺的问题，本文采用基于迁移

学习的方法，即使用来自数据丰富的源领域的知识

来帮助模型在数据稀少且不宜获得的目标领域进行

高效的训练［１］。 迁移学习在神经网络模型中的一

个比较直观的应用是微调（ ｆｉｎｅ－ｔｕｎｉｎｇ），即用源领

域的数据对模型进行预训练，应用训练得到权重来

初始化模型，随后在目标领域的数据上通过反向传

播对模型的权重进行微调。
本文基于渐进神经网络 （ Ｐｒｏｇｒｅｓｓｉｖｅ ｎｅｕｒａｌ

ｎｅｔｗｏｒｋ）进行中文机器阅读理解的研究。 渐进神经

网络是近期提出的一种迁移学习框架，它使用横向

的链接机制来保留从历史任务中学习得到的权重，
从而在一定程度上解决了迁移学习中的灾难性遗忘

问题［２］。 本文针对机器阅读理解任务对渐进神经

网络进行了扩展，使用注意力机制对不同任务间的

表示进行计算，并且使用长短记忆网络对得到的表

示建模。 利用中国高考历届试卷构建中文阅读理解

数据集 ＣＴＡＲＣ 作为目标数据集，并使用已有的英

文阅读理解数据集 ＲＡＣＥ作为源数据集。 实验结果

表明，本文提出的方法优于所有的基线模型。



１　 方法

１．１　 渐进神经网络

如图 １ 所示，一个渐进神经网络由若干个互相

链接的列组成，其中每列代表一个由参数 Θ ｊ( ) 构

成的 Ｌ 层的神经网络，每层都包含隐层输出 ｈ ｊ( )

ｉ ∈
Rｎｉ，其中 ｎｉ 是第 ｊ 列第 ｉ 层的输出维度。 在第一列

中，代表建模第一个任务的神经模型的训练过程结

束后，可以得到其参数 Θ １( ) 。 随后，在两个任务的

情况下，当第二个任务来临时，保持在第一个任务中

学习到的参数不变，并使用随机初始化的新参数

Θ ２( ) 初始化代表第二个任务的神经网络模型，其中

该模型第 ｉ层的输入包含两个部分：一部分来自第

二个任务自身的输入 ｈ ２( )

ｉ －１ ，另一部分来第一个任务

上一层输出 ｈ １( )

ｉ －１ 的横向连接。 具体的，当推广到 Ｋ
个任务，这种用于融入历史任务信息的横向链接可

以形式化为（１）式：

ｈ ｋ( )

ｉ ＝ ｆ Ｗ ｋ( )

ｉ ｈ ｋ( )

ｉ －１ ＋∑ ｊ ＜ ｋ
Ｕ ｋ：ｊ( )

ｉ ｈ ｊ( )

ｉ －１( ) ．

（１）
其中， Ｗ ｋ( )

ｉ ∈ Ｒｎｉ×ｎｉ－１ 是第 ｋ 列第 ｉ层的参数矩

阵，Ｕ ｋ：ｊ( )

ｉ ∈ Ｒｎｉ×ｎｊ 是从第 ｊ 列的第 ｉ － １层到第 ｋ 列

的第 ｉ层的横向链接矩阵。 ｈ０ 是网络的输入。 ｆ 是任

意的激活函数，如：Ｒｅｌｕ或者 Ｓｉｇｍｏｉｄ函数。

output1 output2 output3

a a

h2h2 h2 h2
(1) (2) (3)

a a

h2h2 h2 h2
(1) (2) (3)

Inputs

图 １　 渐进神经网络

Ｆｉｇ． １　 Ｐｒｏｇｒｅｓｓｉｖｅ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ

１．２　 适配器

上文中的横向连接 Ｕ ｋ：ｊ( )

ｉ ∈ Ｒｎｉ×ｎｊ 可以 被扩展

到非线性函数，将这种非线性的横向链接称为适配

器。 在适配器的模式下，首先将历史模型乘以一个

标量，然后将其收尾相连，并送入一个具有非线性激

活函数的前馈神经网络。 采用这种方式，上述标量

可以决定历史中各个任务中学习到的特征的重要

性，同时在前馈神经网络中的投影操作也可以解决

任务数量过多后参数维度膨胀的问题。

形式化的，用 ｈ ＜ｋ( )

ｉ－１ ＝ ｈ １( )

ｉ－１ … ｈ ｊ( )

ｉ－１ … ｈ ｋ－１( )

ｉ－１[ ] 表

示从第 １列到第 ｋ － １列第 ｉ － １层维度为ｎ ＜ ｋ( )

ｉ －１ 的

历史输出的收尾相连，用α ＜ ｋ( )

ｉ －１ 表示每个前序输出

对应的可学习的标量。 在省略偏置项的条件下，渐
进神经网络中用适配器模式表达的第 ｋ 列中的第 ｉ
层的输入如公式（２） 所示：
ｈ ｋ( )

ｉ ＝ σ（Ｗ ｋ( )

ｉ ｈ ｋ( )

ｉ－１ ＋Ｕ ｋ：ｊ( )

ｉ σ Ｖ ｋ：ｊ( )

ｉ α ＜ｋ( )

ｉ－１ ｈ ＜ｋ( )

ｉ－１( ) ）．
（２）

其中， Ｖ ｋ：ｊ( )

ｉ ∈ Ｒｎｉ－１×ｎ ＜ ｋ( )ｉ－１ 是投影矩阵。
１．３　 交叉注意力适配器

在渐进神经网络架构中，单列的所有层都可以

看作是一个单变量函数 ｙ ＝ ｆ（ｘ），这种架构适用于强

化学习，其中神经模型的设计是为了解决特定的马

尔可夫决策过程。 当尝试将渐进神经网络框架应用

于阅读理解模型时，为了找到文档中与问题相关的

部分，注意力机制几乎在所有的为了阅读理解设计

的神经模型中都经常被使用。 注意力机制层通常以

文档表示和句子表示作为输入，根据问题输出文档

表示的加权求和，使得该层成为一个二元函数，不符

合原来的渐进神经网络框架。
为了克服这个限制，一个直接的方法是使用公

式（２）分别处理两个输入，而不考虑它们之间的交

互作用，这使得当前任务中的注意力层的输入和前

一个任务中的输入属于不同的语义空间。 使用两个

不同的语义空间的组合可能会破坏原有的意义，这
种方式很难从前面的注意层中学习到注意力权重。

如图 ２所示，为了能更好地学习注意力知识，本
文提出了一种方法，旨在通过让两个语义空间的两部

分跨越不同的任务来进行注意力机制，缩短两个语义

空间之间的距离。 形式化的，用二元组 ｌ ｊｉ －１，ｒｊｉ －１( ) 表

示第 ｊ 列第 ｉ － １层的两个输出，用 ｇ 表示注意力机制

的二元函数，每个函数 ｇ 都有不同的参数。 在当前列

ｋ，通过将ｌ ｊｉ －１，ｒｊｉ －１ 对前序相应位置做注意力机制，可
以得到如下的两个列表（３）和（４）：

LSTM LSTM LSTM LSTM

hi+1
(2)

hi
(2)hi

(1)

g g

li1(1) ri1(1) li1(2) ri1(2)

图 ２　 交叉注意力适配器
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Ａ ＝ ｇ ｌ１ｉ－１，ｒｋｉ－１( ) ，…，ｇ ｌｊｉ－１，ｒｋｉ－１( ) ，…，ｇ ｌｋ－１ｉ－１ ，ｒｋｉ－１( )[ ] ，
（３）

Ｂ ＝ ｇ ｌｋｉ－１，ｒ１ｉ －１( ) ，…，ｇ ｌｋｉ－１，ｒ ｊｉ －１( ) ，…，ｇ ｌｋｉ－１，ｒｋ
－１

ｉ －１( )[ ] ．
（４）

　 　 随后也可以得到前序二元组之前的内部注意力

结果（５）。
Ｃ ＝ ｇ ｌ１ｉ－１，ｒ１ｉ－１( ) ，…，ｇ ｌｊｉ－１，ｒｊｉ－１( ) ，…，ｇ ｌｋ－１ｉ－１ ，ｒｋ

－１
ｉ－１( )[ ] ．
（５）

实际上，列表 Ｃ 代表不使用外部链接的条件下

计算第 ｉ 层的注意力机制。 在跳过代表注意力机制

的第 ｉ 层后，可以用渐进神经网络的方式计算第 ｉ ＋
１层的输入ｈ ｋ( )

ｉ ＋１ 。 为了更好的获得组合语义性的表

达，相对于使用带有非线性的前馈神经网络，本文使

用循环神经网络来构建适配器模块：首先，用列表

Ａ，Ｂ，Ｃ 和当前的内部注意力结果构建了序列 Ｔ ＝
Ｃ，Ｂ，Ａ，ｇ ｌｋｉ－１，ｒｋｉ－１( )[ ] 。 用 长 短 记 忆 神 经 网 络

（ＬＳＴＭ）按（６）、（７）式得到其组合语义表示：
ｎｉ ＝ ＬＳＴＭ ｎｉ －１，ｔｉ( ) ，ｉ ＝ １，…，３Ｋ， （６）

ｈ ｋ( )

ｉ ＋１ ＝ ｎ３Ｋ ． （７）
１．４　 Ｓｔａｎｆｏｒｄ ＡＲ 模型

Ｓｔａｎｆｏｒｄ Ａｔｔｅｎｔｉｖｅ Ｒｅａｄｅｒ ｃｉｔｅ 是一个强大的模

型，在 ＣＮＮ数据集上取得了最先进的结果。 作者声

称，该模型在这个数据集上的性能几乎达到了上限。
用（ｐ，ｑ，ｏ） 来代表由文章，问题，选项，构成三

元组。 ｐ ＝ ｐ１，…，ｐｍ 和 ｑ ＝ ｑ１，…，ｑｌ 是长度为 ｍ 和 ｌ

的文章词序列和问题词序列，ｏ ＝ ｏ１，…，ｏＣ 是包含 Ｃ
个候选答案的答案集合，每个答案也是一个句子。
任务的目标就是在集合 ｏ 中找到正确的答案。

　 本文首先用双向 ＧＲＵ将 ｐ和 ｑ 表示为 ｐ１ ，ｐ２ ，

…，ｐｎ
 和 ｑ。 随后用注意力机制将文章中与问题最

相关的部分总结为向量 ｔ。 根据的设置，使用双线

性的注意力形式［３］：

αｉ ＝ ｓｏｆｔｍａｘｉ ｑＴ Ｗｓ ｐｉ
 ， （８）

ｔ ＝∑ ｉ
αｉ ｐｉ
 ． （９）

　 　 类似的，使用双向 ＧＲＵ将选项 ｏｉ 编码为 ｏｉ，使
用双线性注意力机制计算选项与文章 ｔ的相关性得

分，并将该得分送入 ｓｏｆｔｍａｘ函数来得到最终的概率

分布。 具体的，第 ｉ 个选项是正确答案的概率计算

公式（１０）为：
ｐｉ ＝ ｓｏｆｔｍａｘｉ ｔＴ Ｗｔ ｏｉ ． （１０）

２　 实　 验

２．１　 数据集

ＲＡＣＥ数据集是从中国三家大型免费的公共网

站上收集到的原始数据，其中阅读理解题都是从中

国老师设计的英语考试中提取出来的。 清洗前的数

据共计 １３７ ９１８篇文章、５１９ ８７８道题，其中初中组有

３８ １５９篇文章、１５６ ７８２ 道题，高中组有 ９９ ７５９ 篇文

章、３６３ ０９６道题。 清洗后的数据量如表 １所示。

表 １　 数据集划分

Ｔａｂ． １　 Ｔｈｅ ｓｅｐａｒａｔｉｏｎ ｏｆ Ｄａｔａｓｅｔ

训练集

子集

ＲＡＣＥ

Ｔｒａｉｎ Ｄｅｖ Ｔｅｓｔ Ａｌｌ

ＣＴＡＲＣ

Ｔｒａｉｎ Ｄｅｖ Ｔｅｓｔ Ａｌｌ

文章数量 ２５ １３７ １ ３８９ １ ４０７ ２７ ９３３ １３６ ２０ ２０ １７６
问题数量 ８７ ８６６ ４ ８８７ ４ ９３４ ９７ ６８７ ３９０ ４２ ５４ ４８６

　 　 本文收集了 ２００４ ～ ２０１６ 年中国高考的原始资

料，其中阅读理解题提取了中国高考专家设计的科

普文章阅读理解部分的阅读理解题。 该部分中的文

章主要是以科普类文章为主。 为了对原始数据进行

清洗，进行了以下筛选步骤。 首先，删除所有与问题

设置格式不一致的问题和试题，例如：如果某道题的

选项数不是 ４个，就会被删除。 同时，还删除了所有

含有 “下划线”或 “段落”等关键词的问题，因为下

划线和段落段信息的效果难以重现。 经过过滤步骤

后，一共得到 １７６ 个段落和 ４８６ 个问题。 为了进行

数据增强，用谷歌翻译将得到的数据进行英文翻译，
得到了 ＣＴＡＲＣ－Ｅ 数据集。 ＣＴＡＲＣ 数据集的详细

统计见表 ２。

表 ２　 数据集统计

Ｔａｂ． ２　 Ｄａｔａｓｅｔ ｓｔａｔｉｓｔｉｓ

数据集 ＲＡＣＥ ＣＴＡＲＣ ＣＴＡＲＣ－Ｅ

文章长度 ３２１．９ １６３４．６８ ３７３５．２４

问题长度 １０．０ ３６．９５ ９３．０４

选项长度 ５．３ ６０．８８ １４８．２５

词表大小 １３６ ６２９ １３ ９３６ ９ ５０５

２．２　 实验结果

实验结果如表 ３所示，其中 ＲＡＣＥ ｓｉｎｇｌｅ代表在

ＲＡＣＥ 数据集上训练 Ｓｔａｎｆｏｒｄ ＡＲ 模型， ＣＴＡＲＣ
ｓｉｎｇｌｅ ｉｎ Ｃｈｉｎｅｓｅ 代表在 ＣＴＡＲＣ 数据集上训练

Ｓｔａｎｆｏｒｄ ＡＲ模 型 ， ＣＴＡＲＣ ｓｉｎｇｌｅ ｉｎ Ｅｎｇｌｉｓｈ代 表 在
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