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基于局部注意力的方面级别情感分析算法
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摘　 要： 考虑到对方面进行情感分析时，距方面词越近的上下文内容对方面的情感倾向影响可能越大，因此将结合距离因素，
提出了基于局部自注意力机制的算法用于方面级别的情感分类。 将输入分为全局文本序列、方面序列以及局部文本序列，通
过自注意力分别对三个序列进行特征提取，对全局文本和方面序列进行交互注意力计算，更新全局文本表示，对局部文本和

方面序列进行交互注意力计算，更新局部文本表示。 最终将全局文本和局部文本表示连接起来输入分类器。 实验结果显示

本文的结果优于近两年提出的方面级别情感分析算法。
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０　 引　 言

随着互联网的快速发展，可以轻松地得到海量

带有观点的数据。 各种购物平台、点餐平台以及社

交平台的兴起，人们可以在购物平台上对所购买的

商品进行评价，对消费过的餐厅进行点评，尽情地在

社交平台上表达自己的观点，对事件的情感态度。
对这些饱含大众情感的内容进行研究，发挖掘这些

文本背后隐藏的大众的情感态度，将帮助购物平台

和点餐平台等更好地了解购买者的喜好，同时也是

对商家的监督。 对社交媒体上大众对于某些事件的

情感分析，可以帮助了解大众，引导正确的社会舆

论。 因此，近年来情感分析在自然语言处理领域的

研究非常广泛。 研究表明：４０％的情感分类错误是

由于在情感分类中没有考虑目标造成的［１］。 近年

来，研究者们开始将研究方向从单纯的文本情感分

析转向方面级别的文本情感分析。
本文针对方面级别的情感分析，考虑上下文单

词与方面序列之间的距离，提出了局部文本序列的

定义，并提出了一种基于局部注意力的的网络框架。
１　 相关工作

研究者们研究了各种基于神经网络的方法来解

决方面级别的情感分类问题。 一些研究者设计了有

效的神经网络，从目标及其上下文中自动生成有用

的低维表示，在方面级别情感分类任务中取得了很

好的效果，典型的方法是基于 ＬＳＴＭ 的神经网络。
Ｄｏｎｇ等人通过开发两个 ＬＳＴＭ 网络来模拟方面目

标的左右上下文来解决这个问题，该方法利用这两

个 ＬＳＴＭｓ的最后隐藏状态来预测情绪。 为了更好

地抓住句子中的重要部分，Ｗａｎｇ等人使用一个方面

词嵌入，来生成一个注意力向量，集中在句子的不同



部分。 Ｖｏ和 Ｚｈａｎｇ将整个上下文分为目标、左上下

文和右上下文三个部分，使用情感词典和神经池函

数生成目标相关特征。 Ｔａｎｇ 等人将上下文分为带

目标的左半部分和带目标的右半部分，分别使用两

个 ＬＳＴＭ模型对这两个部分建模，利用这两部分合

成的目标特定表示进行情感分类。
２　 算法详述

２．１　 局部文本序列

局部文本序列：对于给定一个句子 ｓ ＝ ［ｗ１，ｗ２，
…，ｗ ｉ，…，ｗ ｊ，…，ｗｎ］，和方面序列 ｔ ＝ ［ｗ ｉ，ｗ ｉ ＋１，…，
ｗ ｉ ＋ｍ－１］，其中方面序列可能包含一个或多个词。 如

图 １所示， 设局部文本序列为整个文本中，距方面

词中心距离为 ｋ 的序列片段。 当方面词为一个单词

时，局部文本序列 ｌ ＝ ［ｗ ｉ －ｋ，ｗ ｉ －ｋ＋１，…，ｗ ｉ，…，ｗ ｉ ＋ｋ－１，
…，ｗ ｉ ＋ｋ］，其中 ｗ ｉ 为方面词。 当方面词为多个单词

时，局部文本序列 ｌ ＝ ［ｗ ｉ －ｋ，…，ｗ ｉ，…，ｗ ｊ，…，ｗ ｊ ＋ｋ］，
其中 ｗ ｉ 为方面词的第一个词， ｗ ｊ 为方面词的最后一

个词。

图 １　 局部文本序列示意图

Ｆｉｇ． １　 Ｔｈｅ ｃｈａｒｔ ｏｆ ｌｏｃａｌ ｃｏｎｔｅｘｔ

２．２　 网络框架介绍

网络整体结构如图 ２ 所示（与图的名字不一

致），包括词嵌入层，特征提取层，注意力层以及分

类层。
词嵌入层。 （１）Ｇｌｏｖｅ词嵌入。 设 Ｌ∈Ｒｄｗ×｜ Ｖ｜ 为

预先训练的 Ｇｌｏｖｅ（ Ｐｅｎｎｉｎｇｔｏｎ 等人，２０１４）嵌入矩

阵，其中 ｄｗ 为词向量的维数， Ｖ 为词汇的数量。
将上下文和方面的每个词 ｗ ｉ ∈ Ｒ Ｖ 映射到对应的

嵌入向量 ｅｉ ∈ Ｒｄｗ×１ ，它是嵌入矩阵 Ｌ 中的一列。
（２）ＢＥＲＴ词嵌入。 使用预先训练的 ＢＥＲＴ 生成序

列的词向量。 为了便于 ＢＥＲＴ 模型的训练和微调，
将给定的上下文和目标分别转换为“［ＣＬＳ］＋上下文

文本＋ＳＥＰ”和“［ＣＬＳ］ ＋方面序列＋ＳＥＰ”，从而作为

文本序列的词嵌入进行模型训练。
通过词嵌入模块，将全局文本序列映射为 Ｓ ＝

｛ｖｓ１，ｖｓ２，…，ｖｓｎ｝，将方面序列映射为 Ｔ ＝ ｛ｖｔ１，ｖｔ２，…，

ｖｔｍ｝，将局部文本序列映射为 Ｌ ＝ ｛ ｖｌ１，ｖｌ２，…，ｖｌｋ｝。
其中 ｖｔｉ∈Ｒｄｗ，ｖｓｉ∈Ｒｄｗ，ｖｌｉ∈Ｒｄｗ，ｄｗ为词嵌入维度。
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图 ２　 网络框架图

Ｆｉｇ． ２　 Ｔｈｅ ｆｒａｍｅｗｏｒｋ ｃｈａｒｔ ｏｆ ｏｕｒ ａｌｇｏｒｉｔｈｍ

　 　 特征提取层。 多头自注意是一种同时执行多次

自注意力的操作。 为了对文本进行特征提取，利用

多头自注意力机制分别对全本文本序列、方面词序

列以及局部文本序列进行建模。 注意函数将 Ｋｅｙ序
列 Ｋ ＝ ｛ｋ１，ｋ２，…，ｋｎ｝ 和 Ｑｕｅｒｙ序列 Ｑ ＝ ｛ｑ１，ｑ２，…，
ｑｍ｝ 映射到输出序列，其中对全局文本自注意力计

算方式如公式（１），局部文本的自注意力计算方式

如公式（２），方面序列的自注意力计算方式如公式

（３）。

ｈｓ ＝ Ａｔｔｅｎｔｉｏｎ Ｓ，Ｓ，Ｓ( ) ＝ ｓｏｆｔｍａｘ（Ｓ ＳＴ

　 ｄｓ

）Ｓ， （１）

ｈｌ ＝ Ａｔｔｅｎｔｉｏｎ Ｌ，Ｌ，Ｌ( ) ＝ ｓｏｆｔｍａｘ（Ｌ ＬＴ

　 ｄｌ

）Ｌ， （２）

ｈｔ ＝ Ａｔｔｅｎｔｉｏｎ Ｔ，Ｔ，Ｔ( ) ＝ ｓｏｆｔｍａｘ（Ｔ ＴＴ

　 ｄｔ

）Ｔ． （３）

多头自注意力就是平行地进行多词注意力计算，将
结果拼接到一起作为最终的结果，其中三个序列的

计算方式是一样的，这里只以全局文本为例子，具体

计算如公式（４）和公式（５）：

ｈ ｓ ＝ ＭｕｌｔｉＨｅａｄ Ｓ，Ｓ，Ｓ( ) ＝ Ｃｏｎｃａｔ（ｈｅａｄ１，…，ｈｅａｄｈ） ＷＯ，
（４）

　 ｈｅａｄｉ ＝ Ａｔｔｅｎｔｉｏｎ（Ｓ ＷＱ
ｉ ，Ｓ ＷＫ

ｉ ，Ｓ ＷＶ
ｉ ） ． （５）

除了多头注意力之外，每一次注意力计算后都

包含一个全连接的逐点前馈网络（Ｐｏｉｎｔ－ｗｉｓｅ Ｆｅｅｄ
Ｆｏｒｗａｒｄ，ＰＦＦ）。 共包括两个线性转换，以及一个
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ｒｅｌｕ 激活。 公式如（６）和（７）。
ＰＦＦ ｘ( ) ＝ ｒｅｌｕ ｘ Ｗ１ ＋ ｂ１( ) Ｗ２ ＋ ｂ２， （６）

ｈ ｓ ＝ ＰＦＦ ｈ ｓ( ) ． （７）
　 　 其中：Ｗ１∈Ｒｄｗ×ｄｗ，Ｗ２∈Ｒｄｗ×ｄｗ 是两个可学习权

重， ｂ２∈ Ｒｄｗ，ｂ２∈ Ｒｄｗ 是两个偏置参数。 ｒｅｌｕ 为激活

函数。
注意力层。 在这一层中，将利用特征提取层得

到的结果，以方面序列的输出作为新的注意力中的

Ｑｕｅｒｙ，全局文本序列的输出作为新的注意力计算中

的 Ｋｅｙ以及 Ｖａｌｕｅ，计算方面序列对全局文本的注意

力分数，如公式 （ ８）。 同样地，以方面序列作为

Ｑｕｅｒｙ，以上一层中局部文本序列的输出作为 Ｋｅｙ 和
Ｖａｌｕｅ，采用多头注意力的方式计算方面序列对局部

文本的注意力分数，并更新局部文本表示，如公式

（９）。 之后将更新后的全局文本表示 ｒｓ 以及局部文

本表示 ｒｌ 分别作为输入，通入到 ＰＦＦ 函数中，如公

式（１０）和公式（１１），从而得到最终的全局文本表示

以及局部文本序列的表示。

ｒｓ ＝ ｓｏｆｔｍａｘ（
ｈ ｔ ｈ ｓ

Ｔ

　 ｄｓ

） ｈ ｓ， （８）

ｒ ｓ ＝ ＰＦＦ ｒｓ( ) ， （９）

ｒｌ ＝ ｓｏｆｔｍａｘ（
ｈ ｔ ｈ ｌ

Ｔ

　 ｄｌ

） ｈ ｌ， （１０）

ｒ ｌ ＝ ＰＦＦ ｒｌ( ) ． （１１）
　 　 分类层。 将注意力层输出的全局文本表示和局

部文本表示连接到一起，如公式（１１），由于分类结

果分为积极、消极和中性三个类别，所以将连接后的

向量输入一个三个神经元的全连接层，如公式

（１２），然后送入 ＳｏｆｔＭａｘ 函数得到和为 １ 的三个概

率值，如公式（１３），概率最大的即为最终的情感类

别。

ｒ ＝ ［ ｒ ｓ，ｒ ｌ］， （１１）
ｘ ＝ Ｗｌ·ｒ ＋ ｂｌ， （１２）

Ｐ ｙ ＝ ｃ( ) ＝ ｓｏｆｔｍａｘ ｘ( ) ＝
ｅｘｐ （ｘｃ）

∑ ｉ？ Ｃ
ｅｘｐ （ｘｉ）

． （１３）

　 　 其中： Ｗｌ∈ Ｒ３×２ｄｗ 和 ｂｌ∈ Ｒ３×１ 分别表示权重矩

阵和偏差。
３　 实验

３．１　 数据集介绍

实验的数据集来自 Ｓｅｍｅｖａｌ２０１４ 语义评测任务

的任务 ４的第四个子任务：方面级别情感分类。 该

任务给定一个句子以及句子中包含的一个或多个方

面类别，输出每个方面类别对应的情感分类。 分类

分为积极，消极和中性。 数据集一共包括餐厅评论

数据集以及笔记本电脑数据集。 本文用到的数据集

还包括 ＡＣＬ １４ Ｔｗｉｔｔｅｒ数据集。
“Ａｌｌ ｔｈｅ ｍｏｎｅｙ ｗｅｎｔ ｉｎｔｏ ｔｈｅ ｉｎｔｅｒｉｏｒ ｄｅｃｏｒａｔｉｏｎ ，

ｎｏｎｅ ｏｆ ｉｔ ｗｅｎｔ ｔｏ ｔｈｅ ｃｈｅｆｓ”，对于这个句子，当方面

序列为“ ｉｎｔｅｒｉｏｒ ｄｅｃｏｒａｔｉｏｎ”时，情感分类为积极；当
方面序列为“ｃｈｅｆｓ”时，情感分类为消极。 这些数据

集被大多数提出的模型所采用，是方面级别情感分

析任务中最流行的数据集，表 １ 展示了 ３ 个数据集

中训练集和测试集的细节。
表 １　 数据集统计表

Ｔａｂ． １　 Ｔｈｅ ｓｔａｔｉｓｔｉｃｓ ｏｆ ｄａｔａｓｅｔ

数据集 积极 中性 消极

Ｌａｐｔｏｐ－Ｔｒａｉｎ ９９４ ４６４ ８７０

Ｌａｐｔｏｐ－Ｔｅｓｔ ３４１ １６９ １２８

Ｒｅｓｔａｕｒａｎｔ－Ｔｒａｉｎ ２ １６４ ６３７ ８０７

Ｒｅｓｔａｕｒａｎｔ－Ｔｅｓｔ ７２８ １９６ １９６

Ｔｗｉｔｔｅｒ－Ｔｒａｉｎ １ ５６１ １ ５６０ ３ １２７

Ｔｗｉｔｔｅｒ－Ｔｅｓｔ １７３ １７３ ３４６

３．２　 实验评价指标

为了能够评估不同的情感分析算法的行能，对
算法的泛化性能进行评估，本文采用该领域常用的

评价指标： 准确率（Ａｃｃｕｒａｃｙ） 和综合指标（Ｆ１），其
中准确率计算方式如公式（１４），Ｆ１计算方式如公式

（１５）：

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ

， （１４）

Ｆ１ ＝
２ × ＴＰ

Ｎ ＋ ＴＰ － ＴＮ
． （１５）

　 　 其中： ＴＰ 表示被模型预测为正的正样本； ＦＰ
表示被模型预测为正的负样本； ＦＮ 表示被模型预

测为负的正样本； ＴＮ 表示被模型预测为负的负样

本。 Ｎ 表示总的样本数量。
３．３　 模型参数

词嵌入中 Ｇｌｏｖｅ的嵌入方法的词嵌入维数设置

为 ３００。 ＢＥＲＴ词嵌入方法，隐藏层维度设置为 ７６８。
ＬＳＴＭ网络隐藏状态的维度同样设置为 ３００，并在训

练期间固定。 为了确保在训练过程可以学到有用的

信息，参数梯度不为 ０，模型的权重是用 Ｇｌｏｒｏｔ 随机

初始化的［２］。 Ｌ２正则化项的系数 λ 为 １０－３，ｄｒｏｐｏｕｔ
设置为 ０．１，Ｂａｔｃｈｓｉｚｅ设置为 ３２，Ａｄａｍ ｙｏｕ优化器用
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于更新所有参数。
３．４　 损失函数

本文在损失函数中使用了标签平滑正则化

（Ｌａｂｅｌ ｓｍｏｏｔｈｉｎｇ Ｒｅｇｕｌａｒｉｚａｔｉｏｎ， ＬＳＲ）的。 它惩罚了

低熵输出分布［３］。 ＬＳＲ可以通过防止网络在训练期

间为每个训练示例分配全 ０或全 １概率来减少过度

拟合，用平滑的值替换分类器的 ０和 １目标，如用 ０．
１或者 ０．９替代 ０ 和 １。 利用公式（１７）中的 ｑ′（ｋ ｜
ｘ） 代替原本的标签分布 ｑ（ｋ ｜ ｘ）。 令 ｕ（ｋ） 服从简

单的均匀分布，如公式（１６）。
ｕ ｋ( ) ＝ １ ／ ｃ． （１６）

　 　 其中， ｃ 为情感分类的类别数 ３，得到了新的标

签分布，如公式（１７）。
ｑ′（ｋ ｜ ｘ） ＝ （１ － ε）ｑ（ｋ ｜ ｘ） ＋ ε ／ ｃ． （１７）

　 　 最终的损失函数依旧采用交叉熵损失函数，但
是将真实标签换成平滑后的标签，如公式（１８）。
　 Ｌ θ( ) ＝ － ｑ′ｌｏｇ ｐ( ) ＋ λ‖θ‖２ ＝

１ － ε( ) ｑｌｏｇ ｐ( ) ＋ εｌｏｇ ｐ( )

ｃ
＋ ＋ λ‖θ‖２ ．

（１８）
其中， ｑ′ 为平滑后的标签， ｐ 为预测标签， ｑ 为

真实标签。 λ为 ｌ２正则化项系数， θ 为参数。
３．５　 实验结果

首先针对局部文本序列的长度进行了实验，分
别取 ｋ ＝ １，２，３，４，５。 对应的局部文本序列长度位：
３，５，７，９，１１。 如表 ２ 所示，可以发现当 ｋ ＝ ２ 或 ３
时，结果最好，也就是局部文本序列的长度为 ５或者

７时，模型的效果最佳。 当序列长度过长时，局部文

本序列的长度趋近于全局文本序列长度，本文的模

型失去了意义；当序列长度过短时，局部文本序列几

乎等于方面序列。 因此，在后续的实验中， 都采用

ｋ ＝２来训练。
表 ２　 局部文本序列长度 Ｋ 不同取值的对比

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ Ｋ ｉｎ ｌｏｃａｌ ｃｏｎｔｅｘｔ ｌｅｎｇｔｈ

数据库

Ｋ 取值

Ｒｅｓｔａｕｒａｎｔ

ａｃｃ Ｆ１

Ｌａｐｔｏｐ

ａｃｃ Ｆ１

Ｔｗｉｔｔｅｒ

ａｃｃ Ｆ１

１ ８０．３６ ６９．６８ ７１．７９ ６５．１７ ７０．９５ ６９．３２

２ ８０．４５ ７０．００ ７２．８８ ７１．８５ ７２．２５ ７０．６６

３ ８０．８９ ７１．７４ ７１．００ ６５．２０ ７１．３２ ６６．１８

４ ７９．３４ ６８．１１ ７１．３２ ６５．５５ ７０．０９ ６６．８４

５ ７９．６４ ７０．８８ ７０．３８ ６５．０４ ６９．５１ ６６．７５

　 　 为了证明本文提出的基于局部注意力的方面级

别情感分析网络（Ｌｏｃａｌ Ａｔｔｅｎｔｉｏｎ Ｎｅｔｗｏｒｋ， ＬＡＮ）的
优越性，将其与以下模型进行了比较，结果如表 ３ 所

示。
表 ３　 模型对比结果

Ｔａｂ． ３　 Ｍｏｄｅｌ ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ

数据库

对比方法

Ｒｅｓｔａｕｒａｎｔ

ａｃｃ Ｆ１

Ｌａｐｔｏｐ

ａｃｃ Ｆ１

Ｔｗｉｔｔｅｒ

ａｃｃ Ｆ１

ＬＳＴＭ ７６．４３ ６１．６１ ６８．６５ ６３．２２ ６７．６３ ６５．３９

ＴＤ－ＬＳＴＭ ７７．７７ ６４．９３ ６８．９７ ６２．２４ ７０．９５ ６８．５０

ＡＴＡＥ－ＬＳＴＭ ７７．８６ ６４．８８ ６９．９１ ６４．１８ ６８．９３ ６６．４６

ＩＡＮ ７８．７１ ６７．７１ ７２．１０ ６３．７２ ６９．２２ ６６．９０

ＭＧＡＮ ８１．２５ ７１．９４ ７５．３９ ７２．４７ ７２．５４ ７０．８１

ＴＮｅｔ ８０．７９ ７１．２７ ７６．５４ ７１．７５ ７４．９７ ７３．６０

ＴｒａｎｓＣａｐ ７９．２９ ７０．８５ ７３．８７ ７０．１０ － －

ＩＡＣａｐｓＮｅｔ ８１．７９ ７３．４０ ７６．８０ ７３．２９ ７５．０１ ７３．８１

ＬＡＮ ８２．７７ ７４．０２ ７８．０６ ７３．４６ ７３．４１ ７１．６３

　 　 ＬＳＴＭ。 使用一个 ＬＳＴＭ 网络对句子进行建模，
最后一个隐藏状态作为句子的表示形式进行最终分

类；ＴＤ－ＬＳＴＭ：使用两个 ＬＳＴＭ 网络来模拟，围绕方

面术语的前后上下文，这两个 ＬＳＴＭ 网络的最后隐

藏状态被连接起来，以预测情感极性。 ＡＴＡＥ －
ＬＳＴＭ：通过将方面嵌入到每个词向量中来进一步扩

展 Ｔ－ＬＳＴＭ；ＩＡＮ：使用两个 ＬＳＴＭ 网络分别对句子

和方面项进行建模，利用句子中隐藏的状态为方面

生成一个注意向量，反之亦然。 基于这两个注意向

量，输出用于分类的句子表示和方面表示；ＭＧＡＮ：
提出了一种细粒度的注意机制，捕获方面和上下文

之间的词级交互；ＰＢＡＮ：关注方面术语的位置信息，
并通过双向注意相互模拟方面术语和句子之间的关

系；ＴＮｅｔ：提出了一个特定目标的转换组件，用于生

成基于特定目标的词向量，并利用上下文信息保留

机制维持原有信息；ＴｒａｎｓＣａｐ：提出了一种将文档级

知识转移到方面级情感分类的转移胶囊网络模型；
ＩＡＣａｐｓＮｅｔ：提出利用胶囊网络构造基于向量的特征

表示，并通过 ＥＭ寻路算法对特征进行聚类。 此外，
在胶囊寻路过程中，引入了交互注意机制，以建立方

面和上下文之间的语义关系。 结果显示本文的模型

在推特数据集上略低于 ＩＡＣａｐｓＮｅｔ 和 ＴＮｅｔ，餐厅数

据集以及笔记本电脑数据集上准确率和 Ｆ１ 都取得

了最好的结果。
４　 结束语

本文提出了一种基于局部注意力的网络框架，
由于距离越近，上下文对方面序列情感倾向影响可

能越大，考虑到上下文与方面序列之间的位置关系，
提出了局部序列的定义，局部文本序列的构建取决
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