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基于时空信息融合的时序动作定位

王　 倩， 范冬艳
（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 时序动作定位任务需要识别出一段长视频中的动作类别以及动作的起止时间，候选区域的选择是影响到识别效果和

效率的重要因素。 提出一种基于时空特征融合的候选区域提取网络，充分利用视频分割段的时间特征和空间特征来判断是

否为候选区域。 接着将候选区域输入到训练的 ＣＤＣ 网络中进行帧级粒度上的动作分类。 最后训练动作状态检测网络，对得

到的候选区域进行修补，从而可以得到更为精确的动作发生的时间区域。 在 ＴＨＵＭＯＳ＇１４ 数据集上进行实验，结果证明该方

法可以有效地进行未剪辑视频的时序动作定位，相对现有方法达到了较高的精度。
关键词： 时序动作定位； 时空特征； 候选区域； ＣＤＣ 网络； 动作状态检测网络

Ｔｅｍｐｏｒａｌ ａｃｔｉｏｎ ｌｏｃａｔｉｏｎ ｂａｓｅｄ ｏｎ ｓｐａｔｉｏ－ｔｅｍｐｏｒａｌ ｉｎｆｏｒｍａｔｉｏｎ ｆｕｓｉｏｎ
ＷＡＮＧ Ｑｉａｎ， ＦＡＮ Ｄｏｎｇｙａｎ

（Ｓｃｈｏｏｌ ｏｆ Ｅｌｅｃｔｒｏｎｉｃ ａｎｄ Ｅｌｅｃｔｒｉｃａｌ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｓｈａｎｇｈａｉ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｅｎｇｉｎｅｅｒｉｎｇ Ｓｃｉｅｎｃｅ， Ｓｈａｎｇｈａｉ ２０１６２０， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ｔｈｅ ｔｅｍｐｏｒａｌ ａｃｔｉｏｎ ｌｏｃａｔｉｏｎ ｔａｓｋ ｎｅｅｄｓ ｔｏ ｉｄｅｎｔｉｆｙ ｔｈｅ ａｃｔｉｏｎ ｃｌａｓｓｅｓ， ｔｈｅ ｓｔａｒｔ ａｎｄ ｅｎｄ ｔｉｍｅ ｏｆ ａｃｔｉｏｎｓ ｉｎ ａ ｌｏｎｇ ｖｉｄｅｏ．
Ｔｈｅ ｓｅｌｅｃｔｉｏｎ ｏｆ ｃａｎｄｉｄａｔｅ ａｒｅａｓ ｉｓ ａｎ ｉｍｐｏｒｔａｎｔ ｆａｃｔｏｒ ａｆｆｅｃｔｉｎｇ ｔｈｅ ｒｅｃｏｇｎｉｔｉｏｎ ｅｆｆｅｃｔ ａｎｄ ｅｆｆｉｃｉｅｎｃｙ． Ｉｎ ｔｈｉｓ ｐａｐｅｒ， ａ ｃａｎｄｉｄａｔｅ ｒｅｇｉｏｎ
ｅｘｔｒａｃｔｉｏｎ ｎｅｔｗｏｒｋ ｂａｓｅｄ ｏｎ ｆｕｓｉｏｎ ｏｆ ｓｐａｔｉｏ－ｔｅｍｐｏｒａｌ ｆｅａｔｕｒｅｓ ｉｓ ｐｒｏｐｏｓｅｄ， ｗｈｉｃｈ ｍａｋｅｓ ｆｕｌｌ ｕｓｅ ｏｆ ｔｈｅ ｔｅｍｐｏｒａｌ ａｎｄ ｓｐａｔｉａｌ ｆｅａｔｕｒｅｓ
ｏｆ ｖｉｄｅｏ ｓｅｇｍｅｎｔａｔｉｏｎ ｓｅｇｍｅｎｔ ｔｏ ｄｅｔｅｒｍｉｎｅ ｗｈｅｔｈｅｒ ｉｔ ｉｓ ａ ｃａｎｄｉｄａｔｅ ｒｅｇｉｏｎ． Ｔｈｅｎ， ｔｈｅ ｃａｎｄｉｄａｔｅ ｒｅｇｉｏｎｓ ａｒｅ ｉｎｐｕｔ ｉｎｔｏ ｔｈｅ ｔｒａｉｎｅｄ
ＣＤＣ ｎｅｔｗｏｒｋ ｆｏｒ ｆｒａｍｅ ｌｅｖｅｌ ｇｒａｎｕｌａｒｉｔｙ ａｃｔｉｏｎ ｃｌａｓｓｉｆｉｃａｔｉｏｎ． Ｆｉｎａｌｌｙ， ｔｈｅ ａｃｔｉｏｎ ｓｔａｔｅ ｄｅｔｅｃｔｉｏｎ ｎｅｔｗｏｒｋ ｉｓ ｔｒａｉｎｅｄ ｔｏ ｒｅｐａｉｒ ｔｈｅ
ｃａｎｄｉｄａｔｅ ｒｅｇｉｏｎｓ， ｓｏ ａｓ ｔｏ ｇｅｔ ａ ｍｏｒｅ ａｃｃｕｒａｔｅ ｔｉｍｅ ｒｅｇｉｏｎ ｏｆ ａｃｔｉｏｎ ｏｃｃｕｒｒｅｎｃｅ． Ｅｘｐｅｒｉｍｅｎｔｓ ｏｎ ＴＨＵＭＯＳ＇１４ ｄａｔａｓｅｔ ｓｈｏｗ ｔｈａｔ ｔｈｅ
ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ ｃａｎ ｂｅ ｅｆｆｅｃｔｉｖｅｌｙ ａｐｐｌｉｅｄ ｔｏ ｔｅｍｐｏｒａｌ ａｃｔｉｏｎ ｌｏｃａｌｉｚａｔｉｏｎ ｉｎ ｕｎｔｒｉｍｍｅｄ ｖｉｄｅｏｓ， ａｎｄ ｈａｓ ａ ｈｉｇｈｅｒ ａｃｃｕｒａｃｙ ｔｈａｎ ｔｈｅ
ｅｘｉｓｔｉｎｇ ｍｅｔｈｏｄｓ．
【Ｋｅｙ ｗｏｒｄｓ】 ｔｅｍｐｏｒａｌ ａｃｔｉｏｎ ｌｏｃａｌｉｚａｔｉｏｎ； ｔｅｍｐｏｒａｌ ａｎｄ ｓｐａｔｉａｌ ｆｅａｔｕｒｅｓ； ｃａｎｄｉｄａｔｅ ｒｅｇｉｏｎｓ； ＣＤＣ ｎｅｔｗｏｒｋ； ａｃｔｉｏｎ ｓｔａｔｅ ｄｅｔｅｃｔｉｏｎ
ｎｅｔｗｏｒｋ

哈尔滨工业大学主办 学术研究与应用●

基金项目： 国家自然科学基金青年基金项目（６１８０２２５１）；上海市科学技术委员会科研计划项目（１６ｄｚ１２０６０００）；面向广义宽基线立体像对的目

标三维重建技术研究（６１８０１２８６）；上海工程技术大学科研项目（Ｅ３－０９０３－１９－０１０５３）。

作者简介： 王　 倩（１９９５－），女，硕士研究生，主要研究方向：计算机视觉与图形处理； 范冬艳（１９９５－），女，硕士研究生，主要研究方向：计算机

视觉与图形处理。

收稿日期： ２０２０－０３－２３

０　 引　 言

随着计算机视觉等相关技术的发展，深度学习

已经在视频动作识别领域［１－５］ 取得了巨大成果。 但

是实际应用中的视频通常是不受约束的，包含多个

动作实例和背景场景或其他活动的视频内容。 时序

动作定位是一个重要而又具有挑战性的问题，给定

一个包含多个动作实例和背景内容的长而未修剪的

视频，不仅需要识别它们的动作类别，还需要定位每

个实例的起始时间和结束时间。
许多先进的系统使用段级分类器来选择和排列

预先设定边界的建议段［６－９］。 然而，一个理想的模

型应该超越节段的级别，在细粒度的时间尺度上进

行密集的预测以确定精确的时间边界。 例如 Ｓ －
ＣＮＮ［６］的 Ｃ３Ｄ 卷积神经网络［３］ 从 ｃｏｎｖ１ａ 到 ｃｏｎｖ５ｂ
层，将输入视频的时间长度减少了 ８ 倍。 为此，

Ｚｈｅｎｇ Ｓｈｏｕ 等设计了一个新的 ｃｏｎｖｏｌｕｔｉｏｎａｌ － ｄｅ －
ｃｏｎｖｏｌｕｔｉｏｎａｌ（ＣＤＣ）网络［１０］，该网络的顶部是一个

Ｃ３Ｄ 卷积神经网络用于提取视频的时空特征信息，
用来判断动作类型。 然后采用 ＣＤＣ 过滤器同时执

行所需的时间向上采样和空间下采样操作，以在帧

级粒度上预测动作。 ＣＤＣ 网络不仅在每一帧检测

行为上实现性能优越，同时也显著提高了时间边界

的精确性。 但是 ＣＤＣ 网络在候选区域的选取算法

和时间边界的定位上还有待提高，主要有两个问题：
（１）ＣＤＣ 进行时序动作定位预测的输入为原始视频

的候选片段，候选片段的选择会影响到时序动作识

别的效果和效率，若识别不准确，不仅影响识别结果

的准确率，还会耗费时间去识别不准确的候选区域。
Ｓ－ＣＮＮ 建议片段选择算法将密集间隔采样的 ＲＧＢ
图输入 Ｃ３Ｄ 卷积神经网络进行预测，没有充分利用



视频的时空特征。 （２）结合候选区域与帧级分数并

利用阈值定位边界点可以得到最终的时序动作检测

结果。 然而，检测得到的动作的起始和终止坐标与

真值之间还有着较大的偏移。 基于以上两个问题，
本文提出了时空特征融合时序动作定位模型（ｓｐａｔｉｏ
－ ｔｅｍｐｏｒａｌ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｔｅｍｐｏｒａｌ ａｃｔｉｏｎ ｌｏｃａｌｉｚａｔｉｏｎ
ｍｏｄｅｌ，ＳＴＦＦ－ＣＤＣ）。

针对问题 １，为了充分融合视频中的时空信息，
并以相当低的成本保存相关信息，文献［１１］在 ＴＳＮ
网络的基础上，结合 Ｃ３Ｄ 卷积神经网络，提出了时

空特征融合动作识别模型。 该模型能够充分利用视

频的时空特征，有效且高效的识别视频的动作类型。
将该模型用于候选区域的选择网络，可以充分融合

视频的时空特征，提高候选区域提取的准确率。
针对问题 ２，为了解决定位的动作起始和终止

坐标与真实值存在较大偏移的问题，本文提出了一

个动作起始终止状态判断网络。 将检测结果的时间

区域扩大，之后再用起始点和结束点周围的帧为数

据集训练 ＤｅｎｓｅＮｅｔ 网络［１２］，利用训练好的模型判

断起始帧和结束帧，从而重新定位得到更加精确动

作起始边界。
１　 相关工作

１．１　 ＲＧＢ 图和光流图

视频的ＲＧＢ 图像使３ 个颜色通道（红色Ｒ，绿色Ｇ
和蓝色 Ｂ 来存储像素信息，这些像素信息包含了视频

的外形信息，如图 １（ａ）所示。 由于视频的动作识别与

视频中某些对象密切相关，外形信息是动作识别的重

要信息，因此 ＲＧＢ 图像可以提取视频的空间特征。
光流场是指图像中所有像素点构成的一种二维

瞬时速度场，其中的二维速度矢量是景物中可见点

的三维速度矢量在成像表面的投影。 所以光流不仅

包含了被观察物体的运动信息，而且还包含有关景

物三维结构的丰富信息［１３］。 视频的光流图包含了

视频的运动信息，如图 １（ｂ）、１（ｃ）所示， 分别为水

平方向（ｘ方向） 和垂直方向（ｙ方向） 光流图样例。

（ａ） ＲＧＢ 图像　 　 　 （ｂ） ｘ 方向光流图　 　 （ｃ） ｙ 方向光流图

　 （ａ） ＲＧＢ ｉｍａｇｅ （ｂ） ｘ － ｄｉｒｅｃｔｉｏｎ ｏｐｔｉｃａｌ 　 （ｃ） ｙ － ｄｉｒｅｃｔｉｏｎ ｏｐｔｉｃａｌ
ｆｌｏｗ ｉｍａｇｅ　 　 　 ｆｌｏｗ ｉｍａｇｅ

图 １　 披萨抛掷类的 ＲＧＢ 和光流图示例

Ｆｉｇ． １　 Ｅｘａｍｐｌｅｓ ｏｆ ＲＧＢ ａｎｄ ｏｐｔｉｃａｌ ｆｌｏｗ ｉｍａｇｅｓ ｆｏｒ ｐｉｚｚａ ｔｈｒｏｗｅｒ

ｃｌａｓｓｅｓ

１．２　 时序动作检测

时序动作检测任务的目的是识别一段未剪辑长

视频中的动作类别以及动作的起止时间。 近年来，
出现一些方法用于时序动作定位任务。 Ｓ－ＣＮＮ 是

较为典型的一种方法，Ｓ－ＣＮＮ 框架主要分为多尺度

段的生成、Ｓｅｇｍｅｎｔ－ＣＮＮ、后处理 ３ 个部分，Ｓｅｇｍｅｎｔ
－ＣＮＮ 包括建议网络，分类网络和定位网络 ３ 个子

网络，均使用了 Ｃ３Ｄ 卷积神经网络。 建议网络是提

取候选区域的网络，它的输出为两类，即预测该片段

是动作的概率及是背景的概率；分类网络的作用是

尝试做一个用来识别动作的种类的分类网络，为定

位网络做初始化；定位网络的输出为 Ｋ ＋ １ 个类别

（包括背景类）的分数，这个分数是该 ｓｅｇｍｅｎｔ 是某

类动作的置信度分数。 后处理是在测试阶段进行

的，具体方法是对定位网络的输出分数进行非极大

化抑制（ＮＭＳ）来移除重叠，对于时序上重叠的动

作，通过 ＮＭＳ 去除分数低的，保留分数高的。 ＣＤＣ
使用的候选区域选择算法是 Ｓ－ＣＮＮ 建议网络的候

选区域提取算法，即改进 Ｃ３Ｄ 卷积神经网络的

ＳｏｆｔＭａｘ 层进行候选区域的判定。
２　 基于时空信息融合的时序动作检测网络

２．１　 网络整体框架

改进的 ＣＤＣ 卷积神经网络训练时的输入为带

有帧级标签的窗口训练集，预测时的输入为经过基

于特征融合的候选片段生成算法生成的建议片段。
接着经过 ３Ｄ 卷积神经网络进行语义特征提取，这
时视频的时间维度会缩小为 Ｌ ／ ８。 为了恢复时间维

度上的信息，来进行帧级粒度上的动作识别，再经过

３Ｄ 反卷积神经网络来对视频的时间维度进行上采

样，空间维度进行下采样。 输出每帧的动作类别分

数，最后训练动作状态检测网络进行时间边界的调

整。 框架流程见下图 ２ 所示。
２．２　 动作候选区域提取算法

２．２．１　 Ｓ－ＣＮＮ 候选区域提取算法

Ｓ－ＣＮＮ 候选区域提取算法使用 Ｄｕ Ｔｒａｎ 等［３］

提出的 Ｃ３Ｄ 卷积神经网络作为动作分类网络，Ｃ３Ｄ
卷积神经网络与 ２Ｄ 卷积神经网络不同，它有选择

地兼顾运动和外观。 在跳高的例子中，特征先是集

中在整个人身上，然后跟踪其余帧上的人体跳高的

动作。 同样在化唇妆例子中，它首先聚焦在嘴唇上，
然后在化妆时跟踪嘴唇周围发生的动作。 Ｃ３Ｄ 卷

积神经网络不仅对空间的的水平和竖直维度进行卷

积，对时间维度也进行了卷积，以更好地提取时间和

空间特征，保持时空特征的相关性。

２３ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　
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图 ２　 时空融合时序动作检测网络框架图

Ｆｉｇ． ２ 　 Ｓｐａｔｉｏ － ｔｅｍｐｏｒａｌ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｔｅｍｐｏｒａｌ ａｃｔｉｏｎ ｄｅｔｅｃｔｉｏｎ
ｎｅｔｗｏｒｋ ｆｒａｍｅ ｄｉａｇｒａｍ

　 　 Ｓ－ＣＮＮ 采用的 Ｃ３Ｄ 网络结构如下图 ３ 所示。
共具有 ８ 个卷积层、５ 个池化层、两个全连接层，以
及一个 ｓｏｆｔｍａｘ 输出层。 所有 ３Ｄ 卷积滤波器均为

３×３×３，步长为 １×１×１。 为了在时间维度不过早的

进行压缩，ｐｏｏｌ１ 核大小为 １×２×２、步长 １×２×２，后面

所有 ３Ｄ 池化层均为 ２×２×２，步长为 ２×２×２。 每个

全连接层有 ４ ０９６ 个输出单元。 Ｃ３Ｄ 最终通过

ｓｏｆｔｍａｘ 层给出视频样本的分类。 Ｓ－ＣＮＮ 候选区域

提取算法具体流程图见图 ３。

在数据集上测试每个视频，最终提取动作的候选区域
p1+p2=1,若p1>p2时实例判断为动作

网络的输出为两个节点，分别为判断为动作的概率p1，判断为背景的概率p2

在UCF101共享数据集上预训练的模型

采取均匀采样的方式选取一部分负样本使得负样本达到均衡的状态

将θ≤0.7的实例标注为负样本将θ＞0.7的实例标注为正样本

设置θ为实例中包含动作帧数的比例。

分割成16帧为一个间隔的视频段作为一个实例

将视频按25帧每秒的频率提取RGB图像

图 ３　 Ｓ－ＣＮＮ 候选区域提取算法训练测试过程

Ｆｉｇ． ３　 Ｔｒａｉｎｉｎｇ ａｎｄ ｔｅｓｔｉｎｇ ｐｒｏｃｅｓｓ ｏｆ Ｓ －ＣＮＮ ｃａｎｄｉｄａｔｅ ｒｅｇｉｏｎ
ｅｘｔｒａｃｔｉｏｎ ａｌｇｏｒｉｔｈｍ

２．２．２　 ＳＴＦＦ－Ｃ３Ｄ ＣＮＮ 候选区域提取算法

深度学习进行人体动作识别需要充分提取视频

中的时间特征和空间特征，并合理的利用时空特征

之间的相关性。 为此，文献［１１］提出一种采用稀疏

采样方案的时空特征融合动作识别框架 ＳＴＦＦ－Ｃ３Ｄ
ＣＮＮ（ｓｐａｔｉｏ－ｔｅｍｐｏｒａｌ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ａｃｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ
ｍｏｄｅｌ，ＳＴＦＦ－Ｃ３Ｄ ＣＮＮ）。 该模型不仅充分融合了

视频中时空特征，并且运用稀疏采样方案［５］ 避免了

冗余采样。 主要分为 ４ 部分：稀疏采样生成 ＲＧＢ 图

和光流图、时空特征的提取、时空混合特征图的生

成、Ｃ３Ｄ 卷积神经网络进行动作识别，如下图 ４ 所

示。

稀疏采样获得的光流图

稀疏采样获得的RGB图

稀疏采样获得的光流图

稀疏采样获得的RGB图

稀疏采样获得的RGB图

稀疏采样获得的光流图

空间卷积神经网络

时间卷积神经网络

时间卷积神经网络

时间卷积神经网络

空间卷积神经网络

空间卷积神经网络

时空特征
混合图

时空特征
混合图

时空特征
混合图

C3D卷积
神经网络

图 ４　 ＳＴＦＦ－Ｃ３Ｄ ＣＮＮ 框架

Ｆｉｇ． ４　 ＳＴＦＦ－Ｃ３Ｄ ＣＮＮ ｆｒａｍｅ

　 　 在预测阶段，建议片段（含有动作的片段）选择

会影响到时序动作识别的效果和效率，若识别不准

确，不仅影响识别结果的准确率，还会耗费时间去识

别不准确的建议片段。 本文提出的时空信息融合的
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时序动作检测网络采用 ＳＴＦＦ－Ｃ３Ｄ ＣＮＮ［１１］ 进行建

议片段的选择，可以充分融合候选片段的时间特征

和空间特征来进行动作识别。
　 　 首先，采用稀疏采样方案对视频进行采样。 一

个输入视频被分为 Ｋ 段 （ ｓｅｇｍｅｎｔ ）， 一个片段

（ｓｎｉｐｐｅｔ）从它对应的段中随机采样得到。 对于每段

ｓｎｉｐｐｅｔ，提取它包含空间信息的 ＲＧＢ 图像和包含时

间信息的 ｘ 方向光流图和 ｙ 方向光流图。 接着，将
ＲＧＢ 图送入空间卷积神经网络进行训练以提取中

层空间特征，将光流图送入空间卷积神经网络进行

训练以提取中层时间特征。 然后，训练时空混合卷

积神经网络提取时空融合特征，将时空中层特征图

进行融合［１４］，提取混合卷积神经网络的中层混合特

征，生成时空混合特征图。 最后，将时空混合特征图

作为 Ｃ３Ｄ 卷积神经网络的输入，在时间和空间维度

分别进行卷积和池化，同时学习视频的运动信息和

静态的图片信息，修改 ＳＴＦＦ－Ｃ３Ｄ ＣＮＮ 的输出为两

类，即预测该片段是动作的概率以及是背景的概率。
训练时将 ＩｏＵ 大于 ０．７ 的作为正样本（动作），小于

０．３ 的作为负样本（背景），对负样本进行采样使得

正负样本比例均衡，采用 ｓｏｆｔｍａｘ ｌｏｓｓ 进行训练来判

断动作类别。
２．３　 ３Ｄ 卷积反卷积神经网络

Ｃ３Ｄ 架构，由有 ３ 层全连接（ＦＣ）层的三维卷积

神经网络组成，在诸如识别和定位等视频分析任务

中取得了良好的结果。 ＣＤＣ 网络是基于 Ｃ３Ｄ 卷积

神经网络构成的，Ｃ３Ｄ 的 ｃｏｎｖ１ａ 到 ｃｏｎｖ５ｂ 是 ＣＤＣ
网络的第一部分，对于 Ｃ３Ｄ 的其余层，ＣＤＣ 保持

ｐｏｏｌ５ 在长度和宽度上执行步长为 ２ 的最大池化，但
保留了时间长度。 按照常规设置［３，６，１５］，设置 ＣＤＣ
网络输入的高度和宽度为 １１２×１１２，输入时间长度

为 Ｌ 的视频段，ｐｏｏｌ５ 的输出数据形式是（５１２， Ｌ ／ ８，
４，４）。 为了在帧级粒度上预测动作得分，需要在时

间上进行上采样（从 Ｌ ／ ８ 回到 Ｌ），在空间上进行下

采样（从 ４ × ４ 到 １ × １）。
ＣＤＣ６ 将卷积核设置为（４，４，４）、步长设置为

（２，１，１）、填充设置为（１，０，０），因此 ＣＤＣ６ 可以将

高度和宽度都减少到 １，同时将时间长度从 Ｌ ／ ８ 增

加到 Ｌ ／ ４。 ＣＤＣ７ 和 ＣＤＣ８ 都将卷积和设置为（４，１，
１）、步长设置为（２，１，１）、填充设置为（１，０，０），因此

ＣＤＣ７ 和 ＣＤＣ８ 都进一步执行了步长为 ２ 的上采样，
因此时间长度返回到 Ｌ。 最后在 ＣＤＣ８ 的顶部添加

帧级 ＳｏｆｔＭａｘ 层，以获得每个帧的置信度分数，每个

通道代表一个类别。 ＣＤＣ 网络的最终输出形状为

（Ｋ ＋ １，Ｌ，１，１），其中 Ｋ ＋ １ 代表 Ｋ 个动作类别加上

背景类别。 网络具体流程见下图 ５。

对测试视频进行测试，得到帧级别的动作类别

使用随机梯度下降的方法进行训练网络

后三层的卷积反卷积层使用满足高斯分布的权重初始化方式进行初始化

前五层卷积层使用预训练的模型进行参数初始化

按照25帧每秒的频率提取RGB图片

图 ５　 ＣＤＣ 网络流程图

Ｆｉｇ． ５　 ＣＤＣ ｎｅｔｗｏｒｋ ｆｌｏｗ ｃｈａｒｔ

２．４　 动作起始边界的调整

为了解决动作起始和终止坐标存在较大偏移的

问题，本文提出了一个动作起始终止状态判断网络。
改进文献［２１］提出的网络，训练 Ｄｅｎｓｎｅｔｓ 网络用作

动作状态检测网络。 Ｄｅｎｓｎｅｔｓ 建立了不同层之间的

连接关系，充分利用了特征，进一步减轻了梯度消失

问题。 训练测试过程如下：（１）首先，为了更大的间

隔，将每个建议段的边界在两侧扩展了原始段长度

的百分比 α。 本文把所有实验的 α 设为 １ ／ ８。 （２）
对扩大后的时间区域提取光流图。 （３）训练动作起

始终止状态判断网络，得到判断模型。 假设一个动

作实例 Ｓ 的起始和终止坐标分别为 （ ｔ１，ｔ２）， 则动作

的时间长度 Ｌ ＝ ｔ２ － ｔ１。 训练过程如图 ６ 所示。 （４）
测试阶段，对测试所得的动作实例的 （ ｔ１ － Ｌ ／ ８， ｔ１ ＋
Ｌ ／ ８）， （ ｔ２ － Ｌ ／ ８， ｔ２ ＋ Ｌ ／ ８） 中的帧进行测试，分别输

出每一帧为开始帧，结束帧的概率，最后得到精修后

的动作起始终止坐标。
３　 实　 验

ＴＨＵＭＯＳ＇１４［１６］：时间动作定位 ＴＨＵＭＯＳ＇１４ 数

据集包含 ２０ 类行动。 本文用 ２ ７５５ 个修剪的训练

视频和 １ ０１０ 个未修剪的验证视频（３ ００７ 个动作实

例）来训练模型。 测试使用的的 ２１３ 个不完全是背

景视频的视频（３ ３５８ 个动作实例）。
评估指标：根据传统的度量标准［１７］，本文将每

帧标记任务作为一个检索问题来处理，对于每个动

作类，将测试集中的所有帧按其在该类中的置信度

得分进行排序，并计算平均精度均值（ＡＰ），然后对

所有的类进行平均得到平均 ＡＰ（ｍＡＰ）。 具有正确

的预测类别且其与真实值的时间重叠度大于阈值

时，预测是正确的，不允许对同一真实实例进行重复

检测。

４３ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



测试

结合使用Softmax损失函数，训练网络

将得到的数据按4∶1的比例分为训练集和验证集

将动作发生的阶段（t2-L/8,t2）标注为终止类别，将背景的阶段（t2,t2-L/8）标注来背景类别

将动作发生的阶段（t1,t1+L/8）标注为终止类别，将背景的阶段（t1-L/8，t1）标注来背景类别

分别取t1,t2周围L/4的帧作为样本

图 ６　 动作起始终止状态判断网络

Ｆｉｇ． ６　 Ａｃｔｉｏｎ ｓｔａｒｔｉｎｇ ａｎｄ ｅｎｄｉｎｇ ｓｔａｔｅ ｊｕｄｇｍｅｎｔ ｎｅｔｗｏｒｋ

　 　 每个测试结果都包含动作发生的时间区域和动

作所属的类别．重叠度 ＩｏＵ 计算为：

ＩｏＵ ＝
Ｒｐ ∩ Ｒｇｔ

Ｒｐ ∪ Ｒｇｔ
．

式中： Ｒｐ 表示预测的动作区域，Ｒｇｔ 表示真实动作区

域。 如果重叠度 ＩｏＵ 大于阈值，则表示预测是正确

的。
理论上，因为卷积滤波器和 ＣＤＣ 滤波器都在输

入视频上滑动，所以它们可以应用于任意大小的输

入。 因此，ＣＤＣ 网络可以在不同长度的视频上操

作。 但是由于 ＧＰＵ 存储器的限制，实际上本文在视

频上滑动 ３２ 帧的时序无重叠窗口，并将每个窗口逐

个送入 ＣＤＣ 网络以及时获得时间上的密集预测。
从时间边界的标签中，知道每个帧的标签，相同窗口

中的帧可以有不同的标签。 为防止包含太多背景帧

进行训练，只保留至少有一帧属于动作的窗口。 因

此，在给定一组训练视频的情况下，能获得带有帧级

标签的窗口训练集。
本文实验评估了在 ＴＨＵＭＯＳ＇１４ 数据集上重叠

ＩｏＵ 阈值在 ０．３～０．７ 之间变化时的 ｍＡＰ。 如表 １ 所

示，ＣＤＣ 获得的结果要好于所有其他先进方法的结

果。 与建议的 ＣＤＣ 模型相比：用 ＦＶ 编码 ｉＤＴＦ 的系

统［１８］不能直接从原始视频中学习时空模式来进行

预测。 基于 ＲＮＮ ／ ＬＳＴＭ 的方法（Ｙｅｕｎｇ 等［１９］，Ｙｕａｎ
等［２０］）无法在时间依赖性之外明确捕获运动信息。
Ｓ－ＣＮＮ 可以有效地捕捉原始视频的时空模型，比其

他 ３ 种方法的 ｍＡＰ 得到了明显的提高，但是仅在段

级粒度上进行时序动作定位，缺乏调整候选建议边

界的能力。 ＣＤＣ 网络通过反卷积操作恢复时间维

度上的长度，可以超出段级水平预测确定细粒度的

置信度分数，在帧级粒度上进行时序动作定位的检

测，因此可以精确定位时间边界。 比 Ｓ－ＣＮＮ 方法在

各个阈值上的的 ｍＡＰ 提高了 ０．７％ ～ ４．４％。
本文使用 ＳＴＦＦ－ＣＤＣ 网络，改进候选片段生成

算法充分利用了视频的时空特征。 实验结果表明，
本文方法精度比 ＣＤＣ 网络约提高了 ２．２％。 另外，
本文采用 Ｄｅｎｓｎｅｔｓ 网络作为动作状态检测网络，更
有效地利用了特征，比 ＤＳＴＩＮ＋ＣＥＮ［２１］ 方法相比也

得到了提高。 总之，本文模型在各个

阈值上均获得了其他方法更准确的时序动作定

位效果。
部分检测结果对比展现在图 ７，受益于候选区

域选择算法的改进，和动作状态检测网络的贡献，本
文的方法可以得到更为精确的动作区域。

表 １　 本文动作识别算法和其他算法 ｍＡＰ（％）对比

Ｔａｂ． １ 　 Ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｃｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｉｎ ｔｈｉｓ
ｐａｐｅｒ ｗｉｔｈ ｏｔｈｅｒｓ（ｍａｐ （％））

ＩｏＵ 阈值 ０．３ ０．４ ０．５ ０．６ ０．７

Ｒｉｃｈａｒｄ ａｎｄ Ｇａｌｌ［１８］ ３０．０ ２３．２ １５．２

Ｙｅｕｎｇ ｅｔ ａｌ［１９］ ３６．０ ２６．４ １７．１

Ｙｕａｎ ｅｔ ａｌ［２０］ ３３．６ ２６．１ １８．８

Ｓ－ＣＮＮ［６］ ３６．３ ２８．７ １９．０ １０．３ ５．３

ＣＤＣ［１０］ ４０．１ ２９．４ ２３．３ １３．１ ７．９

ＤＳＴＩＮ＋ＣＥＮ［２１］ ４４ ３４．８ ２５．８ １６．６ ８．３

ＳＴＦＦ－ＣＤＣ ４６．２ ３６．９ ２７．１ １７．８ ９．７
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图 ７　 部分检测结果对比

Ｆｉｇ． ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｏｍｅ ｔｅｓｔ ｒｅｓｕｌｔｓ

４　 结束语

时序动作定位任务需要识别出一段长视频中的

动作类别以及动作的起始时间。 为了有效的提取候

选区域，本文提出了一种基于时空特征融合的候选

区域提取网络；为了提高动作起始点定位的精度，本
文 提 出 一 种 动 作 状 态 检 测 网 络。 在 数 据 集

ＴＨＵＭＯＳ＇１４ 上进行实验，并与其他方法进行了对

比。 结果证明，本文提出的基于时空信息融合的时

序动作定位模型可以有效进行时序动作定位，达到

了较好的精度。
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