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摘　 要： 事件是现实世界中信息的一种结构化的表示形式，事件表示学习的目标是将这种结构化的信息表示为计算机可以理

解的形式。 事件表示学习是事件相似度度量、脚本事件预测、股市预测等任务的基础，对人工智能的发展有着重要作用。 早

期研究大多采用离散的事件表示，随着深度学习的发展，人们开始尝试使用深度神经网络为事件学习稠密的向量表示，同时

逐步探索将多种形式的外部信息融入事件表示中。 本文旨在总结事件表示学习的相关工作，以期为后续研究提供参考。
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０　 引　 言

事件通常指包含参与者在内的某种动作或情况

的发生，或事件状态的改变。 在粒度上，事件介于词

与句子之间，与词相比，事件通常包含多个词，用来

描述事件的发生及事件的组成要素，是一种语义更

完备的文本单元；与句子相比，事件更关注对现实世

界中动作或变化的描述，是对现实世界一种更细粒

度的刻画。 在形式上，事件的组成要素通常包括事

件的触发词或类型、事件的参与者、事件发生的时间

或地点等，与纯自然语言形式的文本相比，事件是现

实世界中信息的一种更为结构化的表示形式。 事件

在粒度上与形式上的特点使得对其进行表示时，面
临着与其他文本单元不同的问题，由此引出了事件

表示学习的概念。 将结构化的事件信息表示为机器

可以理解的形式，对许多自然语言理解任务都十分

必要，例如：脚本预测与故事生成。 早期的研究大多

采用离散的事件表示，随着深度学习的发展，人们开

始尝试使用深度神经网络为事件学习稠密的向量表

示，同时逐步有研究探索将事件内信息、事件间信

息、外部知识等多种类型的信息融入事件表示中，下
面将分别对以上研究进行介绍。
１　 离散的事件表示

早期的研究主要基于离散的事件表示，通常将

事件表示为由事件元素构成的元组。 Ｋｉｍ 等将事件

表示为三元组 （Ｏｉ，Ｐ，ｔ）， 给定对象的集合 Ｏ， 其中

Ｏｉ ⊆ Ｏ 为对象的谓词， Ｐ 为对象间的关系或属性， ｔ
为事件发生的时间［１］。 Ｒａｄｉｎｓｋｙ 等进一步将角色加

入事件表示中，每个事件包含标记事件发生的动作

或状态 Ｐ， 一个或多个事件的实施者 Ｏ１， 一个或多

个事件作用的对象 Ｏ２， 一个或多个使事件发生的工

具 Ｏ３， 以及一或多个地点 Ｏ４， 以及时间戳 ｔ， 记为

六元组 （Ｐ，Ｏ１，Ｏ２，Ｏ３，Ｏ４，ｔ） ［２］。 Ｄｉｎｇ 等将其简化

为 （Ｏ１，Ｐ，Ｏ２，Ｔ） 形式的元组，其中 Ｐ 为事件动作，
Ｏ１ 为施事者， Ｏ２ 为受事者， Ｔ 为时间戳，一个事件

只包含一个施事者和一个受事者［３］ Ｃｈａｍｂｅｒｓ 与

Ｊｕｒａｆｓｋｙ 在脚本事件预测任务中，提出了 Ｐｒｅｄｉｃａｔｅ－
ＧＲ 事件表示方法，该任务中与同一个角色相关的

事件按照时间顺序整理成事件链，Ｐｒｅｄｉｃａｔｅ－ＧＲ 将



每个事件表示为动作以及动作与角色之间的依存关

系构成的二元组［４］，例如： （ａｒｒｅｓｔ，ｏｂｊ） 表示一个逮

捕事件，且事件链关联的角色在该事件中为宾语，即
被逮捕的对象。 因为同一个事件链中的角色是相同

的，因此无需将角色加入事件表示中。
离散的事件表示面临稀疏性的问题。 为了缓解

稀疏性，一系列工作提出基于语义知识库对事件进

行泛化。 Ｄｉｎｇ 等基于 ＷｏｒｄＮｅｔ 将各事件元素中的

单词还原为词干，之后将事件动作词泛化为其在

ＶｅｒｂＮｅｔ 中的类别名称，得到泛化事件［３］，例如：单
词“ａｄｄｓ”首先被还原为词干“ ａｄｄ”，之后被泛化为

ＶｅｒｂＮｅｔ 中的类别名“ｍｕｌｔｉｐｌｙ＿ｃｌａｓｓ”。 Ｚｈａｏ 等将事

件元素中的名词泛化为其在 ＷｏｒｄＮｅｔ 中的上位词，
将动词泛化为其在 ＶｅｒｂＮｅｔ 的类别，之后在所有事

件中的单词组成的词对（ｂｉ－ｇｒａｍ）中筛选频率最高

的词对，称为“高频共现词对（ＦＣＯＰＡ）”，作为泛化

后的事件［５］。 例如，“Ｈｕｄｓｏｎ ｋｉｌｌｅｄ Ａｎｄｒｅｗ”首先被

泛化为“ｐｅｏｐｌｅ ｍｕｒｄｅｒ－４２．１ ｐｅｏｐｌｅ”，之后高频共现

词对“ｍｕｒｄｅｒ－４２．１ ｐｅｏｐｌｅ”被作为一个泛化的事件。
２　 稠密的事件表示

自 ２０１３ 年起，随着深度学习技术的发展，人们

开始探索为文本学习分布式的语义表示。 分布式语

义表示将文本单元（如字、词等）嵌入到向量空间

中，每个文本单元的语义信息由所有语义单元在向

量空间中的位置共同决定。 这种分布式的语义表示

通常具有良好的性质。 例如，相关性较强（语义相

近）的文本单元具有相似的向量表示，并且在很大

程度上缓解了文本单元的稀疏性。 在这一系列工作

的基础上，基于分布式语义的稠密的事件表示应运

而生。 稠密的事件表示通常以预训练的词向量为基

础，根据事件结构对事件元素的词向量进行语义组

合，为事件计算低维、稠密的向量表示。 按照组合的

方式，可以分为基于词向量参数化加法的事件表示

与基于张量神经网络的事件表示。
２．１　 基于词向量参数化加法的事件表示

基于词向量参数化加法的事件表示方法将事件

元素的词向量进行相加或拼接后，输入一个参数化

的函数，将相加或拼接后的向量映射到事件向量空

间。 Ｗｅｂｅｒ 等对事件元素的词向量求均值，作为一

种基线方法［６］。 Ｌｉ 等将事件元素的词向量进行拼

接作为事件的向量表示［７］。 Ｇｒａｎｒｏｔｈ－Ｗｉｌｄｉｎｇ 等提

出 ＥｖｅｎｔＣｏｍｐ 方法，将事件元素的词向量拼接后，输
入多层全连接神经网络，对事件元素的词向量进行

组合［８］。 作为词向量参数化加法的一种特例，Ｌｅｅ

等直接使用 Ｐｒｅｄｉｃａｔｅ－ＧＲ 的向量表示作为事件的

向量表示，从而省略了将事件元素的词向量进行组

合的步骤［９］。
Ｔｉｌｋ 等与 Ｈｏｎｇ 等对事件元素向量求和或求均

值作为事件表示，但额外考虑事件元素的角色，同一

个词出现在事件的不同角色中时，使用不同的词向

量［１０－１１］。 设词表大小为 Ｖ ， 角色数量为 Ｒ ， 词

向量的维数为 Ｈ， 不同角色的词向量构成了三维的

张量 Ｔ ∈ R｜ Ｖ｜ ×｜ Ｒ｜ ×Ｈ。 为了减少模型的参数数量，进
一步将该张量分解为 Ｆ 个一阶张量乘积的形式，使
用三个矩阵 Ａ，Ｂ，Ｃ 代替原本的三维张量 Ｔ， 公式

（１）：

Ｔｉ，ｊ，ｋ ＝ ∑
Ｆ

ｆ ＝ １
Ａｉ，ｆ Ｂ ｊ，ｆ Ｃ ｆ，ｋ ． （１）

　 　 设 ｒ 为表示角色的独热（ｏｎｅ－ｈｏｔ）向量，角色 ｒ
对应的词向量矩阵为 Ｔ 的一个切片，表示为公式

（２）：
Ｗｒ ＝ Ａｄｉａｇ ｒＢ( ) Ｃ． （２）

　 　 最终，对于每个事件元素，分别在该事件元素对

应角色的词向量矩阵中查找其词向量，并将所有事

件元素的词向量进行组合作为事件向量。
２．２　 基于张量神经网络的事件表示

基于词向量参数化加法的事件表示充分利用了

事件元素的词向量信息，但在建模事件元素间的交

互上较为薄弱。 尽管这些方法均取得了一定的效

果，但其加性本质使得难以对事件表面形式的细微

差异进行建模。 例如，在这些方法下，“ Ｓｈｅ ｔｈｒｏｗ
ｆｏｏｔｂａｌｌ（她扔足球）” 与 “ Ｓｈｅ ｔｈｒｏｗ ｂｏｍｂ （她扔炸

弹）”会得到相近的向量表示，尽管两个事件语义上

并不相似。 为了解决这一问题，人们陆续提出了基

于张量神经网络的事件表示方法。 这一系列方法使

用双线性张量运算组合事件的元素，设事件两个元

素的向量分别为 ｖ１，ｖ２ ∈Rｄ，三维张量 Ｔ∈Rｋ×ｄ×ｄ 是

张量神经网络的参数，则双线性张量运算的计算方

式如公式（３）：
ｖｃｏｍｐ ＝ ｖＴ１ Ｔ［１：ｋ］ ｖ２ ． （３）

　 　 其中，计算结果 ｖｃｏｍｐ 是一个 ｋ 维向量，它的每一

个维度 ｉ 上的元素是由向量 ｖ１， 矩阵 Ｔｉ 和向量 ｖ２ 做
矩阵乘法得到的。 在双线性张量运算中，模型以乘

性的方式捕获了事件论元的交互，使得即使事件论

元只有细微的表面差异，也能够在事件表示中体现

出语义上的较大差别。
Ｄｉｎｇ 等在 ２０１５ 年提出了 Ｎｅｕｒａｌ Ｔｅｎｓｏｒ Ｎｅｔｗｏｒｋ

模型，简称 ＮＴＮ，模型结构如图 １ 所示。 该工作考虑
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（Ｏ１，Ｐ，Ｏ２） 三元组形式的事件结构，其中 Ｏ１ 为事件

的施事者， Ｐ 为事件的动作或触发词， Ｏ２ 为事件的

受事者，此处用同样的符号表示三种事件元素的词

向量。 模型首先对施事者和动作词、动作词和受事

者进行组合，再对得到的两个向量进行组合，得到最

终的事件表示 Ｅ ［１２］。 每次组合由一个双线性张量

运算，一个常规的线性运算与激活函数 ｆ 组成，计算

方法如公式（４） ～ （６）所示：

Ｒ１ ＝ ｆ（ＯＴ
１ Ｔ １：ｋ[ ]
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图 １　 Ｎｅｕｒａｌ Ｔｅｎｓｏｒ Ｎｅｔｗｏｒｋ 模型结构

Ｆｉｇ． １　 Ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ Ｎｅｕｒａｌ Ｔｅｎｓｏｒ Ｎｅｔｗｏｒｋ

　 　 Ｗｅｂｅｒ 等在 ２０１８ 年提出了 Ｐｒｅｄｉｃａｔｅ Ｔｅｎｓｏｒ 模

型与 Ｒｏｌｅ－Ｆａｃｔｏｒｅｄ Ｔｅｎｓｏｒ 模型，模型结构如图 ２ 所

示。 该工作同样考虑 （ ｓ，ｐ，ｏ） 三元组形式的事件，
其中 ｓ为主语， ｐ 为谓语， ｏ 为宾语，并考虑使用三维

张量 Ｐ 建模谓语 ｐ ，并用该张量对主语 ｓ 和宾语 ｏ
进行语义组合得到事件向量 ｅ ［６］，其每个元素 ｅｉ 的
计算过程如公式（７）：

ｅｉ ＝ ∑
ｊ，ｋ

Ｐ ｉｊｋ ｓ ｊ ｏｋ ． （７）

　 　 该方法需要为每个谓语单词学习一个单独的三

维张量，但谓语的集合非常大，在实践中不可行。
Ｐｒｅｄｉｃａｔｅ Ｔｅｎｓｏｒ 方法由谓语的词向量 ｐ 动态地计算

张量 Ｐ， 并用动态计算的张量对主语和宾语进行语

义组合。 其中， Ｗ 与 Ｕ 为模型参数，设词向量的维

数为 ｄ，Ｗ 与 Ｕ 均为大小为 ｄ × ｄ × ｄ 的三维张量，见
公式（８）和公式（９）：

Ｐ ｉｊｋ ＝ Ｗｉｊｋ∑
ａ

ｐａ Ｕａｊｋ， （８）

ｅｉ ＝ ∑
ａ，ｉ，ｊ，ｋ

ｐａ ｓ ｊ ｏｋ Ｗｉｊｋ Ｕａｊｋ ． （９）

　 　 Ｒｏｌｅ－Ｆａｃｔｏｒｅｄ Ｔｅｎｓｏｒ 方法单独地对事件的主语

及谓语、谓语及宾语进行语义组合，组合后的两个向

量通过线性变换后相加得到事件向量，见公式（１０）
～ （１２）：

ｖｓｉ ＝ ∑
ｊ，ｋ

Ｔｉｊｋ ｓ ｊ ｐｋ， （１０）

ｖｏｉ ＝ ∑
ｊ，ｋ

Ｔｉｊｋ ｏ ｊ ｐｋ， （１１）

ｅ ＝ Ｗｓｖｓ ＋ Ｗｏｖｏ． （１２）

PredicateTensorModel

Role-FactoredTensorModel
图 ２　 Ｐｒｅｄｉｃａｔｅ Ｔｅｎｓｏｒ Ｍｏｄｅｌ 与 Ｒｏｌｅ－Ｆａｃｔｏｒｅｄ Ｔｅｎｓｏｒ Ｍｏｄｅｌ 模型

结构

Ｆｉｇ． ２　 Ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ Ｐｒｅｄｉｃａｔｅ Ｔｅｎｓｏｒ Ｍｏｄｅｌ ａｎｄ Ｒｏｌｅ－Ｆａｃｔｏｒｅｄ
Ｔｅｎｓｏｒ Ｍｏｄｅｌ

　 　 基于张量神经网络的事件表示方法面临“维度

灾难”的问题，限制了该方法在许多领域的应用。
Ｄｉｎｇ 等在 ２０１９ 年提出使用低秩张量分解 （ Ｌｏｗ －
Ｒａｎｋ Ｔｅｎｓｏｒ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ），将张量神经网络中的

三阶张量参数使用维度较小的张量进行近似，以减

少模型的参数［１３］。 图 ３ 为低秩张量分解运算的示

意图。 具体地，将模型中的三阶张量参数 Ｔ 替换为

Ｔ１ ∈ Rｋ×ｄ×ｒ， Ｔ２ ∈ Rｋ×ｒ×ｄ，ｔ ∈ Rｋ×ｄ 三个参数，使用

Ｔａｐｐｒ 作为 Ｔ 的近似，其每个切片 Ｔ ｉ[ ]

ａｐｐｒ 是通过公式

（１２）计算得到的：
Ｔ ｉ[ ]

ａｐｐｒ ＝ Ｔ ｉ[ ]

１ × Ｔ ｉ[ ]

２ ＋ ｄｉａｇ（ ｔ ｉ[ ] ） ． （１２）

slice=1

slice=k

图 ３　 低秩张量分解示意图

Ｆｉｇ． ３　 Ａｎ ｉｌｌｕｓｔｒａｔｉｏｎ ｏｆ ｌｏｗ－ｒａｎｋ ｔｅｎｓｏｒ ｄｅｃｏｍｐｏｓｉｔｉｏｎ
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　 　 Ｄｉｎｇ 等在事件相似度、脚本事件预测、股市预

测多个任务上的实验结果表明：使用低秩张量分解，
可以在减少模型参数的同时取得与原模型相当的效

果，有些任务上甚至取得了比原模型更好的性能。
３　 事件表示的学习方法

稠密的事件表示使用深度学习的方法，将事件

嵌入到向量空间中，为了使嵌入后的向量保留丰富

的语义信息，需要为事件表示设计合适的训练目标。
一种学习事件表示的方式是直接使用下游任务作为

训练目标，这种方式学习得到的事件表示往往只在

特定的任务上具有较好的效果，而缺乏较好的泛化

能力。 其他学习事件表示的方法，包括基于事件本

身的结构信息与事件在文本中的分布信息构造自监

督的训练目标，在大量文本上进行预训练；以及使用

知识库指导事件表示的学习，在事件表示中融入外

部知识。 下文具体介绍基于事件内信息的事件表示

学习、基于事件间信息的事件表示学习与融合外部

知识的事件表示学习。
３．１　 基于事件内信息的事件表示学习

基于事件内信息的事件表示学习充分利用了事

件的结构信息，通常采用自编码的思想，由事件表示

恢复出事件元素，并由此构建训练目标，使得事件表

示中尽可能地保留事件元素的信息。
Ｄｉｎｇ 等在 ２０１５ 年提出以区分正确的事件元组

与被破坏的事件元组作为事件表示的训练目标。 该

方法首先使用开放事件抽取工具 ＲｅＶｅｒｂ 从大量新

闻文本中抽取包含施事者、事件动作、受事者的事件

元组 Ｅ ＝ （Ｏ１，Ｐ，Ｏ２）， 将事件论元中的单词随机替

换为词表中的其他单词，构造被破坏的事件元组 Ｅｒ

＝ （Ｏｒ
１，Ｐ，Ｏ２）。 事件元组经过 ＮＴＮ 模型嵌入到向

量空间中，并进一步由函数 ｆ 映射一个分数。 训练

目标为使正确的事件元组分数高于被破坏的事件元

组，具体使用最大边际损失进行计算［１２］，其中， λ
φ ２

２ 为 Ｌ２ 正则项，公式（１３）：
ｌｏｓｓ Ｅ，Ｅｒ( ) ＝ ｍａｘ ０，１ － ｆ Ｅ( ) ＋ ｆ Ｅｒ( )( ) ＋ λ φ ２

２．
（１３）

Ｔｉｌｋ 等在 ２０１６ 年提出 ＮＮＲＦ 方法，使用事件表

示预测事件角色作为训练目标。 该方法中，事件的

结构被表示为包含谓词、论元的元组，其中每个事件

论元被限制为一个单词，并被分配一个预先定义好

的角色。 事件元组首先由事件表示模型嵌入到向量

空间中，得到事件向量 ｈ。 之后，对于每种事件中的

每种角色 ｔ， 使用一个分类器对整个词表进行分类，
以预测唯一正确的事件角色词作为训练目标。 为了

缓解事件角色数较多带来的分类器参数量大的问

题，该方法进一步将分类器中的参数进行分解，采用

事件角色的独热向量 ｔ 与各分类器共享的模型参数

Ａｃ，Ｂｃ，Ｃｃ 动态地计算每种角色的预测结果［１０］，见公

式（１４）和公式（１５）：
Ｗｃ ＝ Ａｃｄｉａｇ（ ｔ Ｂｃ） Ｃｃ， （１４）

ｏｃ ＝ Ｓｏｆｔｍａｘ（ｈ Ｗｃ ＋ ｂｃ） ． （１５）
　 　 其中， ｏｃ 是该角色上每个单词的概率分布，使
用该概率分布计算交叉熵损失，作为模型的训练目

标。
Ｈｏｎｇ 等在 Ｔｉｌｋ 等的基础上，提出 ＮＮＲＦ－ＭＴ 方

法，进一步引入角色分类的训练目标，输入事件表示

ｈ 与单词 ｗ ｔ， 由分类器预测该单词在事件中的角色

类别［１４］。 类似地，该分类器的参数按照词表进行分

解，由单词的独热向量 ｗ ｔ 与共享的参数 Ａｒ，Ｂｒ，Ｃｒ 动

态地为每个单词计算预测结果［１１］，公式（１５）和公式

（１６）：
Ｗｒ ＝ Ａｒｄｉａｇ（ｗ ｔ Ｂｒ） Ｃｒ， （１５）
ｏｒ ＝ Ｓｏｆｔｍａｘ（ｈ Ｗｒ ＋ ｂｒ） ． （１６）

　 　 其中， ｏｒ 是该单词属于每种角色的概率分布，
使用该概率分布计算交叉熵损失作为角色分类的训

练目标。 最后，对角色预测与角色分类的损失进行

加权平均得到最终的损失，采用多任务学习（Ｍｕｌｔｉ－
Ｔａｓｋ）的形式同时优化两个训练目标，对事件表示进

行学习。
３．２　 基于事件间信息的事件表示学习

事件的发生并不是独立的，而是按照事件演化

规律接连地发生，因此良好的事件表示，除了充分保

留事件论元的信息外，还应该含有事件的演化规律

信息。 为了捕获事件间的演化规律，一系列研究提

出考虑事件间的交互，利用事件在文本中的分布信

息指导事件表示学习。 开放事件抽取工作［ ］的进

展，使得挖掘事件在文本中的分布信息成为可能，为
这一系列的工作提供了基础。 具体地，这一系列工

作可以分为基于事件对的方法、基于事件链条的方

法与基于事件图的方法。
Ｇｒａｎｒｏｔｈ－Ｗｉｌｄｉｎｇ 等在 ２０１６ 年提出了基于事件

对的 ＥｖｅｎｔＣｏｍｐ 方法，利用事件对的顺承关系作为

事件表示的训练目标。 该方法首先从大规模文本中

自动抽取事件链条，将事件链条拆分为多个满足顺

承关系的事件对，并通过随机采样的方法构造不满

足顺承关系的事件对。 之后，使用全连接网络对事

件对是否满足顺承关系进行分类，使用分类器的输

出计算交叉熵损失，作为事件表示的训练目标。 具
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体地，对于第 ｉ 个训练样本中的事件对 （ ｅ０ｉ， ｅ１ｉ），
使用全连接网络计算两个事件的相关性分数

ｃｏｈ（ｅ０ｉ，ｅ１ｉ）， 并与事件对的真实类别 ｐｉ ∈ ｛０，１｝
计算交叉熵损失［８］，公式（１７）：

Ｌ ＝ １
ｍ∑

ｍ

ｉ ＝ １
－ ｌｏｇ （ｐｉ × ｃｏｈ ｅ０ｉ，ｅ１ｉ( ) ＋ （１ － ｐｉ） ×

（１ － ｃｏｈ（ｅ０ｉ，ｅ１ｉ））） ＋ λＬ θ( ) ． （１７）
Ｗｅｂｅｒ 等在该方法的基础上，在事件链条的窗

口中采样满足顺承关系的事件对，并以余弦相似度

度量事件向量的相关性分数，采用最大边际损失作

为训练目标。 具体地，对于一个输入事件 ｅｉ ， ｅｔ 为
事件链条中 ｅｉ 前后窗口中的一个事件， ｅｎ 为从整个

语料中随机采样的一个事件， ｓｉｍ（ ｅｉ，ｅｔ） 为两个事

件的余弦相似度，使用 （ ｅｉ，ｅｔ） 与 （ ｅｉ，ｅｎ） 两个事件

对的相似度计算最大边际损失［６］，公式（１８）：

Ｌ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
ｍａｘ ｍ ＋ ｓｉｍ ｅｉ，ｅｎ( ) － ｓｉｍ（ｅｉ，ｅｔ）( ) ＋

λＬ θ( ) ． （１８）
Ｗａｎｇ 等采用事件链条信息指导事件表示的学

习，其训练方式为给定事件链条中的上下文事件，预
测下一个会发生的事件。 上下文事件和候选结尾事

件首先被拼接为完整的事件链条，之后每个事件的

向量表示被输入长短时记忆网络（ＬＳＴＭ），得到上

下文相关的事件表示，基于上下文相关的事件表示

计算，计算候选事件与每个上下文事件的相关性得

分，并由该得分计算交叉熵损失作为训练目标［１４］。
具体地，对于上下文事件 ｅ１，…，ｅｉ，…，ｅｎ－１ 与候选事

件 ｅｃ， 采用公式（１９） ～公式（２２）计算其上下文相关

的向量表示：
ｈｉ ＝ ＬＳＴＭ（ｅ ｅｉ( ) ，ｈｉ －１）， （１９）
ｈｃ ＝ ＬＳＴＭ（ｅ ｅｃ( ) ，ｈｎ－１）， （２０）

ｓｉ ＝ ｓｉｇｍｏｉｄ（Ｗｓｉ ｈｉ ＋ Ｗｓｃ ｈｃ ＋ ｂｓ）， （２１）

ｓ ＝
∑ ｎ－１

ｉ ＝ １
ｓｉ

ｎ － １
Ｌ ＝ ∑Ｎ

ｉ ＝ １
（ ｓｉ － ｙｉ） ２ ＋ λ

２
θ ２ ．

（２２）
　 　 其中， ｅ ｅｉ( ) ，ｅ（ ｅｃ） 为事件 ｅｉ，ｅｃ 的初始事件表

示， ｈｉ，ｈｃ 为其上下文相关的向量表示， ｈ０ 为随机初

始化的向量。 候选事件 ｅｃ 与上下文事件 ｅｉ 的相关

性分数 ｓｉ 由一个全连接网络计算， Ｗｓｉ，Ｗｓｃ，ｂｓ 为该

网络的参数， ｅｃ 作为候选事件的概率 ｓ 为其与所有

上下文事件相关性的均值。 最终由该概率值计算交

叉熵损失作为模型的训练目标，公式（２３）：

Ｌ ＝ ∑Ｎ

ｉ ＝ １
（ ｓｉ － ｙｉ） ２ ＋ λ

２
θ ２ ． （２３）

　 　 Ｚｈａｏ 等由自动抽取的因果事件对构造抽象的

因果事件图，并提出基于图嵌入的事件表示学习方

法 Ｄｕａｌ－ＣＥＴ，在因果事件图上学习事件表示［７］。 这

一方法为图中每个事件节点以及原因关系、结果关

系学习一个向量表示［ ５］，对于一个因果事件对 （ｃ，
ｅ） ，定义其能量函数为公式（２４）：

ｆ ｃ，ｅ( ) ＝ ｃ ＋ ｔ － ｅ １ ＋ ｅ ＋ τ － ｃ １ ． （２４）
　 　 其中， ｃ 为原因事件向量， ｅ 为结果事件向量， ｔ
为原因关系向量， τ 为结果关系向量。 训练目标为

使正确因果事件对的能量低于随机构造的错误因果

事件对，公式（２５）：

Ｌ ＝ ∑
（ｃ，ｅ）∈Ｐ ＋ 　

∑
（ｃ＇，ｅ＇）∈Ｐ －

［γ ＋ ｆ ｃ，ｅ( ) － ｆ（ ｃ＇，ｅ＇）］ ＋

α
ｔ ＋ τ ２

． （２５）

其中， Ｐ ＋ 为所有正确因果事件对的集合， Ｐ － 为

所有错误因果事件对的集合， γ 为最大边际损失的

超参数， α 为正则项系数。
Ｌｉ 等进一步使用图神经网络在事件图上学习

事件表示。 该工作考虑事件间的顺承关系，从大规

模文本中抽取事件链后构建叙事事件图，并使用门

控图神经网络（ＧＧＮＮ）在事件图上学习事件表示，
该模型的输入为事件节点的初始向量表示，输出为

融合图结构信息的事件向量。 与 Ｇｒａｎｒｏｔｈ－Ｗｉｌｄｉｎｇ
等相同，该方法使用预测事件链条的后续事件作为

训练任务，但将训练目标替换为最大边际损失［７］，
公式（２６）：

　 Ｌ ＝ ∑
Ｎ

Ｉ ＝ １
∑

ｋ

ｊ ＝ １
ｍａｘ （０，ｍａｒｇｉｎ － ｓＩｙ ＋ ｓＩｊ） ＋ λ

２
θ ２ ．

（２６）
其中， Ｎ 为训练样本数， ｓＩｙ 为第 Ｉ 个训练样本

中正确候选事件的得分， ｓＩｊ 为该样本中错误候选事

件的得分。
３．３　 融合外部知识的事件表示学习

基于事件内与事件间信息的事件表示学习方

法，考虑了事件的结构信息以及事件在文本中的分

布信息，但忽略了文本中未显式提及的常识知识。
例如， “ Ｓｔｅｖｅ Ｊｏｂｓ ｑｕｉｔｓ Ａｐｐｌｅ ” 与 “ Ｊｏｈｎ ｌｅａｖｅｓ
Ｓｔａｒｂｕｃｋｓ”尽管具有相似的结构，但“ Ｓｔｅｖｅ Ｊｏｂｓ”是

“Ａｐｐｌｅ”公司的 ＣＥＯ，而“ Ｊｏｈｎ”与“ Ｓｔａｒｂｕｃｋｓ”并无

特殊关系，因此两个事件会对它们的客体产生不同

的影响。 为了解决这一问题，一系列工作提出将外

部知识融入事件表示学习中，为事件表示补充文本

中没有显示提及的信息。
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Ｄｉｎｇ 等在 ２０１６ 年提出将实体关系知识融入事

件表 示， 这 种 知 识 可 以 从 知 识 图 谱 如 ＹＡＧＯ，
Ｆｒｅｅｂａｓｅ 中获取。 该方法的示意图如图 ４ 所示，对
于一个事件元组 （Ａ，Ｐ，Ｏ）， 首先在知识图谱中找到

包含事件施事者 Ａ 或受事者 Ｏ 的三元组 （ ｅ１，Ｒ，
ｅ２）， 其中 ｅ１ 为头实体， ｅ２ 为尾实体， Ｒ 为两个实体

间的关系。 之后，采用公式（２７）的张量神经网络为

（ｅ１，Ｒ，ｅ２） 三元组计算得分［１５］：

ｇ ｅ１，Ｒ，ｅ２( ) ＝ μＴ
Ｒｆ（ｅＴ１ Ｈ １∶ ｋ[ ]

Ｒ ｅ２ ＋ ＶＲ

ｅ１
ｅ２

é

ë

ê
ê

ù

û

ú
ú
＋ ｂＲ）． （２７）

其中， μＲ，ＨＲ，ＶＲ，ｂＲ 为特定于关系 Ｒ 的参数。
给定一个来自知识图谱中的正确三元组与随机替换

头实体或尾实体后的错误三元组，使用最大边际损

失训练正确三元组的得分高于错误三元组。 训练过

程中，头实体或尾实体的词向量在反向传播时被更

新，使其含有来自知识图谱的实体关系信息，进而使

事件中的施事者或受事者通过共享词向量的形式融

入这一信息。

KnowledgeEmbedding
SliceofTensorLayer

KnowledgeEmbedding
SliceofTensorLayer

EventEmbedding
SliceofTensorLayer

图 ４　 融合实体关系知识的事件表示学习框架结构
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　 　 Ｌｅｅ 等在 ２０１８ 年提出将情感以及事件主体的

有生性信息融入事件表示中。 事件的情感极性会影

响后续事件的发生。 例如：带有积极情感的事件

“Ｊｅｎｎｙ ｌｉｋｅｄ ｔｈｅ ｆｏｏｄ”后，往往不会发生带有消极情

感的事件“Ｓｈｅ ｓｃｏｌｄｅｄ ｔｈｅ ｓｅｒｖｅｒ”。 事件元素的有生

性也是很有价值的信息，有些事件的主体只能是有

生的，还有些事件的含义在主体是无生命事物时会

发生变化。 例如：“Ｔｈｉｓ ｓｏｎｇ ｉｓ ｓｉｃｋ”与“Ｔｈｉｓ ｐｅｒｓｏｎ
ｉｓ ｓｉｃｋ”。 该工作将情感极性划分为“消极”、“中性”
和“积极”３ 个类别，将有生性划分为“有生命”、“无
生命”和“未知”３ 个类别，并将每个类别映射为一个

嵌入向量，训练事件表示与其情感类别、有生性类别

的嵌入向量尽可能相似［９］。
Ｄｉｎｇ 等在 ２０１９ 年提出将意图、情感等有关参

与者心理状态的常识知识融入事件表示中，以帮助

更好 地 建 模 事 件 语 义。 例 如： “ ＰｅｒｓｏｎＸ ｔｈｒｅｗ
ｂａｓｋｅｔｂａｌｌ”与“ＰｅｒｓｏｎＹ ｔｈｒｅｗ ｂｏｍｂ”两个事件尽管字

面上相近，但考虑两个事件的意图，“扔篮球”可能

是为了锻炼身体，“扔炸弹”可能是为了杀伤敌人，
因此考虑意图信息可以较好地区分两个事件；再如，
“ＰｅｒｓｏｎＸ ｂｒｏｋｅ ｒｅｃｏｒｄ”与“ＰｅｒｓｏｎＹ ｂｒｏｋｅ ｖａｓｅ”两个

事件也在字面上相近，但“打破花瓶”带有消极的情

感，“打破纪录”带有积极的情感，因此考虑情感极

性信息可以较好地区分两个事件。 该工作提出了一

种多任务（Ｍｕｌｔｉ－Ｔａｓｋ）学习方法，加入了两个额外

的训练目标，在事件表示中融入意图和情感的信息：
对于意图，使用长短时记忆网络，将意图文本编码为

一个向量，使用最大边际损失训练事件向量与意图

向量尽可能相似；对于情感信息，使用全连接网络对

事件向量进行情感分类，并与真实的情感极性标签

计算交叉熵损失。 两个额外的训练目标与基于事件

内或事件间信息的训练目标进行加权平均，得到最

终的损失。 该方法的示意图如图 ５ 所示。 事件的意

图和情感信息可由 ＡＴＯＭＩＣ 事件常识数据集与

ＳｅｎｔｉｃＮｅｔ 情感字典得到。 实验结果表明意图、情感

信息在事件相似度、脚本事件预测、股市预测任务上

都带来了有效的提升［１３］。
４　 结束语

本文对事件表示方法的发展进行了概述。 早期

的研究大多基于离散的事件表示，随着深度学习的

发展，人们开始探索为事件学习稠密的向量表示，其
中基于张量神经网络的方法取得了令人瞩目的效

果。 在事件表示的学习方法上，在融合事件内信息

和事件间信息的基础之上，融合外部知识的方法带

来了新的突破。 本文对各种事件表示方法的特点进

行了梳理和总结，以期为后续工作提供参考。
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图 ５　 融合意图、情感信息的事件表示学习框架结构
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