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摘　 要： 在金融时间序列的关键点进行交易是获得高收益低风险的有效方法。 本文从给定时间序列中切分出上下文子序列

并自动检测子序列中的交易关键点；设计了渐近学习算法 ＡＬ，学习子序列中交易关键点的渐近收敛性并做出交易决策。 通

过交易算法验证，在不同的市场行情下，收益率、最大回撤率等指标上算法 ＡＬ 要优于现有算法。
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０　 引　 言

金融时间序列具有很大的波动性和噪声，增加

了高频交易操作中的预测难度和风险。 在关键交易

点进行准确的交易操作是获得高收益同时降低风险

的有效手段［１－４］。 对于关键交易点的定义有不同的

方式，如 Ｔａｎｇ 等人将金融时间序列的拐点做为交易

关键点，提出集成 ＰＬＲ－ＷＳＶＭ 算法预测拐点，并在

拐点进行相应“买入”和“卖出”操作，来最大化收

益［５］。 而 Ｔｓａｉ 等人利用一分钟的日内数据，提出了

一种适用于指数期货市场交易的及时开盘突破

ＴＯＲＢ 策略。 他们将价格突破“阻力位” 和“支撑

位”的位置作为买入和卖出的关键点，发现 ＴＯＲＢ 策

略性能优于 ＴＲＢ 策略［６］。
此外，其他学者还增加了对“持有”操作的研

究。 基于交易行为的预测［７－９］，为股票算法交易提

供了一种端到端的解决方案。 如 Ｊｏãｏ Ｎａｄｋａｒｎｉ 等
人将主成分分析法 ＰＣＡ 与增强拓扑神经演化算法

ＮＥＡＴ 相结合，确定股票市场中的最佳交易点，提出

的算法性能表现都优于买入 － 持有策略［７］。 但

Ｎａｄｋａｒｎｉ 等人并没有在熊市数据集上验证所提出算

法的有效性。 Ｓｅｚｅｒ 等人提出了一种根据技术指标

分析，基于神经网络的股票价格预测与交易系统。
利用最常用的技术分析指标 ＲＳＩ、ＭＡＣＤ 等将金融

时间序列数据转换为“买入”、“卖出”、“持有”三种

交易信号［８］。 由于“买入”和“卖出”信号较少，“持
有”信号占绝大多数，导致了数据不平衡问题的出

现。
深度学习和强化学习技术也在常见交易算法中

被使用，如 Ｊｅｏｎｇ 和 Ｋｉｍ 使用深度 Ｑ 学习算法来促

进金融交易决策。 深度强化 Ｑ 学习通过三层全连

接神经网络实现，以预测买入、卖出、持有的股票数

量［９］。 通过对交易份额的预测，文献［９］中提出的

算法，其最大利润比固定股票数量交易算法高出 １２
倍。 Ｊｉｎｋｅ 等人将 ａｃｔｏｒ－ｃｒｉｔｉｃ 强化学习算法用于交

易行为的学习和预测上。 该算法中 ａｃｔｏｒ 网络和

ｃｒｉｔｉｃ 网络共享同一个 ＬＳＴＭ 网络，用于更好的产生



Ｑ 值和策略逻辑，进一步用于 ａｃｔｏｒ － ｃｒｉｔｉｃ 的决

策［１０］。 此类算法虽通过对交易动作（持股比率或交

易概率）做出预测，但忽略了对交易关键点研究。
传统的投资组合选择算法［１１－１２］ 也可以被看做

是基于交易行为预测的算法。 其使用包含多个资产

的比率向量作为算法的预测输出，需要预测每项资

产的份额，类似于算法［９－１０］。 上述基于交易行为的

预测算法都采取了每一天都进行交易决策的方式进

行操盘，具有较高的交易频率，不仅增加了交易手续

费且降低了算法抗风险能力。
本文认为，交易关键点只有在特定的上下文子

序列中才有意义，定义为子序列中的最佳买入和最

佳卖出点。 因此，本文设计了上下文子序列分割算

法，划分出相应的子序列，构造训练数据集。 基于

ＬＳＴＭ，提出面向交易关键点的渐近学习算法 ＡＬ。
针对序列中关键交易信号数据不平衡问题，提出使

用交易关键点附近数据，进行连续预测未来交易关

键点统计信号的方法，通过统计信号的收敛性做出

交易决策。 从而提高了算法预测的准确性和鲁棒

性。
１　 上下文子序列

为了从市场序列 Ｘ ＝ ｛ｘｉ ｜ ｘｉ ＝ （ｏ，ｃ，ｈ，ｌ，
ａ） Ｔ

ｉ ｝ ｎ
ｉ ＝ １ 中划分出上下文子序列，设计辅助序列 Ｒ：

Ｒ ＝ βｒｓｉ ｃｎｊ ＝ １( ) ＋ （１ － β） ｒｓｉ ａｎ
ｊ ＝ １( ) ， （１）

　 　 其 中， β ∈ ０，１[ ] 为 输 入 价 格 序 列 Ｐ ＝
ｃｎｊ ＝ １{ } 和交易量序列 Ａ ＝ ａｎ

ｊ ＝ １{ } 的调整权重。 设置

权重 β 可以从两个序列中提取出不同的特征组成辅

助序列 Ｒ ， ｒｓｉ 函数为 ＲＳＩ 指标的计算方法［１３］。
１．１　 上下文子序列定义

根据辅助序列 Ｒ 划分所得的上下文子序列，根
据交易操作方向不同分为 ＲＢ（Ｒｏｕｎｄｉｎｇ Ｂｏｔｔｏｍ）子
序列和 ＲＴ（Ｒｏｕｎｄｉｎｇ Ｔｏｐ）子序列。 以 ＲＢ 子序列为

例，将第 ｉ 个 ＲＢ 子序列 Ｘ ｉ 展示如图 １ 所示：通过图

中实线所示，辅助序列 Ｒ 在虚线所示的价格时间序

列 Ｐ 上确定 Ｄ点、 Ｌ 点和 Ｕ点。 ａ 和 ｂ 分别为辅助序

列 Ｒ 的上下门限， εＤ 为 ａ 点的松弛。
　 　 第 ｉ 个子序列 Ｘ ｉ 由 ３ 个关键点 Ｄ 点、 Ｌ 点和 Ｕ
点来定义。 ３ 个关键点由包含价格和时间的二维坐

标表示，指数的上下门限记为 ａ 和 ｂ。
Ｄ 点表示趋势下降阶段的起点， Ｄ 点坐标为

ｐＤ，ｔＤ( ) 。 Ｄ 点所处区间为 ｔ１，ｔ２[ ] ， 其中 ：
ｔ１ ＝ ｍｉｎ ｔ Ｒ ｔ ≥ ａ，ｔ ∈ ｔＬ ′，ｔＵ ′[ ]{ } ， （２）

ｔ２ ＝ ｍｉｎ ｔ Ｒ ｔ ≤ ａ － εＤ，ｔ１ ＜ ｔ ＜ ｔＤ ＋ ＴＢ{ } ，（３）

　 　 式（２）中， ｔＬ ′，ｔＵ ′[ ] 为前一个 ＲＢ 子序列的 Ｌ′

点和 Ｕ′ 点所确定的时间区间。 在寻找第一个 ＲＢ
子序列时，初始设 ｔＬ ′ ＝ ０，ｔＵ ′ ＝ ¥。 ＴＢ 为 ＲＢ 序列的时

间窗口大小， Ｒ 小于 ａ － εＤ 的第一个点。

U（pU，tU）
D（pD，tD） S

［tL，tD，TB］
L（pt，tt）

［t1，t2］
L′

U′
P
R

tL′ t1 tU′tDt2 tL tU tD+TB

a
a-εD

b

图 １　 ＲＢ 子序列Ｘｉ

Ｆｉｇ． １　 ＲＢ ｓｕｂｓｅｑｕｅｎｃｅ Ｘｉ

ｐＤ ＝ ａｒｇｍｉｎ
ｔ∈［ ｔ１，ｔ２］

ｅλ ｔ２－ｔ( ) ｐｔ{ } ，λ ∈ ０，１[ ] ， （４）

　 　 其中， ｅλ ｔ２－ｔ( ) 为价格权重， λ 为常量。 Ｌ 点是趋

势下降阶段的终点，坐标为 ｐＬ，ｔＬ( ) ：
ｐＬ ＝ ｍｉｎ ｐｔ Ｒ ｔ ＜ ｂ，ｔ ∈ ｔＤ，ｔＤ ＋ ＴＢ[ ]{ } ． （５）

　 　 在 ｔＤ，ｔＤ ＋ ＴＢ[ ] 区间内，满足 Ｒ ｔ ＜ ｂ 的价格集

合中，取最小价格为 ｐＬ，ｔＬ 为对应时间。 Ｕ 点坐标为

ｐＵ，ｔＵ( ) ， 是 ＲＢ 子序列的终点， Ｕ 点价格应上升到

ｐＤ 之上。 Ｓ 是 ｔＬ，ｔＤ ＋ ＴＢ[ ] 区间上价格大于 ｐＤ 的样

本集合。 Ｓ 的表达式为：
Ｓ ＝ ｛ ｔ ｐｔ ≥ ｐＤ，Ｒ ｔ ＞ ａ，ｔＬ ＜ ｔ ＜ ｔＤ ＋ ＴＢ｝， （６）

　 　 取 Ｕ 点为集合 Ｓ 中的价格序列最高点。
ｐＵ ＝ ｍａｘ ｐｔ ｔ ∈Ｓ{ } ， （７）

　 　 ｐＵ 为集合 Ｓ 中价格最大值， ｔＵ 为 ｐＵ 对应的时

间。
确定 ＲＢ 子序列后，由图 １ 所示，相邻 ＲＢ 子序

列的 Ｌ′ 点，与 Ｌ 点间可看作 ＲＴ 子序列。
１．２　 上下文子序列的生成算法

由 １．１ 节可知，要确定一个完整的 ＲＢ ／ ＲＴ 子序

列，首先需要确定 Ｄ 点位置，再根据 Ｄ 点确定 Ｌ 和

Ｕ。 据此设计上下文子序列生成如算法 １ 所示。
　 　 算法 １　 上下文子序列生成算法

输入：价格时间序列 Ｐ和交易量时间序列 Ａ，辅

助序列 Ｒ 上下门限 ａ 和 ｂ， 指标的松弛 εＤ， 子序列

时间窗口 ＴＢ， 指数加权调节参数 λ
输出： 队 列 Ｑ ＝ ｛〈（ｐＤ，ｔＤ）， （ｐＬ，ｔＬ）， （ｐＲ，

ｔＲ）〉 ｋ｝ ｎ
ｋ ＝ １

实现步骤如下：
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（１）根据式（１）由序列 Ｐ 和序列 Ａ 生成 Ｒ 时间

序列。
（２）初始化 ｔＬ ′ ＝ ０，ｔＵ ′ ＝ ¥

（３） ｆｏｒ ｒｉ ｉｎ Ｒ［ ｔＬ ′，ｔＵ ′］：
（４） ｉｆ ｒｉ ＞ ａ ∶ ｔ１ ＝ ｉ
（５）ｆｏｒ ｒ ｊ ｉｎ Ｒ ｔ１，ｔ１ ＋ ＴＢ[ ] ：
（６） ｉｆ ｒ ｊ ＜ ａ － εＤ ∶ ｔ２ ＝ ｊ
（７）ｆｏｒ ｒ ｉｎ Ｒ ｔ１，ｔ２[ ] ： 代入（４），求得 ｐＤ，ｔＤ( ) ，

将 Ｄ 点 ｐＤ，ｔＤ( ) 加入队列 Ｑ。
（８）ｆｏｒ ｒ ｉｎ Ｒ ｔＤ，ｔＤ ＋ ＴＢ[ ] ： 确定 Ｒ ＜ ｂ 的区间，

代入式（５），确定 ｐＬ，ｔＬ( ) ，将 Ｌ 点坐标 ｐＬ，ｔＬ( ) 加入

队列 Ｑ。
（９）ｆｏｒ ｒ ｉｎ Ｒ ｔＬ，ｔＤ ＋ ＴＢ[ ] ： 确定价格大于 ｐＤ 的

样本集合 Ｓ。
（１０）ｆｏｒ ｓ ｉｎ Ｓ： 根据式（７），求得 ｐＵ，ｔＵ( ) ， 将 Ｕ

点 ｐＵ，ｔＵ( ) 加入队列 Ｑ。
（１１）由［ Ｄ，Ｕ ］确定 ＲＢ 子序列，相邻［ Ｌ′，Ｌ ］

确定 ＲＴ 子序列。
（１２）ｆｏｒ ｒ ｉｎ Ｒ： 更新 ｔＬ ′ ＝ ｔＬ，ｔＵ ′ ＝ ｔＵ， 转到行

（３），寻找下一个 Ｄ，Ｌ 和 Ｕ。
算法首先提取价格时间序列和交易量时间序列

的特征组成辅助序列 Ｒ， 如式（１）所示，第 ３ ～ 第 ８
行通过辅助序列 Ｒ 确定 Ｄ 点所处区间。 第 ９～第 １０
行确定 Ｄ 点，并加入加入队列 Ｑ， 第 １１～第 １７ 行依

次根据 Ｄ 点确定 Ｌ 点和 Ｕ 点。 最后更新 ｔＬ ′ ＝ ｔＬ，ｔＵ ′

＝ ｔＵ， 返回行 ３，继续寻找下一个 Ｄ 点， Ｌ 点和 Ｕ 点。
２　 渐近学习模型

２．１　 关键点预测目标函数

给定 上 下 文 子 序 列 Ｘ ｉ ⊂ Ｘ，ｉ ＝ １，．．．，ｎ，
ｄｉｍ Ｘ ｉ( ) ＝ Ｎ × ５，Ｎ ≥ １。 对每个块 Ｘ ｉ 分割成 ｍ 个

子块 Ｙｉ
ｊ ⊂ Ｘ ｉ，ｊ ＝ １，．．．，ｍ，ｄｉｍ Ｙｉ

ｊ( ) ＝ Ｍ × ５，Ｍ ≥ ｓ，
Ｍｍｏｄｓ ＝ ０。 其中 ｓ≥１ 为预先设置的常量。 如图 ２
所示。

U（tU，pU）
D（pD，tD）

d

pi

L（tL，pL）

price6650

6645
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6625
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6615 tijYi
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图 ２　 子序列Ｘｉ 中子块Ｙｉ
ｊ

Ｆｉｇ． ２　 Ｔｈｅ ｔｉｍｅ ｐｏｉｎｔｓ Ｄ ａｎｄ Ｌ ｉｎ ｓｕｂｓｅｑｕｅｎｃｅ Ｘｉ

　 　 设计神经网络函数 ｆ：Ｒ５×Ｍ → Ｒ３ 为：

γ^ｉ
ｊ，ρ^ｉ

ｊ，η^ｉ
ｊ( ) Ｔ ＝ ｆ Ｙｉ

ｊ；θ( ) ． （８）

其中， θ 为神经网络优化优化参数， γ＾ ｉｊ 是对真

值 γｉ ＝ ｔｉＬ － ｔｉＤ( ) ／ ＷＴ 的估计， ｔｉＬ、ｔｉＤ 分别表示 Ｙｉ
ｊ 所属

Ｘ ｉ 子序列的 Ｌ 点和 Ｄ 点对应的时间。 ＷＴ ＝ ｍａｘ
ｔｋＬ － ｔｋＤ{ } ｎ

ｋ ＝ １ ，表示 ｎ 个 Ｘ ｉ 中的 Ｌ 点和 Ｄ 点的最大

时间差。 ρ＾ ｉｊ 是对真值 ρｉ 的估计，其中 ρｉ ＝ １ － ｐＬ ／ ｐＤ 。

η＾ ｉ
ｊ 是对真值 ηｉ

ｊ ＝ ａ ／ ａｉ
Ｄ ， ａ ＝ Ｙｉ

ｊ ＋１［Ｍ］［５］ 的估计。
神经网络 ｆ Ｙｉ

ｊ；θ( ) 的训练目标：

　 ｍｉｎ
θ

１
Ｎ∑

Ｎ

ｉ ＝ １

１
ｍ∑

ｍ

ｊ ＝ １

ｔｉＬ － ｔｉＤ
ｔｉＬ － ｔｉｊ

［ γ^ｉ
ｊ － γｉ( ) ２ ＋

　 　 　 ρ^ｉ
ｊ － ρｉ( ) ２ ＋ η^ｉ

ｊ － ηｉ
ｊ( ) ２］ ． （９）

每次输入的起点 Ｄ点是第 ｄ条记录开始。 对于

同一个 Ｘ ｉ 的不同次输入 Ｙｉ
ｊ，ｊ∈［１，ｍ］，γｉ 和 ρｉ 为固

定值，设置惩罚项 １ ／ ｔｉＬ － ｔｉｊ( ) ， 当 Ｙｉ
ｊ 记录数越大时，

惩罚项越大。
２．２　 关键点学习神经网络

基于辅助序列 Ｒ， 由生成算法分割出 ｎ 个不同

上下文子序列，每个上下文子序列 Ｘ ｉ 中子块 Ｙｉ
ｊ 是由

包含 ｏ，ｃ，ｈ，ｌ 的 ４ 维价格向量和交易量组成的 ５ 维

向量。 ＬＳＴＭ 神经网络模型采用序列模型， Ｂａｔｃｈ
Ｎｏｒｍａｌｉｚａｔｉｏｎ 层用来保持数据输出的标准化。 然后

是 ＬＳＴＭ 层，其次是 Ｄｒｏｐｏｕｔ 层，以特定的概率随机

舍弃一些神经元来防止过拟合。 Ｄｅｎｓｅ 层用于输出

最终结果，输出一个三维向量，即 γ，η，ρ( ) Ｔ， 如图 ３
所示。

{γ,ρ,η}maxN
i=1

BatchNormalization层

Droput层

LSTM层

Dense层

神
经
网
络

{（oi,ci,hi,li,ai）T}maxNi=1

{Yj
l}m

i=1{（RB/RT）i}n

R时间序列

交易量序列A价格序列P

图 ３　 神经网络架构
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２．３　 渐近学习算法 ＡＬ
将金融时间序列数据输入到 ２．１ 节中训练好的

神经网络 ｆ Ｙｉ
ｊ；θ( ) 中连续预测，并对交易关键点的

收敛属性自动进行统计分析，得到交易决策依据，如
算法 ２ 所示。

算法 ２　 渐近学习算法

输入：时间序列数据 ｘｋ{ } ¥

ｋ ＝ １， 辅助序列 Ｒ， 交

易关键点预测神经网络 ｆ Ｙｉ
ｊ；θ( ) ，Ｒ 序列上门限 ａ，

记录窗口大小 ｓ， 确定 η，ρ，γ 收敛记录数 ｂ 以及收

敛阈值 εη，ερ，εγ。
输出：交易点信息 ｋ，ｘｋ( ){ } ｋ

实现步骤如下：
（１） Ｙ ＝ φ， Ｂ ＝ φ， Ｑ ＝ φ， ｓｃ ＝ ０
（２）ｆｏｒ ｋ ＝ １ ｔｏ ｉｎｆｉｎｉｔｙ：
（３） ｉｆ Ｒｋ ＞ ＝ ａ：
（４） ｓｃ ＋ ＝ １， Ｙ ＝ φ， Ｂ ＝ φ， Ｑ ＝ φ
（５） ｃｏｎｔｉｎｕｅ
（６） Ｉｆ ｓｃ ＞ ０ ：
（７） ｓｃ ＝ ０， Ｙ ＋ ＝ ｘｋ

（８） Ｌｅｔ ｄｉｍ Ｙ( ) ＝ Ｍ × ５
（９）Ｉｆ Ｍ ｍｏｄ ｓ ＝＝ ０：

（１０） γ^，ρ^，η^( ) ＝ ｆ Ｙ；θ( ) ， Ｂ ＋ ＝ γ^，ρ^，η^( )

（１１） Ｌｅｔ Ｌ ＝ ｌｅｎｇｔｈ（Ｂ）

（１２） γ－，ρ－，η－( ) ＝ １
Ｌ∑

Ｌ

ｉ
Ｂ ｉ[ ] ， Ｑ ＋ ＝ γ－，ρ－，η－( )

（１３） Ｌｅｔ Ｌ ＝ ｌｅｎｇｔｈ（Ｑ）
（１４） Ｉｆ Ｌ ＜ ｂ： ｃｏｎｔｉｎｕｅ
（１５） γε，ρε，ηε( ) ＝ ｓｕｐ｛ ｜ Ｑ［ｐ］ － Ｑ［ｑ］ ｜ ： ｐ，

ｑ ∈［Ｌ － ｂ ＋ １，Ｌ］｝
（１６） Ｉｆ γε，ρε，ηε( ) ＞ εγ，ερ，εη： ｃｏｎｔｉｎｕｅ
（１７）输出交易关键点信息： ｋ，ｘｋ( )

首先根据输入时间序列 ｘｋ{ } ¥

ｋ ＝ １， 设定状态标

志 ｓｃ，利用 ｓｃ 状态和 Ｒ 序列来确定上下文子序列开

始标志，如行（３） ～行（７）所示。 Ｍ 为 Ｙ 中记录数，每
条记录包含 （ｏ，ｃ，ｈ，ｌ，ａ） 这 ５ 个维度的信息，当 Ｍ
为 ｓ 整数倍时，将原始数据序列 Ｙ 输入训练好的神

经网络函数 ｆ Ｙｉ
ｊ；θ( ) 中去，得到信息的预测序列 Ｂ，

如行（９）、（１０）所示。 同时每次计算出预测值序列

的平均值，得到平均值序列 Ｑ， 如（１１）、（１２）所示。
当序列 Ｑ 长度大于确定 η，ρ，γ 收敛记录数 ｂ， 计算

Ｑ 中所有元素距离的上确界，当关键交易点相关信

息上确界值 γε，ρε，ηε( ) 小于收敛阈值 εη，ερ，εγ

时，输出交易关键点信息，如行（１３） ～ （１７）所示。

３　 实验结果与分析

本节主要介绍了实验结果评价指标以及训练与

测试数据集来源，并按照 ３．３ 设置各对比算法参数。
３．１　 评估指标

本文使用以下 ３ 种指标来评价各种算法的表

现： 回报率 （ＲｏＲ）、 夏普率 （ＳＲ） 和最大回撤率

（ＭＤＤ）。 回报率 ＲｏＲ： ＝
ｖｆ － ｖｉ
ｖｉ

× １００，ｖｆ 是最终资

产值， ｖｉ 是初始资产值。 夏普率 ＳＲ： ＝
Eｒｉ － ｒｆ
σｒｉ

×

２５２ ，Eｒｉ 是投资的期望回报， ｒｆ 为无风险回报率，
σｒｉ 是 ｒｉ 的标准差。 初始值 ｒｆ 设为 ０．０２。 最大回撤

率为： ＭＤＤ： ＝ ｍａｘτ∈（０，ｎ） ｍａｘｔ∈（０，τ）

ｖｔ － ｖτ
ｖτ{ } 。

３．２　 数据来源

测试数据如表 １ 所示，每条数据分别包含开盘

价、收盘价、最高价、最低价、交易量，五个特性的信

息。 如图 ４ 中 “ ＵＢＡＨ” 曲线所示，数据集 ＷＭＴ，
ＡＡＰＬ 市场行情上涨，为 “牛市” 行情。 ＮＡＳＤＡＱ，
ＡＭＤ 数据集市场行情下跌，为“熊市” 行情，最后

ＭＳＦＴ，ＢＩＤＵ 数据集行情下跌，为“盘整”行情。 因

此这六个数据集包含了不同的市场趋势，可以更好

地测试各个算法的性能表现。
表 １　 数据集

Ｔａｂ． １　 Ｓｕｍｍａｒｙ ｏｆ ｄａｔａＳｅｔｓ

数据集 日期 记录数 市场行情 来源

Ｄ１ ［２０１２．０１．０３，２０１８．１２．３１］ １７６０ 牛市 ＡＡＰＬ

Ｄ２ ［２００１．０１．０２，２００４．１２．３１］ １００４ 盘整 ＭＳＦＴ

Ｄ３ ［２００６．０１．０３，２０１５．１２．３１］ ２５１７ 熊市 ＡＭＤ

Ｄ４ ［１９９９．１２．３１，２００７．１２．３１］ ２０１１ 熊市 ＮＡＳＤＡＱ

Ｄ５ ［２０１３．１２．３１，２０１８．１２．３１］ １２５９ 盘整 ＢＩＤＵ

Ｄ６ ［２００７．０１．０３，２０１４．１２．３１］ ２０１４ 牛市 ＷＭＴ

３．３　 算法参数

ＡＬ 算法与其他对比算法的配置如下：
·ＵＢＡＨ 算法为市场策略，即为“买入－持有”

策略，反应当前真实市场行情。
·ＡＬ：渐近学习算法，具体神经网络参数为：

ＬＳＴＭ 层神经元数目为 ２４７，Ｄｅｎｓｅ 层神经元数目为

３，学习率为 ０．０１，迭代系数为 ５００。
·ＴＯＲＢ：即时开盘区间突破算法，以每分钟交

易量平均值 ＰＭＭＶ 和每分钟回报方差 ＰＭＶＲ 作为

参数［６］。
·ＰＧ：梯度策略算法［１４］ 是一种基于智能体的

４７１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



强化学习算法，旨在模拟专业的建议策略，参数设

置：训练回合数为 ２０，每回合训练步数为 ２００。
·ＯＮＳ：使用 Ａｇａｒｗａｌ 的在线牛顿步骤［１１］，并将

参数设置为 η ＝ ０，β ＝ １，γ ＝ １ ／ ８。
·ＣＦＲ － ＯＧＤ：在线梯度下降的组合回归策

略［１２］，具体参数设置为： ε ＝ １０，ω ＝ ５。
·ＰＬＲ－ＷＳＶＭ：一种结合分段线性表示和支持

向量 机 的 拐 点 预 测 交 易 算 法， 买 入 和 卖 出 的

ＲＳＩ２４（ ｔ） 分别设置为 ４０ 和 ６０， αＰＬＲ ＝ ０．０５，βＰＬＲ ＝ ５，
ｎｗｏｐ ＝ １，ｎｗ ｔｐ ＝ １， 其他参数按论文［５］设置。
３．４　 结果分析

针对表 １ 中的数据集，分别使用 ３．３ 小节中提

到的算法并设置相关参数进行测试，实验结果如表

２ 所示，最佳指标采用加粗显示。
　 　 在上述 ３ 个评价指标中，ＡＬ 算法在收益率和夏

普率指标在除 Ｄ４ 上都达到了最佳。 ＡＬ 算法与在各

数据集上性能表现第二名算法相比，分别将收益率

指标提高了 ［ ８３％，２１４％］，将夏普率指标提高了

［７１％，９９６％］。 最大回撤率指标方面，在 Ｄ５ 数据集

上，传统组合投资算法 ＯＮＳ 获得最优值，在剩余数

据集上 ＡＬ 算法均获得最佳。

在图 ４ 中，对比 ＡＬ 和其余各算法的 ＲｏＲ 曲线

可知，ＡＬ 算法交易频率较低，仅保证必要的交易动

作，只在关键的买卖点出进行“买入”和“卖出”操

作。 相比与交易操作模式相近的 ＰＬＲ－ＷＳＶＭ 算

法，渐近学习算法 ＡＬ 交易频率更低，抗风险能力更

高，而且渐近学习算法 ＡＬ 相对于 ＰＬＲ－ＷＳＶＭ 交易

操作更准确，ＰＬＲ－ＷＳＶＭ 容易出现买入不准确的情

况。 例如在 Ｄ１ 数据集上，ＰＬＲ－ＷＳＶＭ 都在第 ２５０
天以及 ７００ 天左右时，都出现了过早买入的情况。
　 　 对于其它算法，在 Ｄ１ 数据集上，前 １７００ 天内，
ＴＯＲＢ 算法收益比较接近 ＡＬ 算法，但是在 １７００ 天

后， ＡＬ 算法通过鲁棒性的关键点预测比较好的规

避了市场行情骤的降风险，如 ＵＢＡＨ 曲线所示。
ＴＯＲＢ 算法并没有抵抗该风险的能力，所以最终收

益出现了较大幅度的损失。 在 Ｄ６ 数据集上，可以发

现前 １３００ 天时，ＣＦＲ－ＯＧＤ 算法可以保持和 ＡＬ 算

法相同的盈利能力，但是随后 ＡＬ 算法盈利能力较

大的领先 ＣＦＲ－ＯＧＤ 算法。 因为从 ＵＢＡＨ 曲线可以

看出随后市场为“盘整”行情，ＡＬ 算法仍能准确预

测出关键买卖点，保持平稳收益，而 ＣＦＲ－ＯＧＤ 算法

出现收益下滑。
表 ２　 实验结果

Ｔａｂ． ２　 Ｓｕｍｍａｒｙ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

数据集 指标 ＡＬ ＵＢＡＨ ＰＧ ＴＯＲＢ ＥＧ ＯＮＳ ＣＦＲ－ＯＧＤ ＰＬＲ－ＷＳＶＭ

Ｄ１ ＳＲ １．１０１ ４９０ ６ ０．４９５ ７９９ ３ ０．６４７ ４５５ ８ ０．５０２ ３６９ １ ０．５２３ ９５２ ６ ０．５６９ ０７９ ７ ０．２５８ ８０３ ３ ０．４４１ ２９１

ＲｏＲ（％） ２８４．５７６ ４４ ８４．２５３ ３ ５４．６８９ ２５５ １０６．１２３ ３４ ７４．０１４ ７ ５４．４９８ １ ４３．３５０ ２ ８１．６７３ １４

ＭＤＤ ０．１９２ ６１５ ９ ０．２９３ １０５ １ ０．２０５ ２１４ ４ ０．３６４ ５０７ ７ ０．２４８ ７７７ ９ ０．１９３ ０１５ ７ ０．４１７ ０６４ ７ ０．３７６ ５１７

Ｄ２ ＳＲ ０．９２５ ５７７ ５ ０．１３６ ５３２ ９ －０．０６０ ３２６ －１．４３０ ２０２ ０．２０６ ７０１ ６ ０．３５０ ４８１ ３ ０．４６０ ５３８ ７ ０．８５８ ７８２

ＲｏＲ（％） １２２．４４４ ５４ １１．６０２ ３ －９ －２．０７６ ３９ １７．７１７ ３ ２７．０３５ ７ ５１．６９６ ７ ９１．６２５ ３８

ＭＤＤ ０．１７８ １２８ ５ ０．２６３ ５５０ ９ ０．４２７ ６７３ ０．１９６ ７３５ ４ ０．２２１ ５１５ ４ ０．１８４ １９９ １ ０．２０７ １１８ ６ ０．２３４ ５８３

Ｄ３ ＳＲ ０．８２８ ２９６ ６ －０．７１０ ８９６ －０．７５０ １６４ －０．２４１ ７２８ －０．２２９ １３４ －０．１１６ ９９５ －０．５１３ ３２８ ０．６０７ ５５６

ＲｏＲ（％） ９６７．５２７ ７２ －４５．５７１ －２３．３０７ ６ －７８ －５４．６２８ ２ －８５．８１７ １ －９３．０７６ ８ ４０８．６１１ ８
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图 ４　 ６ 个数据集上回报率指标
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４　 结束语

针对交易关键点预测问题，本文提出渐近学习

算法 ＡＬ。 通过辅助序列 Ｒ 设计上下文子序列生成

算法，在子序列中，通过 ＬＳＴＭ 神经网络训练学习关

键交易点的统计收敛性，并做出相应的交易决策。
ＡＬ 算法仅在上下文子序列中的关键交易点进行交

易，降低了预测交易的频率，从而降低手续费和交易

风险。 通过多次预测的收敛结果来确定交易关键点

的相关信息，提高了算法的鲁棒性。 实验结果表明，
ＡＬ 算法相比传统基于对比的传统算法，减少了操盘

次数，降低了风险，提高了交易收益。 后续可以进一

步研究新的交易关键点的收敛学习算法，比如根据

收敛方式的不同继续设计不同的收敛算法，研究关

键点的渐近属性与交易操作点的统计相关性。
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