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神经网络架构搜索综述
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摘　 要： 神经网络架构搜索是近年来兴起的自动化机器学习的重要组成部分。 神经网络架构搜索旨在通过人为进行一些限

定，让机器能够在一定范围内自动对输入的深度学习任务进行自动模型构建和性能评估，并最终产出一个针对该研究问题的

神经网络架构，作为整个算法的产出，从而达到降低人工干预，实现机器自动化，获取高性能模型的目的。 本文对近年来国内

外的研究进行总结分析，旨在给初入本领域的科研人员一个可以参照的指导性文章，帮助科研人员快速入门并深入研究。
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０　 引　 言

深度学习的成功，很大程度上归功于端到端的

学习方式和其特征工程的自动化。 然而随着数据量

的日益增加和数据的复杂化，需要人们手工设计的

深度学习模型结构愈发复杂，然而神经网络架构的

设计本身就是一个很困难的问题，并且设计工作并

没有强有力的理论支撑和直觉的指导依据，所以自

动生成网络结构模型能够在很大程度上解放人力，
并有可能给人类手工设计模型提供思路和指导意

见。 本课题旨在用机器设计取代人工设计获得新模

型，最终得到效果优于人类手工设计的神经网络结

构。
随着 ２０１６ 年 Ｇｏｏｇｌｅ ＤｅｅｐＭｉｎｄ 团队的围棋

ＡＩ———ＡｌｐｈａＧｏ 的大获成功，强化学习（ＲＬ）被越来

越多的研究者所重视，Ｇｏｏｇｌｅ 团队也于该年年底将

强化学习应用到了另一个研究问题———神经网络架

构搜索 ＮＡＳ（Ｎｅｕｒａｌ Ａｒｃｈｉｔｅｃｔｕｒｅ Ｓｅａｒｃｈ）上来，其自

动搜索到的网络模型超越了同时期同类手工设计网

络。 作为自动化机器学习（ＡｕｔｏＭＬ）目前最为重要

的研究分枝，有越来越多的机构学者致力于研究此

问题。
如图 １ 所示，神经网络架构搜索的基本流程：搜

索策略从预定义的搜索空间 Ａ 中选择具体结构 Ａ，
该结构被性能评估模块评估，并将对 Ａ 的性能估计

返回到搜索策略，指导下一次的结构选取。 最终算

法产生一个满足预设性能要求的模型 Ａ∗，作为问

题的输出。

搜索空间
搜索策略 性能评估

结构A∈

A的性能估计

图 １　 神经网络架构搜索

Ｆｉｇ． １　 Ｎｅｕｒａｌ ａｒｃｈｉｔｅｃｔｕｒｅ ｓｅａｒｃｈ

１　 国外研究综述

在时间维度上，ＭＩＴ 和谷歌大脑几乎在 ２０１６ 年

底同一时间提出了基于强化学习（ＲＬ）的神经网络

架构搜索算法，超过人类手工设计模型，但搜索耗时

巨大，上千的 ＧＰＵ 天训练时间让独立研究者和小型

机构望而却步。 ２０１７ 年初，Ｇｏｏｇｌｅ 的论文 Ｌａｒｇｅ －
Ｓｃａｌｅ Ｅｖｏｌｕｔｉｏｎ ｏｆ Ｉｍａｇｅ Ｃｌａｓｓｉｆｉｅｒｓ 采用进化算法来

解决神经网络结构搜索问题［１］。



为了解决资源消耗过大的问题，很多研究机构

从不同角度提出了优化方法。 在 Ｇｏｏｇｌｅ 的 ＥＮＡＳ 文

章中，Ｏｎｅ－ｓｈｏｔ 方法被提出，所有子模型共享权重，
搜索性能大大提升，效率提升千倍［２］。 ＣＭＵ 和

Ｇｏｏｇｌｅ ＤｅｅｐＭｉｎｄ 合作提出的 ＤＡＲＴＳ 方法，通过将

网络结构与 ｓｏｆｔｍａｘ 进行结合，将搜索空间变为连

续，进而可以用梯度方式优化目标问题，可微的搜索

方法首次被提出［３］。
根据问题的定义，各国研究者主要从以下 ３ 个

方面对神经网络架构搜索问题进行了探究：
（１）搜索空间（Ｓｅａｒｃｈ Ｓａｐｃｅ ）。 搜索空间定义

了原则上可以表示哪些模型结构。 针对不同的学习

任务，搜索空间的先验知识也不同。 然而，这容易引

入人为偏见，可能会导致计算机生成的结构与人类

设计结构类似，导致并不能发现新颖的结构。
（２）搜索策略（Ｓｅａｒｃｈ Ｓｔｒａｔｅｇｙ）。 搜索策略详细

说明了如何探索搜索空间。 如何从搜索空间中确定

这次要挑选的结构 Ａ 和通过已有的结构和对应的

评估结果，如何进行下一次的结构挑选。
（ ３ ） 性 能 评 估 策 略 （ Ｐｅｒｆｏｒｍａｎｃｅ Ｅｓｔｉｍａｔｉｏｎ

Ｓｔｒａｔｅｇｙ）。 给定结构如何对结构进行性能评估，最
为简单直接的办法就是用该结构所代表的网络模型

从头至尾完成完整的训练过程，获得结果（例如图

像分类的准确率）。 性能评估更看重的网络模型之

间的相对排序，而不是评估结果的绝对值。
１．１　 搜索空间（Ｓｅａｒｃｈ Ｓｐａｃｅ）

搜索空间决定了神经网络搜索框架可以发现的

神经网络模式和范围。 一个相对简单的搜索空间是

链结构神经网络的空间。 链结构神经网络结构 Ａ 可

以写成 ｎ 层序列，其中第 ｉ 层 Ｌｉ 从层 ｉ － １ 接收其输

入，并且其输出用作层 ｉ ＋ １ 的输入，即 Ａ ＝ Ｌｎ·…
Ｌ１·Ｌ０。 然后通过以下方式对搜索空间进行参数

化：（１）（最大） 层数 ｎ（可能无界）。 （２） 每层可以

执行的操作类型，例如：池化、卷积及一些高级卷积，
如深度可分离卷积或扩张卷积；（３） 与操作相关的

超参数。 例如：滤波器的数量，内核大小和卷积层的

步幅，或简单地用于全连接网络的模块数量。
近期关于 ＮＡＳ 的工作结合了现有的设计元素，

这些元素来自手工的结构，例如：ｓｋｉｐ－ｃｏｎｎｅｃｔｉｏｎ，可
以构建复杂的多分支网络。 在这种情况下， 层 ｉ 的
输入可以形式地描述为组合先前层输出的函数

ｇｉ（Ｌｏｕｔ
ｉ －１，．．．，Ｌｏｕｔ

０ ）。 采用这种设计可以显著提高网络

复杂度。 这些多分支架构的特殊情况是： （１） 链结

构网络（通过设置 ｇｉ（Ｌｏｕｔ
ｉ －１，．．．，Ｌｏｕｔ

０ ） ＝ Ｌｏｕｔ
ｉ －１）；（２） 残余

网络，其中前一层输出求和（ｇｉ（Ｌｏｕｔ
ｉ－１，．．．，Ｌｏｕｔ

０ ） ＝ Ｌｏｕｔ
ｉ－１ ＋

Ｌｏｕｔ
ｊ ，ｊ ＜ ｉ）； （３）ＤｅｎｓｅＮｅｔｓ， 其中前一层输出被连接

（ｇｉ（Ｌｏｕｔ
ｉ －１，．．．，Ｌｏｕｔ

０ ） ＝ ｃｏｎｃａｔ（Ｌｏｕｔ
ｉ －１，．．．，Ｌｏｕｔ

０ ））。
目前主流的方式是搜索由人工设计的模块

（Ｃｅｌｌ 或 Ｂｌｏｃｋ），然后将模块进行堆叠，而不是去搜

索整个架构［４－５］。 Ｚｏｐｈ 等人优化两种不同类型的模

块：保持输入维度的正常模块（Ｎｏｒｍａｌ Ｃｅｌｌ），减少特

征图尺寸的降维模块（Ｒｅｄｕｃｔｉｏｎ Ｃｅｌｌ）。 通过以预

定义的方式堆叠这些模块来构建最终的神经网络。
与上面讨论的相比，这个搜索空间有两个主要优点：

（１）由于模块相对整个神经网络较小，因此搜

索空间的大小显著减小。
（２）通过调整模型中使用的模块数量，可以更

容易地将模块转移到其他数据集。 例如：在小数据

集使用 ８ 个模块堆叠，大数据将该模块堆叠 ２０ 次。
因此，后来这种基于模块的搜索空间成功地应

用于许多工作。 然而，当使用基于模块的搜索空间

时，会出现新的问题，即如何设计模块结构：应该使

用多少个模块以及如何连接它们来构建实际模型？
例如：Ｚｏｐｈ 等人从模块构建一个连续模型，其中每

个模块接收前两个模块的输出作为输入，而 Ｃａｉ 等
人采用众所周知的手工设计架构的高级结构，如
ＤｅｎｓｅＮｅｔ，并在这些模型中使用它们的模块。 原则

上，可以通过简单地用模块替换层来任意组合模块，
多分支空间便可简单实现这个功能。 理想情况下，
模块应作为 ＮＡＳ 的一部分自动优化。 除此之外，复
杂的模块设计可以增加模型生成的复杂度，从而对

模型搜索算法的要求有所降低。
搜索空间的选择在很大程度上决定了优化问题

的难度：即使对于基于具有固定模块的单个模块的

搜索空间的情况，优化问题仍然是（１）不连续。 （２）
相对较高的维度（因为更复杂的模型往往表现更

好，导致设计更复杂的模块）。
１．２　 搜索策略（Ｓｅａｒｃｈ Ｓｔｒａｔｅｇｙ）

许多不同的搜索策略可用于探索神经架构的空

间，包括随机搜索、贝叶斯优化、进化方法、强化学习

（Ｒｅｉｎｆｏｒｃｅｍｅｎｔ ｌｅａｒｎｉｎｇ，ＲＬ）和基于梯度的方法。
为了将 ＮＡＳ 问题转化为强化学习（ＲＬ）问题，

可以将神经架构的生成视为代理动作，其中动作空

间与搜索空间相同。 代理的奖励基于对未见数据的

训练架构的性能估计。 不同的 ＲＬ 方法在如何表示

代理的策略以及如何优化它们方面存在差异：Ｚｏｐｈ
和 Ｌｅ 使用递归神经网络（ＲＮＮ）来顺序地对字符串

进行采样，而字符串又对应于神经结构的编码；贝克
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等人使用 Ｑ－ｌｅａｒｎｉｎｇ 来训练一个顺序选择算子类型

和相应超参数的策略。 这些方法的另一种观点是作

为顺序决策过程，其中策略采样动作按照顺序生成

网络结构，环境的“状态”包含到目前为止采样的动

作的评估，并且奖励仅在最终完成动作之后获得。
由于在此顺序过程中，没有发生与环境的交互（没
有观察到外部状态，也没有中间奖励），将架构抽样

过程解释为单个动作的顺序生成更直观，这将 ＲＬ
问题简化为多臂老虎机问题。

使用 ＲＬ 的替代方案是使用进化算法来优化神

经结构的选取方法。 第一种设计神经网络的方法可

以追溯到近三十年：Ｍｉｌｌｅｒ 等使用遗传算法生成新

结构并使用反向传播来优化其权重。 许多研究者使

用遗传算法，来优化神经结构及其权重。 然而，当扩

展到具有数百万权重的深度神经结构时，基于 ＳＧＤ
的权重优化方法优于进化的方法。 因此最近的神经

进化方法，使用基于梯度的方法来优化权重，使用进

化算法来优化神经结构本身［２５－２６］。 进化算法维护

一组模型，即一组（可能是训练过的）网络架构。 在

每个进化步骤中，对来自群体的至少一个模型进行

采样，并通过对已有种群进行交叉变异生成新的子

代。 在 ＮＡＳ 中，进化操作包括添加或移除层，改变

层的超参数，添加跳过连接，以及改变训练超参数。
在对后代进行训练之后，评估它们的适应性（例如，
在验证集上的准确率）并将它们添加到种群中。

进化方法主要区别在如何选择初始种群，更新

种群和产生后代方面存在差异。 例如， Ｒｅａｌ 等人以

及刘等人使用锦标赛选择［２９］ 来抽样父母；Ｅｌｓｋｅｎ 等

人采用来自多目标帕累托前沿的样本父母；Ｒｅａｌ 等
人从人口中删除最差的个体，发现去除最老的个体

是有益的；刘等人不删除个体。 为了生成后代，大多

数方法随机初始化子网络，而 Ｅｌｓｋｅｎ 等人采用继承

的方式，即知识（以学习权重的形式）通过使用网络

态射，从父网络传递给其子网络；Ｒｅａｌ 等人也让后

代继承其父母不受突变影响的所有参数；虽然这种

继承不严格继承性能，但与随机初始化相比，它也可

以加速学习过程。 此外，它们还允许改变学习速率，
这可以被视为在 ＮＡＳ 期间优化学习速率调度的方

式。
Ｒｅａｌ 等人进行了 ＲＬ 进化和随机搜索（ＲＳ）的

对比研究，得出的结论是 ＲＬ 和进化在最终测试准

确性方面表现同样出色。 随着时间的推移，进化具

有更好的性能并且找到更小的模型。 两种方法在实

验中始终表现优于 ＲＳ，但其差别并不十分明显：ＲＳ

在 ＣＩＦＡＲ－１０ 上实现了约 ４％的测试误差，而 ＲＬ 和

进化达到约 ３．５％。 刘等人的差异甚至更小，其报告

ＣＩＦＡＲ １０ 测试误差为 ３．９％，ＩｍａｇｅＮｅｔ ＲＳ 测试误差

为 ２１． ０％，而基于进化的方法分别为 ３． ７５％ 和

２０．３％。
与上述无梯度优化方法相比，刘等人提出转变

搜索空间到连续范围内，以实现基于梯度的优化：
不要在特定层选定单个操作 ｏｉ（例如，卷积或池化），
而是从一组｛ｏ１，…，ｏｍ｝ 中计算凸组合。 更具体地，
给定输入 ｘ，输出 ｙ 被计算为：

ｙ ＝ ∑
ｍ

ｉ ＝ １
λ ｉ ｏｉ ｘ( ) ． （１）

　 　 其中： λ ｉ ≥０；∑
ｍ

ｉ ＝ １
λ ｉ ＝ １；系数 λ ｉ 用于参数化网

络架构。 刘等人通过对权重的训练数据和诸如 λ的

结构参数的验证数据交替梯度下降步骤来优化网络

权重和网络架构。 最终， 通过为每个层选择 ｉ ＝
ａｒｇｍａｘｉλ ｉ 的操作 ｉ 来获得离散架构。 Ａｈｍｅｄ 和

Ｔｏｒｒｅｓａｎｉ 也采用基于梯度的神经架构优化，但他们

只考虑分别优化层的超参数和连接方式。
１． ３ 　 性能评估策略 （ Ｐｅｒｆｏｒｍａｎｃｅ Ｅｓｔｉｍａｔｉｏｎ

Ｓｔｒａｔｅｇｙ）
搜索策略旨在寻找最大化某些性能测量的神经

结构 Ａ，例如测试图像分类的准确性。 为了指导搜

索过程，这些策略需要估计他们选出的结构 Ａ 的性

能。 最简单的方法是在训练数据集上训练 Ａ 并评

估其在验证数据上的表现。 然而，训练每个结构都

要从头开始评估，这样的方式经常会带来数千 ＧＰＵ
天的计算消耗（１ ＧＰＵ 天定义为一个 ＧＰＵ 运行一天

的计算消耗）
为了减少这种计算负担，可以基于完全训练之

后的实际性能的较低保真度来估计性能（也表示为

代理度量）。 这种较低的保真度包括较短的训练时

间，对数据子集的训练，较低分辨率图像，或每层较

少的滤波。 虽然这些低保真近似降低了计算成本，
但它们也会在估计中引入偏差，因为性能通常会被

低估。 只要搜索策略仅依赖于对不同体系结构进行

排名，并且相对排名保持稳定，性能低估问题便不会

对架构搜索产生明显影响。 然而，最近的结果表明，
当近似评估与完全评估之间的差异太大时，这种相

对排名可能会发生显著变化［８］。
另一种估计架构性能的可能方法建立在学习曲

线外推的基础上。 Ｄｏｍｈａｎ 等人建议推断初始学习

曲线，并终止预测表现不佳的曲线，以加快结构搜索
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过程；贝克等人也考虑通过结构超参数来预测那些

部分学习曲线是最有成长空间的；Ｌｉｕ 等人还提出

了训练用于预测新架构性能的替代模型，不采用学

习曲线推断，而是支持基于结构 ／模块特性预测性

能，并推断出比训练期间看到的规模更大的结构 ／模
块。 预测神经网络结构性能的主要挑战在于如何合

理利用有限的计算资源，仅仅通过较少的评估网络

来获得其相对准确的性能排序。
加速性能估计的另一种方法是基于之前已经训

练过的其他架构的权重来初始化新架构的权重。 实

现这一目标的方法，被称为网络态射［９］。 该方法允

许修改结构，同时保持网络所代表的功能不变。 这

允许连续增加网络容量并保持高性能而无需从头开

始训练，这些方法的一个优点是它们允许搜索空间

没有结构大小的固有上限； 另一方面，严格的网络

态射只能使架构更大，从而可能导致过于复杂的架

构。 这可以通过采用允许缩小架构的近似网络态射

来减小模型的大小达到模型压缩的目的［１０］。
Ｏｎｅ－Ｓｈｏｔ 结构搜索是另一种加速性能评估的

十分 有 前 景 的 方 法， 它 将 所 有 架 构 视 为 超 图

（ＨｙｐｅｒＮｅｔ 或 ＳｕｐｅｒＮｅｔ）的不同子图，并在具有该超

图的边的架构之间共享权重［２，１１］。 只需要训练整个

超网络的权重，子图结构可以通过继承超网络的权

重。 在没有任何单独训练的情况下，评估结构的性

能。 因为不需要从头训练（仅评估验证数据的性

能），Ｏｎｅ －ｓｈｏｔ 模型大大加快了架构的性能评估。
这种方法通常会产生很大的偏差，因为它严重低估

了网络的实际性能。 尽管如此，因为估计的性能与

实际性能密切相关，它可以可靠地对排名架构进行

排序。 不同的 ｏｎｅ－ｓｈｏｔ 方法在训练方式上有所不

同：ＥＮＡＳ 学习了一个 ＲＮＮ 控制器，它从搜索空间

中对架构进行采样，并根据强化学习获得的近似梯

度训练 ｏｎｅ－ｓｈｏｔ 模型。 ＤＡＲＴＳ 通过在 ｏｎｅ－ｓｈｏｔ 模
型的超网的每条边上放置候选操作（卷积算子等）
的混合，来获得连续的搜索空间，一次性优化 ｏｎｅ－
ｓｈｏｔ 模型的所有权重；Ｂｅｎｄｅｒ 等人只训练 ｏｎｅ－ｓｈｏｔ
模型一次，采样一个结构时，相当于对超网络其它部

分进行 ｄｒｏｐｏｕｔ 操作，这样获得的模型表现排序已经

足够。 虽然 ＥＮＡＳ 和 ＤＡＲＴＳ 在训练期间优化了神

经网络结构的分布，但 Ｂｅｎｄｅｒ 等人的方法可以看作

使用固定分布。
以上表明，权重优化和结构挑选的组合可能是

ｏｎｅ－ｓｈｏｔ 模型的需要。
Ｏｎｅ－ｓｈｏｔ 模型一般限制是预先定义的超图，超

图基本就限定了子图的生成模式。 此外，在架构搜

索期间要求整个超图缓存在 ＧＰＵ 中，这相应地限制

相较小的超图和搜索空间，因此通常与基于小区的

搜索空间结合使用。 基于权重共享的方法根本上减

少了 ＮＡＳ 所需的计算资源（从几千 ＧＰＵ 天到若干

ＧＰＵ 天）。 如果架构的采样分布与 ｏｎｅ－ｓｈｏｔ 模型一

起优化，目前还不能很好地解释它们引入搜索的偏

差。 从根本上来说，就是 ｏｎｅ－ｓｈｏｔ 模型和子图模型

的性能一致性问题，就是在超图上的子图模型的排

序和子图模型单独从头训练的模型性能排序是否真

实一致，目前还没有得到根本上的解决。
２　 国内研究综述

近来，神经网络架构搜索越来越被国内外研究

者重视。 谷歌、ＭＩＴ、Ｆａｃｅｂｏｏｋ、Ｕｂｅｒ、亚马逊早早加

入战场；国内的商汤、旷视、小米、阿里、华为等各大

公司也都紧随其后，在结构搜索方面有若干成果。
国内中科院、上海交通大学等也都有一些研究结果

问世。
中科大和微软发表的论文《Ｎｅｕｒａｌ Ａｒｃｈｉｔｅｃｔｕｒｅ

Ｏｐｔｉｍｉｚａｔｉｏｎ》提出另一种基于梯度的方法。 先将网

络结构嵌入（ｅｍｂｅｄｄｉｎｇ）到一个连续的空间，这个空

间中的每一个点对应一个网络结构。 在这个空间上

可以定义准确率的预测函数，以它为目标函数进行

基于梯度的优化，找到更优网络结构的嵌入表征。
优化完成后，再将这个嵌入表征映射回网络结构。
这类 方 法 的 优 点 之 一 就 是 搜 索 效 率 高， 对 于

ＣＩＦＡＲ－１０和 ＰＴＢ，结合一些权重共享这样的加速手

段，消耗可以少于 １ ＧＰＵ ／天。
在神经架构搜索过程中，最为耗时的其实就是

对于候选模型的训练。 而初版的神经架构自动搜索

方法因为对每个候选模型都是从头训练的，因此会

相当耗时。 一个直观的想法是有没有办法让训练好

的网络尽可能重用。 上海交大和伦敦大学的论文

《Ｒｅｉｎｆｏｒｃｅｍｅｎｔ Ｌｅａｒｎｉｎｇ ｆｏｒ Ａｒｃｈｉｔｅｃｔｕｒｅ Ｓｅａｒｃｈ ｂｙ
Ｎｅｔｗｏｒｋ Ｔｒａｎｓｆｏｒｍａｔｉｏｎ》中，将网络态射与神经网络

搜索结合。 所谓网络态射就是将网络进行变形，同
时保持其功能不变。 这样带来的好处是变形后可以

重用之前训练好的权重，而不用重头开始训练。
最近，中科院的论文 《 Ｙｏｕ Ｏｎｌｙ Ｓｅａｒｃｈ Ｏｎｃｅ：

Ｓｉｎｇｌｅ Ｓｈｏｔ Ｎｅｕｒａｌ Ａｒｃｈｉｔｅｃｔｕｒｅ Ｓｅａｒｃｈ ｖｉａ Ｄｉｒｅｃｔ
Ｓｐａｒｓｅ Ｏｐｔｉｍｉｚａｔｉｏｎ》提出了 ＤＳＯ－ＮＡＳ 方法，其特点

是只搜一次。 它始于一个完全连接的块，在操作间

引入缩放因子，同时添加稀疏正则化来去除无用的

连接，也就是去除不重要的操作，得到最优结构。 文
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中提出可以在一个优化问题中同时学习网络结构和

参数。
旷视科技最近提出了一种使用均匀分布采样的

单路径 Ｏｎｅ－Ｓｈｏｔ 模型，它的中心思想是使用一种简

化的超网络，通过均匀路径采样的方法进行训

练［１２］。 一旦训练好超网络，就使用进化算法来有效

的搜索一个表现较好的结构，而无需进一步调整。
目前该方法达到了很好的水平。

小米 ＡｕｔｏＭＬ 团队近期发表的 ＦａｉｒＮａｓ 在 Ｏｎｅ－
ｓｈｏｔ 模型中为了能在超网络上更公平的比较结构，
对每个操作算子进行严格公平训练，也较为明显的

提升了超网络的训练拟合效果。
３　 国内外研究简析

３．１　 搜索空间

搜索空间是模型生成的基石，搜索空间确定了

模型生成的范围，模型选取的复杂程度。 搜索空间

的确定依然需要依靠人类先验知识，尽管这可能会

阻碍机器去发现更有创新性的结构。
搜索空间的设计是一个十分具有难度的问题，

在模型自动生成问题中，一个好的搜索空间，基本就

奠定了最终搜索到的模型的性能结果的均值。 例

如：在一个很优秀的搜索空间中，即使只是采用随机

采样的方式选取结构，仍然可能会比在一个较差的

搜索空间中使用十分优秀的搜索算法所得到的模型

要好得多。
目前绝大多数搜索空间都是基于 ｃｅｌｌ 方式堆

叠，基于 ｃｅｌｌ 的搜索空间具备两大优势：（１）有效缩

减搜索空间大小。 （２）更容易进行模型迁移。
首先，基于 ｃｅｌｌ 的搜索空间可以指数级缩减搜

索空间大小，例如：对于一个 ８ 层网络，一个 ｃｅｌｌ 包
含两层，每层 ４ 种选择，搜索空间会从 ４８缩减到 ４２；
其次，基于 ｃｅｌｌ 的搜索空间所生成的模型能够很简

单的进行模型的扩展迁移，例如：在一个小型数据集

上训练搜索到了一个 ８ 个 ｃｅｌｌ 堆叠的模型，为了迁

移到更大的数据集，或者获得更好的训练效果，可以

将 ８ 个 ｃｅｌｌ 扩展到 ２０ 个 ｃｅｌｌ，这样网络的深度变深，
网络的表征能力也就会变强。

搜索空间设计的两个基本原则：
（１）能够包含若干现有的手工设计模型，在搜

索结果的反馈中能够更方便的比较手工设计模型和

自动生成模型的优劣。
（２）网络中有较为明显的优劣之别，就是整个

搜索空间中的结构应该是比较容易比较的。
除了具有代表性的几个搜索空间，绝大多数的

研究者，大都是基于已有的搜索空间进行实验探索，
要么采用一样的搜索空间，要么基于其它的搜索空

间进行微调（加入或删除几个卷积算子、限制边的

连接方式、搜索激活函数等等）。
作为初期的研究者，可以尝试将实验，实现在一

个较为简单的搜索空间上，如果获得了比较满意的

结果后，在把算法等迁移到更为复杂的搜索空间上，
这是一种节约时间和计算资源的方式之一。
３．２　 搜索方法

目前主流的搜索方法大概可以分为 ４ 类：
（１）基于强化学习。 最初由谷歌公司在 ２０１７

年于《Ｎｅｕｒａｌ Ａｒｃｈｉｔｅｃｔｕｒｅ Ｓｅａｒｃｈ Ｗｉｔｈ Ｒｅｉｎｆｏｒｃｅｍｅｎｔ
Ｌｅａｒｎｉｎｇ》一文中提出，此种方法通常通过一个控制

器（一般是一个 ＲＮＮ 神经网络）负责生成模型的结

构和相应超参数，利用这个结构在数据集上进行训

练，得到准确率，然后进行反馈。 如此反复直到得到

最佳的结果。 该方法获得好的模型的前提是进行大

量的模型训练，时间代价很大，普通研究者是无法承

受的。
（２）基于进化算法。 初始产生若干结构，下一

次选取的结构由已有结构进行交叉变异得到，这种

方式的好处是符合自然发展规律，并且有着一个大

家都共识的观点：结构相似的模型，在最终的表现结

果上也是相似的。 进化算法通常和其他方法联合使

用，作为一个工具。
（３）基于可微方法。 可微方法首次在 ＤＡＲＴＳ

论文中提出，论文中将结构和参数共同优化，并且将

结构通过 ｓｏｆｔｍａｘ 映射到连续空间，使得可以通过求

解梯度来进行下一个结构的选取，有得到全局最优

的可能。 但该方法由于通过梯度选取模型，所以无

法控制生成模型的大小和 Ｆｌｏｐｓ 数量等。
（４）基于 ｏｎｅ－ｓｈｏｔ 方法。 该方法首次由 Ｇｏｏｇｌｅ

在 ＥＮＡＳ 中提出，该方法将所有神经网络模型视作

有向无环图（ＤＡＧ）。 首先固定节点，所有模型都放

在一个超网络（Ｈｙｐｅｒｎｅｔ 或 Ｓｕｐｅｒｎｅｔ）中，超网络中

的一个子图表示一个神经网络模型。 对整个超网络

进行训练，通过采样子图，来获得一个结构，通过评

估选出最好的模型。 更多的时候 ｏｎｅ－ｓｈｏｔ 模型都

是和其它方法结合使用的（例如 ＲＬ、进化算法等）。
但目前来说，ｏｎｅ－ｓｈｏｔ 模型仍然没能从根本上解决

超网络上模型的表现和最终模型效果的一致性问

题。
３．３　 评估策略

评价一个网络模型的好坏是算法能够选出真正
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优秀模型的途径，最直观也最准确的评估方式就是

将模型从头开始训练，训练完全之后查看模型对测

试数据集的准确性，但是这种方式往往是最为费时

费力的。 在搜索算法中，往往要比较成千上万的模

型，才能够得出一个较好的局部最优解，然而将成千

上万个模型都从头至尾训练完全是不经济也不现实

的，只有 Ｇｏｏｇｌｅ 这样的公司才具备这样的条件。 一

般会寻求评估结果的准确性和所需算力的折衷。
低保真是其中的一种方式，比如测试时只取测

试集合的一个小的子集合进行测试，亦或使用低分

辨率的图像等等。
很多时候，可以根据已有的效果评估来对搜索

过程进行剪枝，如果搜索到的若干较差的结构有某

些共同的特点，那之后就避免不去搜索带有这些特

点的结构；亦或若干较优的结构具有某些共同的特

点，之后就专注于搜索具有这些特点的结构。
基于 Ｏｎｅ－ｓｈｏｔ 的方式，由于训练了一个超网

络，整个搜索空间上的所有结构都共用这个超网络

的模型参数，所以在进行模型评估的时候十分便捷，
只需直接使用超网络的参数即可，不需要进行额外

的模型训练，所以基于 Ｏｎｅ－ｓｈｏｔ 的方法在最近也越

来越多的被大家使用。 基于 Ｏｎｅ－ｓｈｏｔ 模型还可以

做到基于可微模型做不到的提前预判，对于带评估

的结构，如果其模型参数或者 Ｆｌｏｐｓ 数不符合要求，
那么可以直接不去进行计算，直接换另外一个采样

结构即可。
４　 结束语

本文针对神经网络架构搜索这个研究方向，首
先给出了目前最普遍接受的问题定义，根据国内外

不同的研究现状进行了综述，在最后针对最主要的

三个研究内容：搜索空间、搜索策略、评估策略给出

了简析。 通过本文可以帮助初入本研究方向的研究

人员对神经网络架构搜索了解一个大致的全貌，帮
助研究人员更快的进行深入研究。
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