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摘　 要： 随着深度学习的不断发展和应用，目标检测效果有了明显的改善。 但由于目标检测任务需要检测多尺度信息，而目

前的检测器在不同尺度物体检测方面仍有不足，尤其是对小目标物体，易出现漏检以及误检的情况。 本文针对场景中出现的

小目标漏检及误检问题，对小目标检测进行研究，对 ＹＯＬＯｖ４ 网络进行改进，在 ＹＯＬＯｖ４ 网络上增加专门针对小目标物体的

特征层，实现语义信息和定位信息更好的融合。 同时，增加数据集中小目标物体的占比，来提高小目标物体的检测精度。 实

验结果表明，所进行的网络改进达到了提高目标检测效果的目的。
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０　 引　 言

随着科技水平的不断发展，自动驾驶技术也不

断成熟。 通过车辆自身的传感器，对车辆、行人、信
号灯以及可行驶区域的检测，是自动驾驶的重中之

重。 由于传统目标检测算法的实时性无法满足自动

驾驶的需求，因此基于深度学习的目标检测算法，逐
渐进入了人们的视野。

以 ＲＣＮＮ 为代表的二阶段检测算法，具有更高

的检测精度。 但需要经过候选区域筛选以及目标分

类两大步骤，因此网络的实时性较差。 以 ＹＯＬＯ 和

ＣｅｎｔｅｒＮｅｔ 为代表的一阶段检测算法，将感兴趣区域

的筛选和目标分类集成到一个网络，在保证精度的

同时， 提升了网络的实时性。 与此同时， 随着

ＭｏｂｉｌｅＮｅｔ 和 ＳｈｕｆｆｌｅＮｅｔ 等轻量化网络的提出，进一

步降低了网络的参数量和计算量，使得网络可以在

移动端进行部署。

１　 ＹＯＬＯｖ４ 简介

１．１　 ＹＯＬＯ 系列算法

ＹＯＬＯｖ１［１］和 ＹＯＬＯｖ２［２］ 算法是 ＹＯＬＯ 系列算

法的开山之作，其检测思路不同于 ＲＣＮＮ 系列的二

阶段算法［３］。 二阶段算法先利用 ＲＰＮ（区域生成网

络） ［４］等方法选取目标位置所在的候选区域，然后

在感兴趣区域中利用卷积神经网络的方法提取图像

特征。 以 ＹＯＬＯ 系列为代表的一阶段目标检测算

法，其检测流程是一个单一的网络，创造性的把目标

检测问题看成一个简单的回归问题。 在一个网络

中，直接回归出检测框的位置，并得到框内物体的种

类以及置信度，可以实现端对端的实时监测。
ＹＯＬＯｖ３［５］和 ＹＯＬＯｖ４［６］算法的输出都是具有 ３

种不同尺度、不同感受野的特征层，其主干网络均采

用残差结构。 一般情况下，卷积层数越多，网络就越

深，得到的特征信息也就越丰富。 但是，如 ＶＧＧＮｅｔ



等网络［７］，其加深到一定程度便无法继续加深。 因

为随着网络深度的增加，其检测效果不但不会得到

优化，反而可能会变的更差。 而残差网络［８］ 可以在

网络不断加深，得到更强语义信息的同时，避免出现

梯度爆炸和梯度消失等情况。
１．２　 主干特征提取网络

ＹＯＬＯｖ３ 在 Ｄａｒｋｎｅｔ５３ 中，利用残差网络共进行

了 ５ 次特征提取。 当输入为 ４１６∗４１６∗３ 的特征图

时，分别得到 ２０８∗２０８、１０４∗１０４、５２∗５２、２６∗２６、
１３∗１３ ５ 层输出。 随着图片不断被压缩，特征层深

度不断增加，得到的语义信息更加丰富。 同样，
ＹＯＬＯｖ４ 的主干网络在其基础上改用了跨阶段局部

网络［９］（Ｃｒｏｓｓ Ｓｔａｇｅ Ｐａｒｔｉｔｉａｌ Ｎｅｔｗｏｒｋ）。 ＣＳＰＮｅｔ 是一

个逐层的特征融合机制，通过截断方式可以有效避

免同一梯度信息被反复学习，从而得到最大化梯度

组合的差异。 残差网络基本结构如图 １ 所示。
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图 １　 残差网络示意图

Ｆｉｇ． １　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋ

１．３　 特征融合框架

主干特征提取网络获取的特征层需要进一步特

征融合，才能得到语义信息和位置信息都强大的特

征聚合。 ＹＯＬＯｖ４ 不仅包含与 ＹＯＬＯｖ３ 相同的自顶

向下的 Ｆｅａｔｕｒｅ Ｐｙｒａｍｉｄ Ｎｅｔｗｏｒｋｓ 网络， 还在此基础

上对 １３∗１３、２６∗２６、５２∗５２ 的特征层利用 Ｐａｔｈ
Ａｇｇｒｅｇａｔｉｏｎ Ｎｅｔｗｏｒｋ 进行下采样，提高了浅层特征图

的信息利用率。 图 ２ 为 ＹＯＬＯｖ４ 网络中各部分代表

的含义；ＹＯＬＯｖ４ 的整体框架如图 ３ 所示。
　 　 其中：ＣＢＬ 模块由卷积层、归一化和 Ｌｅａｋｙ Ｒｅｌｕ
激活函数组成；ＣＢＭ 模块由卷积层、归一化和 Ｍｉｓｈ
激活函数组成；Ｒｅｓ＿ｕｎｉｔ 由两个 ＣＢＭ 模块经过残差

连接而成； ＣＳＰｘ 中 ｘ 代表包含几个 Ｒｅｓ＿ｕｎｉｔ；ＵＰ 代

表上采样的操作；ＤＯＷＮ 代表下采样的操作；ＳＰＰ
结构将 ４ 次不同尺度的最大池化进行通道的堆叠，

然后再输入特征融合网络［１０］。
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图 ２　 ＹＯＬＯｖ４ 框架组成模块
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图 ３　 ＹＯＬＯｖ４ 整体框架

Ｆｉｇ． ３　 ＹＯＬＯｖ４ ｏｖｅｒａｌｌ ｆｒａｍｅｗｏｒｋ

１．４　 损失函数及预测框

目前，多目标检测函数通常由两部分组成，即分

类损失函数和回归损失函数。 近年来，随着回归损

失函数的发展，目标检测的精度和速度也有了一定

提升。 如： ＩＯＵ＿Ｌｏｓｓ 主要考虑检测框和目标框重叠

面积；在 ＩＯＵ＿Ｌｏｓｓ 的基础上，ＧＩＯＵ＿Ｌｏｓｓ［１１］ 解决了

边界框不重合时的问题；ＤＩＯＵ＿Ｌｏｓｓ［１２］ 还将考虑边

界框中心点距离的信息；而 ＣＩＯＵ＿Ｌｏｓｓ［１３］ 则将重叠

面积、边界框不重合、边界框中心距离和边界框宽高

比的尺度信息进行了融合，得到对于目标检测最优

损失函数。

ＣＩＯＵ ＝ ＩＯＵ － ｄ２

ｃ２
－ αｖ （１）

ＬＣＩＯＵ ＝ １ － ＩＯＵ ＋ ｄ２

ｃ２
＋ αｖ （２）

　 　 其中： ｖ 代表纵横比一致性；
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ｖ ＝ ４
π２ （ａｒｃｔａｎ ｗｇｔ

ｈｇｔ
－ ａｒｃｔａｎ ｗ

ｈ
）

２

（３）

　 　 α 代表折中系数；

α ＝ ｖ
１ － ＩＯＵ ＋ ｖ

（４）

　 　 ｄ 代表预测框和真实框的中心点的欧氏距离；
ｄ ＝ ρ（ｂ，ｂｇｔ） （５）

　 　 ｃ 同时包含预测框和真实框的最小闭包区域对

角线距离。
Ｙｏｌｏｖ４ 中采用 Ｋｍｅａｎｓ 聚类的方式，分别得到 ３

个特征层的 ９ 个不同尺度的先验框，并采用 ＣＩＯＵ＿
Ｌｏｓｓ 的回归方式，使得预测框回归的速度和精度得

到提高。

２　 改进的 ＹＯＬＯｖ４ 模块

２．１　 小目标检测难点

小目标检测在许多任务中至关重要。 如，从汽

车高分辨率场景照片中，检测小的或远处的物体对

于安全部署自动驾驶汽车是必要的。
在目标检测实际应用场景中，需要检测的目标

的尺寸往往大小不一，即多尺度检测。 多尺度检测

要求训练的模型应具有较强的鲁棒性，可以检测出

不同尺度的各类物体。 然而在检测过程中，大尺度

物体占据图像的面积大，经过多次卷积得到的特征

也比较丰富，因此较容易被检测出来。 所以，对于目

标检测来说，其难点在于如何精确定位和识别出占

据图像比例较小的目标。
小目标物体难以检测的原因可以分成两类：
（１）训练所用的数据集中，小目标物体出现的

次数较少。 主要原因有：
①ａ）数据集包含小目标物体的图片数量较少；
②即使图片中包含小目标物体，但其在一张图

片中出现的次数较少，很容易被忽略；
③许多图片本身的分辨率较低、图像模糊，导致

其携带的信息较少。
（２）特征提取网络无法很好的提取到小目标的

特征。 当输入进来的图片经过不断的卷积和采样，
使得图片不断地被压缩，使小目标物体所占据的比

例更小，且即使检测框可以检测到小物体所在的位

置，也会在检测框内部包含大量不属于小目标的特

征。 此外，特征融合网络没有充分利用语义信息和

位置信息。
不同阶段的特征图对应的感受野不同，表达的

信息抽象程度也不一样。 浅层特征图中含有更多的

位置信息，深层特征图中含有更多的语义信息，如何

将语义信息和位置信息进行更好的特征融合，得到

特征更加丰富的特征层，也是一个亟待解决的难题。
２．２　 数据集增强

数据增强就是在现有数据的情况下，让有限的

数据通过变换，得到更多有价值的数据。 传统的数

据增强方式包括翻转、旋转、裁剪、变形、缩放等。 本

文在 Ｍｏｓａｉｃ 数据增强方式的基础上，增加了对小目

标物体的复制与粘贴，使得场景远处的小目标物体

在数据集中占据更大的比例。
首先，在图片中选取一个小目标物体，在图片的

任意位置进行多次粘贴。 在复制粘贴过程中，要保

证粘贴的位置不能与图像中现有的目标有遮挡，如
图 ４ 所示。

图 ４　 小目标的随机增强

Ｆｉｇ． ４　 Ｒａｎｄｏｍ ｅｎｈａｎｃｅｍｅｎｔ ｏｆ ｓｍａｌｌ ｔａｒｇｅｔｓ

　 　 粘贴完成后，利用 Ｍｏｓａｉｃ 数据增强方法随机选

取 ４ 张图片进行缩放，再随机分布进行拼接，大大丰

富了检测数据集，特别是随机缩放增加了很多小目

标，让网络的鲁棒性更好。 Ｍｏｓａｉｃ 数据增强实例如

图 ５ 所示。

图 ５　 Ｍｏｓａｉｃ 数据增强

Ｆｉｇ． ５　 Ｍｏｓａｉｃ ｄａｔａ ｅｎｈａｎｃｅｍｅｎｔ

２．３　 优化的多尺度特征融合

传统的卷积神经网络，都是自上而下进行的，随
着网络层数的加深，图像包含的语义信息也更加丰

富。 但与此同时，小目标的特征可能会随着网络层

数的加深而逐渐被忽略。 在 ＹＯＬＯｖ３ 当中，通过

ＦＰＮ 中的上采样结构，将深层特征图的语义特征传

递给浅层特征图，实现特征融合［１４］。 ＹＯＬＯｖ４ 在此

基础上，增加了 ＰＡＮｅｔ 结构［１５］，将浅层特征图的强

定位特征传入深层网络中，进行进一步的特征聚合，
得到网络的 ３ 个用于检测的输出层。
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本文主要针对解决场景中出现的小目标漏检及

误检的问题。 ＹＯＬＯｖ４ 利用 ＦＰＮ 和 ＰＡＮｅｔ 网络将主

干特征提取网络中 １３∗１３，２６∗２６，５２∗５２ 的 ３ 层

输出进行融合，得到语义信息和定位信息更加丰富

的 ３ 个特征层，然后进行先验框的预测和回归。
浅层的特征图感受野小，比较适合检测小目标。

因此，本文算法在传统的 ＹＯＬＯｖ４ 的基础上，将主干

特征提取网络的第二层 １０４∗１０４ 的输出经过上采样

和下采样，再与前 ３ 层输出融合在一起，得到 ４ 个特

征层，来提高网络对于小目标物体的检测能力（如图

６ 中红色虚线部分）。 并且，利用 Ｋｍｅａｎｓ 聚类方

法［１６］，得到适合每个数据集的先验框的宽和高。 根

据聚类得到的 ４ 组先验框的大小，将其划分到对应的

特征层上，大的先验框分配到深层上，用于检测大物

体；小的分配到浅层上，用于检测小物体。
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图 ６　 改进的 ＹＯＬＯｖ４ 结构

Ｆｉｇ． ６　 Ｉｍｐｒｏｖｅｄ ＹＯＬＯｖ４ ｓｔｒｕｃｔｕｒｅ

３　 实验效果

３．１　 数据集

本文采用了在图像分类、目标检测和图像分割

比赛中运用最为广泛的 ＶＯＣ 数据集对网络进行训

练。 ＶＯＣ 数据集共包含人、车辆、动物、室内家具、
背景等 ５ 大类，总计 ２１ 个小类。

首先，选取 ｖｅｈｉｃｌｅ 中的 ４ 个公路交通工具进行

检测，分别是 ｂｉｃｙｃｌｅ、ｂｕｓ、ｃａｒ、ｍｏｔｏｒｂｉｋｅ。 ＶＯＣ＿２００７
数据集和 ＶＯＣ＿２０１２ 数据集分别包含 ９ ９６３ 张和

１７ １２５张尺度丰富的图像， 再从中随机挑选出

１６ ５５１张图片组成 ＶＯＣ＿２００７＋２０１２ 数据集。 这 ３
个数据集中，训练集、验证集、测试集的比例分别为

８ ∶ １ ∶ １。
首先，利用 ＶＯＣ＿２００７、ＶＯＣ＿２０１２、ＶＯＣ＿２００７＋

２０１２ 数据集分别对 ｖｅｈｉｃｌｅ 中的 ４ 类进行训练。 然

后，再对经过数据增强后的 ３ 个数据集进行同样的

训练，分别得到结果，进行对比。 最后，将改进的

ＹＯＬＯｖ４ 与其它检测网络进行对比。
３．２　 实验效果

为了验证本文所改进的网络在目标检测当中的

有效性，在服务器上进行了实验。
图 ７ 中，图 ７（ａ）是利 ＹＯＬＯｖ４ 网络在 ＶＯＣ＿０７＋

１２ 数据集上经过 １００ 轮训练后得到的 ｖａｌ＿ｌｏｓｓ 最低

的权重进行预测后，得到的效果图。 图 ７（ｂ）为同等

条件下，改进的 ＹＯＬＯｖ４ 网络的预测结果。 从两图

对比可以看出，改进的 ｙｏｌｏｖ４ 网络比原始的网络可

以检测出更多场景远处的小目标车辆，提升了

小目标的检测精度，从而使得整体检测精度有了提

升。

（ａ） ＹＯＬＯｖ４ 网络的预测结果

（ｂ） 改进 ＹＯＬＯｖ４ 网络的预测结果

图 ７　 检测效果对比图

Ｆｉｇ． ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ

　 　 表 １、表 ２ 分别为各类检测器在 ＶＯＣ＿２００７ ＋
２０１２ 数据集和增强 ＶＯＣ＿２００７＋２０１２ 数据集下的检

测效果。 其中包括 ＹＯＬＯｖ３ 和 ＹＯＬＯｖ４，以及将

ＹＯＬＯｖ４ 主干特征提取网络 ＣＳＰＤａｒｋＮｅｔ５３ 替换为

ＭｏｂｉｌｅＮｅｔｖ１、ＭｏｂｉｌｅＮｅｔｖ２、ＭｏｂｉｌｅＮｅｔｖ３ 的轻量化网

络 ＹＯＬＯｖ４＿Ｍ１、ＹＯＬＯｖ４＿Ｍ２、ＹＯＬＯｖ４＿Ｍ３。 将以上

５ 种改进的目标检测网络与本文提出的改进

ＹＯＬＯｖ４ 网络作比较，得到的实验结果。
表 １　 ＶＯＣ＿２００７＋２０１２ 数据集结果

Ｔａｂ． １　 Ｒｅｓｕｌｔｓ ｏｎ ＶＯＣ＿２００７＋２０１２ ｄａｔａｓｅｔ

ＶＯＣ＿０７＋１２
ＡＰ

ｂｉｃｙｃｌｅ ｂｕｓ ｃａｒ ｍｏｔｏｒｂｉｋｅ
ｍＡＰ

ＹＯＬＯｖ３
ＹＯＬＯｖ４

ＹＯＬＯｖ４＿Ｍ１
ＹＯＬＯｖ４＿Ｍ２
ＹＯＬＯｖ４＿Ｍ３
改进 ＹＯＬＯｖ４

７８．０７
８７．２６
７９．０２
７８．５６
８２．３３
８８．３５

７７．６５
８８．８２
８１．２８
８２．２０
８６．０７
９０．０１

８０．２２
８５．６９
８３．２４
８２．３９
８５．１８
８７．２３

８１．６４
８４．５５
８１．３９
８０．３４
８２．３６
８５．０７

７９．３９
８６．５８
８１．２３
８０．８７
８３．９９
８７．６７
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表 ２　 增强 ＶＯＣ＿２００７＋２０１２ 数据集下实验结果

Ｔａｂ． ２　 Ｒｅｓｕｌｔｓ ｕｎｄｅｒ ｔｈｅ ｅｎｈａｎｃｅｄ ＶＯＣ＿２００７＋２０１２ ｄａｔａｓｅｔ

ＶＯＣ＿０７＋１２
ＡＰ

ｂｉｃｙｃｌｅ ｂｕｓ ｃａｒ ｍｏｔｏｒｂｉｋｅ
ｍＡＰ

ＹＯＬＯｖ３
ＹＯＬＯｖ４

ＹＯＬＯｖ４＿Ｍ１
ＹＯＬＯｖ４＿Ｍ２
ＹＯＬＯｖ４＿Ｍ３
改进 ＹＯＬＯｖ４

７９．３２
８８．２１
８１．３７
８４．１２
８４．９６
８８．６５

８０．３６
８９．８９
８８．５３
８６．１７
９１．４１
９２．０６

８２．５９
８８．３６
８６．５６
８８．４０
８５．３３
９０．２７

８０．０３
８５．９４
８４．０２
８３．３０
８６．１１
８５．６６

８０．５８
８８．１０
８５．１２
８４．５０
８６．９５
８９．１６

４　 结束语

本文 在 ＶＯＣ 数 据 集 基 础 上， 筛 选 出 属 于

Ｖｅｈｉｃｌｅ 的 ４ 类图片，并利用 Ｍｏｓａｉｃ 和增加小目标的

方式丰富了数据集中的 Ｖｅｈｉｃｌｅ。 同时，在 ＹＯＬＯｖ４
算法的基础上，增加了特征输出，使得网络可以在同

等条件下检测更多场景远处的小目标物体，提升了

整体的检测精度。 最后，利用改进的 ＹＯＬＯｖ４ 在增

强的 ＶＯＣ 数据集下进行训练，对 ４ 类交通工具的检

测精度均有不同程度的提升。
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