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基于群落学习的空中博弈对抗模型

沈贤杰

（中国电子科技南湖研究院 ＪＳ 大脑实验室， 杭州 ３１４０００）

摘　 要： 近年来，许多强化学习模型取得了令人满意的成绩。 然而，其大多数还要求有较大量的对战训练数据，否则很容易产

生模型冷启动、过拟合等一系列问题。 针对这些问题，该文针对空战环境，提出了一种更为稳定有效的空战环境下行动策略

设计。 在融合自注意力机制的同时改进了群落学习 （Ｐｏｐｕｌａｔｉｏｎ－ｂａｓｅｄ Ｌｅａｒｎｉｎｇ， ＰＢＴ）在现有强化学习模型训练中的应用。
本文设计模型 ＰＳＡ－Ａｉｒ（Ｐｏｐｕｌａｔｉｏｎ－ｂａｓｅｄ Ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ Ａｉｒ Ｃｏｍｂａｔ Ｍｏｄｅｌ），在尚未结束的 ２０２１ 首届全国空中智能博弈对抗

大赛中取得了优秀的成绩。 经实验证明，本文算法设计在收敛速度以及最终性能上具有一定的优越性。
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０　 引　 言

博弈对抗算法在现实生活中应用场景非常广

泛，例如棋类、商业投标、作战等。 对于棋类等存在

大量的融合人类专家先验知识的局内数据作为训练

数据的场景，即使不采用强化学习，只采用监督学习

即可获得接近甚至超越普通人类的表现［１－２］。 然

而，对于其它一些难以获得大量实际数据的场景，现
有表现较好的解决方案，是使用结合先验知识的强

化学习模型进行自博弈对抗。
ＰＳＡ－Ａｉｒ 模型首先针对空中博弈对抗的场景，

设计了多阶段的强化学习模型训练，并将原先朴素

的行动策略方案改进为一种更稳定有效的基于相对

位置的行动方案；针对不同阶段的模型训练设计不

同的群落学习机制，来解决模型训练的冷启动、过拟

合等问题。 此外，该模型利用 Ｔｒａｎｓｆｏｒｍｅｒ［３］ 中的自

注意力机制，对多智能体环境状态进行编码，实验证

明相比 ＬＳＴＭ［４］具有更高的性能。

１　 环境描述

本文算法模型解决的问题环境为态势完全透明

的 ５Ｖ５ 空战问题。 双方均由 １ 架有人机与 ４ 架无人

机组成，双方性能完全对等；可行动空域长宽均为

３００ ｋｍ，高度约为 １０ ｋｍ 的矩形。 初始状态双方各从

空域俯视图的正方形一对顶角，同一高度同时出发，
每架飞机各携 ２ 枚导弹。 在限制时间 ２０ ｍｉｎ 内，若一

方无人机被击落或者全部导弹已被发射则判负；若超

过限制时间，当前剩于战力（飞机总架数、导弹剩余总

数量）多者获胜；若剩余战力相等，则占据对战空域中

间部分时间较长的一方获胜。 对战过程中，内部机群

之间的机载雷达可以互相提供制导功能。

２　 先验知识

２．１　 群落学习

群落学习技术［５］ 最初由 ＤｅｅｐＭｉｎｄ 提出，用于

挑选神经网络最优超参数。 具体地说，多个被随机

赋予超参数的神经网络模型并行地训练。 类似于遗



传学习［６］，在每轮训练中获得较好表现的网络超参

数组合，会被用于改进现有的超参数组合，表现较差

的超参数组合则会被放弃。 在 ＡｌｐｈａＧｏ［７］ 中同样存

在类似的思想，在自博弈阶段会初始化一系列不同

参数的对手用于对抗学习，来防止训练阶段的过拟

合问题。
２．２　 自注意力机制

Ｔｒａｎｓｆｏｒｍｅｒ 在自然语言处理等多个领域取得了

非常优秀的成绩，其主要归功于其对于自注意力机

制的应用。 假设输入为［ｍ，ｎ］ 维的矩阵，则需要 ３
个均为 ［ｎ，ｄ］ 维的矩阵 Ｋ、Ｑ、Ｖ， 分别代表 Ｋｅｙ、
Ｑｕｅｒｙ 与 Ｖａｌｕｅ，将输入矩阵转换成［ｍ，ｄ］ 维的矩

阵。 输入矩阵经过 Ｑ 矩阵得到其 Ｑｕｅｒｙ 矩阵，将该

矩阵与经过 Ｋ 矩阵得到的 Ｋｅｙ 矩阵进行内积，再与

经过 Ｖ 矩阵转换后的 Ｖａｌｕｅ 矩阵相乘后，得到处理

后的输入。 该机制主要意义在于将输入视为 ｍ 个 ｎ
维的向量，使向量之间进行交互，挖掘输入之间的关

系，凸显更重要的输入维度。 具体公式如式（１） 所

示，分母中的 ｄ 用于防止矩阵内积结果过大。

Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ ｓｏｆｔｍａｘ（Ｑ ＫＴ

　 ｄ
）Ｖ （１）

３　 算法模型描述

３．１　 模型结构与输入输出

ＰＳＡ－Ａｉｒ 模型主要由 Ｃｒｉｔｉｃ 和 Ａｃｔｏｒ［８］ 组成，并
遵循 ＭＡＤＤＰＧ［９］ 集中式评价、分布式训练的原则，
使用经验回放池以及目标网络机制［１０］。 其中，
Ｃｒｉｔｉｃ 接收整体环境的输入、编码得到当前环境的嵌

入向量，并输出衡量当前优劣情况的值；Ａｃｔｏｒ 接收

各个行动体的局部环境，并输出对应的行动策略。
每架飞机的状态由一个 １０ 维的向量表示， 分

别为 Ｘ、Ｙ、Ｚ 轴方向的方位，表示飞机飞行角度的航

向角、俯仰角、横滚角，以及纵向加速度、 切向加速

度、导弹的剩余量等。 以上参数均被标准化到 ０ ～ １
之间，使训练过程更为高效稳定。 若该飞机已被击

落则全设为 ０。 每一架飞机由一个独立的 Ａｃｔｏｒ 控

制，以往模型对于 Ａｃｔｏｒ 会直接输出三维空间下各

个角度的偏转角以及加速度，但采用这种方式，在训

练期间会有较多的不稳定性，且由于在训练初期飞

机容易飞离指定空域，所以训练效率较低。
为了解决上述问题，Ａｃｔｏｒ 模型利用飞机间的相

对位置进行导航指向，将 Ａｃｔｏｒ 的最后一层设为一

个维度为 １０ 的 Ｓｏｆｔｍａｘ 层，分别表示向各个飞机的

相对 方 位 的 移 动 权 重。 设 Ｓｏｆｔｍａｘ 层 输 出 为

ｏｉ（ ｉ ＝１，２，．．．，１０）， 第 ｉ架飞机在 Ｘ 方位上的坐标为

ｘｉ， 则其在该时刻的移动目标点为 ∑
１０

ｊ ＝ １
ｏ ｊ ｘ ｊ。

Ａｃｔｏｒ 和 Ｃｒｉｔｉｃ 接收输入后，都会经过全连接层

连接的若干个自注意力层，将不同行动体的状态向

量进行交互，再经过带非线性激活函数的全连接层

进行编码。 同时该模型避免了使用 ＬＳＴＭ 对历史数

据进行编码存储，主要考虑到 ＬＳＴＭ 的训练速度慢

且对于强化学习模型训练难度较高［１１］。 为了利用

历史数据，模型的输入会同时得到该时刻以及上一

时刻的数据，虽然输入层维度会翻倍，但大大降低了

对计算资源的需求以及训练难度。
３．２　 对战阶段设定

对于一局对战，主要分为开局阶段以及开火阶

段。 开局阶段定义为：双方机群之间，两架飞机之间

距离大于 ３ 倍最大开火范围时，认为处于开局阶段。
该阶段的主要任务是机群内部组成一个良好的队

形，使其能够在很大程度上保护有人机，并且利于攻

击敌方。 经过开局阶段后，会进入对战开火阶段。
主要表现为无人机之间的短兵相接以及有人机的适

当介入。 在两个阶段分别会使用不同的策略网络。
３．３　 奖励函数设置

ＰＳＡ－Ａｉｒ 模型主要使用如下 ３ 种奖励函数。
第一种：使用最终对战结果的胜负奖励。 胜平

负分别对应＋１、０、－１。 然而一场对局往往需要经过

上百次行动决策，仅有终局奖励太过稀疏。
第二种：对于当前战力的消耗进行评估。 若某

一时刻无人机被击落，则会给予负向奖励 ０．５；若导

弹发射，但并未击落目标，也会给予负向奖励 ０．１６；
反之，对另一方则会进行正向奖励。

第三种：奖励用于指导保护己方有人机以及攻

击敌方无人机。 具体来说，对每一个时刻 ｔ 都会记

录一个环境值，其值为己方有人机距对方最近无人

机距离与对方有人机距己方最近无人机距离的比

值。 若该比值较大，则说明己方有人机处在相对更

安全的位置（只考虑仍然携带剩余导弹的无人机），
反之则说明己方有人机有被击落的风险。 ｔ 时刻

的该奖励为 ｔ 时刻的比值与 ｔ － １ 时刻比值的变化

值。
３．４　 训练流程

ＰＳＡ－Ａｉｒ 模型的训练主要分为预热阶段与自博

弈训练阶段。 预热阶段包括整个模型群落的预热训

练，自博弈训练为群落内的不同智能体之间进行对

抗训练。
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３．４．１　 预热训练

模型预热训练阶段对战的是基于规则的模型。
规则模型在开局阶段会让有人机在原地打转一定时

间，其余无人机往敌方有人机飞行，这样可让有人机

处在相对安全的位置又不至于脱离集群太远。 当敌

方有人机进入攻击范围，则会使用贪心法让最近距

离的不在攻击状态的飞机攻击。 若被敌方飞机攻

击，则有一定概率放弃攻击，自主进行绕圈飞行躲避

攻击。 同时在每一步的行为中增加一定的随机性以

提升鲁棒性。
３．４．２　 融合群落学习的自博弈训练

模型自博弈阶段，会使用群落学习的概念，随机

初始化一组策略网络，用于和经过预热训练的模型

进行自博弈训练，并同时训练两边对战的模型。 在

以往使用群落学习的强化学习模型中，每一轮的对

手策略网络都会被随机选择，然而这样训练的效率

较低，会浪费许多训练资源。 ＰｏｐＡｉｒ 模型提出运用

上限 置 信 区 间 公 式 （ Ｕｐｐｅｒ Ｃｏｎｆｉｄｅｎｃｅ Ｂｏｕｎｄ，
ＵＣＢ） ［１２］对策略网络群落进行采样。 ＵＣＢ 公式常被

用于蒙特卡洛搜索树中的节点采样，以提升搜索效

率。 具体如式（２）所示：

Ｐ ＝ ｖｉ ＋ ｃ

　
２ｌｎ（∑

ｉ
Ｔｉ）

Ｔｉ
（２）

式中， Ｐ 表示每轮被挑选的概率； ｖｉ 为该网络的对

战胜率； Ｔｉ 表示各网络的对战次数。 若该策略网络

的对战胜率较高或参与对战的次数较少，则被挑选

的概率越大。
３．４．３　 训练细节

模型在预热及自博弈训练阶段，都使用时间差

分误差（ＴＤ ｅｒｒｏｒ）版本的策略梯度下降法，ＴＤ ｅｒｒｏｒ
的具体定义如式（３）所示：
δ θ（ｓ，ａ，ｓ′） ＝ Ｒ（ｓ，ａ，ｓ′） ＋ γ ｖθ（ｓ′，ａ） － ｖθ（ｓ′，ａ′） （３）

其中， Ｒ 是立即回报； γ 是折扣系数； ｖθ 是价值

网络的输出。
策略网络 μ 和价值网络 ｖ 更新如式（４）、式（５）

所示。
　 ÑθＪ（μ） ＝ Ｅｓ，ａ，ｓ′，ａ′ ～ Ｄ［Ñθμ（ ｓ，ａ）δ θ（ ｓ，ａ，ｓ′）］ （４）
Ｌ（ｖ） ＝ Ｅｓ，ａ，ｒ，ｓ′，ａ′ ～ Ｄ［（ｖ（ｓ，ａ） － ｒ － γｖ（ｓ′，ａ′））２］ （５）

其中， Ｄ 代表经验存储池。

４　 实验结果分析

４．１　 实验环境

本文实验在 Ｕｂｕｎｔｕ ２０．０４ 系统上进行，模型由

Ｐｙｔｏｒｃｈ 实现，训练流程使用单张 Ｑｕａｄｒｏ Ｐ４０００ 显

卡。
４．２　 基于 ＵＣＢ 的采样算法分析

实验比较了本文基于 ＵＣＢ 公式采样训练出来

的模型与使用平均采样概率种群学习训练出来的模

型之间的优劣，训练时间统一控制为前者自博弈训

练 ３ ０００ 轮次后。 共进行了 ３ 次训练，每次训练完

的两个模型之间进行 １００ 局对战，综合胜负情况展

示见表 １。 当使用 ＵＣＢ 公式对对手智能体进行采样

时，训练所得的模型明显有更高的胜率。 由表 １ 中

数据分析可知，由于 ＵＣＢ 公式在有限的时间内能够

更好的平衡各个对手智能体的对战权重，若当前模

型对战某个随机初始化训练的模型胜率较低时，该
公式则会鼓励当前模型多与该模型进行对战，尽快

弥补缺点，因此提升了训练的效率。
表 １　 对战平均采样群落学习 １００ 局表现

Ｔａｂ． １　 Ｒｅｓｕｌｔｓ ｏｆ １００ ｇａｍｅｓ ａｇａｉｎｓｔ ａｖｅｒａｇｅ ｓａｍｐｌｉｎｇ ＰＢＬ

次数 胜 负 平

１ ７８ １６ ６

２ ７５ ２１ ４

３ ７４ ２２ ４

平均 ７５．７ １９．７ ４．７

４．３　 自注意力层分析

尝试将 ＬＳＴＭ 以及自注意力层进行替换，来验

证在该问题中是否自注意力比 ＬＳＴＭ 更快地收敛并

得到更优的解。 如图 １ 所示，使用 ＬＳＴＭ 的变体模

型在训练时 Ａｃｔｏｒ ｌｏｓｓ 的波动情况更加明显、更不稳

定，且收敛速度更慢，最终收敛的 ｌｏｓｓ 值略大于使用

自注意力层的模型。
　 　 　 Ｌｏｓｓ ｆｕｎｃｔｉｏｎ ｃｏｍｐａｒｉｓｉｏｎ ｄｕｒｉｎｇ ｔｒａｉｎｉｎｇ
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图 １　 不同算法收敛速度比较

Ｆｉｇ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｏｎｖｅｒｇｅｎｃｅ ｒａｔｅ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍ

　 　 经分析得出，导致该问题的原因：一是 ＬＳＴＭ 结

构的网络，在强化学习训练中训练难度较大，表现不

稳定；二是在空战问题中，由于有较明显的开局、交
火等不同阶段，行动策略有明显变化，而 ＬＳＴＭ 无法

直接屏蔽上一阶段策略数据的影响，并且 ＬＳＴＭ 的

６７１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



训练速度明显慢于使用近段数据进行自注意力机制

交互对历史数据进行建模的方法。

５　 结束语

本文针对空战博弈对抗问题提出了一种训练性

能效率高，且性能优秀的强化学习模型 ＰＳＡ－Ａｉｒ。
该模型首先提出了一种基于智能体相对位置的行动

方式，在处理环境输入时借鉴 Ｔｒａｎｓｆｏｒｍｅｒ 中的叠层

自注意力机制，来进行各个智能体状态的交互解析。
实验证明，ＰＳＡ－Ａｉｒ 比直接使用 ＬＳＴＭ 进行解析有

更快的收敛速度以及更好的表现。 实验中，结合

ＵＣＢ 公式的群落学习算法相比平均采样的变体更

加适合于训练深度强化模型。
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客流智能预警方法，可快速确定车站发生突发大客

流的瓶颈位置，有效指导地铁车站各瓶颈点突发大

客流预案的制定及启动，对于保障城市轨道在大客

流发生时的安全运营有重要的现实意义。
目前大多研究文件偏向于宏观预警，而本文提

出的预警方案偏向微观预警，可以进一步研究建立

宏观与微观相结合的更加便捷统一的预警指标体

系。
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