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基于智能算法的水系化学污染物预测模型研究

陈　 岑， 田晓丹， 武文星
（华北科技学院， 河北 廊坊 １０１６０１）

摘　 要： 水系污染不仅会严重影响居民的日常用水，还会使得许多水域附近农田受到不同程度的有机物或者重金属污染。 对

水系化学污染物进行监测是对水系污染治理和水环境管理的基础。 本研究在人工神经网络模型的基础上，构建了水系化学

污染的 ＢＰ 神经网络智能预测模型。 在此基础上，利用淮河水系某监测站点的数据，验证了该预测水系化学污染的 ＢＰ 神经网

络模型的有效性，得到相应的预测结果。 研究结果表明，对于衡量水系化学污染的 ｐｈ 值、ＤＯ、ＮＨ３－Ｎ 以及 ＣＯＤ 等四个指标，
ＢＰ 神经网络预测模型的预测精度较高，在一定程度上反映出水质变化的规律。 验证了采用 ＢＰ 神经网络智能预测模型，预测

水系化学污染物的有效性和可行性。
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０　 引　 言

随着社会经济的快速发展，众多水流域的污水

排放量不断增加，许多河流湖泊受到严重污染，水质

急剧恶化［１－３］。 水系污染中最主要的是化学成分污

染，常见的水系化学污染物包括 ＤＯ、ＮＨ３－Ｎ 以及

ＣＯＤ 等化合物。 水污染不仅会影响居民的正常生

活用水，还会使得许多水域附近农田受到不同程度

的有机物或者重金属污染，最终致使有害物质残留

在农作物中，影响居民的身体健康和生命安全［４－６］。
进行水系污染治理和水环境管理的前提是水质评

价，因而需要对水质进行监测和预测［７－８］。 ＢＰ 神经

网络作为一种应用广泛的计算机网络系统，可以应

用于水系污染的监测和评价。 因此，本研究在 ＢＰ
神经网络的基础上，构建水系化学污染物智能预测

模型。
１　 基于 ＢＰ 神经网络的水系化学污染物预测模型

构建

１．１　 ＢＰ 神经网络

人工神经网络是一种能够进行并行计算的网络

系统，包含许多神经元，并且神经元之间按照一定的

拓扑结构相互连接，形成众多的处理单元［９－１２］。 正

是由于人工神经网络具有复杂的结构，使得这种网

络系统形成了非线性的复杂动态特征。 人工神经网

络的基本单元是神经元，主要元素包括一个加法器、
一组连接以及一个激励函数。 其中一组连接主要是

指将一个神经元的输出值与另一个神经元相连接，
并将其作为下一个神经元的输入信号。 一个加法器

主要是用于求解通过神经元输入层信号与神经元对



应突触的加权和。 激励函数在一定范围内可以压制

输入信号，其形式多样，包括阶梯函数、分段线性函

数以及非线性函数。 阶梯函数可以表示如下：

ｆ ｘ( ) ＝
１，　 ｘ ≥ ０；
０，　 ｘ ＜ ０．{ （１）

　 　 在阶梯函数中，若函数自变量 ｘ ≥ ０， 则其输出

值为 １；函数的自变量 ｘ ＜ ０， 则其输出函数值为 ０。
分段线性函数可以表示如下：

ｆ ｘ( ) ＝
　 １，　 ｘ ≥ １；
　 ｘ，　 － １ ＜ ｘ ＜ １；
－ １，　 ｘ ≤－ １．

ì

î

í

ïï

ïï

（２）

　 　 在线性分段函数中，如果函数的自变量 ｘ ≥ １，
则其输出值为 １。 如果函数的自变量 － １ ＜ ｘ ＜ １，
则其输出值为自变量本身；如果函数的自变量 ｘ
≤－ １， 则其函数输出值为－１。 ＢＰ 神经网络是人工

智能的一个分支，是当前应用最广的神经网络之一。
作为一种多层反馈型网络，在进行正向信号传播的

同时，还能反向传播所得误差，进而调整网络权系

数。 ＢＰ 神经网络通常具有三层网络结构，主要包括

输入层、中间层和输出层，其中中间层也称为隐含

层，由多个节点组成。 输入层和输出层的节点一般

可以是一个，也可以是多个，模型结构如图 １ 所示。

输出层
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输入层
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图 １　 ＢＰ 神经网络模型结构

Ｆｉｇ． １　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｏｄｅｌ

　 　 ＢＰ 神经网络学习过程主要包括信息的正向传

播以及误差的反向传播。 假定输入层 ｉ 节点的输出

为 Ｉｉ，ｉ 节点与中间层 ｊ 节点之间的权值为 ｗ ｊｉ， 节点 ｊ
的阈值为 θ ｊ， 节点 ｊ 与输出层节点 ｋ 之间的权值为

Ｖｋｊ， 节点 ｋ 的阈值为 ｒｋ。 在信息的正向传播过程

中，都要经过中间隐含层与输出层的非线性激活函

数，而后将结果输出，相关的非线性激活函数如下式

（３）所示。

ｆ ｘ( ) ＝ ２
１ ＋ ｅ －２ｘ

－ １． （３）

　 　 ＢＰ 神经网络信息的正向传播流程如图 ２ 所示。
由图 ２ 可见：首先赋予连接权值和阈值为（－１，１）之

间的随机小数，初始化网络参数；其次将第一个样本

从输入层输入；随之计算中间各节点的输出，计算公

式为 Ｈｉ ＝ ｆ ∑
Ｍ

ｉ ＝ １
ｗ ｊｉＩｉ ＋ θ ｊ( ) ； 最后计算输出层各节点

的输出，计算公式为 Ｏｋ ＝ ｆ ∑
Ｈ

ｊ ＝ １
ＶｋｊＨ ｊ ＋ ｒｋ( ) 。

Hi=f(∑
i=1

M

wjiIi+θj)

Ok=f(∑
i=1

H

VkjHj+rj)

赋予连接权值和阈值为
（-1,1之间的随机小数）

计算输出层各层
节点的输出

计算中间各节点
的输出

从输入层输入
第一个样本

网络参数初始化

图 ２　 ＢＰ 神经网络信息正向传播流程

Ｆｉｇ． ２ 　 Ｉｎｆｏｒｍａｔｉｏｎ ｆｏｒｗａｒｄ ｐｒｏｐａｇａｔｉｏｎ ｐｒｏｃｅｓｓ ｏｆ ＢＰ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋ

　 　 ＢＰ 神经网络信息的反向传播流程如图 ３ 所示。
从图中可以看出，该流程主要包括利用计算公式，计
算输出层节点的输出误差、中间层节点误差、修正输

出层节点的阈值与连接权值、修正隐含节点的阈值

和连接权值。

wji=wji+ασjIi
θj=θj+βσj

隐含节点的阈值和
连接权值的修正

输出层节点的阈值
与连接权值的修正

计算中间层节点的
误差

计算输出层节点的
输出误差

Vkj=Vkj+αδkHk

rk=rk+βδj

α,δ为学习参数

σj=∑
k

δkVkHj(1-Hj)

Hj为是间层输出

δk=（Tk-Ok）Ok（1-Ok）
Tk为样本期望输出，Ok为实际输出

图 ３　 ＢＰ 神经网络误差反向传播流程

Ｆｉｇ． ３　 Ｅｒｒｏｒ ｂａｃｋ ｐｒｏｐａｇａｔｉｏｎ ｐｒｏｃｅｓｓ ｏｆ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

１．２　 基于 ＢＰ 神经网络的水污染监测模型构建

本研究所建立的 ＢＰ 神经网络为标准的 ３ 层结

构。 其中，模型的输入输出层主要采用线性变换，隐
含层采用 ｔａｎｓｉｇ 非线性变换。 在利用 ＢＰ 神经网络

建立水系污染物预测模型时，需要数量足够多且具

有典型性和高精度的水系监测数据样本。 一般情况

下，将数据样本分为训练样本、测试样本和检验样

本。 本研究以淮河某监测站点的数据为例，数据主

要包括监测站点 ２０１３ 年 １ 月 ～２０１８ 年 ２ 月五年的

ｐｈ 值、ＣＯＤ、ＮＨ３－Ｎ 以及 ＤＯ 等 ４ 种水质监测项目

的月均含量。 为了避免训练过程中发生过拟合现
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象，需要保证测试样本与检验样本的数量不少于总

数的 １０％。 通常来说，训练过程中要求输入的数据

位于 ０～１ 之间，以此提高灵敏度和训练速度，因而需

要对输入数据进行规范化处理，而后再将处理完成的

数据输送至输出层。 预处理公式如式（４）所示。

ｘＰ１
ｉ( ) ′ ＝

ｘＰ１
ｉ

ｘｉ，ｍａｘ ＋ ｘｉ，ｍｉｎ
． （４）

　 　 其中， ｘＰ１
ｉ( ) ′ 表示经过规范化处理的数据； ｘＰ１

ｉ

表示输入样本 Ｐ１ 第 ｉ 个指标的污染物质量浓度；
ｘｉ，ｍａｘ，ｘｉ，ｍｉｎ 分别表示第 ｉ 个指标污染物质量浓度的

最大值和最小值。 本研究所建立的水质污染预测模

型的输入层对应 ４ 个节点，输出层有 ６ 个节点。 利

用试错法确定中间隐含层的节点数量，训练 ５０ 次的

最小和最大次数结果如表 １ 所示。
　 　 由表 １ 可以看出，中间层节点数为 ４ 和 ６ 时，最
大训练次数均为 ¥， 最小训练次数分别为 ８ ７００ 和

６ ８６０，产生了局部最小的情况，进而造成结果的不

收敛。 当中间层节点数为 ８ 个 ～ １２ 个时，训练次数

相较而言明显减小，并且继续增加节点数目，训练次

数变化不大，因而中间节点数选取 １０ 个。
表 １　 ＢＰ 神经网络水质污染预测模型训练次数与中间层的关系

Ｔａｂ． １　 Ｒｅｌａｔｉｏｎｓｈｉｐ ｂｅｔｗｅｅｎ ｔｒａｉｎｉｎｇ ｔｉｍｅｓ ｏｆ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ
ｗａｔｅｒ ｐｏｌｌｕｔｉｏｎ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ ａｎｄ ｍｉｄｄｌｅ ｌａｙｅｒ

中间层节点数 最小次数 最大次数

４ ８ ７００ ¥

６ ６ ８６０ ¥

８ ３ ６００ ２６ ５００

１０ ２ ６８０ ２１ ０００

１２ ２ ２００ １６ ２００

　 　 根据相应的模型参数，需要对模型进行训练，以判

断水质污染情况，并进一步得到水污染预测效果。 由

于数据样本较多，因而分批次对样本进行训练。 其中

以 ２０１３ 年 １ 月～２０１７ 年 １２ 月的站点观测数据作为训

练样本，以 ２０１８ 年 １ 月～２０１８ 年 ２ 月的观测数据作为

测试样本和检验样本。 输入站点 ｐｈ 值的月均含量样

本数据，部分输入样本数据如式（５）－（８）所示。

Ｐ１ ＝ ７．１８８，７．５２８，７．３０８，７．３５５，７．４０５，７．７０８，７．７１３，７．８７０，７．７８５，７．６８８[ ] ， （５）

Ｐ２ ＝ ７．１８８，７．５２８，７．３０８，７．３５５，７．４０５，７．７０８，７．７１３，７．８７０，７．７８５，７．８２０[ ] ， （６）

Ｐ３ ＝ ７．４０５，７．７０８，７．７１３，７．８７０，７．７８５，７．８２０，７．６８８，７．３０８，７．４４３，７．２９８[ ] ． （７）

︙

Ｐ９ ＝ ７．６６７，７．６３９，７．８８８，７．７４０，８．０５８，８．０３８，７．５２０，７．５７０，７．６２０，７．４６３[ ] ． （８）

　 　 在样本数据输入完成后，需要确定输出变量。
输出变量是需要分析的系统外生变量，既可以是一

个数，也可以是多个数。 研究中将某观测站点 ２０１８
年 １ 月～２０１８ 年 ２ 月的 ４ 个水质项目监测项目分别

作为各自 ＢＰ 神经网络模型的输出变量，同时也是

检测样本，将检测样本与实际值进行比较。 检验水

质污染预测效果主要是判断 ＢＰ 神经网络对于水质

预测的的可行性，以及该模型是否能反映出水质监

测项目的变化情况。 同样地，部分输入样本经过训

练后得到的输出样本数据如式（９）－（１２）所示。

Ｔ１ ＝ ７．１８８，７．５２８，７．３０８，７．３５５，７．４０５，７．７０８，７．７１３，７．８７０，７．７８５，７．８２０[ ] ， （９）

Ｔ２ ＝ ７．４０５，７．７０８，７．７１３，７．８７０，７．７８５，７．８２０，７．６８８，７．３０８，７．４４３，７．２９８[ ] ， （１０）

Ｔ３ ＝ ７．７８５，７．８２０，７．６８８，７．３０８，７．４４３，７．２９８，７．２４３，７．３６５，７．４６０，７．５６３[ ] ， （１１）

︙

Ｔ９ ＝ ７．７４０，８．０５８，８．０３８，７．５２０，７．５７０，７．６２０，７．４６３，７．９１３，７．７７０，８．４８８[ ] ． （１２）

　 　 同样，其它 ３ 种水质监测项目也做与 ｐｈ 值相同

的处理，从而建立 ＢＰ 神经网络监测模型实现水质

污染的预测。 由于研究所选取的样本数据为水质监

测项目指标，则需要按照式（４）对样本数据进行预

处理。

２　 基于 ＢＰ 神经网络的水系污染预测结果

数据完成预处理，并对样本数据完成训练后，则
建立水质监测和水质污染 ＢＰ 神经网络模型，得到

部分 ２０１３ 年 １ 月～２０１８ 年 ２ 月的 ｐｈ 预测值如表 ２
所示。
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表 ２　 基于 ＢＰ 神经网络的水质 ｐｈ 值预测结果

Ｔａｂ． ２　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｗａｔｅｒ ｐＨ ｖａｌｕｅ ｂａｓｅｄ ｏｎ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

日期 ０９０１ ０９０２ ０９０３ ０９０４ １００１ １００２ １００３ １００４

真实值 ７．８４７ ６ ８．１３５ ７．７７１ ７ ７．９６５ ８．１９２ ７．４７ ７．５９２ ５ ７．７９７ ５

预测值 ７．３６６ ８ ７．４２７ ４ ７．３８６ ６ ７．７７７ ４ ７．６６５ １ ７．６６６ ６ ７．７９２ １ ７．６８４ ９

绝对误差 ０．４８０ ８ ０．７０７ ６ ０．３８５ １ ０．１８７ ６ ０．５２６ ９ －０．１９６ ６ －０．１９９ ６ ０．１１２ ６

相对误差％ ６．１２６ ７ ８．６９８ ２ ４．９５５ ２ ２．３５５ ３ ６．４３１ ９ ２．６３１ ９ ２．６２８ ９ １．４４４ １

　 　 从表中可以看出，结果中分别包括 ｐｈ 真实值、
预测值、绝对误差以及相对误差。 其中，大部分日期

的水质 ｐｈ 值均在 ７．５ 左右，仅 ９ 月 ２ 日和 １０ 月 １ 日

的水质 ｐｈ 值在 ８ 以上。 并且多数 ｐｈ 值的绝对误差

均在 １ 以下，多数 ｐｈ 值的预测值低于真实值，绝对

误差为正。 仅 １０ 月 ２ 日和 １０ 月 ３ 日的 ｐｈ 预测值

高于真实值，绝对误差为负。 此外，ＢＰ 神经网络模

型的 ｐｈ 值预测结果的最大相对误差为８．６９８ ２％，相
对误差最小值为 １．４４１％，这在一定程度上说明 ＢＰ
神经网络模型在预测水质 ｐｈ 值时的精度较高，在一

定程度上反映出水质 ｐｈ 值的内在变化规律。 利用

同样的方法可得到 ＤＯ、ＮＨ３－Ｎ以及 ＣＯＤ 三项水质

监测项目预测结果。

表 ３　 基于 ＢＰ 神经网络模型的水质 ＤＯ 预测结果

Ｔａｂ． ３　 Ｄｏ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｗａｔｅｒ ｑｕａｌｉｔｙ ｂａｓｅｄ ｏｎ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｏｄｅｌ

日期 ０９０１ ０９０２ ０９０３ ０９０４ １００１ １００２ １００３ １００４

真实值 １０．８２５ ９．７４ ８．４７２ ５ ７．４６７ ５ ６．１６５ ６．４９７ ５ ５．９９２ ５ ６．４３５

预测值 １０．４５９ ２ ９．７１９ ７ ８．０４２ ４ ７．２６９ ６ ６．３９３ ５ ６．４００ １ ６．３５１ ２ ６．３５８ ７

绝对误差 ０．３６５ ８ ０．０２０ ３ ０．４３０ １ ０．１９７ ９ －０．２２８ ５ ０．０９７ ４ －０．３５８ ７ ０．０７６ ３

相对误差％ ３．３７９ ２ ０．２０８ ４ ５．０７６ ４ ２．６５０ ２ ３．７０６ ４ １．４９９ ５．９８５ ８ １．１８５ ７

　 　 表 ２ 为建立神经网络预测模型后得到的水质

ＤＯ 值预测结果。 从表中可见，该水质项目指标分

别包括 ＤＯ 真实值、预测值、绝对误差和相对误差。
其中，ＤＯ 真实值变化范围在 ５ ～ １０ 之间，且大部分

ＤＯ 值的预测值和真实值之间的绝对误差为正，数
值小于 １，仅 １０ 月 １ 日和 １０ 月 ３ 日的绝对误差为

负，分别为－０．２２８ ５和－０．３５８ ７。 此外，ＢＰ 神经网络

模型 的 ＤＯ 值 预 测 结 果 的 最 大 相 对 误 差 为

５．９８５ ８％，相对误差，最小值为０．２０８ ４％，并且多数

ＤＯ 值的相对误差仅为３．８３６ ５％。可以表明 ＢＰ 神经

网络模型用于预测水质 ＤＯ 是可行的，其预测精度

较高。

表 ４　 基于 ＢＰ 神经网络的水质 ＮＨ３－Ｎ 预测结果

Ｔａｂ． ４　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｗａｔｅｒ ｑｕａｌｉｔｙ ＮＨ３－Ｎ ｂａｓｅｄ ｏｎ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

日期 ０９０１ ０９０２ ０９０３ ０９０４ １００１ １００２ １００３ １００４

真实值 ０．６６２ ５ １．２７７ ５ １．０５７ ５ １．２１２ ５ １．５６２ ５ １．３２７ ５ １．１５５ ０．６１５

预测值 ０．６８４ ６ １．２７９ ６ １．０６４ １．２０７ ７ １．３５３ ７ １．４１８ ４ １．１６８ ３ ０．６７５ ７

绝对误差 －０．０２２ １ －０．００２ １ －０．００６ ５ ０．００４ ８ ０．２０８ ８ －０．０９０ ９ －０．０１３ ３ －０．０６０ ７

相对误差％ ３．３３５ ９ ０．１６４ ４ ０．６１４ ７ ０．３９５ ９ １３．３６３ ２ ６．８４７ ５ １．１５１ ５ ９．８６９ ９

　 　 表 ３ 为建立神经网络预测模型后得到的水质

ＮＨ３－Ｎ 值预测结果。 该水质项目指标分别包括

ＮＨ３－Ｎ 真实值、预测值、绝对误差和相对误差。 该

水质项目的预测值与真实值之间的相对误差最大值
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为１３．３６３ ２％，相对误差最小值为０．１６４ ４％。计算可

得相对误差的平均值为 ４．５３％，表明 ＢＰ 神经网络

模型用于预测水质 ＮＨ３－Ｎ 也是可行的，其预测精

度较高，能在一定程度上反映出该项目值的内在规

律。

水质中的 ＣＯＤ 预测结果如表 ４ 所示。 预测值

与真实值之间的相对误差最大为７．３５２ ８％，相对误

差最小为０．０７５ ６％，表明 ＢＰ 神经网络模型用于预

测水质 ＣＯＤ，其预测精度较高，能够很好地反映该

值的内在变化规律，具有可行性的。

表 ５　 基于 ＢＰ 神经网络的水质 ＣＯＤ 预测结果

Ｔａｂ． ５　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｗａｔｅｒ ｑｕａｌｉｔｙ ｃｏｄ ｂａｓｅｄ ｏｎ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

日期 ０９０１ ０９０２ ０９０３ ０９０４ １００１ １００２ １００３ １００４

真实值 ４．４５ ５．６ ４．９７５ ４．５ ３．６７５ ５．３ ５．２７５ ４．６２５

预测值 ４．１２２ ８ ５．５７０ ４ ４．９０１ １ ４．４９６ ６ ３．７０３ ５．３１４ １ ５．２９０ ９ ４．６１３ １

绝对误差 ０．３２７ ２ ０．０２９ ６ ０．０７３ ９ ０．００３ ４ －０．０２８ －０．０１４ １ －０．０１５ ９ ０．０１１ ９

相对误差％ ７．３５２ ８ ０．５２８ ６ １．４８５ ４ ０．０７５ ６ ０．７６１ ９ ０．２６６ ０．３０１ ４ ０．２５７ ３

３　 结束语

监测和预测水系化学污染物有利于管理水环境

和治理水污染。 本研究在人工神经网络模型的基础

上，构建了水系化学污染的 ＢＰ 神经网络智能预测

模型。 在此基础上，以淮河水系某监测站点的水系

ｐｈ 值、ＤＯ、ＮＨ３－Ｎ、以及 ＣＯＤ 等监测项目为例，验
证了该预测水系化学污染的 ＢＰ 神经网络模型的有

效性，得到相应的预测结果。 研究结果表明，对于衡

量水系化学污染的四个指标，ＢＰ 神经网络的预测精

度均较高。 本次研究验证了 ＢＰ 神经网络模型应用

于水系化学污染物预测的有效性和可行性，但其广

泛适用性还有待进一步研究。
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