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基于复合特征提取的大功率逆变器状态识别方法研究

陆朱剑， 李小波， 程岳梅， 田世贺
（上海工程技术大学 城市轨道交通学院， 上海 ２０１６２０ ）

摘　 要： 本文针对城市轨道列车大功率逆变器中 ＩＧＢＴ 开路故障问题，提出了一种基于复合特征提取的状态识别方法。 以大

功率逆变器输出端的三相电流作为切入点，对其信号的时域和频域特征进行提取，综合两者建立新的复合特征向量组，并运

用自组织特征映射神经网络（Ｓｅｌｆ－Ｏｒｇａｎｉｚｉｎｇ Ｆｅａｔｕｒｅ Ｍａｐ）实现故障状态识别。 结果表明：相比于传统的小波分析特征提取

方法和单一的 ＥＥＭＤ 分析特征提取方法，该方法训练次数更少，时间更短，对故障的识别比传统方法准确率更高。
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０　 引　 言

辅助供电系统作为地铁车辆的核心系统之一，
对车辆能否安全舒适地运行起着决定性作用，但辅

助供电系统中大功率逆变器的故障率相对较高。 在

整个 大 功 率 逆 变 器 中， 绝 缘 栅 双 极 型 晶 体 管

（ＩＧＢＴ，Ｉｎｓｕｌａｔｅｄ Ｇａｔｅ Ｂｉｐｏｌａｒ Ｔｒａｎｓｉｓｔｏｒ）的故障是最

频繁的，其主要形式有短路故障和开路故障。 短路

故障通常采用硬件保护电路来完成，而开路故障在

短时间内不易被察觉，而且长时间容易引发二次故

障，造成严重的列车故障。 针对 ＩＧＢＴ 开路故障的

诊断方法有很多，国内外诸多学者对其进行了相关

研究。 文献［１］利用小波变换和粗糙集获取特征向

量确定变流器的故障位置，但是此方法仅用于单相

故障的诊断；文献［２］利用归一化三相电流平均法

对变频器 ＩＧＢＴ 开路故障进行诊断，但此方法在突

加、突减负载时容易出现误诊断；文献［３］建立了电

力电子电路混合逻辑动态模型，但其对模型的依赖

性很大，有些模型易受外界干扰；文献［４］提出将脉

冲信号和三相桥臂的中点电压信号相结合，用逻辑

分析找出其逻辑关系的表达式进行故障诊断，但是

此方法需要额外的控制信号，增加了电路复杂性。
针对上述研究的不足，本文综合考虑了时域特

征与频域特征的提取。 以大功率逆变器输出端的三

相电流作为切入点，在时域内直接分析三相电流波

形的波形因子与偏度因子两个时域指标，建立时域

内故障信号特征向量；在频域内利用集合经验模态

分 析 （ Ｅｎｓｅｍｂｌｅ Ｅｍｐｉｒｉｃａｌ Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ，
ＥＥＭＤ） ［５］方法，进行故障信号特征的提取，并建立

特征向量，结合两者建立新的复合特征向量。 在此

基础上， 运用自组织特征映射神经网络 （ Ｓｅｌｆ －
Ｏｒｇａｎｉｚｉｎｇ Ｆｅａｔｕｒｅ Ｍａｐ）进行训练，实现故障状态识

别。
１　 辅助逆变电路故障分析

为了对辅助供电系统中大功率变流器故障的分



析，基于 ＭＡＴＬＡＢ 环境搭建了辅助逆变电路仿真模

型，如图 １ 所示。 该电路为一个三相桥式逆变电路，
主要由直流电源、滤波电路、ＩＧＢＴ 逆变桥、三相负载

等构成。
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图 １　 仿真模型图

Ｆｉｇ． １　 Ｓｉｍｕｌａｔｉｏｎ ｍｏｄｅｌ ｄｉａｇｒａｍ

　 　 地铁车辆运行过程中，辅助逆变电路共 ６ 个桥

臂，分别定义为 Ｔ１、Ｔ２、Ｔ３、Ｔ４、Ｔ５、Ｔ６。 其中单个

ＩＧＢＴ 的开路故障发生居多；２ 个 ＩＧＢＴ 同时故障也

会发生，并且会造成更严重的后果；３ 个以上 ＩＧＢＴ
的开路故障同时发生的概率较小。 因此，本文只考

虑前两种 ＩＧＢＴ 发生故障的情况，并进行分类。 具

体分类情况见表 １。
表 １　 分类表

Ｔａｂ． １　 Ｓｐｅｃｉｆｉｃ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｔａｂｌｅ

故障类型 具体分类情况

单个桥臂故障 Ｔ１、Ｔ２、Ｔ３、Ｔ４、Ｔ５、Ｔ６

２ 个 ＩＧＢＴ 同时故障 上下桥臂的两个 ＩＧＢＴ Ｔ１Ｔ４、Ｔ３Ｔ６、Ｔ５Ｔ２

同一半桥的两个 ＩＧＢＴ Ｔ１Ｔ３、 Ｔ１Ｔ５、 Ｔ３Ｔ５、
Ｔ４Ｔ６、Ｔ４Ｔ２、Ｔ６Ｔ２

交叉半桥的两个 ＩＧＢＴ Ｔ１Ｔ６、 Ｔ１Ｔ２、 Ｔ３Ｔ４、
Ｔ３Ｔ２、Ｔ５Ｔ４、Ｔ５Ｔ６

　 　 上下桥臂的两个 ＩＧＢＴ 同时开路故障时，系统

会出现很大的短路电流，由系统硬件保护直接实现

故障识别，故不考虑此情况。
本文采用 ＩＧＢＴ 门极信号丢失的方式，模拟

ＩＧＢＴ 的开路故障，设置系统在 ０．１ ｓ 发生开路故障，
包含正常现象在内共 １９ 种状态，各种情况的仿真输

出波形，如图 ２ 所示。
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图 ２　 部分仿真波形图

Ｆｉｇ． ２　 Ｐａｒｔ ｏｆ ｔｈｅ ｓｉｍｕｌａｔｉｏｎ ｗａｖｅｆｏｒｍ

　 　 由上述故障波形可以看出，当大功率变流器发

生 ＩＧＢＴ 开路故障时，逆变电路输出端三相电流的

输出波形会发生明显变化，并且不同的故障会引发

不同的故障波形，表现出不同的故障特征。 因此，可
以采用输出端的三相电流值作为研究对象来进行故

障分析。
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２　 复合故障特征提取

大功率变流器的输出电流波形包含了故障位置

与故障类型等有效信息，可以从中提取出故障特征

进行状态识别［６］。 本文采用时域与频域相结合的

特征提取方法，并构建复合故障特征向量。
２．１　 基于时域信号的特征提取

时域信号通常分为有量纲参数和无量纲参数，
而有量纲参数值通常会随外界因素变化而变化，给
故障分析带来一定困难。 本文采用波形指标与偏度

指标建立故障特征向量［７］。 指标计算公式如下：
（１）波形指标。 波形指标参数是脉冲指标与峰

值指标的比值，表示实际波形与正弦波的差异与畸

变。
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　 　 （２）偏度指标。 偏度指标是信号三阶矩的无量

纲统计平均。 当原有波形收到故障触发，其偏度指

标会发生变化。
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基于上述特征指标公式，可得到正常状态下的

波形指标参数为 １．１１１ １７４，三相电流各偏度指标参

数为－０．００１ ２１０、－０．０００ ４８８、０．００１ ７０９。 其余 １８ 种

故障时域分析中的部分参数见表 ２。
表 ２　 部分参数表

Ｔａｂ． ２　 Ｐａｒｔｉａｌ ｐａｒａｍｅｔｅｒ ｔａｂｌｅ

Ｔ１ Ｔ２ Ｔ１Ｔ３ Ｔ１Ｔ５ Ｔ１Ｔ６ Ｔ１Ｔ２

波形因子 １．１５１ ６ １．１５１ ３ １．２７３ ５ １．２７２ ４ １．２１５ ７ １．２１６ ０

偏度因子 ０．３２４ ８ ０．１１６ ４ ０．３０６ ０ ０．３０７ ７ ０．４０５ ７ ０．３９９ ９

－０．１１６ ９ ０．１１６ ７ ０．３１１ ８ －０．４８１ ７ －０．３９５ ９ －０．００２ ６

－０．１１５ ５ －０．３２５ ２ －０．４８５ ５ ０．３０１ ２ ０．００３ ８ －０．４０７ ２

　 　 将 １８ 种故障信号利用时域分析，提取各个故障

信号的波形参数和偏度参数。 最后加入正常状态下

的三相电流的波形指标与偏度指标，构建 １９ 组时域

统计特征向量：
ＰＴ ＝ Ｓｆ，ＣＷｕ，ＣＷｖ，ＣＷｗ[ ] １×１９ ．

２．２　 基于频域信号的特征提取

频域信号的特征提取采用集合经验模态分解

（ＥＥＭＤ）方法。 由于传统经验模态分析（ＥＭＤ）在

分解过程中会出现模态混叠现象，为了避免此问题

发生，文献［７］中提出了集合经验模态分解（ＥＥＭＤ）
的方法。 根据信号数据自身的时间尺度来进行分

解，从而生成一系列具有特征尺度的数据序列，即
ＩＭＦ 分量。 本文 ＥＥＭＤ 算法中高斯白噪声的标准差

设为 ０．１，添加白噪声的次数为 ５０。 具体实施步骤

如下：
（１）将故障仿真模拟所输出的三相电流波形信

号 ｘ（ ｔ）， 加上给定振幅的白噪声序列 ｖｉ（ ｔ）；
ｘｉ（ ｔ） ＝ ｘ（ ｔ） ＋ ｖｉ（ ｔ）， （ ｉ ＝ １，２，…，Ｎ） ． （３）

　 　 其中， ｘｉ（ ｔ） 为第 ｉ 次将高斯白噪声加入原始测

试信号中；ｖｉ（ ｔ） 为第 ｉ 次加入的高斯白噪声；
（２）将加入白噪声后的数据 ｘｉ（ ｔ）， 进行 ＥＭＤ

分解；
（３）重复上述步骤，每次加入振幅相同的白噪

声序列从而得到不同的 ＩＭＦ 分量。
基于本文所研究的故障分析，最终获得 １５ 个

ＩＭＦ 分量。 然而，并非将所有 ＩＭＦ 分量进行特征提

取就能提高故障状态识别，冗余分量会增大计算量

和降低故障状态识别的可靠度。 基于本文研究，故
障特征信号主要集中在前 ８ 个 ＩＭＦ 分量中。 因此，
选取前 ８ 个 ＩＭＦ 分量。 提取三相故障电流波的故

障特征。
本文中仅以 ＩＧＢＴ 的 Ｔ１ 故障 Ｕ 相做例，其输出

三相电流故障信号经过 ＥＥＭＤ 分解，并筛选所得

ＩＭＦ 分量如图 ３ 所示。
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图 ３　 Ｔ１ 故障的 Ｕ 相 ＥＥＭＤ 部分分解图
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ｆａｕｌｔ

　 　 特征向量提取的具体步骤：
（１）计算 Ｔ１ 故障中 Ｕ 相的 ＩＭＦ 分量的能量

Ｅｕｉ（Ｔ１），并计算 Ｅｖｉ（Ｔ１）、Ｅｗｉ（Ｔ１） 的能量系数。 能量计算

公式为：
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Ｅｕｉ（Ｔ１） ＝ ∑ ｎ

ｋ ＝ １
Ｉ ｊ

２
，（ ｊ ＝ １，２，…，ｍ） ． （４）

　 　 其中， ｎ 为采样点总数， ＩＪ 为Ｕ相 ＩＭＦ分量的混

合信号。
（２） 采用能量矩方法，计算 Ｔ１故障的Ｕ相 ＩＭＦ分

量的能量总和 Ｅｕ（Ｔ１），运用相同方法得到 Ｅｖ（Ｔ１）、Ｅｗ（Ｔ１）；
（３）求得 ＴＩ 故障的三相 ＩＭＦ 分量的能量总和

Ｅｂ（Ｔ１）；
Ｅｂ（Ｔ１） ＝ Ｅｕ（Ｔ１） ＋ Ｅｖ（Ｔ１） ＋ Ｅｗ（Ｔ１） ． （５）

　 　 （４）最后构建成 Ｔ１ 故障的特征向量 ＰＦ（Ｔ１）。
采用以上提取故障特征向量的方法，最后得到

经 ＥＥＭＤ 分析所得 １９ 种状态特征向量：

ＰＦ ＝
Ｅｕ

Ｅｂ
，
Ｅｖ

Ｅｂ
，
Ｅｗ

Ｅｂ

é

ë
ê
ê

ù

û
ú
ú

１×１９

．

２．３　 复合特征向量的构造

基于时域的特征分析，其本质是利用不同的时

域统计指标来刻画故障电流波形的“畸变”程度，进
行故障特征的提取；而基于频域的特征分析，则是利

用 ＥＥＭＤ 对故障电流信号分解成若干个本征模态

函数（即 ＩＭＦ 分量），进行故障特征的提取。 两者相

结合，构建复合故障特征向量 Ｐ：
　 ＰＦ ＝ ＰＴ，ＰＦ[ ] １×１９ ＝

Ｓｆ，ＣＷｕ，ＣＷｖ，ＣＷｗ，
Ｅｕ

Ｅｂ
，
Ｅｖ

Ｅｂ
，
Ｅｗ

Ｅｂ

é

ë
ê
ê

ù

û
ú
ú

１×１９

． （６）

　 　 为状态识别提供样本数据。
３　 基于 ＳＯＭ 的变流器故障识别

本文利用自组织映射网络 （ Ｓｅｌｆ － Ｏｒｇａｎｉｚｉｎｇ
Ｍａｐ， ＳＯＭ），进行故障状态的识别。 ＳＯＭ 神经网络

采用的无导师、自组织学习方式，根据输入空间中的

向量分组，通过竞争学习。 其可以将高维空间中相

似的样本数据映射到网络输出拓扑中的邻近位置，
通过对信息的不断分析，找出其内在联系，对有共同

特点的信息进行分类，且 ＳＯＭ 神经网络能够更直观

的表现出分类结果。 通过 Ｓｉｍｕｌｉｎｋ 环境对大功率逆

变器 进 行 ＩＧＢＴ 开 路 故 障 模 拟 仿 真， 并 利 用

ＭＡＴＬＡＢ 编程语言构造 ＳＯＭ 神经网络进行故障状

态识别，其具体流程如图 ４ 所示。
３．１　 基于复合特征向量的故障识别

利用仿真辅助逆变器，模拟 １９ 种 ＩＧＢＴ 状态进

行数据采集。 仿真时长为 ０．２ ｓ，取 ０．０８ ｓ～０．１２ ｓ 之
间输出端的三相电流作为原始信号，采样点数为

４０ ００１ 个。利用提出的构造复合特征向量方法（式
（６）），为 ＳＯＭ 神经网络状态识别提供 １９ 组特征向

量数据。

结束

诊断结果输出

学习训练分类

SOM
神经网络

构建复合特征向量

时域分析

模拟逆变器

开始

时域分析

图 ４　 流程图

Ｆｉｇ． ４　 Ｆｌｏｗ ｃｈａｒｔ

　 　 创建 ＳＯＭ 神经网络，确定网络的拓扑结构。 因

本文设置的故障特征向量位数为 ７，而输入层神经

元数量与训练集样本的类别数相关，所以输入层的

神经元个数为 ７。 经对比分析，最终竞争层选择 １５×
１５ 个神经元，神经元的位置由布局函数设定，这里

选定 ｈｅｘｔｏｐ 函数设置为六边形。 将故障的复合特

征向量输入网络中，由 １０ 次开始训练，并增加训练

次数，当 Ｅｐｏｃｈ＝ ４０ 时，ＳＯＭ 已经将数据分成 １９ 类，
即分别出 １９ 种状态，最终竞争结果如图 ５ 所示，其
竞争数据，见表 ３。
　 　 由表 ３ 可以看出，１０ 次训练结果，分成了 １０
类；２０ 次训练结果，分成了 １２ 类；３０ 次训练结果，分
成了 １７ 类；４０ 次训练结果，分成了 １９ 类；５０、１００、
２００ 次训练结果，均分成了 １９ 类。 因此，最终选取

训练次数为 ４０，且不必再增加训练次数。
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图 ５　 竞争结果
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表 ３　 竞争结果

Ｔａｂ． ３　 Ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｃｏｍｐｅｔｉｔｉｏｎ

故障类别
训练次数

１０ ２０ ３０ ４０ ５０ １００ ２００

正常 １ ２１１ ２０７ ２１２ ６０ １８３ １５
Ｔ１ １ ２２５ １５６ １１２ １２９ ９６ ９７
Ｔ２ １ ２１２ ２１５ １１０ １２０ １２５ ９０
Ｔ３ １ ２１２ ２２１ １３６ １０５ １８６ ６０
Ｔ４ １ １８２ ４３ １３１ ８０ ２０４ １５６
Ｔ５ １ ２１１ ８５ ２１１ １５ ２１１ １０
Ｔ６ １ １０８ ９８ ２１６ ３０ １２１ ２２

Ｔ１Ｔ３ ２０９ ２０９ １８１ １０ ２２２ １１ ２２５
Ｔ１Ｔ５ １３５ ９０ ２ １ １８１ １ ９２
Ｔ３Ｔ５ １２０ ３ １５ １３５ １ １８０ ２１１
Ｔ４Ｔ６ １２０ ４ １２ ２２５ ７６ ２１０ １２１
Ｔ４Ｔ２ １５０ ２０９ ２１１ ６０ ２２５ １５ ２２０
Ｔ６Ｔ２ ２１０ ２１０ １６ ２ ２１７ ６ １７
Ｔ１Ｔ６ ２１１ １２０ １６ ３１ ２１５ ３５ ３５
Ｔ１Ｔ２ ２０９ ２０９ １５３ ８ １９０ ５３ １８０
Ｔ３Ｔ４ １６５ １８２ ２１１ ９０ ３８ １０５ ２０２
Ｔ３Ｔ２ １６５ ２１２ ２１２ ２６ １８０ ８６ １４７
Ｔ５Ｔ４ １６ ３ １４ １９５ １６ ２２４ １９７

　 　 为了佐证 ＳＯＭ 神经网络可以识别出故障信号，
测试随机故障信号 Ｔ１、Ｔ１Ｔ２、Ｔ１Ｔ６ 为例，经特征提

取之后，输入 ＳＯＭ 神经网络输入层进行运算，最终

识别结果见表 ４。
表 ４　 识别结果

Ｔａｂ． ４　 Ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ

故障类别 Ｔ１ Ｔ１Ｔ２ Ｔ１Ｔ６
分类序号 １１２ ８ ３１

３．２　 对比分析

分别使用小波分析方法、ＥＥＭＤ 方法提取故障

数据特征向量，将计算得到的故障特征数据向量输

入 ＳＯＭ 神经网络的输入层，对比本文提出的复合特

征提取的方法，结果如图 ６ 所示。
　 　 由图 ６ 可见，基于复合特征提取，进行 ＳＯＭ 神

经网络故障分析的方法，明显优于另外两种特征提

取方法。 相同训练次数下，本文提出的复合特征提

取方法能在 ４０ 次训练次数下仅需时间 １ ｓ，优先分

类出 １９ 种状态；而基于 ＥＥＭＤ 特征提取方法则需

要 １００ 次训练，需用时间 ２ ｓ，基于小波分析的特征

提取则无法在 １００ 次训练内分出 １９ 种类别。
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图 ６　 对比分析图

Ｆｉｇ． ６　 Ｃｏｍｐａｒａｔｉｖｅ ａｎａｌｙｓｉｓ ｄｉａｇｒａｍ

４　 结束语

针对辅助供电系统中大功率逆变器的 ＩＧＢＴ 开

路故障，本文提出基于时频域相结合的复合特征提

取方法。 该方法在时域内提取输出端三相电流波形

的波形因子，与偏度因子构建故障特征向量；在频域

内运用 ＥＥＭＤ 方法对三相电流波形进行分解并运

用能量矩的方法提取的故障特征向量，组合成新的

复合特征向量。 运用 ＳＯＭ 神经网络，进行故障状态

识别。 经实验证明，该方法可有效识别并定位出地

铁辅助供电系统大功率逆变器的 ＩＧＢＴ 开路故障的

位置与种类，提高了故障诊断的准确性和速度，有良

好的实际应用价值。
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