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摘　 要： 采用 Ｐａｒｔ Ａｆｆｉｎｉｔｙ Ｆｉｅｌｄ（ＰＡＦ 部分关联域）与卷积神经网络（ＣＮＮ）结合的模型，解决深度图像下人体姿态估计问题。
首先，通过 ＣＮＮ 得到人体的一组特征图。 然后，使用 ＣＮＮ 分别提取其关节点信息以及 ＰＡＦ 信息。 最后，采用图论的匹配方

法对各个关节点进行推理，将同一个人的关节点连接起来得到估计结果。 实验结果表明，文中方法可以很好应用于深度图场

景下。
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０　 引　 言

人体姿态估计是计算机视觉领域中一个重要的

研究任务。 该任务旨在定位人体部位的关节点（例
如：头、肩膀、手腕等），并将关节点正确连接起来形

成人体骨架。 而对此展开研究、付诸应用则将对包

括人体行为的理解［１－２］、人体的重识别［３］、人机交互

等在内的诸多领域发展有着积极的意义。
过去， 人 体 姿 态 识 别 多 采 用 图 结 构 模 型

（ｐｉｃｔｏｒｉａｌ ｓｔｒｕｃｔｕｒｅ ｍｏｄｅｌｓ），主要包括三大部分。 首

先通过图模型来描述人体的约束关系，其次使用人

体部件观测模型对人体部件外观建立模型，最后依

据约束信息和部件外观模型进行图结构的推理，从
而估计人体姿态［４－５］。 但是这些方法都不能很好地

解决人体姿态估计的问题。
得益于深度学习的发展，卷积神经网络在图像

领域中取得了可观的研究成果。 近些年来，越来越

多的人使用 ＣＮＮ 来解决人体姿态估计问题。 基于

ＣＮＮ 的人体姿态估计大致可分为两大类：自上而下

和自下而上。 对此可阐释如下。
自上而下先检测图像中人的位置，生成包含人

的边界框，然后对框中的人体进行姿态估计。 文献

［６］使用 Ｆａｓｔｅｒ－ＲＣＮＮ［７］ 检测图片中的人并生成边

界框，使用全卷积的 ＲｅｓＮｅｔ 对每一个边界框中的任

务预测关节点的热图（ｈｅａｔｍａｐ）和坐标进行补偿，融
合这两部分信息得到人体关节点的定位。 文献［８］
使用对称的空间转换网络和参数化姿态非极大值抑

制来解决定位误差和冗余检测的问题。 文献［９］采
用级联的金字塔结构增大网络的感受野来获得上下

文信息，以此来检测遮挡的关节点。 文献［１０］则在

网络中插入反卷积层来替代上采样和卷积组成的结

构，将低分辨率的特征图扩张为原图大小。 自上而

下的方法依赖于人体检测的准确性，但在人体情况

存在遮挡时，无法正确地进行估计。
自下而上则直接检测人体的关节点，根据关节



点的热图、点与点之间连接的概率，根据图论知识将

关节点分类到人，并且连接起来。 文献［１１－１２］将
人体部分连接关系转换为整数线性规划 （ ｉｎｔｅｇｅｒ
ｌｉｎｅａｒ ｐｒｏｇｒａｍ）来进行人体姿态的估计。 文献［１３］
使用基于部件模型来处理语义层的推理和对象部分

关联性。 文献 ［ １４］ 采用嵌入式连接 （ Ａｓｓｏｃｉａｔｉｖｅ
Ｅｍｂｅｄｄｉｎｇ）将关节点的检测与分类组合到一个过

程，实现端到端的网络。 然而，自下而上需要建立复

杂的推理过程。
综上，虽然人体姿态估计领域有许多的研究，但

是大部分都是基于 ＲＧＢ 图像，结合 ＣＮＮ 针对深度

图场景下的研究不多，文献［１５］采用点云数据作为

输入来解决深度图场景，但是点云数据获取远没有深

度数据获取便利。 并且深度图像在一些涉及私密环

境下比 ＲＧＢ 图像有更好的隐私保护性。 针对深度图

像场景下的人体姿态估计问题，本文使用自下而上，
基于 ＰＡＦ［１６］的人体姿态估计方法。 通过构建卷积神

经网络，进行关节点特征检测和 ＰＡＦ 信息的提取，将
这些信息通过图论匹配方法来构建人体姿态。
１　 人体姿态模型

人体姿态估计包括检测人体的关节点，并正确

地将这些关节点连接起来这两部分任务。 一般关节

点定义为：鼻、左眼、右眼、左耳、右耳、脖子、左肩、右
肩、左肘、右肘、左腕、右腕、左髋、右髋、左膝、右膝、
左脚踝、右脚踝。 ＣＯＣＯ［１７］ 人体姿态模型的定义如

图 １ 所示。 ｋｉｎｅｍａｔｉｃ ｔｒｅｅ 定义的人体姿态模型如图

２ 所示。 ＤｅｎｓｅＰｏｓｅ［１８］ 所定义的人体姿态模型如图

３ 所示。 ＩＴＯＰ 深度场景所定义的人体姿态模型如

图 ４ 所示。

图 １　 ＣＯＣＯ 姿态　 　 图 ２　 ｋｉｎｅｍａｔｉｃ ｔｒｅｅ 姿态

Ｆｉｇ． １　 ＣＯＣＯ ｐｏｓｅ　 　 Ｆｉｇ． ２　 ｋｉｎｅｍａｔｉｃ ｔｒｅｅ ｐｏｓｅ

２　 算法

２．１　 数据集

本文采用 ＩＴＯＰ（ Ｉｎｖａｒｉａｎｔ－ｔｏｐ ｖｉｅｗ ｄａｔａｓｅｔ） ［１９］

数据集，ＩＴＯＰ 数据集由点云数据转换为 ２４０×３２０ 的

深度图片，包含 ２ 种视角，即：侧面图和俯视图，训练

集两种视角分别为 ３９ ７９５ 张，测试集两种视角分别

为１０ ５０１ 张。ＩＴＯＰ 数据集的展示如图 ５ 所示。

图 ３　 ＤｅｎｓｅＰｏｓｅ 姿态　 　 　 图 ４　 ＩＴＯＰ 姿态

Ｆｉｇ． ３　 ＤｅｎｓｅＰｏｓｅ ｐｏｓｅ　 　 　 Ｆｉｇ． ４　 ＩＴＯＰ ｐｏｓｅ

（a）侧视图 （b）侧视图的标注信息
（a）Sideview （b）Labelinginformationforsideview

（c）俯视图 （d）俯视图的标注信息
（c）Topview （d）Labelinginformationforthetopview

图 ５　 ＩＴＯＰ 数据集

Ｆｉｇ． ５　 ＩＴＯＰ ｄａｔａｓｅｔ

２．２　 模型结构

图 ６ 展示了模型的结构。 首先将图片输入到

ＶＧＧ１９［２０］中，得到特征图的集合 Ｆ ＝ （Ｆ１， Ｆ２，…，
Ｆｘ），ｘ 代表特征图的个数。 网络分为 ２ 个分支。 第

一个分支通过 ＶＧＧ１９ 输出的特征图 Ｆ 产生对人体

关节点的置信图，即 Ｌ１ ＝ ｈ１（Ｆ）；第二个分支同样采

用 Ｆ 产生关联域信息，即 Ｓ１ ＝ ｐ１（Ｆ）。 ｈ１ 和 ｐ１ 分别

为第一阶段 ＣＮＮ 的映射关系，这样的一个过程称为

阶段 １，下一个阶段将前一个阶段的输出与 Ｆ 结合

作为输入：
Ｌｔ ＝ ｈｔ（Ｆ，Ｌｔ －１，Ｓｔ －１），∀ｔ ≥ ２， （１）
Ｓｔ ＝ ｐｔ（Ｆ，Ｌｔ －１，Ｓｔ －１），∀ｔ ≥ ２， （２）

　 　 其中，ｈｔ 和ｐｔ 分别表示第 ｔ阶段ＣＮＮ的映射关系。
对于每一个阶段的每一个分支采用 Ｌ２ 损失函

数来估计预测位置和真实位置存在的差异。 并且对
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于一些数据中关节点位置没有标注的情况， ｔ 阶段

的损失函数可以表示为：

ｆ ｔ
Ｌ ＝ ∑ Ｉ

ｉ ＝ １∑ ｋ
Ｗ（ｋ） × ‖Ｌｔ

ｉ（ｋ） － Ｌ∗
ｉ （ｋ）‖２

２， （３）

ｆ ｔ
Ｓ ＝ ∑ Ｊ

ｊ ＝ １∑ ｋ
Ｗ（ｋ） × ‖Ｓｔ

ｊ（ｋ） － Ｓ∗
ｊ （ｋ）‖２

２， （４）

　 　 其中， Ｌ∗
ｉ 为真实关节点位置的置信图； Ｓ∗

ｊ 为

真实的部件关联域的向量场； Ｗ 是针对数据中关节

点没有标注的情况，如果没有标注 Ｗ（ｋ） ＝ ０，其余

情况则 Ｗ（ｋ） ＝ １。 为了防止梯度消失的问题，采用

中间监督［２１］ 的方式来优化网络，即：

ｆ ＝ ∑ Ｔ

ｔ ＝ １
（ ｆｔＬ ＋ ｆｔＳ） ． （５）

２．３　 部件检测

为了计算公式 ５ 中的 ｆｔＬ， 从标注信息中得到真

实关节点位置的置信图 Ｌ∗。 首先生成单个关节点

的置信图 Ｌ∗
ｊ，ｉ 第 ｉ个人的第 ｊ个关节点，ｘ ｊ，ｉ 表示第 ｉ个

人第 ｊ 个关节点在图片中的真实位置。 则位置 ｋ 的

值在 Ｌ∗
ｊ，ｉ 中可以表示为：

Ｌ∗
ｊ，ｉ（ｋ） ＝ ｅｘｐ（ －

‖ｋ － ｘ ｊ，ｉ‖２
２

σ２ ） ． （６）

VGG19

Featuremap Stage1

Branch2 p1

h1Image
Lossfb1

L1

S1

F
Lossfb2

W?H

W?H

Staget(t≥2)

Branch1 ht

ptBranch2

Lossfb1

Lt

St

Lossfb2 F

W?H

W?H

Branch1

图 ６　 模型结构

Ｆｉｇ． ６　 Ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

２．４　 部件关联域

对于检测到的人体部件（头、肩等－即关节点），
需要对身体部件的关联性进行置信度的预测（检测

到的关节点是否属于同一人）。 ＰＡＦ 是一个二维的

向量场，保存着 ２ 个关节点连接间的位置信息和方

向信息，研究得到的手肘到手的 ＰＡＦ 信息如图 ７ 所

示，包含了手肘到手腕的方向信息，得到的连接称为

肢干。 每个肢干对应着 ２ 个关节点的关联域。

图 ７　 ＰＡＦ 信息

Ｆｉｇ． ７　 ＰＡＦ ｉｎｆｏｒｍａｔｉｏｎ

　 　 对于 ＰＡＦ 信息的获取， 在训练时两端点 ｘ ｊ １， ｉ 与

ｘ ｊ ２， ｉ 表示图片中第 ｉ 个人身体关节点 ｊ１ 和 ｊ２ 的真实

位置，如图 ８所示，如果点 ｋ在肢干 ｃ上，那么 ｊ１到 ｊ２
点可以表示为单位向量 Ｓ∗

ｃ，ｉ（ｋ）。
为了计算公式（５）中 ｆｔＳ， 预先定义 Ｓ∗

ｃ，ｉ（ｋ） 为点

ｋ 在图像上的 ＰＡＦ 向量场，如果点 ｋ 在肢干 ｃ 上，则
Ｓ∗

ｃ，ｉ（ｋ） ＝ ｖ， 否则为 ０。 由图 ８ 可知向量 ｖ 有：
ｖ ＝ （ｘ ｊ２，ｉ － ｘ ｊ１，ｉ） ／ ‖ｘ ｊ２，ｉ － ｘ ｊ１，ｉ‖２， （７）

　 　 对于肢干上点的定义如下：
０ ≤ ｖ·（ｋ － ｘ ｊ１，ｘ） ≤ ｌｃ，ｉ， （８）
ｖ⊥·（ｐ － ｘ ｊ１，ｉ） ≤ σｌ， （９）

　 　 其中， 肢干宽度 σ ｌ 为像素距离，肢干长度 ｌｃ，ｉ ＝
‖ｘ ｊ２，ｉ － ｘ ｊ１，ｉ‖２，ｖ⊥ 为 ｖ 的垂直向量。

xj2,ixj1,i

k

v

v⊥

图 ８　 ＰＡＦ 坐标

Ｆｉｇ． ８　 ＰＡＦ ｃｏｏｒｄｉｎａｔｅ

　 　 在测试过程中，计算沿着候选关节点位置线段

上相应 ＰＡＦ 的积分，来测量关节点之间的关联，得
到每一段肢干的信息。 即对于 ２个候选关节点 ｄ ｊ １ 和

ｄ ｊ ２，从预测的关联域中取点 ｕ，通过取到的点来判断

两关节点的关联性。 计算时需用到的公式为：

Ｅ ＝ ∫ ｕ ＝ １
ｕ ＝ ０ｓｃ（ｋ（ｕ））·

ｄ ｊ２ － ｄ ｊ１

‖ｄ ｊ２ － ｄ ｊ１‖２
ｄｕ， （１０）

其中， ｋ（ｕ） 为关联域间的点，对应数学公式具体如下：
ｋ（ｕ） ＝ （１ － ｕ）ｄ ｊ１ ＋ ｕｄ ｊ２ ． （１１）

２．５　 基于 ＰＡＦ 的姿态匹配

预测的置信图进行非最大值抑制处理，得到离

散的关节点侯选位置。 对于每个部分，可以有多个

候选位置。 首先，得到的一系列人体关节点的候选

位置 ＤＪ ＝ ｛ｄｍ
ｊ ：ｊ ∈ ｛１，．．．，Ｊ｝，ｍ ∈ ｛１，．．．，Ｎ ｊ｝，Ｎ ｊ 表

示关节点坐标的个数，ｄｍ
ｊ 表示第 ｊ 个人体关节点的

第 ｍ 个检测坐标。 经过上述操作后， 需要根据 ＰＡＦ

５０１第 １ 期 刘涛， 等： 基于 ＰＡＦ 的深度图人体姿态估计



找到成对连接的肢干，引入参数 ｚｍｎｊ１ｊ２ ∈ ｛０，１｝ 来表

示 ２ 个检测到的关节点 ｄｍ
ｊ１ 和 ｄｍ

ｊ２ 是否相连，最后只

需为所有可能的连接找到最优的匹配结果，即：
ｚ ＝ ｛ ｚｍｎｊ１ｊ２：ｊ１，ｊ２ ∈ ｛１．．．．，Ｊ｝，ｍ ∈ ｛１，．．．，Ｎ ｊ１｝，

ｎ ∈ ｛１，．．．，Ｎ ｊ２｝｝， （１２）
　 　 对于肢干上一对关节点的最优匹配问题则可以

转化为最大权值的二分图匹配 （ ｍａｘｉｍｕｍ ｗｅｉｇｈｔ
ｂｉｐａｒｔｉｔｅ ｇｒａｐｈ ｍａｔｃｈｉｎｇ） ［２２］ 问题。 在图匹配问题

中，图的节点为人体关节点的检测坐标， 记为 Ｄ ｊ １ 和

Ｄ ｊ ２， 图的边（ｅｄｇｅｓ）是检测关节点之间可能存在的

连接。 每条边通过公式（１１）进行加权计和运算，通
过图中的 ２ 条边共享一个节点来选择边的子集，转
化为找到边的最大权值。 此时，其数学公式可写作

如下运算形式：

ｍａｘｚＥｃ ＝ ｍａｘｚ∑
ｍ∈Ｄｊ１

∑
ｎ∈Ｄｊ２

Ｅｍｎ·ｚｍｎｊ１ｊ２，

∀ｍ ∈ Ｄ ｊ１，∑
ｎ∈Ｄｊ２

ｚｍｎｊ１ｊ２ ≤ １， （１３）

∀ｎ ∈ Ｄ ｊ２，∑
ｍ∈Ｄｊ１

ｚｍｎｊ１ｊ２ ≤ １．

　 　 其中， Ｅｃ 为肢干 ｃ 匹配的总权重； ｚ 为肢干 ｃ 的
子集； Ｅｍｎ 为公式（１０） 中关节点之间的关联，公式

（１３） 保证两点共用一个边。 最后使用 Ｈｕｎｇａｒｉａｎ
算法［２３］获得最佳匹配结果。
３　 实验及结果分析

实验环境基于服务器下进行，显卡配置为 ４ 块

１２ ＧＢ 的 ＮＶＩＤＩＡ ＴＩＴＡＮ Ｖ，操作系统为 Ｕｂｕｎｔｕ１６．０４。
代码语言选用 Ｐｙｔｈｏｎ 和深度学习框架 Ｐｙｔｏｒｃｈ。
　 　 训练时大小为每批次 ６４，初始学习率为 ０．００１，
最大迭代次数为 ３８ ０００，动量为 ０． ９，权值衰减为

１０ ０００步，３０ ０００ 步，每次衰减为原来的一半，优化

方式为 Ａｄａｍ，优化器参数为 ０．９，０．９９９，１０ｅ－８。

　 　 本文在 ＩＴＯＰ 数据上训练，对数据关节点进行

处理，使其与 ＣＯＣＯ 关节点检测数据格式相同，并采

用 ＣＯＣＯ 的人体姿态模型。 网络训练的损失曲线图

如图 ９ 所示。 在网络迭代到前 １ ０００ 次左右快速收

敛，在后面的步数中缓慢下降，蓝色区域选取的为

１０ Ｋ～３０ Ｋ 的损失收敛情况，通过右边的小图为图

９ 中蓝色方框框选出的详细结果图，损失在 １０ Ｋ 时

的０．０３５缓慢下降到 ３０ Ｋ 时的 ０．０２５；绿色区域为

３０ Ｋ～３８ Ｋ 的损失收敛情况，绿色折线图为区域的

详细结果图，从 ３０ Ｋ 时的 ０．０２８ 左右缓慢收敛到

０．０２０以下。
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图 ９　 训练损失图

Ｆｉｇ． ９　 Ｔｒａｉｎｉｎｇ ｌｏｓｓ

　 　 继而，研究又得到网络在各个阶段关节点热度

图和 ＰＡＦ 信息的损失曲线图如图 １０ 所示。 图 １０
中显示了每个阶段关节点热度图的损失曲线图收敛

情况，分别选取了不同步数，从 ｓｔａｇｅ２ 中的０．００３ ５到
最后 ｓｔａｇｅ６ 的０．００２ ５。每个阶段肢干 ＰＡＦ 信息的损

失曲线图收敛情况如图 １１ 所示，同样选取了不同步

数时的结果。 结果可知网络的总损失等于每个阶段

关节点热度图损失值和肢干 ＰＡＦ 损失值的总和。
模型在测试集上的检测结果如图 １２ 所示。
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图 １０　 关节点热度损失图

Ｆｉｇ． １０　 Ｋｅｙｐｏｉｎｔ ｈｅａｔｍａｐ ｌｏｓｓ
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图 １１　 ＰＡＦ 损失图

Ｆｉｇ． １１　 ＰＡＦ ｌｏｓｓ

图 １２　 模型预测结果

Ｆｉｇ． １２　 Ｍｏｄｅｌ ｐｒｅｄｉｃｔ ｒｅｓｕｌｔｓ

４　 结束语

基于深度图像的人体姿态估计具有非常大的研

究意义，特别针对一些家庭等高度隐私的环境。 本

文采用 ＰＡＦ 和 ＣＮＮ 结合的方法，通过连接关节点

信息和肢干信息来估计深度图下的人体姿态。 在深

度数据集上的实验表明，算法体现出了良好的性能，
模型在测试集上预测的结果表明了算法在深度图场

景下其能够准确的估计人体姿态。
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的压力数据采集，本文提出基于分布式阵列传感量

化融合跟踪检测的舰艇垂向波浪补偿装置压力测量

技术。 采用压力传感器进行舰艇垂向波浪补偿装置

的压力数据采集，对采集的舰艇垂向波浪补偿装置

压力数据进行融合处理，采用高阶谱的谱峰识别技

术实现舰艇垂向波浪补偿装置的压力传感测量。 采

用 ＡＤＩ 公司的 ＡＤＳＰ２１１６０ 处理器系统作为嵌入式

处理器，进行压力传感测量系统的硬件设计。 分析

得知，本文方法能有效实现对舰艇垂向波浪补偿装

置的压力传感测量，测量精度较高，误差较小。
参考文献
［１］ 陈增强， 王科磊， 孙明玮，等． 基于扩张状态观测器的磁通切换

永磁电机的无传感器控制［Ｊ］ ． 信息与控制， ２０１９， ４８（２）： １９４
－２０１．

［２］ 金焱骅，姚敏，赵敏，等． ＥＳＰＳＯ 在翼伞气动参数辨识中的应用

［Ｊ］ ． 仪器仪表学报，２０１８，３９（１０）：１０－１７．
［３］ 韩国川． 波形形态特征建模下的ＭＥＭＳ 运动模式识别［Ｊ］ ． 电子

测量技术，２０１８，４１（１３）：８４－８８．

［４］ ＣＨＥＮ Ｂ， ＬＩＵ Ｘ Ｐ， ＬＩＵ Ｋ Ｆ， ｅｔ ａｌ． Ｆｕｚｚｙ ａｐｐｒｏｘｉｍａｔｉｏｎ⁃ｂａｓｅｄ
ａｄａｐｔｉｖｅ ｃｏｎｔｒｏｌ ｏｆ ｎｏｎｌｉｎｅａｒ ｄｅｌａｙｅｄ ｓｙｓｔｅｍｓ ｗｉｔｈ ｕｎｋｎｏｗｎ ｄｅａｄ
ｚｏｎｅ［Ｊ］ ． ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｆｕｚｚｙ Ｓｙｓｔｅｍｓ， ２０１４， ２２（ ２）：
２３７－２４８．

［５］ ＴＯＮＧ Ｓｈａｏｃｈｅｎｇ， ＨＵＯ Ｂａｏｙｕ， ＬＩ Ｙｏｎｇｍｉｎｇ． Ｏｂｓｅｒｖｅｒ⁃ｂａｓｅｄ
ａｄａｐｔｉｖｅ ｄｅｃｅｎｔｒａｌｉｚｅｄ ｆｕｚｚｙ ｆａｕｌｔ⁃ｔｏｌｅｒａｎｔ ｃｏｎｔｒｏｌ ｏｆ ｎｏｎｌｉｎｅａｒ
ｌａｒｇｅ⁃ｓｃａｌｅ ｓｙｓｔｅｍｓ ｗｉｔｈ ａｃｔｕａｔｏｒ ｆａｉｌｕｒｅｓ［Ｊ］ ． ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ
Ｆｕｚｚｙ Ｓｙｓｔｅｍｓ， ２０１４， ２２（１）： １－１５．

［６］ 王帅，黄海鸿，韩刚，等． 基于 ＰＣＡ 与 ＧＡ⁃ＢＰ 神经网络的磁记忆

信号定量评价［ Ｊ］ ． 电子测量与仪器学报，２０１８，３２（１０）：１９０－
１９６．

［７］ 李晶，廖攀，洪辉． 液压伺服系统压力极值估计控制器的设计

［Ｊ］ ． 华南理工大学学报（自然科学版），２０１８，４６（２）：８１－８７．
［８］ 陈光荣，王军政，汪首坤，等． 基于主被动负载的负载独立口双

阀节能控制系统研究 ［ Ｊ］ ． 北京理工大学学报，２０１６，３６（１０）：
１０５３－１０５８．

［９］ 马雪． 基于 ＦＰＧＡ 嵌入式设计的水声信号采集系统［ Ｊ］ ． 舰船电

子工程， ２０１７，３７（３）：１３５－１３９．
［１０］陆兴华，范太霖，谢振汉． 基于 ＡＲＭ 的多模式智能控制嵌入式

系统设计［Ｊ］ ． 计算机与数字工程， ２０１６，４４（４）： ６６７－６７０，６７４．

８０１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　


