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摘　 要： 智能运维（Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ ｆｏｒ ＩＴ Ｏｐｅｒａｔｉｏｎｓ， ＡＩＯｐｓ）场景中，问答系统的应用可以辅助运维人员完成运维任务，
查询运维知识，降低企业运维成本。 传统的问答系统功能单一，通常只能完成特定任务或知识查询中的一种。 本文设计的多

功能问答系统集成了 ４ 类问答功能，即：任务型、知识图谱型、问答对型、闲聊型，同时针对任务型场景深度开发 Ｒａｓａ 框架，并
采用基于 ＢＥＲＴ 的改进型意图识别神经网络结构；通过真实的运维数据验证了该智能问答系统性能。 结果表明，本文设计的

问答系统不仅可以毫秒级返回问答结果，并且任务型场景中的意图识别准确率在原有基础上有了明显提升。
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０　 引　 言

在智能运维 ＡＩＯｐｓ 领域，问答系统可以帮助企

业运维人员完成运维工作，如作业下发、运维知识查

询等。 通过与问答系统一问一答的交互，运维人员

能够更加快速、便捷地完成运维工作，降低企业的运

维成本。
Ｒａｓａ 是当前主流的开源问答系统框架，用于构

建聊天机器人和智能助手［１］。 Ｒａｓａ 框架的模块化

和灵活设计使开发人员能够轻松构建新的扩展和功

能，包含自然语言理解（ＮＬＵ）模块与核心（Ｃｏｒｅ）模
块两部分。 ＮＬＵ 模块用于解析用户输入语句，识别

语句中的实体、意图等信息；Ｃｏｒｅ 模块负责对话管

理，用于跟踪对话状态，执行对话策略，并提供可编

辑的模板，方便开发人员设计多轮对话。
常见的问答系统通常功能较为单一，只能完成某

些特定功能的问答场景。 百度的 ＡｎｙＱ 框架采用自

研的 ＳｉｍＮｅｔ 网络结构完成研发问题对（ＦＡＱ）的问答

场景。 ５８ 同城采用 ｑａ＿ｍａｔｃｈ 框架，基于深度学习的

２ 层架构，完成 ＦＡＱ 场景问答。 美团大脑基于问答对

数据与知识图谱构建 ＦＡＱ 和图谱问答（ＫＢＱＡ）。
本文构建了一种高效的多功能问答场景融合架

构，可以将任务型（Ｔａｓｋ）、ＦＡＱ、ＫＢＱＡ、闲聊型问答

（Ｃｈａｔ）整合为一体，通过分层的插件化设计思路，保
证系统可以毫秒级快速响应用户多功能查询需求。
架构中的 Ｔａｓｋ 场景与 Ｃｈａｔ 场景采用 Ｒａｓａ 框架开

发，包括意图识别、词槽提取、对话状态管理、多轮对

话设计等。 针对运维场景的数据特点，在 Ｒａｓａ 的



ＮＬＵ 模块采用了本文提出的基于 ＢＥＲＴ 的改进型意

图识别神经网络结构，明显提升了意图识别模型准

确率。 最后，通过问答系统部署现场的真实数据，验
证了本文提出的多功能问答场景融合架构与改进型

意图识别模型性能的有效性。

１　 系统架构设计

问答系统要求能够为不同需求的运维人员提供

多种运维功能。 Ｔａｓｋ 场景是问答系统的核心功能，
支持运维人员通过一轮或多轮对话的方式完成具体

的运维操作，如“系统健康度分析”、“创建故障群

组”、“执行 ＯＯＳ 系统作业”等。 知识型问答场景包

括 ＦＡＱ 与 ＫＢＱＡ，其中 ＦＡＱ 支持运维人员查询系统

内的运维知识，而系统中对接的 ＡＭＤＢ 知识图谱数

据支持运维人员对系统节点的状态、关系等信息进

行查询。 Ｃｈａｔ 场景内置“功能类”与“人格属性类”等
问题，“功能类”问题支持回答用户诸如“你会做什

么？”、“你有什么功能”等问题，“人格属性类”问题可

以回答“你是谁”、“你几岁了？”等常见闲聊问题。
多功能问答融合示意图如图 １ 所示，根据功能

可以分为 ４ 个模块：Ｔａｓｋ 插件模块、知识型问答模

块、Ｒａｓａ 服务模块、意图置信度赋值模块。 在开发

过程中，Ｔａｓｋ 场景和 Ｃｈａｔ 场景整合在 Ｒａｓａ 框架中

实现，将意图训练样本同时配置在 Ｒａｓａ 框架提供的

配置文件中，并采用本文实现的改进型意图识别模

型进行预测。 对此拟展开研究分述如下。

输入语句

专家规则
检测

对话状态
检测

Task插件模块

匹配 否

KBQA

FAQ

知识型问答模块

满足阈值 是

NLU Core

Rasa服务模块

意图置信
度赋值

是

是 Rasa服务多轮对话
状态中

输出

意图置信度赋值模块

否

否

图 １　 多功能问答融合示意图

Ｆｉｇ． １　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｍｕｌｔｉ－ｆｕｎｃｔｉｏｎ ｑｕｅｓｔｉｏｎｓ ａｎｄ ａｎｓｗｅｒｓ ｆｕｓｉｏｎ

１．１　 Ｔａｓｋ 插件模块

用户输入语句首先经过 Ｔａｓｋ 插件模块处理，该
模块包含“专家规则检测”与“对话状态检测”两种

功能。 其中，“专家规则检测”旨在识别实际应用中

常见的 Ｔａｓｋ 场景语句，被识别的语句无需再经过知

识型问答模块查询和 Ｒａｓａ 意图识别模型的预测，可
以大幅度提升问答系统的响应速度。 系统设计了业

务关键词字典与模式匹配两种方式，专家规则处理

示意图如图 ２ 所示。
　 　 以 Ｔａｓｋ 场景中的“创建群组”类别为例，开发者

可将“创建群组，拉建群组”等关键词配置在字典

中，同时也可配置正则表达式“（创建 ｜ 拉建） （． ＋？）
（群组 ｜群聊）”作为模式匹配。 匹配中关键词字典

或正则表达式语句则可认为被“专家规则检测”功

能所识别。 开发过程中，可以通过配置文件的方式

或前端界面工具的方式进行专家规则的配置，也可

以根据实际情况灵活地调整专家规则，或在新增意

图时便捷地扩展专家规则。 不同类别的专家规则之

间不可有规则重叠。

类别n专家规则:
字典n+模式匹配n

类别2专家规则:
字典2+模式匹配2

类别1专家规则:
字典1+模式匹配1

……

用户输入

图 ２　 专家规则处理示意图

Ｆｉｇ． ２　 Ｅｘｐｅｒｔ ｒｕｌｅｓ ｐｒｏｃｅｓｓｉｎｇ ｄｉａｇｒａｍ
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　 　 对现场用户实际输入的数据进行统计，通过

“专家规则检测”功能可以识别约 ４０％的 Ｔａｓｋ 问答

语句。 分析用户使用心理发现：Ｔａｓｋ 场景中用户在

使用时倾向于简短且常用的正式语句。 近一半的语

句可以被“专家规则检测”功能拦截是合理的，被截

留的语句直接进行“意图置信度赋值”模块的处理。
Ｔａｓｋ 插件模块的“对话状态检测”功能旨在检

测当前对话状态是否处于多轮对话状态中，防止意

图误识别的产生。 问答系统功能设计中，Ｔａｓｋ 场景

支持多轮对话，用户新输入的语句不再需要其它模

块的检测，将语句输入到 Ｒａｓａ 服务中即可。 例如：
用户输入“创建群组”，系统会追问 “请输入群名

称”，此时待输入的群名称语义上会较为灵活；用户

再输入“智能巡检方法”，该语句与 ＦＡＱ 问题重复，
“对话状态检测”功能则避免了系统错误返回知识

型场景的答案。 Ｒａｓａ 框架的 Ｃｏｒｅ 模块会维护对话

状态跟踪、 记录对话历史与当前状态等。 Ｒａｓａ
ＨＴＴＰ 服务接口可以获取所需状态信息。 多轮对话

示意图如图 ３ 所示。 图 ３ 中，序号 １～ ７ 代表多轮问

答顺序。

对话策略

状态跟踪
意图识别

自然语言
生成NLG

输出

输入

1.输入:创建群组
2.状态:缺少“群名称”
5.状态：词槽填充完毕，
对话过程完成

槽位提取

4.生成:“请输入群名称”
7.生成:“完成创建”

3.策略:追问“群名称”
6.策略:无需操作

图 ３　 多轮对话示意图

Ｆｉｇ． ３　 Ｍｕｌｔｉ－ｒｏｕｎｄ ｄｉａｌｏｇｕｅｓ ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ

１．２　 知识型问答模块

没有被 Ｔａｓｋ 插件模块识别的语句会流入知识

型问答模块，当前系统开发了 ＫＢＱＡ 场景与 ＦＡＱ 场

景两部分，都是通过对存储在知识库中的知识进行

语义相似度的检索，将满足阈值要求的答案返回给

用户。
ＫＢＱＡ 模型采用基于答案排序的方式实现［２］。

图谱数据存储在图数据库 ＡｒａｎｇｏＤＢ 中，首先对用户

输入语句进行命名实体识别，将提取出的实体放在

知识图谱中查找与实体相连的所有三元组，组成候

选答案。 其次，计算问句与候选三元组的语义相似

度，选出最相似的三元组判断是否满足所设定的相

似度阈值。 基于答案排序的 ＫＢＱＡ 的工作流程图

示意如图 ４ 所示。

候选答案排序

候选答案表示

候选答案查询

命名实体识别

输出

ArangoDB
（知识图谱）

用户输入

图 ４　 ＫＢＱＡ 流程示意图

Ｆｉｇ． ４　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ＫＢＱＡ

　 　 ＦＡＱ 场景中将问答对数据存储在 Ｅｌａｓｔｉｃｓｅａｒｃｈ
（ＥＳ）库中，采用 ＥＳ 的倒排索引快速检索用户输入

的相似问句。 系统在实现过程中引入了近义词表来

泛化 ＥＳ 的相似度检索效果。 以问句“如何 ｒｅｓｔａｒｔ
电脑”为例，用户希望在 ＦＡＱ 库中匹配到“怎样重启

计算机”问句，而倒排索引本身是基于共现词来创

建索引，没有近义词来泛化则不能准确找到对应的

候选问题。 在实际生产中，可以将近义词表放入 ＥＳ
中加速查询过程，在 ＥＳ 中引入近义词词典如图 ５ 所

示。

候选问题

查询

怎样
如何
咋样

restart
重启
重开

电脑
PC

计算机

分词：
怎样restart电脑

怎样restart电脑

近义词表

ES

…… …… ……

图 ５　 在 ＥＳ 中引入近义词词典

Ｆｉｇ． ５　 Ｉｎｔｒｏｄｕｃｉｎｇ ａ ｄｉｃｔｉｏｎａｒｙ ｏｆ ｓｙｎｏｎｙｍｓ ｉｎ ＥＳ

　 　 预测时知识型模块同时调用 ＫＢＱＡ 与 ＦＡＱ 的

２ 个服务接口，并行预测给出检索结果。 当 ２ 个模

型都有结果输出时，依据 ＦＡＱ 模型得到的准确率优

于 ＫＢＱＡ 模型，因此优先选择 ＦＡＱ 的结果。
１．３　 Ｒａｓａ 服务模块

用户输入语句通过知识型问答模块后如果不满

足相似度阈值，则进入 Ｒａｓａ 服务模块。 通过框架中

ＮＬＵ 模块与 Ｃｏｒｅ 模块可以便捷地搭建起 Ｒａｓａ 问答
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服务。 Ｒａｓａ 框架内置了多种意图识别模型与词槽

提取模型，系统采用了本文提出的基于 ＢＥＲＴ 的改

进型意图识别神经网络结构，针对运维场景优化了

意图识别效果。 Ｃｏｒｅ 模块内置多种问答策略，Ｆｏｒｍ
Ｐｏｌｉｃｙ 实现词槽追问功能，如创建群组时追问群名

称；Ｆａｌｌｂａｃｋ Ｐｏｌｉｃｙ 实现默认回答功能，当输入问答

系统不能理解的语句时，系统返回默认语句“不理

解您的意思，请换个说法”。
１．４　 意图置信度赋值模块

符合 Ｔａｓｋ 插件模块的语句会流入意图置信度

赋值模块。 当系统处于对话状态之中时，该模块将

问答语句输入 Ｒａｓａ 服务中进行下一轮对话流程；反
之，模块则主动对输入的语句进行类别置信度赋值

操作。 如用户输入“创建 ｈａｄｏｏｐ 故障群组”，满足

“创建群组”的专家规则，模块会主动将其标注为该

类别，置信度赋值 １． ０。 赋值后的语句不再需要

Ｒａｓａ 服务中的意图识别模型的判别，模块负责将语

句的类别与置信度等所需信息存入 Ｒａｓａ 服务状态

中，从而开启接下来的对话流程。

２　 意图识别

在问答系统中，意图识别属于文本分类场景，将
不同的输入语句判别到对应类别、即完成意图识别

功能。 Ｒａｓａ 框架中内置了多种算法功能，如：分词、
词向量化、分类算法等，这些算法可以拼接成算法流

程进行意图识别。 在运维场景中，内置的算法流程

在实际数据上效果欠佳，本文针对运维数据特点提

出了一种基于 ＢＥＲＴ 的改进型意图识别神经网络结

构。
２．１　 数据分析

Ｔａｓｋ 场景与 Ｃｈａｔ 场景中用户输入语句均为短

文本，相较于长文本，短文本对分类模型要求更高。
Ｔａｓｋ 场景下用户输入语句一般由 ２ 部分组成：语义

表示与词槽；而 Ｃｈａｔ 场景语句也可以理解为没有词

槽的 Ｔａｓｋ 语句。 任务型场景数据见表 １。
表 １　 任务型场景数据表

Ｔａｂ． １　 Ｄａｔａ ｔａｂｌｅ ｏｆ ｔａｓｋ ｓｃｅｎａｒｉｏｓ

类别 语句 词槽

创建群组 建群 ／ 建个群聊 ／ ．．．．．． 无

创建智能巡检群组 智能巡检

创建执行 ｈａｄｏｏｐ 定时作业群组 执行 ｈａｄｏｏｐ 定时作业

执行 ＯＯＳ 执行作业 ／ 启动作业 ／ ．．．．．． 无

系统作业 执行 Ｌｉｎｕｘ２７３＿ｎｇｉｎｘ 作业 Ｌｉｎｕｘ２７３＿ｎｇｉｎｘ

　 　 如“创建群组”类意图，用户输入“建群”，“建个

群聊”等带有明显语义表示的词语，较容易识别；当
输入“创建执行 ｈａｄｏｏｐ 定时作业群组”时，语句中包

含的“执行 ｈａｄｏｏｐ 定时作业”的词槽，容易引起分类

错误，模型置信度一般也较低。 本文尝试了 Ｒａｓａ 框

架内置的基于 ｓｃｉｋｉｔ－ｌｅａｒｎ 库的多种传统机器学习

算法与 Ｒａｓａ 自研的 ＤＩＥＴ 深度学习算法均不能很好

地解决这个问题。 效果更优的 ＤＩＥＴ 模型面对此类

数据往往在意图分类时会呈现出“ ｌａｂｅｌ：创建群组，
ｃｏｎｆｉｄｅｎｃｅ： ０．５４； ｌａｂｅｌ： 执 行 ＯＯＳ 系 统 作 业，
ｃｏｎｆｉｄｅｎｃｅ：０．４４；ｌａｂｅｌ：．．．．．．”的窘境。 排名第一的类

别置信度与第二类别置信度相差不大且置信度低，
无法超过类别阈值（一般 ０．８ 以上）。
２．２　 模型设计

面对多变的词槽，要求意图识别模型可以学习

出语句中不同词语间与不同词序的权重，对语义表

示部分的词语需提高权重，对词槽部分的词语降低

权重。 根据这样的思路，本文设计了更优的意图识

别模型。
ＢＥＲＴ 预训练语言模型采用双向 Ｔｒａｎｓｆｏｒｍｅｒ 结

构， 以 Ｍａｓｋ Ｌａｎｇｕａｇｅ Ｍｏｄｅｌ 和 Ｎｅｘｔ Ｓｅｎｔｅｎｃｅ
Ｐｒｅｄｉｃｔｉｏｎ 的多任务训练为目标，在自然语言处理等

众多领域达到了最优效果。 Ｔｒａｎｓｆｏｒｍｅｒ 结构中的自

注意力机制 （ ｓｅｌｆ － ａｔｔｅｎｔｉｏｎ ） 是算法核心， ｓｅｌｆ －
ａｔｔｅｎｔｉｏｎ 的数学表达式可写为：

Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ ｓｏｆｔｍａｘ（ＱＫ
Ｔ

ｄｋ

）Ｖ （１）

　 　 其中， ｄｋ 表示 Ｋ 向量的维度数，Ｑ，Ｋ，Ｖ 分别表

示查询向量、键向量、值向量，由此推导得到的数学

公式为：
Ｗｑｘｉ ＝ Ｑ
Ｗｋｘｉ ＝ Ｋ
Ｗｖｘｉ ＝ Ｖ

ì

î

í

ï
ï

ïï

（２）

　 　 其中， ｘｉ 表示输入语句的词嵌入 ２维矩阵，实际

模型训练过程中使用训练样本集的 ３ 维句向量矩阵

计算；Ｗｑ 表示查询矩阵。 键向量和值向量生成方式

与此相同。
ＱＫＴ 两矩阵相乘可解释 ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ 的 ｓｅｌｆ 概

念，每个词向量会和包括自身在内的句子中所有词

进行相乘。 相乘后的矩阵除以向量维度 ｄ 的平方

根，在计算过程中可以使梯度更加稳定。 Ｓｏｆｔｍａｘ 中

的部分属于点积缩放的注意力机制，得到 Ｓｏｆｔｍａｘ
的值后再乘以值向量，最终获得经注意力机制调整

的矩阵。
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本文选择针对中文优化的 ＢＥＲＴ－ｗｗｍ 模型构

建双通道输入的改进型意图识别网络结构，如图 ６
所示。

训练样本

特征工程

NS-Sampling

BERT-wwm

FeedForward

768维_cls_768维

Mean

FeedForward

Softmax

类别概率

图 ６　 改进型意图识别网络结构

Ｆｉｇ． ６　 Ｉｍｐｒｏｖｅｄ ｉｎｔｅｎｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 左通道通过本文提出的 ＮＳ－Ｓａｍｐｌｉｎｇ（Ｓａｍｐｌｉｎｇ
ｂａｓｅｄ ｏｎ ｎｅｇａｔｉｖｅ ｓａｍｐｌｅ）算法流程进行训练样本设

计与均衡，算法流程图如图 ７ 所示。

结束

过采样

数据增强

生成负样本

数据标记

开始

图 ７　 ＮＳ－Ｓａｍｐｌｉｎｇ 算法流程图

Ｆｉｇ． ７　 ＮＳ－Ｓａｍｐｌｉｎｇ ａｌｇｏｒｉｔｈｍ ｆｌｏｗ ｃｈａｒｔ

２．２．１　 数据标记

构建意图训练样本时首先需要将语句中的词槽

标记出来，词槽对意图倾向没有贡献，反而会干扰模

型训练。 如“创建［智能巡检］的群组”，词槽“智能

巡检”被标识出，这样做的目的是为了在负样本生

成时程序可以自动识别，快速扩展新的 Ｔａｓｋ 场景，

在工程应用中加快模型迭代速度。
２．２．２　 负样本设计

本文将意图识别模型支持的意图称为正类，不
支持识别的其它意图统称为负类，负类的识别能力

对模型性能有着决定性影响，负样本的设计也是关

键因素。 本文将负样本分为 ２ 部分：种子负样本与

程序生成负样本。 对此可给出剖析论述如下。
种子负样本是在编写样本时通过人工整理特别

设计的样本，这类样本容易与某些正类意图混淆，如
“创建”只出现在“创建群组”的类别中，当用户只输

入“创建”时，因 ＢＥＲＴ 会将该类词语的权重学习得

很高，意图识别模型会误将词语“创建”识别为“创
建群组”类别。 因此将其配置在负样本中，就可以

主动降低这些易混淆词语的权重。
程序生成负样本来自数据标注步骤中标识出来

的词槽，这些词槽不可以与正类意图重叠，在模型训

练时会由程序自动补充到负样本中。
２．２．３　 数据增强

数据增强采用近义词替换的方式来扩展样本较

少的类别。 以所有类别中样本数量最多的类别为增

强数量的上限，通过分词后的样本进行近义词替换。
这里不对标记的词槽进行替换。
２．２．４　 过采样

经过近义词数据增强后的样本多数情况下可以

达到数据均衡，个别类别可能会由于词语的近义词

数量不够而增加后的样本依然较少，采用过采样的

方法来提升这些类别的样本数量。
２．２．５　 特征工程

意图识别模型的右通道提供特征工程入口，通
过分析训练样本，本文设计了若干可以辅助提升意

图识别的特征，部分特征见表 ２。
表 ２　 特征表

Ｔａｂ． ２　 Ｆｅａｔｕｒｅ ｔａｂｌｅ

特征 １ 特征 ２ 特征 ３ 特征 ４

匹配 ＩＰ 正则 包含∗∗词语 以∗∗开头 以∗∗结尾

　 　 一条语句形成的特征稀疏矩阵如图 ８ 所示，横
坐标表示特征个数，序号 ０ ～ ４、共 ５ 个特征；纵坐标

表示经过输入语句分词后的词，这里有 ０ ～ １４ 个、共
１５ 个词。 矩阵中满足该特征条件的值为 １，否则

为 ０。
　 　 稀疏矩阵输出到全连接网络中，从而获得与左

通道中 ＢＥＲＴ－ｗｗｍ 的向量相同的 ７６８ 维度向量。
将左、右两端的向量进行相加后求平均（Ｍｅａｎ）值，
可以理解为右侧的 ７６８ 维度向量赋予句向量辅助特
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征信息， 求均值后 的 向 量 再 连 接 全 连 接 层 与

Ｓｏｆｔｍａｘ 层。

图 ８　 特征工程矩阵

Ｆｉｇ． ８　 Ｆｅａｔｕｒｅ ｅｎｇｉｎｅｅｒｉｎｇ ｍａｔｒｉｘ

３　 实验

本节设计 ２ 组实验用来检验多功能问答场景融

合架构与改进型意图识别模型的性能。 实验测试了

问答系统实际响应速度与 Ｔａｓｋ 场景意图识别预测

准确率。 这里可做解析表述如下。
３．１　 实验一

对于问答系统响应速度的测试，选用 ２００ 条知

识型语句，其中 ＫＢＱＡ 语句与 ＦＡＱ 语句各 １００ 条；
选用 Ｔａｓｋ 场景包括负类在内的全部 １２ 种类别、
２５０ 条单轮问答语句，平均每种场景 ２０ 条测试语

句。 ３ 种场景实验数据量之比 ＫＱＢＡ ∶ ＦＡＱ ∶ Ｔａｓｋ ＝
１ ∶ １ ∶ ２．５， 与实际应用时数据分布接近。 实验分别

测试了每种场景下单模型的耗时、融合到框架后每

种场景的耗时以及综合所有场景的系统平均耗时。
测试在 ｉ７－８７００ ＣＰＵ ＠ ３．２０ ＧＨｚ 环境中进行。 问

答系统耗时结果见表 ３。
表 ３　 问答系统耗时表

Ｔａｂ． ３　 Ｔｉｍｅ ｃｏｎｓｕｍｐｔｉｏｎ ｔａｂｌｅ ｍｓ

场景 ＦＡＱ ＫＢＱＡ Ｔａｓｋ

单模型耗时 １２．２ ５３．６ １０５．７

融合耗时 １４．４ ５５．８ ９７．６

平均耗时 ７１．３ ７１．３ ７１．３

　 　 实验表明，多功能问答场景的融合架构相比于

单模型耗时没有明显增加，其中 Ｔａｓｋ 场景得益于

Ｔａｓｋ 插件模块有了小幅度提升，而综合所有场景的

平均耗时较少，保证了系统可以 ｍｓ 级地快速响应。
３．２　 实验二

对于 Ｔａｓｋ 场景意图识别性能的测试，实验沿用

实验一中的 ２５０ 条 Ｔａｓｋ 场景测试语句，对比了基于

ｓｃｉｋｉｔ － ｌｅａｒｎ 库 的 传 统 机 器 学 习 算 法 Ｌｏｇｉｓｔｉｃ
Ｒｅｇｒｅｓｓｉｏｎ 与 ＳＶＭ（线性核，即 ＬｉｎｅａｒＳＶＭ）、ＤＩＥＴ 算

法、微调的 ＢＥＲＴｂａｓｅ模型、改进型意图识别模型共 ５
种。 其中，传统机器学习算法的句向量化方式分别

尝试了 Ｎ－ｇｒａｍ（１， ３） ＋ ＴＦ－ＩＤＦ 与 Ｊｉｅｂａ 分词 ＋
Ｗｏｒｄ２Ｖｅｃ 的方式，Ｗｏｒｄ２Ｖｅｃ 模型选择基于百度百

科的语料训练，模型中包括了词向量与单个字向量。
实验评价指标选择准确率见表 ４。

表 ４　 模型预测准确率

Ｔａｂ． ４　 Ｍｏｄｅｌ ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ

算法
Ｌｏｇｉｓｔｉｃ Ｒｅｇｒｅｓｓｉｏｎ

ＴＦ－ＩＤＦ Ｗｏｒｄ２Ｖｅｃ

ＬｉｎｅａｒＳＶＭ

ＴＦ－ＩＤＦ Ｗｏｒｄ２Ｖｅｃ
ＤＩＥＴ ＢＥＲＴｂａｓｅ 改进型意图识别模型

准确率 ／ ％ ８０．８ ８６．８ ８１．６ ８８．０ ９４．８ ９８．０ ９９．２

　 　 实验表明，传统机器学习算法面对运维场景的

短文本分类任务性能欠佳，明显低于深度学习模型；
基于 ＢＥＲＴ 的意图识别模型效果明显高于其他方

法，本文提出的基于 ＢＥＲＴ 的改进型意图识别模型

在 ＢＥＲＴｂａｓｅ的基础上进一步提升了预测准确率。

４　 结束语

在 ＡＩＯｐｓ 场景下，本文设计了多功能问答系统

架构，集成了 ４ 种问答功能，能够辅助运维人员完成

运维工作。 针对 Ｔａｓｋ 场景，通过对系统部署现场的

实际运维数据进行分析，本文提出了基于 ＢＥＲＴ 的

改进型意图识别神经网络结构。 实验表明，多功能

问答系统架构具有较高性能，在多场景融合的情况

下依然可以保持 ｍｓ 级的快速响应；而采用了基于

ＢＥＲＴ 的改进型意图识别神经网络，Ｔａｓｋ 场景意图

识别准确率效果极佳。
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