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三种机器学习算法在回归应用中的对比分析
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摘　 要： 梯度提升方法（Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ Ｍａｃｈｉｎｅ， ＧＢＭ）是一种经事实证明并被广泛应用的集成学习方法。 许多成功的机

器学习解决方案都是使用 ＸＧＢｏｏｓｔ 及其衍生算法实现的。 本文针对 ＸＧＢｏｏｓｔ、ＬｉｇｈｔＧＢＭ、ＣａｔＢｏｏｓｔ 这 ３ 种梯度方法及原理进

行简要介绍，通过实验对比了 ３ 种方法在回归应用中的效率，并将 ３ 种梯度方法应用于由 Ｋａｇｇｌｅ 的 ＮＹＣ Ｔａｘｉ ｆａｒｅｓ 数据集构

建的车费回归预测模型中。 实验结果表明，ＬｉｇｈｔＧＢＭ 在使用不同数量特征和样本的情况下，模型训练速度和最终预测精度

均优于 ＸＧＢｏｏｓｔ 和 ＣａｔＢｏｏｓｔ。
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０　 引　 言

目前，对于中等数据集来说，与人工神经网络

（Ａｒｔｉｆｉｃｉａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＡＮＮ）相比，ｂｏｏｓｔｉｎｇ 方法

则有着较为明显优势。 相对来说，ｂｏｏｓｔｉｎｇ 的训练时

间会更短，参数调整时也不会耗费太多时间。
Ｂｏｏｓｔｉｎｇ 是一种集成学习策略，致力于从各种

弱分类器中生成准确的分类器。 通过划分训练数

据，并使用每个部分来训练不同的模型或用一个具

有不同设置的模型来实现，最后再用多数票将结果

组合在一起。 ＡｄａＢｏｏｓｔ 是 Ｆｒｅｕｎｄ 等人［１］ 提出的第

一个 用 于 二 元 分 类 的 有 效 ｂｏｏｓｔｉｎｇ 方 法。 当

ＡｄａＢｏｏｓｔ 进行第一次迭代时，所有记录的权重相同，
但在下一次迭代中，却会为错误分类的记录赋予更

高的权重，模型迭代将继续、直到构造出有效的分类

器。 ＡｄａＢｏｏｓｔ 发布后不久，就有研究发现，即使迭代

次数增加，模型误差也不会变大［２］。 因此，ＡｄａＢｏｏｓｔ
模型十分适用于解决过拟合问题。 近些年来，学者

们基于梯度提升决策树（Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ Ｄｅｃｉｓｉｏｎ
Ｔｒｅｅ， ＧＢＤＴ）提出了 ３ 种基于决策树的有效梯度方

法，分别是：ＸＧＢｏｏｓｔ、ＣａｔＢｏｏｓｔ 和 ＬｉｇｈｔＧＢＭ。 这些方

法均已成功应用于工业界、学术界和竞争性机器学

习的研究中［３］。

１　 相关算法介绍

１．１　 ＧＢＤＴ
梯度提升树是一种利用加法模型与前向分歩算

法实现学习的优化过程。 当损失函数为平方误差损

失函数和指数损失函数时，每一步的优化较为简单。
但对一般损失函数而言，往往每一步优化并不容易。
针对这一问题，Ｆｒｅｉｄｍａｎ 提出了梯度提升（Ｇｒａｄｉｅｎｔ
Ｂｏｏｓｔｉｎｇ）算法。 Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ 是 Ｂｏｏｓｔｉｎｇ 中的一



类算法，设计思想参考自梯度下降法，基本原理是根

据当前模型损失函数的负梯度信息，来训练新加入

的弱分类器，并将训练好的弱分类器以累加的形式

结合到现有模型中。 采用决策树作为弱分类器的

Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ 算法被称为 ＧＢＤＴ，有时也称为

ＭＡＲＴ（Ｍｕｌｔｉｐｌｅ Ａｄｄｉｔｉｖｅ Ｒｅｇｒｅｓｓｉｏｎ Ｔｒｅｅ）。
梯度提升方法以分段方式构造解，并通过优化

损失函数来解决过拟合问题。 例如：假设有一个定

制的基学习器 ｈ（ｘ，θ） （如决策树）和一个损失函数

ψ（ｙ， ｆ（ｘ））。 若直接估计参数会十分困难，因此在

每次迭代时使用迭代模型。 每次迭代模型都将被更

新、并重选一个新的基学习器 ｈ（ｘ，θｔ）， 其中增量可

表示为：

ｇｔ ｘ( ) ＝ Ｅｙ
∂ψ（ｙ， ｆ（ｘ））

∂ｆ（ｘ）
ｘé

ë
êê

ù

û
úú

ｆ ｘ( ) ＝ ｆｔ－１（ｘ）
（１）

这样就可以将难解的优化问题转化为常用的最

小二乘优化问题，即：

ρｔ，θｔ( ) ＝ ａｒｇｍｉｎρ，θ∑
Ｎ

ｎ ＝ １
［ － ｇｔ ｘｎ( ) ＋ ρｈ（ｘｎ，θ）］２ （２）

这里，对梯度提升算法的实现步骤可做阐释表

述如下。
步骤 １　 令 ｆ０ 为常数；
步骤 ２　 对于 ｍ ＝ １ 到 Ｍ 有：
１：利用式（１）计算 ｇｍ（ｘ）；
２：训练函数 ｈ ｘ，θｍ( ) ；
３：利用式（２）寻找最优 ρｍ；

４：更新函数 ｆ^ｍ ＝ ｆ^ｍ－１ ＋ ρｍｈ（ｘ，θｍ）。
步骤 ３　 结束。
该算法从一片叶子开始，接着将针对每个节点

和每个样本优化学习速率［４－６］。
１．２　 ＸＧＢｏｏｓｔ

ＸＧＢｏｏｓｔ（ ｅＸｔｒｅｍｅ Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ）是一种高

度可扩展、灵活且通用的梯度提升工具［７］，其设计

目的在于正确使用资源，并克服以往梯度提升算法

的局限性。 ＸＧＢｏｏｓｔ 和其它梯度提升算法的主要区

别是，ＸＧＢｏｏｓｔ 使用了一种新的正则化技术，控制过

拟合现象的产生。 因此，在模型调整期间，ＸＧＢｏｏｓｔ
会更快、更健壮。 正则化技术是通过在损失函数中

添加一个新项来实现的，此处的数学公式可写为：

Ｌ（ ｆ ） ＝ ∑
Ｎ

ｎ ＝ １
Ｌ ｙ^ｎ，ｙｎ( ) ＋ ∑

Ｎ

ｍ ＝ １
Ω（δｍ） （３）

　 　 其中， Ω δ( ) ＝ α δ ＋ ０．５β ω ２； δ 为树枝的

数量； ω 为每片叶子的值； Ω（ ｆ ） 为正则化函数。
ＸＧＢｏｏｓｔ 使用了新的增益函数，相应的函数形

式具体如下：

Ｇ ｊ ＝ ∑
ｉ∈Ｉ ｊ
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（４）
　 　 其中， ｇｉ ＝ ∂ｙ^ｉＬ（ ｙ^ｉ，ｙｉ）、ｈｉ ＝ ∂２

ｙ^ｉＬ（ ｙ^ｉ，ｙｉ）；Ｇ 是右

子节点的分数；Ｈ是左子节点的分数；Ｇａｉｎ 是在没有

新子节点情况下的分数［８］。
文中，对 ＸＧＢｏｏｓｔ 基本核心算法流程拟做阐释

如下。
（１）不断地添加树，并不断地进行特征分裂来

生长一棵树。 每次添加一个树，其实是学习一个新

函数 ｆ（ｘ）， 去拟合上次预测的残差。
（２）当训练完成得到 ｋ 棵树，需要预测一个样本

的分数，即根据这个样本特征，在每棵树中会求得对

应的一个叶子节点，每个叶子节点就对应一个分数。
（３）基于此，只需将每棵树对应的分数加起来，

就得到了该样本的预测值。
１．３　 ＬｉｇｈｔＧＢＭ

为了提高 ＧＢＤＴ 算法效率、避免 ＸＧＢｏｏｓｔ 的缺

陷、并且能够在不损害准确率的条件下加快 ＧＢＤＴ
模型的训练速度，微软研究团队于 ２０１７ 年 ４ 月开发

了 ＬｉｇｈｔＧＢＭ［９－１０］。 ＬｉｇｈｔＧＢＭ 在传统 ＧＢＤＴ 算法上

进行了如下优化：
（１）基于 Ｈｉｓｔｏｇｒａｍ 的决策树算法。 一个叶子

的直方图可以由其父亲节点直方图与其兄弟直方图

做差得到，在速度上可以提升一倍。
（２）单边梯度采样（Ｇｒａｄｉｅｎｔ －ｂａｓｅｄ Ｏｎｅ －Ｓｉｄｅ

Ｓａｍｐｌｉｎｇ，ＧＯＳＳ）。 使用 ＧＯＳＳ 可以减少大量只具有

小梯度的数据实例，使其在计算信息增益时只利用

余下的具有高梯度的数据即可。 相比 ＸＧＢｏｏｓｔ 而
言，既遍历所有特征值，也节省了不少时间和空间上

的开销。 ＧＯＳＳ 算法从减少样本的角度出发，排除

大部分小梯度的样本，仅用剩下的样本计算信息增

益，这样做的好处是在减少数据量和保证精度上取

得平衡。
（３）互斥特征捆绑（Ｅｘｃｌｕｓｉｖｅ Ｆｅａｔｕｒｅ Ｂｕｎｄｌｉｎｇ

ＥＦＢ）。 使用 ＥＦＢ 可以将许多互斥的特征绑定为一

个特征，这样达到了降维的目的。
（４）带深度限制的 Ｌｅａｆ －ｗｉｓｅ 叶子生长策略。

大多数 ＧＢＤＴ 工具使用低效的按层生长 （ ｌｅｖｅｌ －
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ｗｉｓｅ） 的决策树生长策略，且由于不加区分地对待

同一层的叶子，带来了很多额外开销。 实际上很多

叶子的分裂增益较低，没必要进行搜索和分裂。
ＬｉｇｈｔＧＢＭ 使用了带有深度限制的按叶子生长 （ ｌｅａｆ
－ｗｉｓｅ） 算法，在分裂次数相同的情况下，Ｌｅａｆ－ｗｉｓｅ
可以降低误差，得到更好的精度。 并且，还能做到：

① 直接支持类别特征（Ｃａｔｅｇｏｒｉｃａｌ Ｆｅａｔｕｒｅ）；
② 支持高效并行；
③ Ｃａｃｈｅ 命中率优化。
上述优化使得 ＬｉｇｈｔＧＢＭ 具有更好的准确性、更

快的训练速度、以及大规模处理数据能力，同时还能

支持 ＧＰＵ 学习的优点。 按层生长与按叶子生长的

设计示意如图 １ 所示。

Level-wise Leaf-wise

（ａ） 按层生长　 　 　 （ｂ） 按叶子生长

图 １　 按层生长与按叶子生长示意图

Ｆｉｇ． １ 　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｌｅｖｅｌ － ｗｉｓｅ ｇｒｏｗｔｈ ａｎｄ ｌｅａｆ － ｗｉｓｅ
ｇｒｏｗｔｈ

１．４　 ＣａｔＢｏｏｓｔ
ＣａｔＢｏｏｓｔ 是 Ｙａｎｄｅｘ 在 ２０１７ 年提出的开源的机

器学习库［１１］，同前面介绍的 ＸＧＢｏｏｓｔ 和 ＬｉｇｈｔＧＢＭ
类似，依然是在 ＧＢＤＴ 算法框架下的一种改进算法，
是一种基于对称决策树 （ ｏｂｌｉｖｉｏｕｓ ｔｒｅｅｓ） 算法的

ＧＢＤＴ 框架，不仅参数少、准确性高，还能支持类别

型变量，高效合理地处理类别型特征 （ Ｃａｔｅｇｏｒｉｃａｌ
ｆｅａｔｕｒｅｓ）也是其主要亮点及优势。 由其名称就可以

看出，ＣａｔＢｏｏｓｔ 是由 ｃａｔｅｇｏｒｉｃａｌ 和 ｂｏｏｓｔ 组成，并改善

了 梯 度 偏 差 （ Ｇｒａｄｉｅｎｔ ｂｉａｓ ） 及 预 测 偏 移

（Ｐｒｅｄｉｃｔｉｏｎｓｈｉｆｔ）问题，提高了算法准确性和泛化能

力［１２］。
　 　 ＣａｔＢｏｏｓｔ 可以利用各种统计上的分类特征和数

值特征的组合，将分类值编码成数字，并通过在当前

树的新拆分处，使用贪婪方法解决特征组合的指数

增长问题。 同均值编码类似，重点是通过以下步骤

防止过拟合：
（１）将记录随机划分为子集。
（２）将标签转换为整数的同时，将分类特征转

化为数字特征，研究求得的数学公式为：

ａｖｇＴａｒｇｅｔ ＝ ｃｏｕｎｔｉｎＣｌａｓｓ ＋ ｐｒｉｏｒ
ｔｏｔａｌＣｏｕｎｔ ＋ １

（５）

　 　 其中， ｃｏｕｎｔｉｎＣｌａｓｓ 是给定分类特征在目标中

的个数； ｔｏｔａｌＣｏｕｎｔ是之前对象的个数； ｐｒｉｏｒ由初始

参数指定［１３－１４］。
与 ＸＧＢｏｏｓｔ、ＬｉｇｈｔＧＢＭ 相比，ＣａｔＢｏｏｓｔ 的创新点

体现在如下方面：
（１）嵌入了将类别型特征自动处理为数值型特

征的创新算法。 先对 ｃａｔｅｇｏｒｉｃａｌ ｆｅａｔｕｒｅｓ 做一些统

计，计算某个类别特征（ ｃａｔｅｇｏｒｙ）出现的频率，此后

加上 超 参 数， 生 成 新 的 数 值 型 特 征 （ ｎｕｍｅｒｉｃａｌ
ｆｅａｔｕｒｅｓ）。

（２）Ｃａｔｂｏｏｓｔ 使用了组合类别特征，可以用到特

征之间的联系，极大地丰富了特征维度。
（３）采用排序提升的方法对抗训练集中的噪声

点，这就避免了梯度估计的偏差，进而解决预测偏移

的问题。
（４）采用完全对称树作为基模型。

２　 前期准备

２．１　 数据集

选择 Ｋａｇｇｌｅ 比赛中的 ＮＹＣ Ｔａｘｉ ｆａｒｅｓ 数据集作

为 ３ 种模型对比实验的数据集，以此来对比 ３ 种算

法的性能。 数据集共有１ １０８ ４７７条数据，数据集的

前 ５ 行数据样本见表 １。 特征变量数目为 ８，目标特

征为 ｆａｒｅ＿ａｍｏｕｎｔ。
表 １　 初始数据集快照

Ｔａｂ． １　 Ｓｎａｐｓｈｏｔ ｏｆ ｉｎｉｔｉａｌ ｄａｔａｓｅｔ

特征 Ｐｉｃｋｕｐ ｄａｔｅｔｉｍｅ Ｐｉｃｋｕｐ ｌｏｎｇｉｔｕｄｅ Ｐｉｃｋｕｐ ｌａｔｉｔｕｄｅ Ｄｒｏｐｏｆｆ ｌｏｎｇｉｔｕｄｅ Ｄｒｏｐｏｆｆ ｌａｔｉｔｕｄｅ Ｐａｓｓｅｎｇｅｒ ｃｏｕｎｔ Ｆａｒｅ ａｍｏｕｎｔ

１ ２０１３－０１－２９ １２：２６：００ －７３．９９ ４０．７４ －７３．９８ ４０．７６ １ ９．０
２ ２０１１－０６－０９ ００：５３：００ －７３．９８ ４０．７２ －７３．９８ ４０．７３ ３ ５．７
３ ２０１５－０４－１９ ２２：２１：１２ －７３．９９ ４０．７５ －７４．０１ ４０．７４ １ ８．０
４ ２０１３－０１－０５ ２１：３６：００ －７３．９９ ４０．７４ －７３．９８ ４０．７４ １ ５．５
５ ２００９－０４－２１ ２２：５９：２７ －７３．９７ ４０．７５ －７３．９９ ４０．７４ １ ７．３
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　 　 在对特征变量进行处理时，将 Ｐｉｃｋｕｐ ｄａｔｅｔｉｍｅ
拆分生成新特征变量年、月、星期、年积日、时；通过

Ｐｉｃｋｕｐ ｌｏｎｇｉｔｕｄｅ、Ｐｉｃｋｕｐ ｌａｔｉｔｕｄｅ、Ｄｒｏｐｏｆｆ ｌｏｎｇｉｔｕｄｅ、
Ｄｒｏｐｏｆｆ ｌａｔｉｔｕｄｅ 和 ＮＹＣ 内机场经纬度坐标，计算乘

车距离 Ｄｉｓｔａｎｃｅ 和到各个机场的距离作为新的特征

变量。 同时对数据集进行处理， 去除 Ｐａｓｓｅｎｇｅｒ
ｃｏｕｎｔ ≥ ５ 或记录为空的数据。

最终，将经过预处理和特征工程加工的数据集

按照 ７ ∶ ３ 的比例划分为训练集和测试集。
２．２　 实验设计

为了从性能表现、效率等方面对比最具代表性

的 ３ 种基于 ＧＢＤＴ 的研发算法在回归应用中的情

况，文中将按照以下步骤进行实验：
（１ ） 使 用 相 同 的 初 始 参 数 训 练 ＸＧＢｏｏｓｔ、

ＣａｔＢｏｏｓｔ、ＬｉｇｈｔＧＢＭ 算法的基准模型。
（２）使用超参数自动搜索模块 ＧｒｉｄＳｅａｒｃｈ ＣＶ

训练 ＸＧＢｏｏｓｔ、ＣａｔＢｏｏｓｔ 和 ＬｉｇｈｔＧＢＭ 算法的调整模

型。
（３）从训练和预测时间、预测得分两方面比较

算法性能的表现情况。

３　 实验结果对比分析

３．１　 预测精度对比

为了研究不同数据样本量对模型性能的影响，

分别按照全部、１ ／ ２、１ ／ ５ 和 １ ／ １０ 的比例，从样本数

据集中随机抽取样本形成新的样本集。 对新的样本

集，按照 ７ ∶ ３ 的比例划分训练集和测试集，从模型

预测精度和训练、预测用时等方面，对比 ３ 种算法的

回归预测性能。
本文使用均方根误差 ＲＭＳＥ 对模型的预测精度

进行评价。 均方根误差的数学定义的公式表述可写

为：

ＲＭＳＥ ＝
　

１
ｎ
·∑

ｎ

ｉ ＝ １
（ｙｉ

ｏ － ｙｉ
ｅ） ２ （６）

　 　 ３ 种模型回归预测的 ＲＭＳＥ 见表 ２。 表 ２ 中，
ＸＧＢｏｏｓｔ、ＬｉｇｈｔＧＢＭ、ＣａｔＢｏｏｓｔ 代表建立的基准模型，
ＸＧＢｏｏｓｔ＿ＣＶ、ＬｉｇｈｔＧＢＭ＿ＣＶ、ＣａｔＢｏｏｓｔ＿ＣＶ 代表在基

准模型基础上，经过网格搜索和交叉验证后的优化

模型。 观察表 ２ 可以看出，３ 种算法经过参数调优

后的 ＲＭＳＥ， 相比各自基准模型的 ＲＭＳＥ 都有所降

低，说明参数优化提高了模型的预测精度。 随着样

本规模的降低，３ 种算法的 ＲＭＳＥ 皆有不同程度的

增长，说明样本规模的减小，降低了模型的预测精

度。 但是，ＣａｔＢｏｏｓｔ 算法在样本规模由总样本数目

的 １ ／ ５ 降至 １ ／ １０ 时，模型预测结果的 ＲＭＳＥ 并没有

出现增长。 说明样本规模降低至总样本数目的 １ ／ ５
后，ＣａｔＢｏｏｓｔ 对样本规模的降低已不再敏感，样本规

模与模型预测精度的具体联系有待进一步研究。

表 ２　 模型预测精度 ＲＭＳＥ
Ｔａｂ． ２　 Ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｔｈｅ ｍｏｄｅｌｓ ＲＭＳＥ

样本规模 ＸＧＢｏｏｓｔ ＬｉｇｈｔＧＢＭ ＣａｔＢｏｏｓｔ ＸＧＢｏｏｓｔ＿ＣＶ ＬｉｇｈｔＧＢＭ＿ＣＶ ＣａｔＢｏｏｓｔ＿ＣＶ

Ｎ ３．３８ ３．２６ ３．４３ ３．１２ ２．８４ ３．２９

Ｎ ／ ２ ３．４４ ３．３５ ３．５０ ３．２０ ２．９９ ３．３６

Ｎ ／ ５ ３．４６ ３．３９ ３．５５ ３．１９ ３．００ ３．３６

Ｎ ／ １０ ３．４８ ３．４３ ３．５４ ３．２０ ３．０８ ３．３８

　 　 由此可见，ＬｉｇｈｔＧＢＭ 在基准模型和优化模型上

都比其它 ２ 种算法的 ＲＭＳＥ 要小，说明 ＬｉｇｈｔＧＢＭ 算

法在实验数据集上的预测效果优于其它 ２ 种算法。
３．２　 运行时间对比

通过记录 ３ 种模型训练和预测用时，进行 ３ 种

模型的运行用时对比，对比结果见表 ３。 从表 ３ 中也

可以看出，对于同一模型，使用网格搜索交叉检验模

型的运行用时远高于其基准模型，这是由于网格搜索

和交叉检验操作用时较多。 同时，从表 ３ 中也可以看

出，样本规模和模型运行时间成正比，模型样本规模

越大，训练和预测用时越多。 不同模型间进行对比

时，ＬｉｇｈｔＧＢＭ 无论是基准模型、还是经过网格搜索交

叉检验后的优化模型，在运行用时上都是最少，
ＣａｔＢｏｏｓｔ 模型的运行时间次之，ＸＧＢｏｏｓｔ 模型运行耗

时最多，这与前文论述中对 ３ 种模型的特性介绍相

符。
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表 ３　 模型运行时间

Ｔａｂ． ３　 Ｒｕｎｎｉｎｇ ｔｉｍｅ ｏｆ ｔｈｅ ｍｏｄｅｌｓ ｓ

样本集　 样本规模 ＸＧＢｏｏｓｔ ＬｉｇｈｔＧＢＭ ＣａｔＢｏｏｓｔ ＸＧＢｏｏｓｔ＿ＣＶ ＬｉｇｈｔＧＢＭ＿ＣＶ ＣａｔＢｏｏｓｔ＿ＣＶ

训练 Ｎ ５５．３６２ ４ ２．０４８ ７ ５．１２８ ９ ２ ４７３．１５２ ４ １２７．４４２ ３ １８６．１４２ ８

Ｎ ／ ２ ３０．９６５ ０ １．４５８ １ ３．９２５ ６ １ １８５．５３４ ９ ６４．５７８ ３ ７６．６１１ ０

Ｎ ／ ５ １０．０４３ ８ ０．５９１ ６ １．８０４ ９ ４２９．８８６ ４ ３１．００８ ４ ３４．７３９ ４

Ｎ ／ １０ ５．１５９ ８ ０．３４４ ８ １．２４１ ２ ２３８．７６１ ０ １８．０５３ ０ ２２．０９１ ４

测试 Ｎ ０．２７１ ８ ０．２９１ ８ ０．０７７ ９ ０．７１２ ６ ０．０５９ ０ ０．６８７ ６

Ｎ ／ ２ ０．１８１ ９ ０．１８７ ９ ０．０４７ ９ ０．３１５ ８ ０．０３８ ９ ０．３４６ ８

Ｎ ／ ５ ０．０５７ ９ ０．０７３ ９ ０．０２５ ８ ０．１５１ ９ ０．００１ ０ ０．０９７ ９

Ｎ ／ １０ ０．０４６ ０ ０．０３８ ０ ０．０１２ ０ ０．０８７ ９ ０．００８ ９ ０．０７８ ０

３．３　 参数重要性评价

通过比较 ３ 种模型的 ｆｅａｔｕｒｅ＿ｉｍｐｏｒｔａｎｃｅｓ＿属性，
研究这些属性中哪些对模型的预测影响最大，对比

结果如图 ２～图 ４ 所示。 由图 ２ ～图 ４ 分析可知，虽
然 ３ 种模型中的各个变量重要性排序不尽相同， 但

订单距离 ｄｉｓｔａｎｃｅ、 ｊｆｋ 机场订单距离 ｔｏ＿ ｊｆｋ、订单年

份 ｙｅａｒ 和乘客下车时的经度 ｄｒｏｐｏｆｆ＿ｌｏｎｇｉｔｕｄｅ 的变

量重要性均排名前 ４，说明无论是采用哪种模型，这
４ 个变量均是决定模型预测效果的关键变量。 ４ 个

变量中，订单距离 ｄｉｓｔａｎｃｅ、 ｊｆｋ 机场订单距离 ｔｏ＿ ｊｆｋ
和订单年份 ｙｅａｒ均是通过特征工程从原始数据集中

生成的变量，这也说明对原始数据集进行特征工程

加工是提升模型训练效果的一种有效手段。
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图 ２　 使用 ＸＧＢｏｏｓｔ 模型的特征重要性排序图

Ｆｉｇ． ２ 　 Ｒａｎｋｉｎｇ ｄｉａｇｒａｍ ｏｆ ｆｅａｔｕｒｅ ｉｍｐｏｒｔａｎｃｅ ｕｓｉｎｇ ＸＧＢｏｏｓｔ
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图 ３　 使用 ＬｉｇｈｔＧＢＭ 模型的特征重要性排序图

Ｆｉｇ． ３ 　 Ｒａｎｋｉｎｇ ｄｉａｇｒａｍ ｏｆ ｆｅａｔｕｒｅ ｉｍｐｏｒｔａｎｃｅ ｕｓｉｎｇ ＬｉｇｈｔＧＢＭ
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图 ４　 使用 ＣａｔＢｏｏｓｔ 模型的特征重要性排序图

Ｆｉｇ． ４ 　 Ｒａｎｋｉｎｇ ｄｉａｇｒａｍ ｏｆ ｆｅａｔｕｒｅ ｉｍｐｏｒｔａｎｃｅ ｕｓｉｎｇ ＣａｔＢｏｏｓｔ
ｍｏｄｅｌ

４　 结束语

本文比较了 ３ 种最先进的梯度增强方法

（ＸＧＢｏｏｓｔ、ＬｉｇｈｔＧＢＭ 和 ＣａｔＢｏｏｓｔ）的回归预测精度

和运行时间。 ＬｉｇｈｔＧＢＭ 在实验数据集上的表现较
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其他梯度增强方法要快得多，而且在同样经过超参

数优化后，可以取得更好的回归预测结果；可以通过

对原始数据集进行新特征生成和最佳特征选择等特

征工程操作，提升模型预测性能。 综合前文论述可

知，由于 ＬｉｇｈｔＧＢＭ 模型在预测精度和运行速度上的

优势，可以作为回归应用的首选模型。
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（上接第 １６４ 页）
构设计和参数设置上仍有提升的空间，在未来的肺

癌图像识别工作中，将完善肺部 ＣＴ 数据集、改善网

络结构和优化实验参数。

参考文献

［１］ ＳＵＮ Ｔ， ＷＡＮＧ Ｊ， ＬＩ Ｘ， ｅｔ ａｌ． Ｃｏｍｐａｒａｔｉｖｅ ｅｖａｌｕａｔｉｏｎ ｏｆ ｓｕｐｐｏｒｔ
ｖｅｃｔｏｒ ｍａｃｈｉｎｅｓ ｆｏｒ ｃｏｍｐｕｔｅｒ ａｉｄｅｄ ｄｉａｇｎｏｓｉｓ ｏｆ ｌｕｎｇ ｃａｎｃｅｒ ｉｎ ＣＴ
ｂａｓｅｄ ｏｎ ａ ｍｕｌｔｉ－ｄｉｍｅｎｓｉｏｎａｌ ｄａｔａ ｓｅｔ［Ｊ］ ． Ｃｏｍｐｕｔｅｒ ｍｅｔｈｏｄｓ ａｎｄ
ｐｒｏｇｒａｍｓ ｉｎ ｂｉｏｍｅｄｉｃｉｎｅ， ２０１３， １１１（２）： ５１９－５２４．

［２］ ＣＨＥＮＧ Ｊｉｅｚｈｉ， ＣＨＯＵ Ｙ Ｈ， ＨＵＡＮＧ Ｃ Ｓ， ｅｔ ａｌ． Ｃｏｍｐｕｔｅｒ －
ａｉｄｅｄ ＵＳ ｄｉａｇｎｏｓｉｓ ｏｆ ｂｒｅａｓｔ ｌｅｓｉｏｎｓ ｂｙ ｕｓｉｎｇ ｃｅｌｌ－ｂａｓｅｄ ｃｏｎｔｏｕｒ
ｇｒｏｕｐｉｎｇ［Ｊ］ ． Ｒａｄｉｏｌｏｇｙ， ２０１０， ２５５（３）： ７４６－７５４．

［３］ ＷＡＹ Ｔ Ｗ， ＳＡＨＩＮＥＲ Ｂ， ＣＨＡＮ Ｈ Ｐ， ｅｔ ａｌ． Ｃｏｍｐｕｔｅｒ ‐ ａｉｄｅｄ
ｄｉａｇｎｏｓｉｓ ｏｆ ｐｕｌｍｏｎａｒｙ ｎｏｄｕｌｅｓ ｏｎ ＣＴ ｓｃａｎｓ： ｉｍｐｒｏｖｅｍｅｎｔ ｏｆ
ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｗｉｔｈ ｎｏｄｕｌｅ ｓｕｒｆａｃｅ ｆｅａｔｕｒｅｓ［Ｊ］ ． Ｍｅｄｉｃａｌ

Ｐｈｙｓｉｃｓ， ２００９， ３６（７）： ３０８６－３０９８．
［４］ ＬＥＣＵＮ Ｙ， ＢＥＮＧＩＯ Ｙ， ＨＩＮＴＯＮ Ｇ． Ｄｅｅｐ ｌｅａｒｎｉｎｇ［Ｊ］ ． Ｎａｔｕｒｅ，

２０１５， ５２１（７５５３）： ４３６－４４４．
［ ５ ］ ＸＵ Ｊｕｎ， ＸＩＡＮＧ Ｌｅｉ， ＬＩＵ Ｑｉｎｇｓｈａｎ， ｅｔ ａｌ． Ｓｔａｃｋｅｄ ｓｐａｒｓｅ

ａｕｔｏｅｎｃｏｄｅｒ （ ＳＳＡＥ ） ｆｏｒ ｎｕｃｌｅｉ ｄｅｔｅｃｔｉｏｎ ｏｎ ｂｒｅａｓｔ ｃａｎｃｅｒ
ｈｉｓｔｏｐａｔｈｏｌｏｇｙ ｉｍａｇｅｓ ［ Ｊ ］ ． ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｍｅｄｉｃａｌ
Ｉｍａｇｉｎｇ， ２０１５， ３５（１）： １１９－１３０．

［６］ ＨＥ Ｋ， ＺＨＡＮＧ Ｘ， ＲＥＮ Ｓ， ｅｔ ａｌ． Ｄｅｅｐ ｒｅｓｉｄｕａｌ ｌｅａｒｎｉｎｇ ｆｏｒ ｉｍａｇｅ
ｒｅｃｏｇｎｉｔｉｏｎ ［ Ｃ ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ． Ｌａｓ Ｖｅｇａｓ， ＮＶ， ＵＳＡ：
ＩＥＥＥ， ２０１６： ７７０－７７８．

［７］ ＫＲＩＺＨＥＶＳＫＹ Ａ， ＳＵＴＳＫＥＶＥＲ Ｉ， ＨＩＮＴＯＮ Ｇ Ｅ． Ｉｍａｇｅｎｅｔ
ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｗｉｔｈ ｄｅｅｐ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ［ Ｃ ］ ／ ／
Ａｄｖａｎｃｅｓ ｉｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓ． Ｌａｋｅ Ｔａｈｏｅ，
ＮＶ：ＮＩＰＳ， ２０１２： １０９７－１１０５．

０７１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　


