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摘　 要： 方面级情感分析（ＡＢＳＡ）作为情感分析中的一项精细任务，旨在分析给定方面在特定语境中的情感极性。 目前广泛

使用的情感方法，大部分基于深度神经网络提取语义信息或者句法信息，在准确建模方面，词与观点词之间的关系存在不足。
为解决上述问题，本文提出了结合句法增强的多通道方面级情感分析模型。 该模型借助依存句法树，对句子中特定方面及其

观点词进行建模，同时采用单词共现的方法构建单词共现图；分别使用图卷积神经网络提取图特征，同时利用 Ｂｉ－ＧＲＵ 提取

句子语义特征，最终将特征融合进行情感分类。 经在 ３ 个经典数据集上验证，证明了该模型的有效性。
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０　 引　 言

方面 级 情 感 分 析 （ Ａｓｐｅｃｔ － Ｂａｓｅｄ Ｓｅｎｔｉｍｅｎｔ
Ａｎａｌｙｓｉｓ， ＡＢＳＡ） 是近年来自然语言处理 （ Ｎａｔｕｒａｌ
Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓ，ＮＬＰ）领域的一个重要研究方向，
现已广泛应用于电商评论分析等多个领域，方面级

情感分析任务的目标是预测句子中特定方面术语的

情感 极 性。 例 如， 给 定 句 子 “ Ｔｈｅ ｆｏｏｄ ｉｎ ｔｈｅ
ｒｅｓｔａｕｒａｎｔ ｗａｓ ｏｋ， ｂｕｔ ｔｈｅ ｓｅｒｖｉｃｅ ｗａｓ ｓｌｏｗ”中，对于

给定的方面词“ｆｏｏｄ”，其对应的观点词“ｏｋ”表现出

积极情感，对于方面词“ｓｅｒｖｉｃｅ”、观点词“ｓｌｏｗ”表现

出消极情感。 与文档级或者句子级情感分类相比，
方面级情感分析任务的主要挑战是如何设计有效的

算法，对相应的观点词和方面词进行有效建模，使得

模型能够判定给定方面词在语境中的情感倾向［１］。
传统的方面级情感分析方法有基于情感词典的

方法和结合人工设计特征的机器学习方法［２－３］。 近

年来，深度学习的方法在情感分析任务中被广泛使

用并取得了可观效果。 值得关注的是，结合注意力

机制的神经网络模型也已应用在方面级情感分析任

务中，且已验证具有明显的优越性［４］。
然而，注意力机制也有其局限性。 因缺少句法

的约束，在某些情况下，注意力机制可能会错误地捕

获方面词与情感词之间的线索。 例如，在句子“Ｔｈｅ
ｐａｃｋａｇｉｎｇ ｓｈｏｕｌｄ ｂｅ ｍｏｒｅ ｄｅｌｉｃａｔｅ”中，对于特定方面

词“ｐａｃｋａｇｉｎｇ”，注意力机制往往给单词“ｄｅｌｉｃａｔｅ”分



配更多的关注，因此导致模型针对该方面词取得了

相反的情感极性。
图 卷 积 神 经 网 络 （ Ｇｒａｐｈ Ｃｏｎｖｏｌｕｔｉｏｎａｌ

Ｎｅｔｗｏｒｋｓ， ＧＣＮ）结合依存句法依赖树获取句子信

息，近年来被广泛应用于方面级情感分类任务中，并
且取得了长足的发展。 句法信息能够有效地建立方

面词与意见术语之间的关系，可用作获取方面级情

感信息的关键，且能够从根本上解决长序依赖的问

题［５］。 图卷积神经网络 ＧＣＮ 以其处理图结构的优

势，在捕获远程单词之间的依赖关系上表现出很大

的潜力。
但是，由于人类语言的复杂性，在缺乏句法特征

的句子中，句法分析会出现解析错误，句法结构分析

的误差会影响情感分类的准确率。
为解决以上问题，本文提出了结合句法增强的

多通道方面级情感分析模型 （ Ｓｙｎｔａｃｔｉｃ ｅｎｈａｎｃｅｄ
ｍｕｌｔｉ－ｃｈａｎｎｅｌ ａｓｐｅｃｔ ｅｍｏｔｉｏｎ ａｎａｌｙｓｉｓ ｍｏｄｅｌ，ＳＥ－ＭＣ－
ＧＣＮ），旨在综合提取句子的语义和句法特征。 该方

法借助依存句法树，构建基于特定方面句法依赖树，
使用图卷积神经网络 ＧＣＮ 提取句法树信息；同时采

用单词共现的方法构建单词共现图，使用 ＧＣＮ 提取

共现图信息，Ｂｉ－ＧＲＵ 提取句子语义信息，将提取的

信息融合进行情感分类。 模型在公开的数据集上与

基线方法进行实验比较，以研究其工作性能。

１　 相关研究

注意力机制能够有效分析每个单词及其相关的

语义成分，从而提取语境中的重要信息。 将注意力

机制与深度学习方法融合的相关研究工作，已经在

方面级情感分析任务中取得了不错的成果。 如：文
献［６］中将注意力机制与 ＬＳＴＭ 结合在一起，提出

ＡＥ－ＬＳＴＭ、ＡＴ－ＬＳＴＭ、ＡＴＡＥ－ＬＳＴＭ 三个模型，通过

注意力机制去获取对不同方面词更重要的上下文信

息。 文献［７］提出了一种既考虑目标注意力又考虑

上下文注意力的交互式注意力网络（ ＩＡＮ），使用 ２
个注意力网络交互式检测目标词和上下文重要词。
文献［８］采用多头注意机制（ｍｕｌｔｉ －ｈｅａｄ ａｔｔｅｎｔｉｏｎ）
来捕获距离较远的情绪特征， 从而对不相关信息确

保了更强的鲁棒性。 文献［９］提出了一种基于注意

的层次位置感知网络（ＨＡＰＮ），引入位置嵌入来学习

句子的位置感知表示，并进一步生成语境词的特定方

面词表示。 此外，基于 ｔｒａｎｓｆｏｒｍｅｒ 和 Ｂｅｒｔ 等预训练模

型在方面级情感分析任务中也取得了可观的进

展［１０］。

句法分析有效地在方位词和观点词之间架起了

一座桥梁，解决了句子长距离依赖问题。 句法信息

融入到句子表征过程中来处理方面级情感分析任务

的相关工作取得了不小的成就［１１－１２］，也逐渐成为方

面级情感分析任务的研发基础。 文献［１３］提出了

一个近似加权卷积网络，利用上下文词与方面的句

法接近度、即接近权重，来确定其在句子中的重要

性。
近来，基于 ＧＣＮ 的模型在 ＮＬＰ 中受到越来越

多的关注。 鉴于 ＧＣＮ 能够处理图数据，包含丰富关

系信息的依存句法树与 ＧＣＮ 结合，为方面级情感分

析研发提供了可行性依据。 文献［１４］在句子的依

赖树上构建图卷积网络，利用句法信息和单词依赖，
提出一种特定方面的情感分类框架 ＡＳＧＣＮ。 文献

［１５］提出了句法和词汇的概念层次，并以此为基础

建立了层次句法图和层次词汇图，随后设计了双层

交互式图卷积网络以充分融合层次句法和词汇图。
文献［１６］重新构造和修剪一个普通的依赖解析树，
设计了一个基于目标方面词为根节点面向方面的依

赖树结构，提出了一个关系图注意网络（Ｒ－ＧＡＴ），
来编码新的情绪预测树结构。

２　 研究方法

本文提出了一种结合句法增强的多通道方面级

情感分析模型 ＳＥ－ＭＣ－ＧＣＮ，模型整体架构如图 １
所示。 该模型首先将输入文本分别表示为基于方面

词的句法依赖树和单词共现图，分别使用 ２ 个 ＧＣＮ
网络学习图表示，同时使用 Ｂｉ－ＧＲＵ 编码句子语义

特征，将 ３ 个输出特征池化后进行融合，最后通过

ｓｏｆｔｍａｘ 分类器得到情感极性。
２．１　 文本图构建

２．１．１　 基于方面词的句法图

句法依赖树通常使用依存句法分析的方法帮助

构建。 依存句法分析是在语法理论的基础上，对自然

语言进行的一种句法分析形式。 句子中的任意 ２ 个

词之间都存在着某种支配和被支配关系，句法分析的

结果是有向的依存关系树，可以表达句子整体结构。
　 　 依存句法分析得到的句法树，通常不是以基于

方面词的句法树。 为了更好地建模方面词与观点词

之间的关系，将方面词作为依存树的根节点，转换原

来的根节点为叶子节点，得到基于方面词的句法图。
给定句子“Ｉ ｌｉｋｅ ｔｈｉｓ ｒｉｎｇ ｂｅｃａｕｓｅ ｉｔ ｉｓ ｂｅａｕｔｉｆｕｌ”，原
来的依存句法树如图 ２（ａ）所示，转换为基于方面词

的句法图如图 ２（ｂ）所示。
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图 １　 结合句法增强的多通道方面级情感分析模型

Ｆｉｇ． １　 Ｓｙｎｔａｃｔｉｃ ｅｎｈａｎｃｅｄ ｍｕｌｔｉ－ｃｈａｎｎｅｌ ａｓｐｅｃｔ－ｂａｓｅｄ ｅｍｏｔｉｏｎ ａｎａｌｙｓｉｓ ｍｏｄｅｌ

２．１．２　 单词共现图

使用单词共现的方法构建文本图，是将每一个

文档都看作是一个独立的拓扑图，单词作为图的节

点，利用单词之间的共现关系建立边。 该方法使用

一个固定大小的共现窗口 ｗ在文档中滑动统计单词

共现信息。
图 ２（ｃ）则是使用单词共现方法，设置共现窗口

ｗ ＝ ３ 时构建的文本图。

root

advcl
mark

nsubj
copdet

obj
nsubj

（ａ） 原始的句法树

advcl
mark

nsubj
copdet

obj
nsubj

root
（ｂ） 基于方面词“ｒｉｎｇ”的句法图

（ｃ） 文本共现图

图 ２　 句子“Ｉ ｌｉｋｅ ｔｈｉｓ ｒｉｎｇ ｂｅｃａｕｓｅ ｉｔ ｉｓ ｂｅａｕｔｉｆｕｌ”的文本图

Ｆｉｇ． ２ 　 Ｔｈｅ ｇｒａｐｈ ｏｆ ｔｈｅ ｓｅｎｔｅｎｃｅ “ Ｉ ｌｉｋｅ ｔｈｉｓ ｒｉｎｇ ｂｅｃａｕｓｅ ｉｔ ｉｓ
ｂｅａｕｔｉｆｕｌ”

２．２　 编码器

２．２．１　 图编码器

设目标图 Ｇ ＝ （Ｖ，Ａ，Ｅ）。 其中，Ｖ、Ａ、Ｅ 分别表

示图的节点、边和邻接矩阵。
图卷积神经网络 ＧＣＮ 学习图的节点信息的过

程可以表示为：
ｈｌ ＋１ ＝ σ ＡｈｌＷｌ ＋１( ) （１）

　 　 其中， ｈｌ ＋１、ｈｌ 分别表示第 ｌ ＋ １ 层和第 ｌ 层的节

点；Ｗｌ ＋１ 表示权重矩阵；σ 是非线性激活函数。
对图 ２（ ｂ）、（ ｃ）中构造的句法图和单词共现

图，分别使用 ＧＣＮ 捕获每个节点与其相邻节点之间

的信息传递，信息交互公式如下：
ｈｌ ＋１

ｓｙｎ ＝ σ Ａｓｙｎｈｌ
ｓｙｎＷｌ ＋１

ｓｙｎ( ) （２）
ｈｌ ＋１

ｃｏ ＝ σ Ａｃｏｈｌ
ｃｏＷｌ ＋１

ｃｏ( ) （３）
　 　 其中， Ａｓｙｎ ∈ℝ ｎ×ｎ 和 Ａｃｏ ∈ℝ ｎ×ｎ 分别表示句法

图和单词共现图的邻接矩阵； ｈｌ ＋１
ｓｙｎ ∈ℝ ｎ×ｄ 和 ｈｌ ＋１

ｃｏ ∈
ℝ ｎ×ｄ 表示第 ｌ ＋ １层节点；Ｗｌ ＋１

ｓｙｎ ∈ℝ ｎ×ｄ、Ｗｌ ＋１
ｃｏ ∈ℝ ｎ×ｄ

表示权重矩阵； σ 是非线性激活函数，这里使用

Ｒｅｌｕ 函数； ｎ表示句子中的节点个数；ｄ表示 ＧＣＮ 输

出维度。
２．２．２　 Ｂｉ－ＧＲＵ 编码器

输入序列 ｓ ＝ ｛ｘ１，ｘ２，…，ｘｎ｝，将每个单词映射

到低位向量， 得到 ｅｓ ＝ ｛ ｅｘ１，ｅｘ２，…，ｅｘｎ ｝，ｅｓ ∈
ℝ ｎ×ｄｉｍ，ｄｉｍ 是词向量维度。 模型中 ＧＲＵ 的前向传

播公式如下：
ｚｔ ＝ σ（Ｗｚｘｔ ＋ Ｕｚｈｔ －１） （４）
ｒｔ ＝ σ（Ｗｔｘｔ ＋ Ｕｔｈｔ －１） （５）

ｈ
～

ｔ ＝ ｔａｎｈ（Ｗｘｔ ＋ Ｕ（ｒｔ 􀱋 ｈｔ －１）） （６）

ｈｔ ＝ （１ － ｚｔ） 􀱋 ｈｔ －１ ＋ ｚｔ 􀱋 ｈ
～

ｔ （７）
　 　 其中， ｚｔ、ｒｔ 分别表示更新门和重置门，决定前

边序列对当前输入的贡献； ｈ
～

ｔ 是 ｔ 时刻新产生的信

息；ｈｔ 表示 ｔ 时刻接收 ｈ
～

ｔ 最终的状态信息；Ｗ、Ｕ 表

示权重矩阵。
Ｂｉ－ＧＲＵ 联合 ２ 个方向相反的 ＧＲＵ，其传播过

程如下：
ｈｓ ＝ Ｗｓｈ

⇀
ｔ ＋ Ｖｓｈ

↼
ｔ ＋ ｂｓ （８）

　 　 其中， ｈ⇀ｔ、ｈ
↼

ｔ 分别表示 ２ 个方向的 ＧＲＵ 输出状

态信息； Ｗｓ、Ｖｓ 表示权重矩阵； ｂｓ 为偏置量。
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２．３　 特征融合

在句法图、单词共现图和句子编码信息上执行

池化操作，得到：
Ｈｓｙｎ ＝ Ｐｏｏｌｉｎｇ ｈｌ ＋１

ｓｙｎ( ) （９）
Ｈｃｏ ＝ Ｐｏｏｌｉｎｇ ｈｌ ＋１

ｃｏ( ) （１０）
Ｈｓ ＝ Ｐｏｏｌｉｎｇ ｈｔ( ) （１１）

　 　 模型采用高速网络机制，最终的句子表示为：
　 ｏ ＝ Ｈｓ 􀱋 １ － σ Ｈｃｏ( )[ ] ＋ Ｈｓｙｎ 􀱋 σ Ｈｃｏ( ) （１２）

与拼接相比，高速网络机制通过使用门控单元，
将输入的句法树提取信息、单词共现图提取信息和

提取句意信息通过网络进行调节。 信息可以跨多个

通道传输，选择出比较重要的特征完成融合。
２．４　 情感分类器

将融合后的句子 ｏ 经过全连接层后，输入 ｓｏｆｔｍａｘ
分类器中，输出最后的情感极性的概率分布，公式如下：

ｙ^ ＝ ｓｏｆｔｍａｘ Ｗｏｏ ＋ ｂｏ( ) （１３）

　 　 其中， ｙ^∈ℝ ｄｃ 表示预测的情感分布； ｄｃ 表示分

类数； Ｗｏ、ｂｏ 分别表示权重矩阵和偏置。
２．５　 损失函数

模型使用交叉熵损失函数，为防止模型过拟合，
采用 Ｌ２ 正则方法进行训练，参数和权值通过反向传

播更新。 损失函数可以表示为：

Ｌ ＝ － ∑
ｉ∈Ｄ

∑
ｊ∈Ｃ

ｙｉ
ｊ ｌｏｇｙ^ｉ

ｊ ＋ λ‖θ‖２ （１４）

　 　 其中， Ｄ 表示训练数据集；Ｃ 表示情感分类数；ｙ

表示真实标签；ｙ^表示预测标签；λ 表示正则化系数；
θ 表示可训练参数。

３　 实验与结果分析

３．１　 数据集

为验证模型的有效性，实验采用的数据集为：
Ｌａｐｔｏｐ 数 据 集［１７］、 Ｒｅｓｔａｕｒａｎｔ 数 据 集 （ Ｒｅｓｔ１４） 与

Ｔｗｉｔｔｅｒ 数据集［１８］。 实验数据被标记为 ３ 种不同的情

感极性，即正面、中性和负面。 数据集详细信息见表 １。
表 １　 数据集详情

Ｔａｂ． １　 Ｄａｔａｓｅｔ ｄｅｔａｉｌｓ

数据

集

正面

训练集 测试集

中性

训练集 测试集

负面

训练集 测试集

Ｔｗｉｔｔｅｒ
Ｒｅｓｔ１４
Ｌａｐｔｏｐ

１ ５６１
２ １６４
９９４

１７３
７２８
３４１

３ １２７
６３７
４６４

３４６
１９６
１６９

１ ５６０
８０７
８７０

１７３
１９６
１２８

３．２　 实验参数设置

实验中，对每个输入的句子使用 Ｓｔａｎｆｏｒｄ 句法解

析器（ｈｔｔｐｓ： ／ ／ ｓｔａｎｆｏｒｄｎｌｐ．ｇｉｔｈｕｂ．ｉｏ ／ ＣｏｒｅＮＬＰ ／ ）构建依

存句法树，使用共现窗口（ｗ ＝ ３） 构建单词共现图。
同时对每个单词使用Ｇｌｏｖｅ 预训练的 ３００ 维词向量进

行初始化；将 Ｂｉ－ＧＲＵ 的隐藏状态设置为 ３００。 为防

止模型过拟合， 设定 Ｄｒｏｕｐｏｕｔ 为 ０．５， Ｌ２ 正则的权重

设置为０．０００ １；采用 Ａｄａｍ 作为优化器，学习率设置

为 ０．００１。 此外，本文使用准确率 （Ａｃｃｕｒａｃｙ） 和宏观

Ｆ１ 值（Ｍａｃｒｏ － Ｆ１） 来衡量模型效果。
３．３　 实验结果

为了验证模型在方面级情感分析任务上的有效

性，实验中对一些基线模型进行了比对，实验结果见

表 ２。
表 ２　 情感分类结果

Ｔａｂ． ２　 Ｓｅｎｔｉｍｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ

类别 模型
Ｔｗｉｔｔｅｒ

Ａｃｃ Ｆ１

Ｒｅｓｔ１４

Ａｃｃ Ｆ１

Ｌａｐｔｏｐ

Ａｃｃ Ｆ１

Ａｔｔｅｎｔｉｏｎ－ｂａｓｅｄ ＡＴＡＥ－ＬＳＴＭ［６］ － － ７７．２ － ６８．７ －
ＩＡＮ［７］ ７２．３ ７０．９ ７９．１ ７１．０ ７２．５ ６８．１
ＲＡＭ［８］ ６９．１ ６７．５ ８０．１ ７２．０ ７４．６ ７１．４

Ｓｙｎ－ｂａｓｅｄ ＡＳＧＣＮ［１４］ ７２．２ ７０．１ ８０．１ ７２．０ ７５．６ ７１．０
ＣＤＴ［１１］ ７４．７ ７３．７ ８２．３ ７４．０ ７７．１ ７３．０

ＢｉＧＣＮ［１５］ ７４．２ ７３．０ ８２．０ ７３．０ ７４．６ ７１．９
Ｒ－ＧＡＴ［１６］ ７５．６ ７３．８ ８３．３ ７６．０ ７７．４ ７３．８
ＤＧＥＤＴ［１０］ ７４．８ ７３．９ ８３．３ ７６．１ ７７．４ ７３．７

本文模型 ＳＥ－ＭＣ－ＧＣＮ ７５．８ ７４．０ ８３．５ ７６．０ ７９．０ ７５．１
－ ｗ ／ ｏ Ｈｓｙｎ ７３．８ ７１．６ ８２．３ ７４．２ ７６．４ ７２．６
－ ｗ ／ ｏ Ｈｃｏ ７３．１ ７０．５ ８１．６ ７２．４ ７７．５ ７３．５
－ ｗ ／ ｏ Ｈｓ ７２．４ ７０．６ ８２．３ ７４．０ ７５．６ ７１．８

－ ｗ ／ ｏ Ｈｉｇｈｗａｙ ７４．９ ７２．５ ８２．５ ７５．１ ７７．５ ７３．８
Ｗｉｔｈｂｅｒｔ ＤＧＥＤＴ＋ｂｅｒｔ ７７．１ ７５．５ ８６．８ ８１．１ ７８．５ ７４．８

Ｒ－ＧＡＴ＋ｂｅｒｔ ７６．１ ７４．９ ８３．８ ８０．１ ７９．５ ７５．８
本文模型 ＳＥ－ＭＣ－ＧＣＮ＋ｂｅｒｔ ７８．０ ７７．１ ８６．９ ８１．４ ８０．４ ７６．８

　 　 　 　 注：表中粗体表示最优值； “ － ｗ ／ ｏ Ｈｓｙｎ” 表示去除句法图编码部分，“ － ｗ ／ ｏ Ｈｃｏ” 表示去除贡献图编码部分，“ － ｗ ／ ｏ Ｈｓ” 表示

去除句子语义编码部分， “ － ｗ ／ ｏ Ｈｉｇｈｗａｙ” 表示特征融合部分不采用高速网络机制，实验中直接采用向量拼接的方法。
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　 　 由实验结果可知，与基于注意力机制结合深度

学习的方法（Ａｔｔｅｎｔｉｏｎ－ｂａｓｅｄ），以及句法分析结合

图神经网络的方法（Ｓｙｎ－ｂａｓｅｄ）相比，本文模型有效

地结合了句法和语义特征，准确率和 Ｆ１ 值都优于大

多数方法。 考虑到 Ｔｗｉｔｔｅｒ 数据通常缺乏句法特征，
本文模型有效地结合了语义信息，补充语法特征缺

失，从而获得更高的精度。
同时，实验中对比了基于 Ｂｅｒｔ 的预训练模型，

本文模型结果仍然是这组数据中较好的。 以上结果

证明，本文模型能够有效捕获句子语义和句法特征。
３．４　 消融实验

为了验证不同模块功能对模型的影响，进行了

消融实验对比。
从表 ２ 可以看出，以本文模型 ＳＥ－ＭＣ－ＧＣＮ 作

为基线模型，分别去除句法图编码、贡献图编码、和
句子语义编码模块，都会使实验结果有所降低。 以

Ｔｗｉｔｔｅｒ 数据为例，去除句子语义编码实验结果下降

较为明显，也进一步验证了本文模型中语义编码模

块的有效性。 此外，特征融合模块去除高速网络机

制，替换为向量拼接，实验效果也有所下降，证明高

速网络机制更好地保留了对结果有用的特征。 因

此，模型 ＳＥ－ＭＣ－ＧＣＮ 中每个模块都对整体结果有

一定的贡献。
３．５　 ＧＣＮ 层数影响

实验中涉及到使用的门控图神经网络的层数，
本文在 Ｌａｐｔｏｐ 数据集上对比了不同层数的图神经

网络对实验最终性能的影响，结果如图 ３ 所示。
　 　 由图 ３ 可知，当 ＧＣＮ 层数为 ３ 时，对于数据集

Ｔｗｉｔｔｅｒ 和 Ｒｅｓｔ１４，实验效果相对最好；对于 Ｌａｐｔｏｐ
数据集，ＧＣＮ 层数为 ４ 时实验效果相对最好。
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图 ３　 不同 ＧＣＮ 层数对实验结果的影响

Ｆｉｇ． ３　 Ｔｈｅ ｅｆｆｅｃｔ ｏｆ ｄｉｆｆｅｒｅｎｔ ＧＣＮ ｌａｙｅｒｓ

３．６　 单词相关性分析

为了分析模型捕获重点信息的能力，采用掩码

实验［１１］分析单词相关性，计算公式如下：

γ（ｏ，ｗ） ＝ １
ｍ∑

ｄ

ｉ ＝ １
｜ ｈｉ

ｏ － ｈｉ
ｏ ／ ｗ ｜ （１５）

　 　 其中， ｈｏ 是句子表示，ｈｏ ／ ｗ 是掩盖掉单词的句子

表示。 如果 γ（ｏ，ｗ） 等于 ０，说明单词 ｗ 对句子没有

贡献度。
以句子“ Ｉ ｂｏｕｇｈｔ ｔｈｅ ｃｕｐ，ｔｈａｔ ｗｅｒｅ ｍａｎｙ ｒｏｓｅｓ

ｏｎ ｔｈｅ ｂｏｘ， ｉｔ ｗａｓ ｂｅａｕｔｉｆｕｌ ” 为 例， 其 方 面 词 为

“ｃｕｐ”，方面词对应的情感极性为正面，可以看出观

点词“ｇｒｅａｔ”对方面词的情感贡献比较大。
ＣＤＴ 和 ＳＥ－ＭＣ－ＧＣＮ 单词相关性对比结果（句

子方面词为‘ｃｕｐ’）如图 ４ 所示。 由图 ４ 可以看出，
相比 ＣＤＴ 模型，本文模型增强了对重点信息的捕获

能力。 ＣＤＴ 和 ＳＥ－ＭＣ－ＧＣＮ 单词相关性对比（句子

方面词为‘ｃｕｐ’）。

CDT

SE-MC-GCN

图 ４　 ＣＤＴ 和 ＳＥ－ＭＣ－ＧＣＮ 单词相关性对比（句子方面词为‘ｃｕｐ’）
Ｆｉｇ． ４　 Ｗｏｒｄ ｃｏｒｒｅｌａｔｉｏｎ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ＣＤＴ ａｎｄ ＳＥ－ＭＣ－ＧＣＮ（ｓｅｎｔｅｎｃｅ ａｓｐｅｃｔ ｗｏｒｄ ａｓ ‘ｃｕｐ’）

４　 结束语

句法分析对文本理解有重要的帮助，在方面级

文本情感分析的任务中，能够有效地建立方位词和

观点词之间的依赖关系。 基于此，本文提出了基于

句法增强的多通道方面级情感分析模型，对句子的

句法图、单词共现图分别编码，与句子语义特征融

合，目标是捕获句子句法信息和语义信息，在特征融

合部分采用高速网络机制，用来选择对模型效果更

好的特征。 实验结果验证了模型的有效性。

２５ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　
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Ｃｈａｐｔｅｒ ｏｆ ｔｈｅ Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓ： Ｈｕｍａｎ
Ｌａｎｇｕａｇｅ Ｔｅｃｈｎｏｌｏｇｉｅｓ， Ｖｏｌｕｍｅ １ （ Ｌｏｎｇ ａｎｄ Ｓｈｏｒｔ Ｐａｐｅｒｓ） ．
Ｍｉｎｎｅａｐｏｌｉｓ， Ｍｉｎｎｅｓｏｔａ：ＡＣＬ，２０１９：３８０－３８５．
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方案。 政府在分配养老床位时，需要先对养老床位

需求最多的类别进行分配，在每组类别中，需要对养

老床位需求最紧迫的地区进行分类；在养老床位供

给量有限的情况下，优先解决养老床位需求最多的

地区，力图实现养老床位在各省间的合理分配。
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